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PRÉFACE

L’apprentissage automatique, le machine learning, est de nos jours partie intégrante de nombreuses applications commerciales et de projets de recherche, qu’il s’agisse de questions aussi
importantes que le diagnostic et le traitement de maladies graves, ou plus prosaïquement de
trouver des « amis » sur des réseaux sociaux. Beaucoup de gens croient que l’apprentissage automatique ne peut être mis en œuvre que par de grandes entreprises avec des équipes de recherche
très développées. Dans ce livre, nous voulons vous montrer qu’il est plus facile que vous ne le
pensez de construire vos propres solutions d’apprentissage automatique, et comment vous pouvez vous y prendre au mieux. Avec les connaissances développées dans ces pages, vous pourrez
bâtir votre propre système pour déterminer par exemple le sentiment exprimé sur tel ou tel sujet
par les utilisateurs de Twitter, ou bien encore pour faire des prédictions sur le réchauffement
climatique. Les applications d’apprentissage automatique n’ont pas de limites. Avec la quantité de
données disponibles de nos jours, votre seule frontière est celle de votre imagination.

Qui devrait lire ce livre ?

Ce livre est destiné aux praticiens présents et futurs de l’apprentissage automatique qui cherchent
des solutions d’implémentation pour des problèmes issus du monde réel. Il s’agit d’un livre d’introduction ne nécessitant pas de connaissances préalables sur l’apprentissage automatique ou
sur l’intelligence artificielle (IA). Nous allons nous appuyer sur l’utilisation du langage de programmation Python et de la libraire scikit-learn, et développer toutes les étapes permettant
de créer une application d’apprentissage automatique réussie. Les méthodes que nous présentons dans le livre seront utiles pour les scientifiques comme pour les chercheurs, mais également pour les data scientists devant travailler sur des applications commerciales. Vous tirerez
le meilleur parti du livre si vous êtes déjà quelque peu familiarisé avec Python ainsi qu’avec les
librairies NumPy et matplotlib.

Nous nous sommes consciencieusement efforcés de ne pas trop nous focaliser sur les aspects
mathématiques de l’apprentissage automatique, mais plutôt sur les utilisations pratiques de ces
algorithmes. Du fait que les mathématiques, et en particulier la théorie des probabilités, constituent la fondation sur laquelle repose l’apprentissage automatique, nous ne pourrons donc pas,
partant de ce postulat, analyser en détail tous ces algorithmes. Si cet aspect proprement mathématique vous intéresse (et si l’anglais scientifique ne vous rebute pas), nous vous recommandons
la lecture du remarquable (et copieux) ouvrage The Elements of Statistical Learning (Springer) de
Trevor Hastie, Robert Tibshirani et Jerome Friedman. Vous pouvez le télécharger gratuitement
à l’adresse suivante : https://web.stanford.edu/~hastie/Papers/ESLII.pdf. De même,
nous ne nous attacherons pas à l’écriture d’algorithmes d’apprentissage automatique, mais nous
nous focaliserons essentiellement sur l’utilisation de la vaste panoplie de modèles déjà implémentée dans scikit-learn et d’autres librairies.

Pourquoi nous avons écrit ce livre

Il existe de nombreux ouvrages consacrés à l’intelligence artificielle et à l’apprentissage automatique. Cependant, ils sont presque toujours destinés à des étudiants de fin de cycle ou en doctorat, et sont remplis de mathématiques avancées. Cela constitue un contraste considérable avec
la manière dont l’apprentissage automatique est utilisé en pratique, en tant qu’outil de base dans
des applications commerciales et dans certains secteurs de la recherche. De nos jours, appliquer un algorithme d’apprentissage automatique ne nécessite plus d’être au moins doctorant…
Cependant, on trouve finalement peu de ressources s’attachant spécialement à tous les aspects
importants de l’implémentation de l’apprentissage automatique d’un point de vue pratique, et
sans vous obliger à prendre des cours de mathématiques avancées. Nous espérons que ce livre
sera utile aux personnes qui veulent se lancer dans l’apprentissage automatique, sans avoir pour
autant un bagage de haute volée en calcul, en algèbre linéaire et en théorie des probabilités.

Naviguer dans le livre

Ce livre est composé de huit chapitres :


• Le Chapitre 1 présente les concepts fondamentaux de l’apprentissage automatique et de
ses applications. Il décrit également la configuration que nous utiliserons tout au long du
livre.

• Les Chapitres 2 et 3 décrivent les algorithmes d’apprentissage automatique qui sont les
plus largement utilisés en pratique. Ils évaluent également leurs avantages et leurs inconvénients.

• Le Chapitre 4 discute de l’importance de la manière de représenter les données traitées
par l’apprentissage automatique, et des aspects des données auxquels il convient de prêter
particulière attention.

• Le Chapitre 5 traite de méthodes avancées pour l’évaluation des modèles et l’ajustement
des paramètres, avec un accent particulier mis sur la validation croisée et la recherche sur
grille.

• Le Chapitre 6 explique le concept de pipeline pour le chaînage des modèles et l’encapsulation du flux de travail.

• Le Chapitre 7 montre comment appliquer les méthodes décrites dans les chapitres précédents aux données textuelles. Il présente aussi certaines techniques de traitement spécifique à ce type de données.

• Le Chapitre 8, enfin, offre un point de vue plus général sur les sujets traités dans les autres
chapitres.




Même si les Chapitres 2 et 3 décortiquent les principaux algorithmes de l’apprentissage automatique, comprendre ceux-ci n’est pas forcément nécessaire pour un débutant. Si vous avez besoin
de construire rapidement un système d’apprentissage automatique, nous vous suggérons de
commencer par le Chapitre 1, puis d’étudier les premières sections du Chapitre 2 où vous trouverez tous les concepts clés. Vous pouvez ensuite passer directement à la fin du Chapitre 2, à la
section « Résumé et perspectives » qui liste tous les modèles supervisés couverts ici. Choisissez
le modèle qui vous semble convenir le mieux à vos besoins, et revenez en arrière pour découvrir
la section qui lui est consacrée. Vous pouvez ensuite utiliser les techniques décrites dans le Chapitre 5 pour évaluer et améliorer votre modèle.

Conventions utilisées dans ce livre

Dans ce livre, nous utiliserons les conventions typographiques suivantes :

Italique

• Indique un terme nouveau, ou nom de fichier ou encore une extension.



Largeur constante

• Cette typographie est utilisée dans les listings de programmes, ainsi que dans tout ce
qui peut dans un paragraphe faire référence à un nom de librairie, de commande ou de
module, de variable ou de fonction, d’instruction, de type de donnée ou encore de mot-clé.



[image: ]Cet élément signale une astuce ou une suggestion.


[image: ]Cet élément signale une note d’ordre général.


[image: ]Cette icône attire l’attention sur un avertissement ou un problème potentiel.


Utiliser les exemples de code

Tout d’abord, ce livre s’appuie intensivement sur la librairie scikit-learn. Pour retrouver la
documentation « officielle » des classes et des fonctions de scikit-learn, voyez les pages du
site (en anglais) :

http://scikit-learn.org/stable/


D’autre part, tout le code de ce livre est disponible gratuitement à l’adresse :

https://github.com/amueller/introduction_to_ml_with_python


Ce code est regroupé en chapitres qu’il est possible de télécharger sous la forme de notebooks
Jupyter que vous pouvez exécuter dans votre navigateur Web par défaut.

[image: ]N. d. T. : Notez bien que, puisque tout le code est accessible directement à partir du site
GitHub des auteurs, il n’est pas traduit dans le texte de ce livre (ce qui ne ferait que risquer d’y introduire des erreurs). Cette remarque s’applique aussi aux bases de données
publiques utilisées par les auteurs, et donc également aux illustrations de l’ouvrage
qui en résultent. En revanche, l’ensemble de ce code a été testé et vérifié, en ajoutant
lorsque c’est nécessaire des indications sur les procédures d’installation complémentaires permettant d’obtenir les résultats escomptés.


Si vous devez, pour une raison ou pour une autre, vous resservir de parties de ce code pour votre
propre usage, faites-le librement. Par contre, nous vous demandons d’en citer la source dans une
éventuelle publication. C’est juste une question de respect du droit d’auteur en particulier, et du
droit des auteurs en général.

Enfin, nous tenons à remercier très vivement l’ensemble de la communauté qui participe au
développement open source de Python, et en particulier toutes celles et tous ceux qui contribuent à l’amélioration de la librairie scikit-learn. D’ailleurs, sans l’appui et l’aide de cette communauté, et notamment de Gaël Varoquaux, Alex Gramfort et Olivier Grisel (trois noms qui
montrent combien les scientifiques français sont à la pointe du progrès !), Andreas Mueller ne
serait jamais devenu un contributeur majeur du projet scikit-learn. Il convient en même
temps de remercier aussi toutes les personnes qui donnent de leur temps pour gérer et améliorer
cette remarquable librairie.




CHAPITRE 1 Introduction


L’apprentissage automatique, le machine learning donc, concerne l’extraction de connaissances à
partir de données. Il s’agit d’un champ de recherches qui se situe à l’intersection des statistiques,
de l’intelligence artificielle et de l’informatique. On parle également à son sujet d’analyse prédictive ou encore d’apprentissage statistique. L’application des méthodes d’apprentissage automatique s’est démultipliée dans la vie quotidienne au cours de ces dernières années. Il peut s’agir de
recommandations sur le film que vous devriez regarder, sur la nourriture (ou tout autre produit)
que vous devriez acheter, sur les radios en ligne que vous devriez écouter. Mais il peut aussi s’agir
par exemple de reconnaître vos amis sur des photos, un risque de tumeur cancéreuse sur des
analyses, et bien d’autres choses encore. De nombreux sites Web modernes ainsi que certains
appareils intègrent des algorithmes d’apprentissage automatique. Si vous visitez un site Web
complexe, comme Facebook, Amazon ou encore Netflix, il est plus que probable que chaque
partie qui le constitue contient de multiples modèles d’apprentissage automatique.

En dehors des applications commerciales, l’apprentissage automatique a une influence énorme
sur la manière dont les recherches basées sur des données sont effectuées aujourd’hui. Les outils
présentés dans ce livre ont été appliqués à divers problèmes scientifiques, comme comprendre les
étoiles, trouver des planètes distantes, découvrir de nouvelles particules, analyser des séquences
d’A.D.N., ou encore fournir des traitements personnalisés pour des malades atteints de cancer.

Vos propres applications n’ont cependant pas besoin de couvrir des champs d’application aussi
étendus, pas plus que votre but n’est sans doute de changer le monde à vous tout seul. Pour
autant, dans ce chapitre, nous allons expliquer pourquoi l’apprentissage automatique est devenu
si populaire et pourquoi il permet de résoudre tant de problèmes. Nous vous montrerons également comment produire votre premier modèle d’apprentissage automatique, et donc nous vous
présenterons en même temps un certain nombre de concepts importants dans ce domaine.

Pourquoi l’apprentissage automatique ?

Dans les premiers temps des applications dites « intelligentes », de nombreux systèmes utilisaient des règles figées dans le code, basées sur des décisions de type « si… sinon… », pour
traiter les données ou encore ajuster les entrées de l’utilisateur. Songez par exemple à un filtre
antispam. Son travail consiste à déplacer des messages électroniques entrants dans un dossier
spécifique. Vous pourriez créer une liste noire de termes qui ferait en sorte qu’un message soit
marqué comme étant un spam. Il s’agirait d’un exemple typique de système de règles « expert »
servant à créer une application « intelligente ». De telles règles décisionnelles, ciselées à la main,
sont tout à fait applicables dans le cas de certaines applications, en particulier celles pour lesquelles les êtres humains ont une bonne compréhension des processus à modéliser. Cependant,
cette façon de procéder présente deux désavantages majeurs :


• La logique nécessaire à la prise de décision est spécifique à un certain domaine et une
certaine tâche. Modifier celle-ci, même légèrement, peut impliquer la réécriture de l’ensemble du système.

• Concevoir des règles nécessite une compréhension approfondie de la manière dont une
décision devrait être prise par un expert humain.




Un exemple intéressant des limites de ce type d’approche est représenté par la reconnaissance
des visages. Aujourd’hui, n’importe quel smartphone est capable de détecter un visage dans une
image. Pourtant, ce problème était resté insoluble jusqu’en 2001. La principale difficulté était que
la façon dont les pixels qui constituent une image numérique sont « perçus » par l’ordinateur
est extrêmement différente de la manière dont les êtres humains fonctionnent. De ce fait, il était
fondamentalement impossible pour un humain de définir un bon système de règles permettant
de décrire ce qui constitue un visage dans une photo numérique.

Utiliser un système d’apprentissage automatique, à l’inverse, revient « simplement » à présenter à
un programme une grande collection d’images de personnes afin qu’un algorithme puisse déterminer les caractéristiques nécessaires à la détection et l’identification des visages.

Les problèmes que l’apprentissage automatique peut résoudre

Les types les plus efficients d’algorithmes d’apprentissage automatique sont ceux qui automatisent des processus de prise de décision en généralisant des données fournies à partir d’exemples
connus. Dans ce schéma, également appelé apprentissage supervisé, l’utilisateur alimente en
quelque sorte l’algorithme en lui fournissant des paires entrée/sortie désirées, et cet algorithme
trouve ensuite une manière de produire la sortie désirée à partir d’une certaine entrée. En particulier, l’algorithme est capable de créer une sortie depuis une entrée qu’il n’a jamais rencontrée
auparavant, et ce sans aucune aide humaine. Revenons à notre exemple de classification des
spams. Avec un système d’apprentissage automatique, l’utilisateur va fournir à l’algorithme un
grand nombre de messages électroniques (qui constituent donc l’entrée) ainsi que des informations indiquant quels messages sont des spams, et lesquels n’en sont pas (ce qui forme la sortie
désirée). Par la suite, cet algorithme sera capable de produire une prédiction sur le fait qu’un
nouvel email est ou non un spam.

Les algorithmes qui apprennent à partir de paires entrée/sortie sont dits supervisés, car les choses
se déroulent comme si un « professeur » supervisait l’apprentissage automatique en expliquant
le lien entre entrées et sorties désirées. Alors que la création de jeux de données pour les entrées
et les sorties est souvent un processus manuel très laborieux, les algorithmes d’apprentissage
automatique supervisés sont bien compris et leurs performances sont faciles à mesurer. Si votre
application peut être formulée sous la forme d’un problème d’apprentissage supervisé, et si vous
êtes capable de créer un jeu de données incluant la sortie désirée, alors l’apprentissage automatique sera probablement à même de résoudre votre problème.

Voici quelques exemples d’applications de l’apprentissage supervisé :


• Identifier un code postal parmi des chiffres écrits à la main sur une enveloppe. Ici, l’entrée
est une numérisation de l’écriture manuscrite, et la sortie désirée est une suite de chiffres
formant un code postal. Pour créer un jeu de données adapté à un tel algorithme, il est
nécessaire de numériser un grand nombre d’enveloppes. Vous pouvez alors lire vous-même les codes, et enregistrer les chiffres correspondants en tant que sorties désirées.

• Déterminer si une tumeur est bénigne à partir d’une image médicale. Ici, l’entrée est
l’image, et la sortie doit indiquer si la tumeur est bénigne. Pour créer un jeu de données
afin de bâtir ce modèle, vous devez disposer d’une base de données formée d’images
médicales. Vous avez également besoin de l’avis d’un expert, et donc un docteur doit
consulter toutes ces images et décider quelles tumeurs sont bénignes, et lesquelles ne le
sont pas. Il peut même être nécessaire de pousser le diagnostic plus loin que l’imagerie
elle-même afin de déterminer si la tumeur visible sur une radio est ou non cancéreuse.

• Détecter une activité frauduleuse dans des transactions faites avec une carte de crédit. Ici,
l’entrée est un enregistrement d’une transaction effectuée avec une carte de crédit, et
la sortie doit indiquer si cette transaction est susceptible d’être frauduleuse ou non. En
supposant que vous représentez l’entité qui fournit ces cartes de crédit, la constitution du
jeu de données va consister à enregistrer toutes les transactions, et à marquer celles pour
lesquelles un client a signalé une fraude.




Une chose intéressante à noter avec ces exemples, c’est que, même si les entrées et les sorties
semblent assez évidentes dans leur principe, le processus de collecte des données est à chaque
fois extrêmement différent. Ainsi, la lecture des enveloppes est une tâche fastidieuse, mais en
même temps plutôt facile et peu onéreuse. Obtenir une imagerie médicale et des diagnostics,
d’un autre côté, nécessite non seulement l’utilisation d’un matériel coûteux, mais aussi une
expertise rare et chère, sans même parler des problèmes éthiques et de la protection de la vie
privée. Dans le cas des cartes bancaires, la collecte des données est bien plus simple. Ce sont les
clients eux-mêmes qui vous fournissent les sorties dont vous avez besoin en signalant les transactions qui sont frauduleuses. Tout ce que vous avez à faire pour récupérer les informations
dont vous avez besoin afin de constituer votre jeu de données, c’est d’attendre.

Les algorithmes non supervisés sont l’autre type d’algorithme que nous allons étudier dans ce
livre. Dans ce mode d’apprentissage non supervisé, seules les données en entrées sont déterminées, et aucune sortie connue n’est fournie à l’algorithme. Bien que ces méthodes permettent
de créer avec succès de nombreuses applications, elles sont généralement plus difficiles à comprendre et à évaluer.

Voici quelques exemples d’application de l’apprentissage non supervisé :


• Identifier des sujets dans des posts sur un blog ou un forum. Si vous disposez d’une vaste
collection de données textuelles, vous pouvez souhaiter en faire une compilation afin d’en
extraire les thèmes les plus répandus. Mais vous ne savez pas nécessairement à l’avance
quels peuvent être ces sujets, pas plus que le nombre de ceux-ci. Par conséquent, vous ne
connaissez pas les sorties susceptibles d’être produites.

• Segmenter une clientèle en groupes ayant des préférences similaires. Partant d’enregistrements concernant vos clients, vous pourriez vouloir identifier lesquels présentent des
similitudes, et s’il est possible de former des groupes avec des préférences de même
nature. Dans le cas d’un site de vente en ligne, ces références pourraient par exemple se
définir comme « parents », « rats de bibliothèque » ou encore « joueurs ». Comme vous
ne savez pas à l’avance ce que pourraient être ces groupes, pas plus que leur nombre, vous
ne disposez pas de sorties connues.

• Détection de séries d’accès anormaux à un site Web. Pour identifier des abus (ou des
bogues), il est souvent utile de trouver des schémas d’accès qui diffèrent des procédures
normales. Chaque schéma anormal peut être très différent des autres, et il se peut donc
que vous n’ayez pas une trace enregistrée de ce type de comportement. Comme, dans cet
exemple, vous ne pouvez rien faire d’autre que d’observer un trafic, et que vous ne savez
pas par avance ce qui constitue un comportement normal ou anormal, il s’agit bien d’un
problème non supervisé.




Dans les tâches d’apprentissage supervisées comme non supervisées, il est important d’avoir une
représentation de vos données d’entrée qui soit compréhensible par un ordinateur. Souvent, il
est utile de vous figurer vos données comme formant un tableau. Chaque point de donnée sur
lequel vous voulez raisonner (chaque email, chaque client ou encore chaque transaction) est une
ligne, et chaque propriété qui décrit ce point de donnée (comme par exemple l’âge d’un client,
ou bien le lieu ou encore le montant d’une transaction) est une colonne. Vous pourriez décrire
les utilisateurs selon leur âge, leur sexe, la date de création de leur compte, le nombre d’achats
réalisés sur votre boutique en ligne, et ainsi de suite. De même, vous pourriez décrire l’image
d’une tumeur en fonction du niveau de gris de chaque pixel, ou bien par exemple en utilisant la
taille, la forme et la couleur de la tumeur.

Chaque entité, ou ligne, formant un point de donnée destiné à être représentatif de l’ensemble
s’appelle ici un échantillon. Les colonnes, de leur côté, donc les propriétés qui décrivent ces entités, sont appelées des caractéristiques (features), ou encore variables.

Plus loin dans ce livre, nous étudierons plus en détail la problématique de la réalisation d’une
bonne représentation de vos données, c’est-à-dire de ce que l’on appelle généralement l’extraction des caractéristiques. Mais vous ne devriez cependant jamais perdre de vue le fait qu’aucun
algorithme d’apprentissage automatique ne peut être capable de faire une prédiction à partir de
données sur lesquelles il n’a pas d’informations. Par exemple, si le seul renseignement que vous
possédez sur un patient ou une patiente est son nom de famille, il est évident que jamais un
algorithme ne sera en mesure de prédire son sexe. Cette information est tout simplement totalement absente de vos données. Si vous ajoutez une autre caractéristique contenant le prénom de
la personne, vous aurez plus de chance d’arriver à une prédiction correcte.

Comprendre votre but et comprendre vos données

La partie sans doute la plus importante du processus d’apprentissage automatique consiste à
comprendre les données sur lesquelles vous travaillez, et comment elles se relient au problème
que vous voulez résoudre. Choisir un algorithme de manière aléatoire et lui transmettre vos
données est à l’évidence inefficace de ce point de vue. Il est nécessaire de comprendre ce qui se
passe dans votre jeu de données avant de commencer à bâtir un modèle. Chaque algorithme
est différent en termes de nature des données à traiter, et du type de problème pour lequel il
est essentiellement conçu. Lorsque vous construisez une solution d’apprentissage automatique,
vous devriez vous poser, ou du moins garder présentes à l’esprit, les questions suivantes :


• À quoi est-ce que j’essaie de répondre ? Plus précisément, est-ce que je pense que les données collectées peuvent répondre à cette question ?

• Quelle est la meilleure manière de rédiger ma question (ou mes questions) en tant que
problème d’apprentissage automatique ?

• Est-ce que j’ai collecté suffisamment de données pour représenter le problème que je veux
résoudre ?

• Quelles caractéristiques des données dois-je extraire, et vont-elles permettre d’obtenir les
bonnes prédictions ?

• Comment puis-je mesurer dans mon application la réussite de ma démarche ?

• Comment la solution d’apprentissage automatique va-t-elle interagir avec d’autres parties
de mes recherches ou de mes activités ?




Dans un contexte plus large, les algorithmes et les méthodes de l’apprentissage automatique
représentent simplement une partie d’un processus plus large de résolution d’un problème particulier, et il est bon de garder en permanence cette notion présente à l’esprit. Trop de gens passent
beaucoup de temps à construire des solutions d’apprentissage automatique complexes, pour finir
par s’apercevoir qu’elles ne résolvent pas le bon problème !

Lorsque l’on se plonge dans les aspects techniques de l’apprentissage automatique (ce qui est
tout de même l’objet de ce livre), il est facile de perdre de vue les buts ultimes. Même si nous
n’allons pas dans le cadre de cet ouvrage discuter en détail des questions soulevées ici, nous vous
encourageons fermement à bien enregistrer toutes les suppositions, explicites ou implicites, que
vous allez être amené à faire lorsque vous allez commencer à bâtir vos modèles d’apprentissage
automatique.

Pourquoi Python ?

Python est devenu la lingua franca de nombreuses applications dans le domaine de la science des
données (ou data science). Il combine la puissance d’un langage de programmation généraliste
avec la facilité d’utilisation de langages de script plus spécifiques à certains domaines, comme
MATLAB ou R. Python possède des librairies pour le chargement et la visualisation de données, pour les calculs statistiques, pour les traitements en langage naturel, pour le travail sur les
images, et bien plus encore. Cette vaste boîte à outils offre aux spécialistes (les fameux data scientists) une très large panoplie de fonctionnalités aussi bien générales que très spécifiques. L’un des
principaux avantages offerts par l’utilisation de Python est la capacité à interagir directement
avec le code en passant par un terminal ou bien par d’autres outils, comme Jupyter Notebook sur
lequel nous allons revenir très bientôt. L’apprentissage automatique et l’analyse des données sont
des processus fondamentalement itératifs, dans lesquels l’analyse est pilotée par les données. Il
est essentiel pour ces processus de disposer d’outils qui permettent des itérations rapides et une
interaction simple.

En tant que langage de programmation généraliste, Python est aussi un atout pour la création
d’interfaces graphique utilisateur (ou GUI) et de services web complexes, tout en s’intégrant
pleinement avec des systèmes existants.

scikit-learn

scikit-learn est un projet open source, ce qui signifie qu’il est libre tant d’utilisation que de
diffusion, et que tout un chacun peut facilement en obtenir le code source pour voir ce qui se
passe dans les coulisses. Ce projet est développé et amélioré en permanence. Il s’appuie sur
une communauté d’utilisateurs très active. Il contient de nombreux algorithmes d’apprentissage
automatique à la pointe de la recherche, ainsi qu’une solide documentation sur ces algorithmes
(voir l’adresse http://scikit-learn.org/stable/documentation, en anglais bien sûr).

scikit-learn est un outil très populaire, et la librairie Python la plus importante pour tout ce
qui concerne l’apprentissage automatique. Il est largement utilisé dans l’industrie comme dans
l’université, et vous pouvez trouver en ligne une horde de tutoriels et de fragments de code.
De surcroît, scikit-learn fonctionne parfaitement conjointement avec d’autres outils scientifiques dédiés à Python, sur lesquels nous allons revenir un peu plus loin dans ce chapitre.

Nous vous recommandons également de parcourir le guide utilisateur de scikit-learn (à l’adresse
http://scikit-learn.org/stable/user_guide.html) ainsi que la documentation de l’API
pour plus de détails et découvrir bien d’autres options pour chaque algorithme. La documentation en ligne est très approfondie, et ce livre devrait vous fournir tous les prérequis dans le
domaine de l’apprentissage automatique dont vous avez besoin pour la comprendre en détail.

Installer scikit-learn

scikit-learn dépend de deux autres packages Python, NumPy et SciPy. Pour des travaux
de tracé et de développement interactif, vous devriez aussi installer matplotlib, IPython et
Jupyter Notebook. Nous vous recommandons d’utiliser l’une des distributions déjà très complètes de Python suivantes :

Anaconda

Cette distribution Python est conçue pour des traitements intensifs de données, l’analyse prédictive et les calculs scientifiques (voir l’adresse https://www.anaconda.com/download/).
Anaconda est fourni avec NumPy, SciPy, matplotlib, pandas, IPython, Jupyter Notebook et
scikit-learn.

Disponible sous macOS, Windows et Linux, Anaconda fournit une solution très commode, et
nous le recommandons pour les personnes qui n’ont pas encore installé les packages scientifiques
de Python. Anaconda contient aussi gratuitement la version commerciale de la librairie Intel MKL.
Utiliser celle-ci (ce qui est automatiquement fait lorsqu’Anaconda est installé) peut améliorer de
façon significative la rapidité d’exécution de nombreux algorithmes de scikit-learn.

Enthought Canopy

Il s’agit d’une autre distribution dédiée à l’informatique scientifique. Elle est fournie avec
NumPy, SciPy, matplotlib, pandas et IPython. En revanche, la version gratuite ne contient pas
scikit-learn. Si vous êtes étudiant ou professeur, vous pouvez demander une licence spécifique. Enthought Canopy est disponible pour les versions 2.7 et 3.5 de Python, et ce aussi bien
sous Windows et Linux que sous macOS.

Python(x,y)

Il s’agit d’une distribution libre pour les traitements informatiques scientifiques, spécifiquement sous Windows. Python(x,y) est livré avec NumPy, SciPy, matplotlib, pandas, IPython et
scikit-learn.

Si vous avez une installation de Python déjà configurée, vous pouvez vous servir de pip pour y
incorporer tous les packages voulus :

$ pip install numpy scipy matplotlib ipython scikit-learn pandas pillow


[image: ]Avec Anaconda, il est préférable d’utiliser conda pour cette installation. Voyez par
exemple à ce sujet la page https://anaconda.org/anaconda/repo.


Pour les visualisations d’arbres du Chapitre 2, vous aurez aussi besoin d’installer les packages
graphviz. Nous reviendrons le moment venu sur son installation.

Librairies et outils essentiels

Comprendre ce qu’est scikit-learn et comment l’utiliser est important, mais il existe plusieurs
autres librairies qui vous permettront d’améliorer votre expérience. scikit-learn est construit
au-dessus des librairies scientifiques NumPy et SciPy de Python. En plus de NumPy et de SciPy,
nous utiliserons également pandas et matplotlib. Nous allons aussi vous présenter Jupyter
Notebook, qui est un environnement de programmation interactif s’exécutant dans la fenêtre
de votre navigateur par défaut. Voici quelques notions complémentaires à ce sujet (si vous n’êtes
pas familiarisé avec NumPy ou matplotlib, nous vous conseillons de lire le premier chapitre des
notes de lecture SciPy, à l’adresse http://www.scipy-lectures.org/).

Jupyter Notebook

Jupyter Notebook est un excellent environnement interactif pour exécuter du code dans une
fenêtre de navigation. C’est un outil très commode pour explorer des analyses de données, et
il est largement employé par les data scientists. Jupyter Notebook supporte un grand nombre
de langages de programmation, mais seul Python nous intéresse dans ce qui suit. Il permet en
particulier d’incorporer facilement du code, du texte et des images. En fait, tous les développements proposés dans ce livre ont été écrits à l’aide de Jupyter Notebook. Le code source peut
être retrouvé et téléchargé depuis la page dédiée sur GitHub, à l’adresse https://github.com/amueller/introduction_to_ml_with_python (c’est d’ailleurs pourquoi les listings du livre
reprennent ce code tel quel).

NumPy

NumPy est l’un des packages fondamentaux pour tout ce qui concerne les traitements scientifiques dans Python. Il contient des fonctionnalités dédiées aux tableaux multidimensionnels,
des fonctions mathématiques de haut niveau, comme les opérations d’algèbre linéaire ou la
transformation de Fourier, ainsi que des générateurs de nombres pseudo-aléatoires.

Dans scikit-learn, les tableaux NumPy constituent la structure de données fondamentale. En
effet, scikit-learn prend ses données sous la forme de tableaux NumPy. Toutes les données
que vous utilisez doivent donc être converties en un tableau NumPy. La fonctionnalité centrale
de NumPy est la classe ndarray, qui est un tableau multidimensionnel (à n dimensions). Tous
les éléments du tableau doivent être de même type. Un tableau NumPy peut ressembler à ceci :

In[1]:

import numpy as np

x = np.array([[1, 2, 3], [4, 5, 6]])
print("x:\n{}".format(x))


Out[1] :

x:
[[1 2 3]
 [4 5 6]]


Dans ce livre, nous allons utiliser NumPy de manière plutôt intensive. De ce fait, nous ferons régulièrement référence aux objets de sa classe ndarray sous une forme plutôt générique, comme
« tableaux NumPy » ou même simplement « tableaux ».

SciPy

SciPy est une collection de fonctions dédiées aux calculs scientifiques sous Python. Elle fournit,
parmi d’autres fonctionnalités, des routines avancées pour l’algèbre linéaire, pour l’optimisation
de fonctions mathématiques, pour le traitement des signaux, ainsi que des fonctions mathématiques spéciales et des distributions statistiques. scikit-learn s’appuie sur la collection de
fonctions de SciPy pour implémenter ses algorithmes. La partie la plus importante de SciPy
pour ce qui nous concerne ici est scipy.sparse. Elle fournit ce que l’on appelle des matrices
creuses (sparce matrices), qui constituent une autre représentation employée pour les données
dans scikit-learn. Les matrices creuses sont utilisées chaque fois que nous voulons enregistrer un tableau 2D contenant essentiellement des zéros :

In[2]:

from scipy import sparse

eye = np.eye(4)
print("NumPy array:\n{}".format(eye))


Out[2]:

NumPy array:
[[ 1.  0.  0.  0.]
 [ 0.  1.  0.  0.]
 [ 0.  0.  1.  0.]
 [ 0.  0.  0.  1.]]


In[3]:

sparse_matrix = sparse.csr_matrix(eye)
print("\nSciPy sparse CSR matrix:\n{}".format(sparse_matrix))


Out[3] :

SciPy sparse CSR matrix:
  (0, 0)   1.0
  (1, 1)   1.0
  (2, 2)   1.0
  (3, 3)   1.0


En général, il n’est pas possible de créer des représentations denses de données creuses (car
elles ne tiendraient pas en mémoire). Nous devons donc créer directement des représentations
creuses. Les instructions qui suivent illustrent un moyen de créer la même matrice creuse que
ci-dessus en utilisant le format COO (pour Coordinate Format) :

In[4]

data = np.ones(4)
row_indices = np.arange(4)
col_indices = np.arange(4)
eye_coo = sparse.coo_matrix((data, (row_indices, col_indices)))
print("COO representation:\n{}".format(eye_coo))


Out[4] :

COO representation:
  (0, 0)   1.0
  (1, 1)   1.0
  (2, 2)   1.0
  (3, 3)   1.0


Vous trouverez plus de détails sur les matrices creuses en consultant les pages du site consacré
aux notes de lecture SciPy (à l’adresse http://www.scipy-lectures.org/)

matplotlib

matplotlib est la principale libraire de tracé scientifique pour Python. Elle fournit des fonctions
permettant de réaliser des visualisations de grande qualité, telles que des graphiques linéaires,
des histogrammes, des diagrammes de dispersion et ainsi de suite. Visualiser vos données ainsi
que différents aspects de votre analyse peut vous fournir de précieuses indications. Nous utiliserons dans ce livre matplotlib pour toutes nos visualisations. Lorsque vous travaillez avec
Jupyter Notebook, vous pouvez afficher des graphiques directement dans la fenêtre du navigateur en vous servant des commandes %matplotlib notebook et %matplotlib inline. Nous
vous recommandons d’utiliser %matplotlib notebook qui fournit un environnement interactif
(même si, pour les besoins de ce livre, vous faisons appel à %matplotlib inline). Par exemple,
le code qui suit produit le tracé illustré sur la Figure 1.1 :

In[5] :

%matplotlib inline
import matplotlib.pyplot as plt

x = np.linspace(-10, 10, 100)
y = np.sin(x)
plt.plot(x, y, marker="x")



[image: ]

Figure 1.1 : Tracé de la fonction sinus à l’aide de matplotlib.



pandas

pandas est une librairie Python servant à la manipulation et à l’analyse des données. Elle est
bâtie autour d’une structure de données appelée DataFrame. Pour faire simple, disons qu’un
DataFrame pandas est un tableau comparable à une feuille de calcul Excel. Pandas fournit un
grand nombre de méthodes pour modifier et traiter ce tableau. En particulier, il permet d’effectuer des requêtes de style SQL et d’opérer des jointures. À la différence de NumPy, qui oblige
toutes les entrées à être de même type, pandas autorise des types différents dans les colonnes
(par exemple des entiers, des dates, des nombres en virgule flottante et des chaînes de caractères). Un autre intérêt important de pandas, c’est qu’il est capable de travailler avec un grand
nombre de formats de fichiers et de bases de données, comme SQL, des fichiers Excel ou encore
CSV. L’étude de pandas dépasse évidemment largement le cadre de ce livre, et nous ne pouvons que vous conseiller de vous tourner vers la littérature spécialisée. Voici cependant un petit
exemple de création d’un DataFrame utilisant un dictionnaire :

In[6] :

import pandas as pd
from IPython.display import display

data = {'Name': ["John", "Anna", "Peter", "Linda"],
        'Location' : ["New York", "Paris", "Berlin", "London"],
        'Age' : [24, 13, 53, 33]
       }

data_pandas = pd.DataFrame(data)
display(data_pandas)


Ce code produit la sortie suivante :



	 
	
Âge 
	
Location 
	
Name 



	0 

	24 

	New York 

	John 




	1 

	13 

	Paris 

	Anna 




	2 

	53 

	Berlin 

	Peter 




	3 

	33 

	London 

	Linda 






Il existe plusieurs manières d’effectuer une requête sur ce tableau. Par exemple, pour sélectionner les lignes dans lesquelles la colonne Âge contient une valeur supérieure à 30 pourrait s’écrire
ainsi : :

In[7] :

display(data_pandas[data_pandas.Age > 30])


Le résultat produit serait alors celui-ci :



	 
	
Âge 
	
Location 
	
Name 



	2 

	53 

	Berlin 

	Peter 




	3 

	33 

	London 

	Linda 






mglearn

Tout le code proposé dans ce livre est accessible sur GitHub, à l’adresse https://github.com/amueller/introduction_to_ml_with_python. En plus des exemples du livre, vous y trouverez
également la librairie mglearn. Il s’agit d’un jeu de fonctions utilitaires écrit spécialement pour
cet ouvrage, et ce afin d’alléger les listings pour ne pas s’encombrer avec les problèmes de tracé ou
de chargement de données. Si vous êtes intéressé, vous pouvez étudier les fichiers stockés dans
le sous-dossier mglearn sur GitHub. Cependant, les détails de ce module ne sont pas réellement
importants pour suivre les explications de ce livre. Quand vous voyez un appel à mglearn dans
le code, il s’agit généralement d’une façon d’obtenir rapidement un joli tracé, ou encore de mettre
la main sur certaines données intéressantes. Si vous exécutez le code directement depuis le dépôt
sur GitHub, mglearn est déjà en place et vous n’avez à vous soucier de rien. Si vous voulez pouvoir appeler des fonctions mglearn dans un autre contexte, la meilleure manière de s’y prendre
consiste à l’installer en appelant la commande pip install mglearn.

[image: ]Ce livre fait un ample usage des librairies NumPy, matplotlib et pandas. Tout le
code développé ici suppose donc que soient réalisées les importations suivantes :


import numpy as np
import matplotlib.pyplot as plt
import pandas as pd
import mglearn
from IPython.display import display


Nous supposons également que vous allez exécuter le code dans une fenêtre Jupyter
Notebook, avec la présence des lignes %matplotlib notebook ou %matplotlib
inline pour l’affichage des tracés. Si vous n’utilisez pas Jupyter Notebook ou ces commandes magiques, vous devrez appeler plt.show pour visualiser les figures.


Python 2 versus Python 3

À l’heure actuelle, il existe deux versions majeures de Python qui sont très largement utilisées :
Python 2 (plus précisément, 2.7) et Python 3 (plus exactement, 3.5 voire même 3.6). Cela peut
engendrer une certaine confusion. Python 2 n’est plus développé de manière active. Mais, du fait
que Python 3 introduit des changements majeurs, il n’est pas forcément compatible avec du code
écrit pour Python 2. Si vous découvrez Python, ou si vous débutez un nouveau projet, nous vous
recommandons très vivement de vous en tenir à Python 3 sans vous poser de questions. Si vous
disposez d’une vaste bibliothèque de code qui a été écrite pour Python 2, vous êtes pardonné
d’avance si vous conservez votre installation actuelle. Cependant, vous devriez essayer de migrer
vers Python 3 dès que possible. Dans le cas d’un nouveau code, il est pour l’essentiel assez facile
d’assurer sa compatibilité avec Python 2 et Python 3 (vous trouverez à ce sujet des outils utiles
à l’adresse https://pypi.python.org/pypi/six). Si vous n’avez pas besoin de vous préoccuper de ces questions de compatibilité descendante, vous devriez définitivement vous en tenir
à Python 3. Tout le code de ce livre est écrit de manière à pouvoir être exécuté avec Python 2
comme avec Python 3. Cependant, les sorties peuvent différer légèrement sous Python 2.

Versions utilisées dans ce livre

Dans ce livre, nous allons utiliser les versions suivantes des librairies mentionnées plus haut :

In[8] :

import sys
print("Python version: {}".format(sys.version))

import pandas as pd
print("pandas version: {}".format(pd.__version__))

import matplotlib
print("matplotlib version: {}".format(matplotlib.__version__))

import numpy as np
print("NumPy version: {}".format(np.__version__))

import scipy as sp
print("SciPy version: {}".format(sp.__version__))

import IPython
print("IPython version: {}".format(IPython.__version__))

import sklearn
print("scikit-learn version: {}".format(sklearn.__version__))


Out[8] :

Python version: 3.6.1 ¦Anaconda custom (64-bit)¦ (default, May 11 2017,
  13:25:24) [MSC v.1900 64 bit (AMD64)]
pandas version: 0.20.1
matplotlib version: 2.0.2
NumPy version: 1.13.3
SciPy version: 0.19.0
IPython version: 5.3.0
scikit-learn version: 0.19.0


Même s’il n’est pas réellement important que vous disposiez exactement des mêmes versions,
vous devriez tout de même avoir une version de scikit-learn qui soit au moins aussi récente
que celle que nous utilisons.

[image: ]Au moment où ce livre est écrit, Anaconda est fourni avec la version 0.18.1 de scikit-learn. Pour les besoins de l’ouvrage, il est conseillé de mettre à niveau cette librairie à sa version 0.19.0 ou ultérieures. Pour cela, rendez-vous sur la page https://anaconda.org/anaconda/scikit-learn. Choisissez la version voulue sous l’onglet Files (par exemple win-64/scikit-learn-0.19.0-np113py36_0.tar.bz2 pour la version 64 bits sous Windows de Python 3.6). Copiez le fichier ainsi téléchargé dans le
sous-dossier pkgs du dossier d’installation d’Anaconda. Ouvrez ensuite la fenêtre de
commande d’Anaconda, et saisissez la commande conda update scikit-learn. Il
ne vous reste plus qu’à valider les messages pour effectuer la mise à niveau de scikit-learn.


Maintenant que nous avons sous la main tous les outils dont nous avons besoin, nous allons
pouvoir nous lancer dans le développement d’une première application d’apprentissage automatique.

[image: ]Ce livre suppose que votre version de scikit-learn n’est pas antérieure à la référence 0.18. Le module model_selection a en effet été ajouté dans la version 0.18.
Si vous utilisez une version plus ancienne, vous devrez ajuster vous-même les importations de ce module. Mais il est préférable, comme expliqué ci-dessus, d’effectuer la
mise à jour de scikit-learn vers la version la plus récente.


Une première application : classifier des espèces d’iris

Dans cette section, vous allez découvrir une application d’apprentissage automatique simple et
créer votre premier modèle. Au cours de ce processus, vous vous familiariserez avec certains
concepts et termes clés.

Supposons qu’un ou une botaniste en herbe souhaite pouvoir distinguer diverses espèces d’iris.
Notre scientifique a collecté un certain nombre de mesures associées à chaque iris : la longueur
et la largeur des pétales, ainsi que la longueur et la largeur des sépales, toutes ces données étant
mesurées en centimètres (voir la Figure 1.2).


[image: ]

Figure 1.2 : Les différentes parties d’un iris.



Notre botaniste dispose également des mesures d’autres iris qui ont été précédemment identifiés
par un expert et qui appartiennent aux espèces setosa, versicolor ou virginica (toutes répandues
dans l’Amérique du Nord). Pour ces mesures, il y a donc une certitude quant aux espèces auxquelles elles correspondent. Supposons pour notre propos qu’il s’agit des seules espèces que
notre botaniste est susceptible de rencontrer au cours de ses sorties.

Notre but est de construire un modèle d’apprentissage automatique capable d’être entraîné à
partir des mesures des iris dont les espèces sont connues, de manière à pouvoir prédire l’espèce
à laquelle appartiendrait un nouvel exemplaire de fleur.

Du fait que nous disposons de mesures pour lesquelles nous connaissons les espèces correctes
d’iris, il s’agit bien d’un problème d’apprentissage supervisé. Ici, nous voulons prédire une option
parmi plusieurs (en l’occurrence, une espèce d’iris). Il s’agit donc d’un problème de classification.
Les sorties possibles (les espèces d’iris) sont appelées des classes. Chaque iris du jeu de données
appartient à l’une des trois classes. En résumé, il s’agit d’un problème de classification à trois
classes (classification dite multiclasse).

La sortie désirée pour un certain point de donnée (un iris) est l’espèce à laquelle appartient cette
fleur. Cette espèce, en l’occurrence, est appelée l’étiquette du point de donnée.

À la rencontre des données

Les données que nous allons utiliser pour cet exemple se trouvent dans le jeu de données Iris,
qui est un grand classique dans l’apprentissage automatique et les calculs statistiques. Il est inclus
dans le module datasets de scikit-learn. Nous pouvons le charger en appelant la fonction
load_iris :

[image: ]Pour en apprendre plus sur l’origine de ces données, voyez sur Wikipédia la page
dédiée à l’Iris de Fisher.


In[9] :

from sklearn.datasets import load_iris
iris_dataset = load_iris()


L’objet iris qui est retourné par load_iris est un objet Bunch, qui est très semblable à un dictionnaire. Il contient des clés et des valeurs :

In[10] :

print(«Keys of iris_dataset: {}».format(iris_dataset.keys()))


Out[10] :

Keys of iris_dataset:
dict_keys(['feature_names', 'target_names', 'target', 'DESCR', 'data'])


La valeur de la clé DESCR est une courte description du jeu de données. Voici un aperçu du
début de cette description (évidemment, vous pouvez consulter la suite vous-même si vous le
souhaitez) :

In[11] :

print(iris_dataset['DESCR'][:193] + "\n...")


Out[11]:

Iris Plants Database
====================

Notes
-----
Data Set Characteristics:
    :Number of Instances: 150 (50 in each of three classes)
    :Number of Attributes: 4 numeric, predictive att
...


La valeur de la clé target_names est un tableau de chaînes de caractères contenant les espèces
de fleurs que nous voulons prédire :

In[12] :

print("Target names: {}".format(iris_dataset['target_names']))


Out[12] :

Target names: ['setosa' 'versicolor' 'virginica']


La valeur de feature_names est une liste de chaînes qui fournit une description de chaque
caractéristique :

In[13] :

print("Feature names: {}".format(iris_dataset['feature_names']))


Out[13] :

Feature names: ['sepal length (cm)', 'sepal width (cm)', 'petal length (cm)',
  'petal width (cm)']


Les données elles-mêmes sont contenues dans les champs target et data. Ce dernier mémorise
les mesures de la longueur et de la largeur du pétale comme du sépale dans un tableau NumPy :

In[14] :

print("Type of data: {}".format(type(iris_dataset['data'])))


Out[14] :

Type of data: <class 'numpy.ndarray'>


Les lignes du tableau data correspondent aux fleurs, tandis que les colonnes représentent les
quatre mesures réalisées pour chacune des fleurs :

In[15] :

print("Shape of data: {}".format(iris_dataset['data'].shape))


Out[15] :

Shape of data: (150, 4)


Nous pouvons constater que le tableau contient les mesures de 150 fleurs différentes. Souvenez-vous qu’en l’occurrence les éléments individuels sont appelés échantillons, et que leurs propriétés sont appelées caractéristiques (features). La forme (shape) du tableau data est le nombre
d’échantillons multiplié par le nombre de caractéristiques. Il s’agit d’une convention de scikit-learn, et vos données seront toujours supposées être dans cette forme. Voici les valeurs des
caractéristiques pour les cinq premiers exemples :

In[16] :

print("First five rows of data:\n{}".format(iris_dataset['data'][:5]))


Out[16] :

First five columns of data:
[[ 5.1  3.5  1.4  0.2]
 [ 4.9  3.   1.4  0.2]
 [ 4.7  3.2  1.3  0.2]
 [ 4.6  3.1  1.5  0.2]
 [ 5.   3.6  1.4  0.2]]


Ce résultat permet de s’apercevoir que les cinq premières fleurs ont un pétale de 0,2 cm de large,
et que la première fleur a le plus long sépale, à 5,1 cm.

Le tableau target contient les espèces de toutes les fleurs qui ont été mesurées, également sous
la forme d’un tableau NumPy :

In[17] :

print("Type of target: {}".format(type(iris_dataset['target'])))


Out[17] :

Type of target: <class 'numpy.ndarray'>


Le tableau target ne possède qu’une seule dimension, avec une entrée par fleur :

In[18] :

print("Shape of target: {}".format(iris_dataset['target'].shape))


Out[18] :

Shape of target: (150,)


Les espèces sont encodées sous la forme d’un entier compris entre 0 et 2 :

In[19] :

print("Target:\n{}".format(iris_dataset['target'])


Out[19] :

Target:
[0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0
 0 0 0 0 0 0 0 0 0 0 0 0 0 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1
 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 2 2 2 2 2 2 2 2 2 2 2
 2 2 2 2 2 2 2 2 2 2 2 2 2 2 2 2 2 2 2 2 2 2 2 2 2 2 2 2 2 2 2 2 2 2 2 2 2
 2 2]


La correspondance est donnée par le tableau iris['target_names'] : 0 signifie setosa, 1 signifie versicolor et 2 signifie virginica.

Mesurer la réussite : entraîner et tester les données

Nous voulons partir de ces données pour construire un modèle d’apprentissage automatique
capable de prédire l’espèce d’un iris à partir d’un nouveau jeu de mesures. Mais avant de pouvoir
appliquer notre modèle à de futures mesures, nous devons savoir s’il fonctionne correctement,
autrement dit si nous devrions faire confiance à ses prédictions.

Malheureusement, nous ne pouvons pas nous baser sur les données qui ont été utilisées pour
bâtir le modèle afin de l’évaluer ! En effet, notre modèle peut se rappeler tout simplement de la
totalité du jeu de données qui nous a servi jusqu’ici. Il est donc toujours capable de fournir la
bonne réponse pour n’importe quel point de ce jeu de données d’apprentissage, qui est la dénomination que nous utiliserons dans ce livre, quoique les formulations données d’entraînement ou
encore données de formation soient aussi parfaitement correctes. Cela ne permet donc pas de
nous informer sur la capacité du modèle à effectuer une bonne généralisation, autrement dit à
prédire le bon résultat pour de nouvelles données.

Pour évaluer les performances du modèle, nous devons lui proposer de nouvelles données
(autrement dit, des données qu’il n’a pas encore rencontrées, mais pour lesquelles nous avons
collecté les étiquettes voulues). En général, ce travail est réalisé en partageant les données déjà
présentes (ici, les mesures faites sur nos 150 fleurs) en deux parties. L’une de ces parties sert à
construire le modèle d’apprentissage automatique. Elle fournit ce que l’on appelle les données
d’apprentissage (training data ou bien training set). L’autre partie servira à tester l’efficacité du
modèle. On parle alors de données de test, de données d’évaluation ou encore de données d’essai
(test data, test set ou encore hold-out set).

scikit-learn contient une fonction qui mélange le jeu de données et en effectue la division à
votre place : il s’agit de la fonction train_test_split. Elle extrait 75 % des lignes disponibles
afin de former le jeu de données d’apprentissage, avec les étiquettes correspondantes. Les 25 %
qui restent constituent le jeu de données de test, également avec les étiquettes correspondantes.
Décider d’une proportion bien adaptée de données à choisir aussi bien pour l’apprentissage que
pour l’évaluation est évidemment assez arbitraire, mais un rapport 75/25 constitue une bonne
règle de base.

Dans scikit-learn, les données sont généralement signalées par une lettre X majuscule, tandis
que les étiquettes se distinguent par une lettre y minuscule. Cette façon de procéder est inspirée par la formulation standard f(x)=y en mathématiques, où x désigne un argument passé en
entrée, et y la sortie obtenue. Plus précisément, nous utilisons un X majuscule car la donnée est
un tableau à deux dimensions (une matrice), tandis qu’y est un tableau à une seule dimension
(un vecteur).

Voyons comment utiliser la fonction train_test_split sur nos données et comment affecter
les résultats en suivant cette nomenclature :

In[20] :

from sklearn.model_selection import train_test_split
X_train, X_test, y_train, y_test = train_test_split(
    iris_dataset['data'], iris_dataset['target'], random_state=0)


Avant de diviser en deux le jeu de données, la fonction train_test_split le mélange en se
servant d’un générateur de nombres pseudo-aléatoires. Si on se contentait de prendre simplement les derniers 25 % du jeu, tous les points de données auraient une étiquette égale à 2 (reportez-vous plus haut à la sortie produite par iris_dataset['target']). Cela ne nous renseignerait en rien sur le fonctionnement de notre modèle. En mélangeant les données, nous nous
assurons de disposer d’un jeu de test qui contiendra des informations provenant de toutes les
classes.

Pour nous assurer que nous obtiendrons le même résultat si nous exécutons plusieurs fois la
même fonction, nous fournissons au générateur de nombre pseudo-aléatoire une « graine »
fixée à l’aide du paramètre random_state. Cela rend la sortie produite totalement déterministe,
autrement dit parfaitement reproductible à chaque fois. Dans ce livre, nous nous servirons toujours de cette façon de procéder lorsque nous en aurons besoin.

La sortie produite par la fonction train_test_split est un ensemble de tableaux NumPy : X_
Train, X_test, y_train et y_test. X_train contient 75 % des lignes du jeu de données, et
X_test les 25 % qui restent :

In[21] :

print("X_train shape: {}".format(X_train.shape))
print("y_train shape: {}".format(y_train.shape))


Out[21] :

X_train shape: (112, 4)
y_train shape: (112,)


In[22] :

print("X_test shape: {}".format(X_test.shape))
print("y_test shape: {}".format(y_test.shape))


Out[22] :

X_test shape: (38, 4)
y_test shape: (38,)


Au commencement de tout : vérifier vos données

Avant de commencer à construire un modèle d’apprentissage automatique, il est souvent utile, et
même conseillé, d’inspecter les données afin de voir si la tâche pourrait être facilement résolue
sans avoir besoin d’une telle modélisation, ou même si l’information désirée ne pourrait pas tout
simplement être déjà contenue dans ces données.

De plus, inspecter vos données est une bonne façon de s’y prendre pour détecter des éléments
anormaux ou certaines particularités. Il se pourrait par exemple que certains de vos iris aient été
mesurés en pouces, et non en centimètres. Dans le monde réel, un manque de cohérence dans
les données, ou encore des mesures mal faites, sont des choses très courantes.

L’une des meilleures méthodes consiste à les visualiser. Une façon d’obtenir cela est l’utilisation
du graphique de type nuage de points, ou diagramme de dispersion (scatter plot). Dans ce genre
de tracé, l’axe x représente une certaine caractéristique, et l’axe y une autre. Chaque correspondance est indiquée par un point. Malheureusement, les écrans d’ordinateur n’ont que deux
dimensions, ce qui ne nous permet de représenter que deux caractéristiques (trois au plus).
Au-delà, la complexité devient rapidement insurmontable pour un être humain normal. Une
manière de contourner le problème consiste à utiliser ce que l’on appelle un pair plot, qui examine toutes les paires possibles de caractéristiques et produit une matrice dite de dispersion ou
de variance/covariance. Si vous avez un nombre réduit de caractéristiques, comme les quatre
de notre exemple, cette technique est assez raisonnable. N’oubliez pas cependant que ce type de
tracé ne vous montre pas les interactions entre toutes les fonctionnalités, et donc que certains
aspects intéressants des données peuvent ne pas être révélés dans ce mode de visualisation.

La Figure 1.3 illustre l’application de cette méthode sur le jeu de données d’apprentissage. Pour
créer ce tracé, nous commençons par convertir le tableau NumPy en un DataFrame pandas. Pandas possède une fonction appelée scatter_matrix qui permet de produire ce type de tracé. La
diagonale de cette matrice est remplie avec les histogrammes de chaque caractéristique :

In[23] :

iris_dataframe = pd.DataFrame(X_train, columns=iris_dataset.feature_names)
pd.plotting.scatter_matrix(iris_dataframe, c=y_train, figsize=(15, 15),
  marker='o',hist_kwds={'bins': 20}, s=60,
  alpha=.8, cmap=mglearn.cm3)


Sur ce graphique, nous pouvons constater que les trois classes semblent être relativement bien
distinguables à partir des mesures effectuées sur les pétales et les sépales. Cela nous indique
qu’un modèle d’apprentissage automatique devrait être probablement capable d’arriver à distinguer les différentes espèces de fleurs.


[image: ]

Figure 1.3 : Exemple d’utilisation de la fonction scatter_matrix à partir du jeu de données Iris.



Construire votre premier modèle : les K plus proches voisins

Nous pouvons maintenant commencer à construire un premier modèle d’apprentissage automatique. scikit-learn contient de nombreux algorithmes de classification que nous pourrions utiliser. Ici, nous allons nous servir de la méthode dite des k plus proches voisins, qui est
facile à comprendre. En fait, tout ce que nous avons à faire, c’est d’enregistrer les données du
jeu d’apprentissage. Pour faire ensuite une prédiction à partir d’un nouveau point de donnée,
l’algorithme trouve dans le jeu d’apprentissage le point qui est le plus proche du nouveau venu. Il
assigne ensuite l’étiquette de cette donnée d’apprentissage au nouveau point de donnée.

Le k, dans la formule « k plus proches voisins » signifie que, au lieu de nous contenter du voisin le
plus proche du nouveau point de donnée, nous pouvons prendre en compte un nombre fixé (k)
de voisins dans le jeu d’apprentissage (par exemple les trois ou les cinq voisins les plus proches).
Partant de là, nous pouvons ensuite faire une prédiction en nous basant sur la classe majoritaire
dans ce voisinage. Nous approfondirons ce sujet dans le Chapitre 2. Pour l’instant, nous allons
nous limiter à un seul voisin.

Tous les modèles d’apprentissage automatique de scikit-learn sont implémentés dans leurs
propres classes, qui sont appelées les classes Estimator (estimateur). L’algorithme de classification des k plus proches voisins se trouve dans la classe KNeighborsClassifier du module
neighbors. Avant de pouvoir utiliser ce modèle, nous devons instancier la classe en un objet.
C’est là que nous allons définir tous les paramètres du modèle. Le paramètre le plus important de
KNeighborsClassifier est le nombre de voisins, que nous allons donc ici limiter à un :

In[24] :

from sklearn.neighbors import KNeighborsClassifier
knn = KNeighborsClassifier(n_neighbors=1)


[image: ]Ici, knn renvoie au nom américain de l’algorithme : k-nearest neighbors.


L’objet knn encapsule l’algorithme qui va être utilisé pour bâtir le modèle à partir des données
d’apprentissage, de même que l’algorithme qui servira à faire des prédictions pour les nouveaux
points de données. Il va également contenir les informations que l’algorithme a extraites des
données d’apprentissage. Dans le cas de KNeighborsClassifier, il s’agira simplement de ces
données elles-mêmes.

Pour construire le modèle à partir du jeu de formation, nous appelons la méthode fit de l’objet
knn, qui prend en arguments les tableaux NumPy X_train (qui, vous vous en souvenez, contient
les données d’apprentissage) et y_train (qui contient les étiquettes correspondantes) :

In[25] :

knn.fit(X_train, y_train)


Out[25] :

KNeighborsClassifier(algorithm='auto', leaf_size=30, metric='minkowski',
           metric_params=None, n_jobs=1, n_neighbors=1, p=2,
           weights='uniform')


La méthode fit retourne l’objet knn lui-même (tout en le modifiant sur place). Nous obtenons
donc une représentation sous forme d’une chaîne de notre classifieur. Cette représentation
nous montre quels paramètres ont été utilisés pour créer le modèle. Pratiquement tous sont
les valeurs par défaut, mais vous pouvez aussi retrouver n_neighbors=1, qui est le paramètre
que nous avons passé. La plupart des modèles de scikit-learn possèdent de multiples paramètres, mais la majorité d’entre eux concernent des questions d’optimisation de la vitesse ou des
situations très particulières. Il ne sert donc à rien de vous soucier des autres paramètres de cette
représentation. Afficher ou imprimer un modèle scikit-learn peut générer de très longues
chaînes de caractères, mais vous n’avez pas à vous sentir intimidé par ce genre de situation. Les
paramètres les plus importants seront étudiés dans le Chapitre 2. Pour tout ce qui suit dans ce
livre, nous ne vous présenterons pas la sortie produite par fit, car elle ne contient aucune information supplémentaire utile.

Faire des prédictions

À partir de notre modèle, nous pouvons maintenant faire des prédictions portant sur de nouvelles données pour lesquelles nous ne connaissons pas encore les bonnes étiquettes. Supposons
par exemple que nous trouvions dans la nature un iris pour lequel nous mesurons un sépale de
5 cm de long et de 2,9 cm de large, ainsi qu’une longueur de pétale de 1 cm avec une largeur de
0,2 cm. À quelle espèce cette fleur appartient-elle ? Nous pouvons bien entendu placer cette donnée dans un tableau NumPy, en calculant à nouveau sa forme, autrement dit le nombre d’échantillons (1) multiplié par le nombre de caractéristiques (4) :

In[26] :

X_new = np.array([[5, 2.9, 1, 0.2]])
print("X_new.shape: {}".format(X_new.shape))


Out[26] :

X_new.shape: (1, 4)


Remarquez que nous avons placé les mesures de cette nouvelle fleur dans une ligne d’un tableau
NumPy à deux dimensions, ce qui est ce qu’attend scikit-learn pour les données.

Pour effectuer une prédiction, nous allons maintenant appeler la méthode predict de l’objet

knn :

In[27] :

prediction = knn.predict(X_new)
print("Prediction: {}".format(prediction))
print("Predicted target name: {}".format(
       iris_dataset['target_names'][prediction]))


Out[27] :

Prediction: [0]
Predicted target name: ['setosa']


Notre modèle prédit que ce nouvel iris appartient à la classe 0, autrement dit à l’espèce setosa.
Mais comment savoir si nous devons croire ou non les prédictions faites par notre modèle ? Pour
cet exemple, nous ne savons rien de l’espèce effective de la fleur, ce qui est tout de même essentiel
pour notre propos !

Évaluer le modèle

C’est là que le jeu de test que nous avons créé plus haut entre en scène. Ces données n’ont pas été
utilisées pour créer le modèle, mais nous savons qu’elles contiennent des valeurs correctes pour
chaque espèce d’iris.

Nous pouvons donc prédire l’espèce de chaque iris du jeu de test et la comparer avec l’étiquette
normalement correspondante (l’espèce connue). Nous pouvons ainsi mesurer la qualité du
modèle en calculant son exactitude, autrement dit la proportion de fleurs pour laquelle la prédiction de l’espèce s’est révélée juste :

In[28] :

y_pred = knn.predict(X_test)
print("Test set predictions:\n {}".format(y_pred))


Out[28] :

Test set predictions:
 [2 1 0 2 0 2 0 1 1 1 2 1 1 1 1 0 1 1 0 0 2 1 0 0 2 0 0 1 1 0 2 1 0 2 2 1 0
2]


In[29]:

print("Test set score: {:.2f}".format(np.mean(y_pred == y_test)))


Out[29] :

Test set score: 0.97


Il est aussi possible de faire appel à la méthode score de l’objet knn afin de calculer directement
ce niveau d’exactitude de la prédiction sur le jeu de test :

In[30] :

print("Test set score: {:.2f}".format(knn.score(X_test, y_test)))


Out[30] :

Test set score: 0.97


Pour ce premier modèle, l’exactitude est d’environ 0,97, ce qui signifie que la prédiction a été
bonne pour 97 % des iris du jeu de test. Sans entrer dans les détails mathématiques, cela indique
que nous pouvons nous attendre à ce que notre modèle fournisse 97 % de bonnes réponses pour
de nouveaux iris. Si nous en revenons à notre botaniste, ce haut niveau d’exactitude implique
que le modèle est crédible et intéressant à utiliser. Dans d’autres chapitres, nous aborderons la
question de l’amélioration des performances, ainsi que des considérations soulevées par l’ajustement d’un modèle.

Résumé et perspectives

Résumons ce que nous avons appris dans ce chapitre. Nous avons commencé par une brève
introduction à l’apprentissage automatique (si vous avez l’habitude de parler de machine learning, ce n’est pas un souci) et à ses applications. Nous avons ensuite discuté de la distinction entre
apprentissage supervisé et non supervisé, et proposé un aperçu des outils que nous allons utiliser dans ce livre. Puis nous nous sommes intéressés à cette passionnante question qui consiste à
prédire à quelle espèce un certain iris peut appartenir, connaissant certaines mesures physiques
de la fleur. Nous avons pour cela utilisé un jeu de données formé de mesures qui ont été validées
par un expert, ce qui nous a indiqué qu’il s’agissait d’une tâche d’apprentissage supervisé. En l’occurrence, nous étions face à un problème de classification comportant trois classes, soit autant
d’espèces d’iris rencontrées (setosa, versicolor et virginica). Les espèces possibles sont appelées
des classes, et l’espèce à laquelle appartient un certain iris est l’étiquette de celui-ci.

Le jeu de données Iris est constitué de deux tableaux NumPy : l’un contient les données, et est
référencé sous la forme X dans scikit-learn, l’autre, contenant les sorties correctes ou désirées, est appelé y également dans scikit-learn. X est un tableau de caractéristiques à deux
dimensions, soit une ligne par point de donnée, et une colonne par caractéristique. Le tableau y
possède une seule dimension, en l’occurrence une étiquette de classe qui est un entier entre 0 et
2 associé à chaque échantillon.

Nous avons partagé notre série d’informations en deux parties : un jeu de données d’apprentissage, pour construire notre modèle, et un jeu de données de test pour juger de ses capacités de
généralisation, autrement dit des performances du modèle face à de toutes nouvelles données.

Nous avons choisi l’algorithme des k plus proches voisins, qui réalise des prédictions pour un
nouveau point de donnée en considérant son ou ses voisins les plus proches dans le jeu d’apprentissage. Cette méthode est implémentée dans la classe KNeighborsClassifier, qui contient
l’algorithme servant à construire le modèle, de même que celui qui s’en sert pour effectuer une
prédiction. Nous avons instancié la classe et défini les paramètres dont nous avions besoin. Nous
avons ensuite produit le modèle en appelant la méthode fit, et en lui passant en paramètres les
données d’apprentissage (X_train) ainsi que les sorties correspondantes (y_train). Après quoi,
nous avons évalué l’exactitude du modèle en utilisant la méthode score. Nous avons appliqué
cette méthode au jeu de données de test et aux étiquettes correspondantes, pour obtenir comme
résultat une exactitude plutôt remarquable de l’ordre de 97 %.

Cela nous procure un très bon niveau de confiance pour appliquer le modèle à de nouvelles
données (ici, de nouvelles mesures effectuées sur des iris), puisque nous pouvons estimer que le
modèle fournira la bonne réponse environ 97 fois sur 100.

Voici un résumé du code nécessaire à la mise en œuvre des procédures d’entraînement et d’évaluation :

In[31]:

X_train, X_test, y_train, y_test = train_test_split(
    iris_dataset['data'], iris_dataset['target'], random_state=0)

knn = KNeighborsClassifier(n_neighbors=1)
knn.fit(X_train, y_train)

print("Test set score: {:.2f}".format(knn.score(X_test, y_test)))


Out[31] :

Test set score: 0.97


Ce fragment contient la base du code permettant d’appliquer un algorithme d’apprentissage
automatique avec scikit-learn. Les méthodes fit, predict et score constituent l’interface
commune aux modèles supervisés dans scikit-learn. À partir des concepts présentés dans ce
chapitre, vous pouvez appliquer ces modèles à de multiples tâches d’apprentissage automatique.
Dans le prochain chapitre, nous allons approfondir ces notions afin d’étudier de plus près les différents modèles supervisés de scikit-learn et apprendre comment les appliquer avec succès.
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