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Résumé


Le guide de référence sur les data sciences


Cet ouvrage traite de façon détaillée mais non technique les principes fondamentaux de la data science. Tout au long d’un processus de « raisonnement orienté données », il vous guidera pour acquérir des connaissances utiles et extraire une valeur économique des données que vous collectez. L’apprentissage de la data science vous permettra de comprendre les nombreuses techniques de data mining utilisées aujourd’hui. Ces principes sous-tendent tous les processus et stratégies de data mining qui servent à résoudre des problèmes d’entreprise.


« Ce livre est bien plus qu’une introduction à l’analyse de données. C’est un guide essentiel pour ceux d’entre nous (nous tous ?) qui ont entièrement fondé leur entreprise sur l’ubiquité des données et la nécessité, aujourd’hui, de la prise de décision orientée données. » – Tom Phillips, PDG, Dstillery ; ex-Directeur de Google Search and Analytics.


« Les auteurs de ce livre, tous deux experts en data science avant même que la discipline soit nommée ainsi, présentent ici un sujet complexe en le rendant accessible à tous les niveaux. Cet ouvrage est une première du genre : il se concentre sur les concepts de la data science tels qu’ils doivent être appliqués aux problèmes concrets des entreprises. Il est rempli de captivants exemples réels qui illustrent les problèmes courants auxquels les entreprises sont confrontées : l’attrition client, le marketing ciblé, et même une analyse des données sur les whiskies ! Ce livre se distingue par le fait qu’il n’est pas un traité d’algorithmique. Les auteurs ont pour objectif d’aider le lecteur à comprendre les concepts sous-jacents de la data science, mais également et surtout ils expliquent comment aborder un problème de data science et mettre au point une solution qui marche. Si vous avez besoin d’un aperçu complet de la data science, ou si vous êtes un data scientist en herbe qui veut maîtriser les bases de la discipline, ce livre est un indispensable pour vous. » – Chris Volinsky, Directeur, Statistics Research, AT&T Labs, Gagnant du Netflix Challenge à 1 M$.


À qui cet ouvrage s’adresse-t-il ?


•Aux personnes issues du monde de l’entreprise qui envisagent de travailler avec des data scientists, de gérer des projets orientés data science ou d’investir dans des entreprises spécialisées en data science


•Aux développeurs qui mettront en œuvre des solutions de data science


•Aux data scientists en devenir




Au sommaire


Le raisonnement orienté données • Problèmes d’entreprises et solutions de data science • Introduction à la modélisation prédictive : des corrélations à la segmentation supervisée • Ajuster un modèle aux données • Le surajustement et comment l’éviter • Similarité, voisins et clusters • L’analyse décisionnelle I : qu’est-ce qu’un bon modèle ? • Visualiser les performances d’un modèle • Preuves et probabilités • Représentation et exploration de textes • L’analyse décisionnelle II : vers l’ingénierie analytique • Autres problèmes et techniques de data science • Data science et stratégie commerciale • Conclusion • Annexes. Guide d’évaluation des propositions de projet • Un autre exemple de proposition de projet
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Avant-propos




L’ouvrage Data science pour l’entreprise s’adresse à différents types de lecteurs :


•aux personnes issues du monde de l’entreprise qui envisagent de travailler avec des data scientists, de gérer des projets orientés data science, ou d’investir dans des entreprises spécialisées en data science ;


•aux développeurs qui mettront en œuvre des solutions de data science ;


•et aux data scientists en devenir.


Ce livre ne se focalise pas sur les algorithmes, et ne peut donc remplacer un livre spécialisé sur ce sujet. Nous avons délibérément évité l’approche axée sur les algorithmes. Il existe un ensemble relativement petit de concepts et principes fondamentaux qui sont à la base des techniques d’extraction de connaissances à partir des données. Ces concepts sont les fondements de nombreux algorithmes bien connus de data mining. En outre, ils sous-tendent l’analyse de problèmes d’entreprise orientés données, ainsi que la création et l’évaluation de solutions de data science, ainsi que l’évaluation des stratégies et propositions de data science en général. Nous avons donc centré notre ouvrage sur ces principes généraux, plutôt que sur des algorithmes spécifiques. Et lorsque la description de détails procéduraux était nécessaire, nous les avons présentés à l’aide de textes et de graphiques, qui, selon nous, sont plus compréhensibles qu’une liste détaillée des différentes étapes d’un algorithme.


La lecture de ce livre ne nécessite aucun prérequis avancé en mathématiques. Cependant, la nature même de son sujet le rend quelque peu technique, l’objectif étant de transmettre une compréhension approfondie des principes de la data science, et pas seulement d’en donner un aperçu général. Nous avons donc tenté de restreindre les explications mathématiques au maximum et privilégié une présentation la plus conceptuelle possible.


Des collègues en entreprise nous ont fait savoir que ce livre leur a été indispensable pour aider à uniformiser la compréhension du sujet à travers les équipes commerciales, de développement et de data science. Cette observation est basée sur un petit échantillon, et nous sommes curieux de voir à quel point elle est générale (voir chapitre 5 !). Dans l’idéal, notre objectif est d’écrire un livre que n’importe quel data scientist offrirait à ses collaborateurs des équipes commerciales et de développement, en leur disant : « Si vous voulez vraiment implémenter des solutions de data science de haut niveau pour des problèmes d’entreprise, alors nous devons tous connaître ce livre. »


Des collègues nous disent aussi que le livre a révélé son utilité dans des cas inattendus : pour préparer des entretiens avec des candidats data scientists. Les besoins des entreprises en data scientists sont en forte croissance. En conséquence, de plus en plus de chercheurs d’emploi se présentent comme des data scientists. Tout candidat data scientist devrait comprendre les principes fondamentaux présentés dans ce livre. Nous avons même envisagé plus ou moins sérieusement la rédaction d’un livret complémentaire qui se serait intitulé « Remarques de Cliff pour l’entretien des data scientists ».





Notre approche conceptuelle de la data science




Nous présentons dans ce livre une sélection des principaux concepts fondamentaux de la data science. Certains de ces concepts sont le sujet même d’un chapitre, tandis que d’autres sont introduits plus naturellement tout au long des discussions (et ne sont donc pas nécessairement traités comme des concepts fondamentaux). Les concepts couvrent le processus dans son ensemble, de l’élaboration du problème, en passant par l’application de techniques de data science, jusqu’à l’exploitation des résultats pour améliorer la prise de décision. Ces mêmes concepts sont également à la base de nombreuses méthodes et techniques de traitement analytiques.


On distingue trois types de concepts :


1Certains concepts déterminent comment la data science s’intègre dans l’organisation et dans le paysage concurrentiel. Entre autres, il y a ceux qui déterminent comment attirer, structurer et soutenir des équipes de data science, ceux qui indiquent comment penser la manière dont la data science apportera un avantage compétitif ; et des concepts tactiques pour gérer au mieux les projets orientés data science.


2D’autres sont des méthodes générales pour penser de manière orientée données. Ces concepts aident à identifier les données et les méthodes les plus appropriées. Ils englobent à la fois le processus de data mining et l’ensemble des tâches de data mining les plus complexes.


3Enfin, les concepts généraux, qui recouvrent l’ensemble des tâches de data science et leurs algorithmes, permettent d’extraire des connaissances à partir des données.


Un exemple de concept fondamental est celui qui permet de mesurer la similarité entre deux entités décrites par les données. Cette information permet d’accomplir diverses tâches bien spécifiques. Elle peut, par exemple, être utilisée tout simplement pour trouver des clients ressemblant à un client en particulier. Elle est le noyau de divers algorithmes prédictifs qui calculent une valeur cible, telle que la quantité prévisionnelle de ressources utilisées par un client ou la probabilité qu’un client réponde à une offre. Elle est aussi à la base des techniques de partitionnement (clustering), qui regroupent les entités selon leurs caractéristiques communes sans objectif fixe. Le concept de similarité est par ailleurs fondamental pour l’extraction d’information, qui permet d’extraire des documents ou des pages web pertinentes en réponse à une requête. Enfin, il est à la base de nombreux algorithmes de recommandation. Dans un ouvrage classique orienté algorithmes, ces différentes tâches seraient présentées chacune dans un chapitre, sous différents noms et avec leurs aspects communs enfouis sous des quantités de détails algorithmiques ou de propositions mathématiques. Dans ce livre, nous nous concentrons plutôt sur les concepts communs, et nous présentons les diverses tâches et algorithmes spécifiques comme des instances de ces concepts.


Comme autre exemple, dans l’évaluation de l’utilité d’un scénario, on peut aussi citer la notion de lift – à quel point un scénario est plus fréquent que le hasard –, une notion très récurrente en data science. Elle permet en effet d’évaluer différents types de scénarios dans différents contextes. Les algorithmes de ciblage publicitaire sont évalués en calculant le lift qu’ils obtiennent pour la population cible. La valeur de lift est ainsi utilisée pour estimer le poids d’un scénario comme indicateur pour ou contre une conclusion. Elle aide donc à déterminer si une co-occurrence (un lien) dans les données est significative, ou si elle est au contraire une simple conséquence de la popularité intrinsèque du produit.


Une présentation des data sciences qui se concentre sur de tels concepts fondamentaux peut non seulement aider le lecteur, mais aussi faciliter la communication entre les différentes parties prenantes de l’entreprise et les data scientists. Elle fournit par ailleurs un vocabulaire commun et permet donc aux différents interlocuteurs de mieux se comprendre. Par ailleurs, les concepts partagés conduisent à des discussions plus approfondies qui peuvent faire émerger des points critiques qui n’auraient pas été découverts autrement.





À l’attention de l’enseignant




Ce livre a servi avec succès comme manuel pour une grande variété de cours de data science. Du point de vue historique, ce livre est né de l’élaboration des cours multidisciplinaires de Data science par Foster à la Stern School de NYU (New York University), à partir de l’automne 20051. Le cours était à l’origine prévu pour les étudiants de MBA et de MSIS, mais il a attiré des étudiants d’autres départements de l’université. L’aspect le plus intéressant de ce cours n’était pas seulement qu’il plaisait aux étudiants de MBA et de MSIS, pour qui il était conçu ; il profitait aussi aux étudiants dotés de connaissances avancées en apprentissage automatique (machine learning) et dans d’autres disciplines techniques. L’une des raisons était que l’étude des concepts fondamentaux et autres problèmes sous-jacents des algorithmes n’était pas prévue dans leur cursus.


À la NYU, ce livre est aujourd’hui utilisé comme support de cours dans différents cursus liés aux data sciences : les cursus MBA et MSIS originaux, en licence de business analytics, dans le nouveau cursus du MS Data Science de NYU/Stern, et dans le cours d’introduction à la Data science du nouveau MS Data Science de NYU. De plus, avant même sa publication, ce livre a été adopté par plus de vingt autres universités réparties dans neuf pays (pour le moment), par des écoles de commerce, dans des cursus d’informatique et pour des introductions plus générales à la data science.


Visitez régulièrement le site web du livre (voir le lien ci-après) pour savoir comment obtenir du matériel pédagogique, dont des diapos de cours, des exemples de questions et de problèmes pour des devoirs à la maison, des exemples d’instructions de projet basés sur des règles de travail du livre, des questions d’examen, et d’autres choses à venir.




Nous conservons sur le site du livre une liste régulièrement actualisée des universités qui l’ont adopté (http://www.data-​science-​for-​biz.com/). Pour la consulter, cliquez sur le lien Who’s Using It (« Qui l’utilise ») en haut de la page.








Autres compétences et concepts




Outre les principes fondamentaux des data sciences, un data scientist en exercice doit maîtriser beaucoup d’autres concepts et compétences. Ces compétences et concepts seront abordés aux chapitres 1 et 2. Nous encourageons le lecteur intéressé à consulter le site web du livre pour trouver des ressources qui lui permettront d’acquérir ces compétences et concepts supplémentaires, par exemple, la programmation en Python, l’utilisation de la ligne de commande Unix, les fichiers de données, les formats de données les plus courants, les bases de données et les requêtes, les architectures big data et les systèmes tels que MapReduce et Hadoop, la visualisation des données, et d’autres sujets connexes.





Sections et notations




En plus des occasionnelles notes de bas de page, vous rencontrerez parfois des paragraphes de commentaires secondaires. Il s’agit en fait de notes de bas de page plus développées. Nous y introduisons des informations que nous considérons comme utiles et intéressantes, mais qui seraient trop longues pour une note de bas de page et trop digressives par rapport au texte principal.




PRÉCISIONS TECHNIQUES PRÉALABLES Remarque sur les sections à astérisque


Les précisions mathématiques occasionnelles sont reléguées dans des sections optionnelles dont les titres sont préfixés par un astérisque et dont le contenu est précédé d’un paragraphe tel que celui-ci. Ces sections pour lecteurs avertis contiennent plus de détails mathématiques et/ou techniques que partout ailleurs dans le livre. Le livre est rédigé de telle manière que vous puissiez ignorer ces sections sans que cela n’affecte la continuité du texte, même si nous rappelons parfois au lecteur qu’il peut y trouver plus de détails sur certains points.





Les passages de texte tels que « (Smith et Jones, 2003) » font référence à une entrée de la bibliographie (en l’occurrence, l’article ou le livre de Smith et Jones qui date de 2003). Il en va de même pour « Smith et Jones (2003) ». Toutes les références bibliographiques du livre sont rassemblées en fin d’ouvrage.


Dans ce livre, nous tentons de limiter les développements mathématiques au minimum, et nous avons simplifié le peu de mathématiques que nous présentons sans que cela n’introduise de confusion. Voici quelques explications concernant notre choix de simplification, à l’attention des lecteurs qui possèdent des connaissances techniques avancées.


1Nous évitons les notations Sigma (∑) et Pi (∏), généralement utilisées dans les manuels pour représenter respectivement une somme ou un produit. Nous employons à la place des équations à ellipses telles que :


f(x) = w1x1 + w2x2 + … + wnxn


Dans les sections techniques, marquées par un astérisque, il nous est arrivé d’utiliser Sigma et Pi lorsque cette notation elliptique nous a semblé trop lourde. Nous supposons que les personnes qui liront ces sections sont assez familières avec les notations mathématiques et n’y trouveront donc aucune difficulté.


2Les manuels de statistiques prennent généralement soin de distinguer une valeur réelle de son estimation en la surmontant d’un accent circonflexe. Par exemple, la valeur mesurée d’une probabilité est notée ℙ tandis que sa valeur estimée est notée [image: image]. Dans le présent ouvrage, nous parlons pratiquement toujours de valeurs estimées à partir des données, mettre des chapeaux partout rendrait donc nos équations verbeuses et disgracieuses. Toute information doit être considérée comme une valeur estimée à partir des données, sauf indication contraire.


3Nous supprimons les variables superflues pour simplifier la notation lorsque nous estimons qu’elles sont compréhensibles. Par exemple, lorsque nous représentons une fonction de classification de manière mathématique, concrètement, nous manipulons des prédicats de décision qui s’appliquent à des vecteurs de caractéristiques. Voici comment on exprimerait cela formellement :


[image: image]


À la place, nous avons opté pour une forme plus lisible :


fR(x) = Age × −1 + 0,7 × Balance + 60


sachant que x est un vecteur et que Age et Balance en sont des composantes.


Du point de vue typographique, nous avons tenté de rester cohérents, en notant les attributs ou mots-clés des données tels que sepal_width avec une police à chasse fixe. Par exemple, dans le chapitre sur le text mining (exploration de textes), un mot comme ‘discussing’ désigne un mot dans un document, alors que discuss serait le token correspondant dans les données.


Les conventions typographiques suivantes sont utilisées dans ce livre :


•Italique


Indique les termes nouveaux, les URL, les adresses e-mail, les noms et extensions de fichiers.


•Police à chasse fixe


Indique les listings de code et met en valeur les éléments de code cités dans le texte, tels que les noms de variables ou de fonctions, les bases de données, les types de données, les variables d’environnement et les mots-clés.


•Police à chasse fixe en italique


Indique les éléments de texte qui devraient être remplacés par des valeurs fournies par l’utilisateur ou par le contexte.


Nous avons enfin parsemé le livre d’astuces et d’avertissements spéciaux en rapport avec le contexte.






Utilisation de citations




En plus d’être une introduction à la data science, cet ouvrage est destiné à faciliter les discussions sur le sujet ainsi que le travail au jour le jour sur le terrain. Vous pourrez bien sûr répondre à des questions en citant des passages ou des exemples de ce livre. Nous vous demandons seulement, mais n’exigeons pas, de nous citer en référence dans ces cas-là en mentionnant le titre, l’auteur, l’éditeur et l’ISBN du présent ouvrage.
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Le raisonnement orienté données




Ne faites pas de trop petits rêves, car ils n’ont pas la puissance de toucher les cœurs des hommes.


— Johann Wolfgang von Goethe


D’importants investissements ont été réalisés ces dernières années dans l’infrastructure des entreprises afin d’augmenter leur capacité à collecter leurs données. Pratiquement tous les aspects de l’activité d’une entreprise sont maintenant ouverts à la collecte de données et souvent eux-mêmes employés au service de la collecte de données : opérations, fabrication, gestion de la chaîne d’approvisionnement, comportement des clients, performances des campagnes de marketing, procédures de gestion de flux, etc. Simultanément, les informations concernant les événements extérieurs à l’entreprise, tels que les tendances des marchés, les actualités des entreprises et les activités des concurrents, sont aujourd’hui largement accessibles. Cette disponibilité des données a provoqué un intérêt croissant pour les méthodes d’extraction d’informations utiles et de connaissances à partir des données, le domaine des data sciences.





L’ubiquité des opportunités offertes par les données




Avec les vastes quantités de données aujourd’hui disponibles, les entreprises de pratiquement tous les secteurs concentrent maintenant leurs efforts sur l’exploitation des données pour gagner en compétitivité. Dans le passé, les entreprises pouvaient employer des équipes de statisticiens, de modélisateurs et d’analystes pour éplucher les jeux de données manuellement, mais le volume et la diversité des données dépassent de loin les capacités de l’analyse manuelle. De plus, les ordinateurs actuels sont bien plus puissants, les réseaux sont devenus omniprésents, et de nouveaux algorithmes ont été développés, qui nous permettent de connecter différents ensembles de données afin d’obtenir des analyses plus étendues et plus approfondies. La convergence de ces différents phénomènes a conduit à une exploitation de plus en plus généralisée des principes de data science et des techniques de data mining au sein des entreprises.


Le secteur qui exploite le plus les techniques de data mining est probablement celui du marketing, où elles sont appliquées à des tâches telles que le ciblage marketing, la publicité en ligne et les recommandations de vente additionnelle. Le data mining y est en effet employé dans la gestion globale des relations avec les clients afin d’analyser leurs comportements, l’objectif étant de minimiser l’attrition et de maximiser la valeur client. Dans le domaine de la finance, le data mining sert pour la notation de crédit, pour les échanges commerciaux, ainsi que dans les opérations de détection de fraudes et de gestion du personnel. Et pour les grandes marques de distribution telles que Walmart et Amazon, le data mining est présent à tous les niveaux, du marketing à la gestion de la chaîne d’approvisionnement. Beaucoup d’entreprises se sont distinguées du point de vue stratégique par leur recours à la data science, au point, parfois, d’en faire leur activité principale.


Les principaux objectifs de ce livre sont de vous aider à discerner les problèmes d’entreprise du point de vue des données et à comprendre des principes qui vous permettront d’extraire des connaissances utiles de ces données. Le raisonnement orienté données se fonde sur une structure fondamentale et des principes qui doivent être maîtrisés. Parfois l’intuition, la créativité, le bon sens et les connaissances du domaine doivent être pris en compte. Les modes de raisonnement orientés données fournissent une structure et des principes qui vous serviront de cadre pour analyser de tels problèmes de manière méthodique. Plus vous maîtriserez le raisonnement orienté données, plus vous développerez des intuitions qui vous diront quand et comment recourir à la créativité et aux connaissances métier.


Tout au long des deux premiers chapitres de ce livre, nous aborderons en détail divers sujets et techniques relatifs à la data science et au data mining. Les termes « data science » et « data mining » sont souvent utilisés indifféremment, mais le premier a pris une ampleur considérable à mesure que des individus et des organisations tentent de capitaliser sur le battage médiatique qui l’entoure actuellement. En substance, la data science englobe un ensemble de principes essentiels qui régissent l’extraction de connaissances à partir des données. Le data mining désigne, quant à lui, l’extraction de connaissances à partir des données à l’aide de techniques qui se fondent sur ces principes. Le terme « data science » est souvent employé dans un sens plus général que « data mining », mais les techniques de data mining fournissent quelques exemples parmi les plus évidents des principes des data sciences.


Tout au long de ce livre, nous décrirons un certain de nombre de principes fondamentaux des data sciences. Nous illustrerons chacun de ces principes avec au moins une technique de data mining qui le caractérise. Les principes en question sont généralement à la base de beaucoup de techniques, c’est pourquoi nous avons choisi, dans ce livre, de mettre l’accent sur les principes de base plutôt que de décrire des techniques spécifiques. Cependant nous n’insisterons pas sur la différence entre data science et data mining, sauf lorsque cela risque d’entraver la compréhension des concepts présentés.




Remarque


La compréhension des data sciences est nécessaire même si vous n’avez pas l’intention de les utiliser vous-même. Le raisonnement orienté données vous permet en effet d’analyser les projets de data mining qui vous sont proposés. Si par exemple un employé, un consultant ou une éventuelle cible d’investissement vous propose d’améliorer un logiciel d’entreprise en faisant de l’extraction de connaissances à partir des données, vous devriez être capable d’évaluer méthodiquement sa proposition afin de décider si elle est raisonnable ou mauvaise. Cela ne signifie pas que vous pourrez prédire la rentabilité du projet, car dans le cas des projets de data mining, cela nécessite le plus souvent d’essayer, mais cela devrait vous permettre de détecter les défauts les plus flagrants, les hypothèses irréalistes et les éléments manquants.





Voyons maintenant deux courtes études de cas où l’analyse des données a mené à l’extraction de modèles prédictifs.





Exemple : l’ouragan Frances




Observons un exemple tiré d’un article du New York Times datant de 2004 :




L’ouragan Frances était en route, traversant les Caraïbes, menaçant de frapper de plein fouet la côte atlantique de la Floride. Les habitants se réfugièrent alors en altitude, mais loin de là, à Bentonville, en Arkansas, des cadres des magasins Walmart décidèrent que la situation leur offrait une excellente occasion pour tester un de leurs plus récents outils basé sur l’analyse de données… la technologie prédictive.


Une semaine avant l’arrivée de la tempête sur les côtes, Linda M. Dillman, directrice du système d’information de Walmart, réclama à son équipe de lui fournir des prévisions basées sur les informations connues au sujet de l’ouragan Charley, qui avait frappé plusieurs semaines auparavant. Munie des billions d’octets d’historiques d’achat stockés dans l’entrepôt de données de Walmart, elle se dit que l’entreprise pouvait « commencer à prédire ce qui allait se produire, au lieu d’attendre que cela se produise », selon ses dires. (Hays, 2004)





Demandez-vous pourquoi des prédictions basées sur les données seraient utiles dans un tel scénario. Elles pourraient permettre de savoir que les personnes se trouvant sur le chemin de l’ouragan auront tendance à acheter plus d’eau en bouteille. Cela peut sembler évident et avons-nous vraiment besoin de recourir à la data science pour nous en rendre compte ? Mais il pourrait être utile d’anticiper le volume d’augmentation des ventes dû à l’ouragan, afin de s’assurer que les magasins Walmart concernés soient suffisamment approvisionnés. L’exploration des données pourrait par ailleurs révéler qu’un certain DVD a été en rupture de stock sur le chemin de l’ouragan – peut-être l’était-il cette semaine dans tous les Walmart du pays, et pas seulement aux alentours du cœur de l’ouragan. Ces prédictions peuvent être utiles d’une certaine manière, mais elles seraient probablement plus générales que Mme Dillman le pensait.


Il serait plus intéressant de découvrir des modèles de comportement dus à l’ouragan qui n’étaient pas évidents. Pour cela, les analystes devraient examiner l’énorme volume de données Walmart décrivant des situations passées similaires (telles que Charley) afin d’identifier dans les environs de l’ouragan des demandes de produits inhabituelles. Avec les modèles prédictifs obtenus, l’entreprise pourrait alors anticiper des demandes exceptionnelles de certains produits en approvisionnant les magasins concernés avant l’arrivée de l’ouragan.


Et c’est bien ce qui s’est passé. Le New York Times (Hays, 2004) raconte en effet que « … les experts ont exploré les données et ont découvert que les magasins auraient effectivement besoin de certains produits, et pas seulement les lampes torches habituelles. “Nous ne savions pas que juste avant l’arrivée d’un ouragan, les ventes de Pop-Tart aux fraises augmentaient, jusqu’à sept fois plus que leur taux de vente habituel”, déclara Mme Dillman lors d’une interview récente. “Et le produit le plus vendu juste avant l’ouragan était la bière.”1 »





Exemple : prédiction de l’attrition client




Comment ces analyses de données sont-elles effectuées ? Observons un deuxième scénario, plus classique, et comment il pourrait être traité du point de vue de l’analyse de données. Cet exemple servira comme support pour illustrer plusieurs des problèmes soulevés dans ce livre et fournira donc un cadre commun de référence.


Supposons que vous venez d’obtenir un excellent emploi d’analyste de données à MegaTelCo, une des plus grandes entreprises de télécommunications aux États-Unis. Ils rencontrent un problème majeur de rétention client dans le secteur du sans fil. Dans la région miatlantique des États-Unis, 20 % des utilisateurs de téléphones mobiles les quittent à l’expiration de leur abonnement, et il devient de plus en plus difficile d’attirer de nouveaux clients. Le marché des téléphones mobiles étant aujourd’hui saturé, l’énorme croissance du marché du sans fil est en déclin. Les entreprises de télécommunications sont aujourd’hui engagées dans des batailles sans fin pour attirer les clients des autres tout en conservant les leurs. Le passage d’un client d’une entreprise à une autre est appelé attrition, et cela coûte cher à tous les niveaux, car pendant qu’une entreprise investit dans des programmes d’incitation à l’achat pour attirer certains clients, une autre perd en revenus lorsqu’un client la quitte.


On a fait appel à vous pour fournir une explication au problème rencontré par MegaTelCo et pour mettre au point une solution. Attirer de nouveaux clients coûte beaucoup plus que de retenir les clients actuels, une grande partie du budget marketing a donc été allouée à la prévention de l’attrition. Le service marketing a d’ailleurs déjà conçu une offre spéciale de rétention. Votre travail consistera maintenant à élaborer un programme précis, étape par étape, dans lequel vous devrez indiquer à l’équipe de data science comment utiliser les vastes données de MegaTelCo pour sélectionner les clients qui seront ciblés par l’offre spéciale de rétention avant l’expiration de leur contrat.


Choisissez soigneusement les données qui pourront vous être utiles et réfléchissez bien à la manière dont elles pourraient servir. En particulier, comment MegaTelCo devra sélectionner l’ensemble des clients cibles de leur offre de rétention afin de réduire au mieux le taux d’attrition avec un budget de rétention défini. Répondre à cette question est beaucoup plus compliqué qu’il n’y paraît à première vue. Nous y reviendrons à maintes reprises tout au long du livre, et nous améliorerons notre solution à mesure que notre compréhension des concepts fondamentaux des data sciences grandira.




Remarque


En réalité, la rétention client a été l’une des principales causes d’utilisation des technologies de data mining, en particulier dans les secteurs des télécommunications et des finances. Ces derniers furent parmi les premiers et les plus grands utilisateurs des technologies de data mining, pour des raisons que nous évoquerons plus loin.








Data science, ingénierie et prise de décision orienté données




La data science implique des principes, des processus et des techniques qui permettent de comprendre des phénomènes via l’analyse (automatisée) de données. Dans ce livre, nous verrons que l’objectif ultime de la data science est l’aide à la prise de décision, car elle représente généralement un intérêt immédiat pour les entreprises.




[image: image]


Figure 1–1
La data science dans le contexte de divers processus basés sur les données dans une organisation.





La figure 1-1 situe la data science dans le contexte de divers autres processus étroitement liés et également basés sur les données dans une organisation. Elle distingue la data science d’autres aspects du traitement des données qui font l’objet d’une attention croissante dans les entreprises. Commençons par le haut.


La prise de décision orientée données (data-driven decision-making, DDD) désigne la pratique qui consiste à fonder des décisions sur l’analyse de données plutôt que sur l’intuition pure. Par exemple, une responsable marketing pourrait choisir ses publicités exclusivement en fonction de sa longue expérience dans le domaine et sur son intuition quant à ce qui marchera. Ou bien, elle pourrait baser ses choix sur l’analyse de données concernant le comportement des clients vis-à-vis des différents types de publicités. Elle pourrait aussi combiner les deux approches. DDD n’est pas une activité du tout-ou-rien, et différentes entreprises s’y engagent à des degrés plus ou moins grands.


Les bénéfices de la prise de décision orientée données ont été démontrés de manière définitive. L’économiste Erik Brynjolfsson et ses collègues du MIT et de la Penn’s Wharton School ont mené une étude sur la façon dont la DDD peut affecter les performances d’une entreprise (Brynjolfsson, Hitt et Kim, 2011). Ils ont développé une méthode de mesure de la DDD qui permet de classer les entreprises selon leur degré d’utilisation des données dans la prise de décision pour l’ensemble de l’entreprise. Ils ont ainsi démontré que du point de vue statistique, plus une entreprise a recours à l’analyse de données, plus elle est productive, voire dominante, pour un large éventail de facteurs surprenants possibles. Et les différences de résultats ne sont pas faibles. Un écart-type de plus sur l’échelle de la DDD coïncide avec une augmentation de productivité de 4 à 6 %. La DDD est également corrélée avec un retour sur investissement, une rentabilité des capitaux propres, une utilisation des actifs et une valeur marchande plus élevés, et la relation semble être causale.


Nous nous intéresserons dans ce livre à deux principales catégories de prise de décision :


•les décisions qui nécessitent des découvertes dans les données ;


•les décisions qui se répètent, en particulier à grande échelle, et pour lesquelles le processus de prise de décision peut donc profiter des plus petites améliorations dans l’exactitude des décisions orientées données.


L’exemple Walmart que nous avons vu plus haut est un problème de type 1 : Linda Dillman voulait extraire des connaissances permettant à Walmart de se préparer au mieux en vue de l’arrivée imminente de l’ouragan Frances.


En 2012, la compagnie Target, le principal concurrent de Walmart, a fait parler d’elle avec un cas de prise de décision orientée données, également un problème de type 1 (Duhigg, 2012). Comme la plupart des marques de grande distribution, Target s’intéresse aux comportements d’achat de ses clients, à ce qui les motive et ce qui peut les influencer. Les clients ont tendance à suivre des routines d’achat qui peuvent être très difficiles à rompre. Mais les décideurs de Target savaient que l’arrivée d’un bébé dans une famille représente un moment particulier où les gens changent leurs habitudes d’achat de manière significative. Comme le disent les analystes de Target, « À partir du moment où nous réussirons à leur faire acheter nos couches, ils commenceront à acheter tout le reste chez nous également ». Les compagnies de grande distribution le savent et rivalisent donc pour essayer de vendre aux nouveaux parents des produits liés aux bébés. Et étant donné que la plupart des registres de naissances sont publics, les entreprises se procurent facilement ces informations afin d’envoyer des offres spéciales aux nouveaux parents.


Target voulait cependant prendre de l’avance sur ses concurrents : s’ils pouvaient prédire que les gens attendent un bébé, cela leur donnerait l’avantage de pouvoir devancer leurs concurrents en faisant des offres à leurs clients. À l’aide des techniques de data science, Target analysa donc les historiques d’achat de ses clientes qui se déclarèrent effectivement enceintes par la suite (avant leur grossesse) et réussit à extraire des informations permettant de prédire quelles clientes étaient enceintes. Par exemple, les femmes enceintes changent souvent leur régime alimentaire, leur garde-robe, leur régime vitaminé, etc. Ces indicateurs pourraient être extraits de données historiques, être assemblés en modèles prédictifs et déployés ensuite lors de campagnes de marketing. Nous parlerons des modèles prédictifs plus en détail tout au long de ce livre. Pour le moment, nous dirons simplement qu’un modèle prédictif résume en grande partie la complexité du monde, en se concentrant sur un ensemble d’indicateurs qui sont corrélés d’une certaine manière avec une valeur cible (qui va-t-on perdre, qui achètera, qui est enceinte, etc.). Il est important de noter que dans les exemples Walmart et Target, l’objectif de l’analyse des données n’était pas de tester une hypothèse simple. Au lieu de cela, les données furent explorées dans l’espoir de découvrir des informations utiles2.


Notre exemple concernant l’attrition client est un problème de DDD de type 2. MegaTelCo a des centaines de millions de clients, chacun étant un déserteur potentiel. Chaque mois des dizaines de millions de clients arrivent au terme de leur contrat, leur probabilité de désertion augmente donc dans un futur proche. Si nous pouvons améliorer notre capacité à estimer à quel point il serait profitable de cibler un client donné, alors nous pourrons récolter des bénéfices considérables en appliquant cette connaissance à ces millions de clients. Cette logique s’applique à beaucoup d’autres secteurs dans lesquels l’application des techniques de data science et de data mining fut des plus intenses : le marketing direct, la publicité en ligne, la notation de crédit, le trading financier, la gestion des services d’assistance à la clientèle, la détection des fraudes, le classement des résultats de recherche, la recommandation de produits, etc.


Le schéma de la figure 1-1, page 13, montre que la data science sert de socle à la prise de décision orientée données, mais qu’elle se recoupe également avec elle. Ce schéma met en évidence le fait, souvent négligé, que de plus en plus, en entreprise, les prises de décision sont faites de manière automatique par des ordinateurs. Différents secteurs ont adopté la prise de décision automatique à différents degrés. Les secteurs de la finance et des télécommunications furent parmi les premiers, en grande partie en raison de la précocité de leur développement de réseaux de données et de leurs traitements informatiques à grande échelle, qui leur permirent d’amasser et de modéliser des données à grande échelle, et ensuite d’appliquer leurs modèles à la prise de décision.


Dans les années 1990, la prise de décision automatisée bouleversa complètement la gestion des crédits bancaires et des crédits à la consommation. Et toujours dans les années 1990, les banques et les entreprises de télécommunications mirent également en œuvre des systèmes de grande envergure pour guider les décisions concernant la surveillance des fraudes basée sur les données. À mesure que les systèmes de vente étaient informatisés, les décisions commerciales furent elles aussi automatisées. Entre autres exemples célèbres, nous pouvons citer les programmes de récompense des casinos Harrah et les systèmes automatisés de recommandation d’Amazon et de Netflix. Aujourd’hui, nous assistons à une révolution dans le secteur de la publicité, qui est due en grande partie à une augmentation considérable du temps que les consommateurs passent sur Internet, et à la capacité à prendre des décisions publicitaires en ligne (littéralement) instantanées.





Traitement des données et big data




Il convient ici de revenir sur un autre point. Une grande partie du traitement des données n’est pas de la data science, malgré l’impression que l’on pourrait tirer des médias. L’ingénierie et le traitement des données sont des éléments essentiels des tâches de data science, mais ils sont plus généraux. Aujourd’hui, par exemple, un grand nombre de compétences, de systèmes et de technologies sont souvent considérés à tort comme appartenant à la data science. Pour comprendre la data science et les entreprises orientées données, il est important de pouvoir les distinguer. La data science nécessite de disposer de données et tire souvent profit de l’ingénierie des données que les technologies de traitement des données permettent d’effectuer, mais ces technologies n’appartiennent pas à la data science en soi. Elles contribuent à la data science, comme le montre la figure 1-1, page 13, mais elles sont aussi utiles pour beaucoup d’autres choses. Les technologies de traitement des données sont essentielles pour beaucoup de tâches orientées données qui n’impliquent pas l’extraction de connaissances ou la prise de décision orientée données, telles que le traitement efficace de transactions, le traitement modernisé des systèmes web, et la gestion de campagnes publicitaires en ligne.


Les technologies big data (telles que Hadoop, HBase et MongoDB) attirent aujourd’hui l’attention des médias de manière considérable. Le terme big data désigne simplement des jeux de données qui sont trop volumineux pour les systèmes traditionnels de traitement de données, et qui nécessitent donc de recourir à de nouvelles technologies de traitement. Les technologies big data, comme les technologies traditionnelles, sont utilisées dans une grande variété de tâches, y compris en ingénierie des données. Parfois, elles sont même utilisées pour mettre en œuvre des techniques de data mining. Le plus souvent, cependant, les célèbres technologies big data sont utilisées pour effectuer le traitement des données en support aux techniques de data mining et autres activités de data science, comme le montre la figure 1-1.


Nous avons évoqué plus haut l’étude de Brynjolfsson démontrant les avantages de la prise de décision orientée données. Une autre étude, menée par l’économiste Prasanna Tambe, de la NYU’s Stern School, avait pour objectif de mesurer à quel point les technologies big data favorisent les grandes entreprises (Tambe, 2012). Il constate qu’après avoir pris en compte différents facteurs de confusion, l’exploitation de technologies big data coïncide avec une forte croissance de la productivité. En particulier, l’utilisation des technologies big data à hauteur d’un écart-type de plus coïncide avec une productivité supérieure de 1 à 3 % ; et l’utilisation des technologies big data à hauteur d’un écart-type de moins coïncide avec une productivité inférieure de 1 à 3 %. Cela conduit à des différences de productivité potentiellement très élevées entre les entreprises qui se situent à chacun des extrêmes.





Du big data 1.0 au big data 2.0




Une manière de voir la situation des technologies big data est d’établir une analogie avec l’adoption par les entreprises des technologies Internet. Au Web 1.0, les entreprises se sont préoccupées d’acquérir les technologies Internet de base afin de pouvoir établir leur présence sur le Web, créer des sites e-commerce et augmenter l’efficacité de leur activité. Nous pouvons donc considérer que nous sommes aujourd’hui dans l’ère du big data 1.0. Les entreprises se soucient en effet de se doter de moyens pour traiter de très larges volumes de données, le plus souvent pour consolider leurs activités actuelles, par exemple pour augmenter leur efficacité.


Une fois que les entreprises avaient incorporé complètement les technologies Web 1.0 (et, au passage, avaient provoqué une réduction des prix des technologies sous-jacentes), elles ont commencé à regarder plus loin. Elles ont par exemple commencé à se demander comment le Web pourrait leur servir, et comment il pourrait transformer leurs activités courantes. C’est alors que nous sommes entrés dans l’ère Web 2.0, où de nouveaux systèmes et entreprises tirèrent profit de la nature interactive du Web. Les changements apportés par cette évolution dans la manière de penser sont omniprésents ; les plus évidents sont l’intégration des composantes de réseautage social, et la montée de la voix du consommateur (et citoyen) individuel.


Une phase big data 2.0 s’ensuivra très probablement. Une fois que les entreprises auront entièrement acquis la capacité de traiter aisément de gros volumes de données, elles se demanderont : « Que puis-je faire aujourd’hui que je ne pouvais pas faire auparavant, ou que je pourrais faire mieux que par le passé ? » Ce sera alors l’âge d’or de la data science. Et les principes et techniques que nous introduisons dans ce livre seront appliqués à plus large échelle et de manière plus approfondie qu’ils ne le sont aujourd’hui.




Remarque


Notons que durant l’ère du Web 1.0, certaines entreprises pionnières avaient commencé à appliquer des idées du Web 2.0 bien avant les autres entreprises. Amazon est un excellent exemple, il a intégré la « voix » du consommateur très tôt, dans l’évaluation des produits, dans les critiques de produits (et jusqu’à l’évaluation des critiques de produits). De même aujourd’hui, certaines entreprises sont déjà dans le big data 2.0. Et Amazon, encore une fois, est à l’avant-garde, avec des recommandations orientées données tirées de grandes masses de données. D’autres exemples existent aussi. Les annonceurs digitaux doivent traiter de larges volumes de données (il n’est pas inhabituel de disposer de milliards d’avis sur les publicités chaque jour) tout en maintenant un débit de production très élevé (les systèmes d’enchères en temps réel prennent des décisions en dizaines de millisecondes). Nous devrions donc rechercher dans ces secteurs et dans d’autres secteurs similaires des idées de progrès du big data et de la data science qui seront ensuite adoptées par d’autres secteurs.









Les données et les capacités de la data science comme atouts stratégiques




Les sections précédentes sous-entendent un des principes fondamentaux de la data science : les données et la capacité d’extraire des connaissances utiles à partir des données, devraient être considérées comme des atouts stratégiques. Trop d’entreprises envisagent l’analyse de données comme se rapportant principalement à l’acquisition de valeur à l’aide de données existantes, souvent sans se demander si l’entreprise dispose des compétences d’analyse appropriées. En les considérant comme des actifs, nous pouvons nous demander franchement à quel point nous devrions y investir. Souvent, nous ne disposons pas des données appropriées pour prendre de meilleures décisions, et/ou nous n’avons pas les compétences nécessaires pour aider à la prise de décision orientée données. Considérer ces deux éléments comme des actifs nous permet par ailleurs de comprendre qu’ils sont complémentaires. La meilleure des équipes de data science ne peut rapporter que très peu de valeur si elle ne dispose pas des données appropriées. Et souvent, sans des compétences d’analyse des données adaptées, des données appropriées ne peuvent pas améliorer la prise de décision de manière significative. Comme pour tous les actifs, ceux-ci nécessitent souvent de faire des investissements. Constituer une équipe de data science de haut niveau n’est pas une tâche aisée, mais cela peut apporter énormément quant à la prise de décision. Nous verrons en détail les considérations stratégiques qui concernent la data science au chapitre 13. En attendant, notre prochaine étude de cas illustrera comment le fait d’envisager sérieusement un investissement dans des actifs de données rapporte énormément le plus souvent.


L’histoire classique de la petite banque Signet Bank, qui date des années 1990, est un bon exemple. Dans les années 1980, la data science avait transformé l’industrie du crédit à la consommation. En modélisant la probabilité de défaillance, cette industrie était passée d’une évaluation individuelle de la probabilité de défaillance à des stratégies de grande échelle et de parts de marché, ce qui conduisit directement à des économies d’échelle. Cela peut sembler étrange aujourd’hui, mais à l’époque, les prix des cartes de crédit étaient uniformes, et ce pour deux raisons :


•les entreprises ne disposaient pas de systèmes d’information permettant de gérer des tarifications variables à grande échelle ;


•les directions des banques pensaient que les clients ne toléreraient jamais une discrimination des prix.


Puis, vers 1990, deux visionnaires stratégiques (Richard Fairbanks et Nigel Morris) comprirent que les technologies de l’information étaient suffisamment puissantes pour effectuer des modélisations prédictives plus complexes (en utilisant des techniques telles que celles que nous abordons dans ce livre) et manipuler différentes variables (aujourd’hui : les prix, les limites de crédit, les transferts de solde à faible taux initial, les remises en argent ou cashback, les points de fidélité, etc.). Ils ne réussirent pas à convaincre les grandes banques de les engager comme consultants et de les laisser essayer.


Après avoir sollicité toutes les grosses banques, c’est une petite banque de Virginie qui manifesta de l’intérêt pour leur idée : la Signet Bank. La direction de la Signet Bank était persuadée que la bonne stratégie résidait dans la modélisation de la rentabilité, et pas seulement de la probabilité de défaillance. Elle savait par ailleurs qu’une infime partie des clients apporte réellement plus de 100 % des bénéfices d’une banque sur les opérations de cartes de crédit (car le reste des clients se situe soit juste au seuil de rentabilité, soit représente des pertes). En modélisant la rentabilité, elle pourrait non seulement proposer des offres plus intéressantes à ses meilleurs clients, mais aussi séduire les meilleurs clients des grosses banques.


Un problème majeur se présenta lors de la mise en œuvre de cette stratégie. La Signet Bank ne possédait pas les données appropriées pour modéliser la rentabilité dans le but de proposer différentes offres à différents clients. Personne ne disposait de telles données. À l’époque, les banques offraient des crédits selon des termes spécifiques et un modèle unique. Elles avaient donc des données pour modéliser leur rentabilité :


•selon les termes qu’elles avaient offerts dans le passé ;


•par rapport au type de client à qui elles avaient accordé des crédits (c’est-à-dire, ceux qui avaient été jugés dignes de les recevoir par le modèle existant).


Quelle était donc la solution pour la Signet Bank ? Ils mirent en place une stratégie fondamentale de la data science : investir pour acquérir les données indispensables. À partir du moment où les données sont considérées comme un actif d’entreprise, la question de savoir combien nous sommes prêts à y investir se pose. Dans le cas de la Signet Bank, des données sur la rentabilité des clients ayant reçu différentes offres de crédit pourraient être générées en menant des expériences. Diverses offres de crédit furent ainsi accordées à plusieurs clients. En dehors du raisonnement orienté données, cela peut paraître imprudent, car on perd sûrement de l’argent ! Certes. Et en l’occurrence, ces pertes sont le coût de l’acquisition des données. Mais l’analyste de données doit se demander si les données apporteront suffisamment pour justifier l’investissement.


Que s’est-il donc passé à la Signet Bank ? Comme on pouvait s’y attendre, lorsque Signet commença à offrir des crédits à ses clients de manière aléatoire afin d’acquérir des données, le nombre de mauvais comptes monta en flèche. La Signet, qui était en tête du secteur en matière de taux de perte (2,9 % des soldes étaient impayés) passa à pratiquement 6 % de clients en défaut. Les pertes continuèrent pendant quelques années alors que les data scientists construisaient des modèles prédictifs basés sur les données, les évaluaient, puis les déployaient pour augmenter la rentabilité. L’entreprise considérait ces pertes comme des investissements sur les données, elle persista donc dans sa stratégie malgré les plaintes des actionnaires. Finalement, le projet d’analyse des cartes de crédit de Signet devint tellement rentable qu’il fut séparé du reste de ses opérations, qui faisaient désormais ombrage au succès du crédit à la consommation.


Fairbanks et Morris furent respectivement nommés Président du Conseil et PDG, et Président et DG. Ils étendirent l’application des principes de la data science à toute l’entreprise, pas seulement pour l’acquisition client mais aussi pour la rétention client. Lorsqu’un client appelle parce qu’il cherche une offre plus intéressante, des modèles orientés données calculent le potentiel de rentabilité de diverses solutions possibles (différentes offres, dont le fait de maintenir le status quo). Et l’ordinateur de l’employé du service clientèle lui présente les meilleures offres à proposer au client.


Peut-être n’avez-vous jamais entendu parler de la petite banque Signet Bank, mais si vous êtes en train de lire ce livre, vous avez sûrement entendu parler de l’entreprise dérivée : Capital One. La nouvelle entreprise de Fairbanks et Morris devint l’un des plus gros émetteurs de cartes de crédit de son secteur, avec un taux de défaillance client parmi les plus bas. En 2000, elle aurait réalisé 45 000 de ces tests scientifiques, comme elle les appelle3.


Les études offrant une démonstration quantitative claire de la valeur d’un actif de données sont difficiles à trouver, principalement parce que les entreprises hésitent à divulguer des résultats de valeur stratégique. L’étude de Martens et Provost (2011) est une exception. Elle estime la valeur de données concernant des transactions spécifiques des clients d’une banque, pour savoir si elles peuvent aider à améliorer les modèles de décision concernant le choix des produits à proposer. La banque construisit, à partir des données, des modèles lui permettant de savoir quels clients cibler avec différentes offres de produits. L’étude observa divers types de données et leurs effets sur les performances de prédiction. Avec des données socio-démographiques, on peut en particulier modéliser les types de consommateurs qui sont les plus susceptibles d’acheter un produit ou un autre. Mais c’est tout ce que les données socio-démographiques nous permettent, et à partir d’un certain volume de données, les avantages deviennent nuls. En revanche, des informations détaillées sur les transactions (anonymisées) des individus améliorent considérablement les performances par rapport à de simples données socio-démographiques. Le phénomène est clairement identifié, et (en particulier dans le cas présent) les performances de prédiction continuent de s’améliorer proportionnellement à l’augmentation du volume des données utilisées, quel que soit le type étudié par Martens et Provost, et ne montrent aucun signe d’essoufflement. Les implications sont importantes ici : les banques qui possèdent des actifs de données plus conséquents ont un avantage stratégique par rapport à leurs plus petits concurrents. Si ces tendances se généralisent, et si les banques sont capables d’effectuer des analyses de données très complexes, celles qui disposent des plus gros actifs de données devraient être plus à même d’identifier les clients éligibles à des produits individuels. Il en résultera soit une consommation accrue des produits de la banque, soit une diminution du coût de l’acquisition client, ou les deux.


Considérer les données comme un atout stratégique n’est certainement pas limité à Capital One, ni même au secteur bancaire. Amazon a pu très tôt récolter des données sur ses clients en ligne, ce qui a constitué d’importants coûts d’évolution, car les clients apprécient la valeur des classements et recommandations fournis par Amazon. En échange, Amazon conserve plus facilement ses clients et peut même facturer une surcharge (Brynjolfsson & Smith, 2000). Les casinos Harrah ont investi dans la collecte et l’exploration de données sur les joueurs, un investissement qui, d’acteur mineur du secteur dans les années 1990, leur a permis de se hisser au rang de la plus grosse société de jeux, avec son acquisition de Caesar’s Entertainment en 2005. La valeur colossale avancée lors de l’évaluation de Facebook a été attribuée à ses vastes et uniques actifs de données (Sengupta, 2012), dont les informations sur les individus et leurs amis, ainsi que les données concernant la structure du réseau social. Les informations sur la structure du réseau se sont avérées essentielles pour la prédiction et incroyablement utiles pour la construction de modèles permettant de savoir qui achètera certains produits (Hill, Provost & Volinsky, 2006). Facebook possède ainsi un actif de données considérable ; savoir si leurs stratégies de data science leurs permettent d’en profiter au maximum est une autre question.


Dans ce livre, nous verrons plus en détail de nombreux concepts fondamentaux sous-jacents à ces exemples de réussite. Nous explorerons pour ce faire les principes du data mining et du raisonnement orienté données.





Le raisonnement orienté données




L’analyse d’études de cas tels que le problème d’attrition client augmente notre capacité à appréhender les problèmes du point de vue analyse des données, et un des objectifs principaux de ce livre est de mettre en avant ce point de vue. Face à un problème d’entreprise, vous devriez être capable d’estimer si et comment les données peuvent améliorer les performances. Nous étudierons un ensemble de concepts et principes fondamentaux qui facilitent une réflexion rigoureuse. Et nous développerons des cadres de travail pour structurer l’analyse de manière à ce qu’elle puisse être menée de manière systématique.


Comme nous l’avons mentionné plus haut, l’analyse de données est devenue tellement cruciale pour la stratégie commerciale que comprendre la data science est essentiel, même si vous n’avez pas l’intention d’en faire vous-même. Et les entreprises étant de plus en plus orientées données, il y a un grand avantage professionnel à pouvoir interagir avec et au sein de ces entreprises de manière compétente. Connaître les principes fondamentaux et disposer de cadres de travail pour le raisonnement orienté données non seulement vous permettra d’interagir de manière compétente, mais aussi vous aidera à envisager des opportunités pour améliorer la prise de décision orientée données, ou à détecter les menaces concurrentielles orientées données.


Les entreprises de nombreux secteurs traditionnels exploitent aujourd’hui des ressources de données existantes et nouvelles pour gagner en compétitivité. Elles emploient des équipes de data science qui apportent des technologies avancées capables d’augmenter la rentabilité et de réduire les coûts. En outre, un grand nombre de nouvelles entreprises sont créées avec le data mining comme composante stratégique clé. Facebook et Twitter, ainsi que beaucoup d’entreprises « Digital 100 » (Business Insider, 2012) sont hautement évaluées du fait principalement des actifs de données qu’elles sont disposées à acquérir ou à créer4. De plus en plus souvent, des managers sont appelés à gérer des équipes d’analystes et des projets d’analyse de données, des commerciaux doivent organiser et comprendre des campagnes orientées données, des capital-risqueurs doivent pouvoir investir dans des entreprises possédant d’importants actifs de données, et des consultants stratégie doivent être capables de concevoir des plans d’exploitation des données.


Par exemple, si un consultant vous présente une proposition visant à explorer un actif de données pour améliorer votre entreprise, vous devriez être capable d’estimer si sa proposition est raisonnable. Si un concurrent annonce un nouveau partenariat de données, vous devriez pouvoir reconnaître si cela peut vous désavantager du point de vue stratégique. Ou bien, disons que vous obtenez un poste dans une société de capital-risque et que votre première mission consiste à évaluer le potentiel d’investissement dans une compagnie publicitaire. Les fondateurs de cette dernière ont présenté un argument convaincant : ils sont sur le point d’acquérir beaucoup plus de valeur grâce à un jeu de données unique qu’ils vont collecter. Sur cette base, ils réclament une substantielle révision à la hausse de leur évaluation. Est-ce raisonnable ? Avec votre compréhension approfondie des fondamentaux de la data science, vous devriez pouvoir imaginer quelques questions pertinentes qui vous permettront de déterminer si leurs arguments concernant leur évaluation sont valables.


À une échelle moindre, mais de manière probablement plus répandue, les projets orientés données touchent toutes les divisions des entreprises. Les employés au sein de ces divisions sont amenés à interagir avec l’équipe de data science. Si ces employés ne possèdent pas les connaissances de base concernant les principes fondamentaux du raisonnement orienté données, ils ne comprendront pas ce qui se passe au sein de l’entreprise. Ce manque de compréhension est beaucoup plus dommageable dans les projets de data science que dans d’autres projets techniques, car la data science est censée contribuer à l’amélioration de la prise de décision. Comme nous le verrons dans le chapitre suivant, il existe une interaction étroite entre les data scientists et les responsables de l’entreprise chargés de prendre des décisions. Les entreprises dans lesquelles les décideurs ne comprennent pas ce que les data scientists font sont considérablement défavorisées, car elles perdent du temps et de l’énergie, ou pire, elles finissent par prendre de mauvaises décisions.




REMARQUE Du besoin en managers dotés de compétences en analyse de données


La société de conseil McKinsey and Company prévoit « une pénurie des talents nécessaires aux organisations pour exploiter les avantages du big data. D’ici 2018, il pourrait manquer aux États-Unis entre 140 000 et 190 000 analystes experts et 1,5 million de managers et analystes qui savent comment utiliser les analyses du big data afin de prendre des décisions efficaces (Manyika, 2011).


Pourquoi avons-nous besoin de dix fois plus de managers et d’analystes que d’experts analystes ? Les data scientists ne sont sûrement pas si difficiles à encadrer au point de nécessiter 10 managers ! Mais une entreprise peut tirer avantage d’une équipe de data science pour prendre de meilleures décisions dans divers départements de l’entreprise. Et comme le souligne McKinsey, les managers de ces secteurs doivent connaître les fondamentaux de la data science pour pouvoir en retirer un bénéfice.








Ce livre




Ce livre est centré sur les fondamentaux de la data science et du data mining. Il s’agit d’un ensemble de principes, concepts et techniques qui permettent de structurer le raisonnement et l’analyse. Ils permettent par ailleurs de maîtriser les processus et méthodes de data science de manière surprenante, sans que nous ayons besoin de connaître en détail les très nombreux algorithmes spécifiques de data mining.


Beaucoup d’ouvrages traitant des algorithmes et techniques de data mining sont disponibles, des guides pratiques sur les traitements mathématiques et statistiques. Ce livre se concentre plutôt sur les concepts fondamentaux et comment ils nous aident à appréhender des problèmes où le data mining pourrait être mis à contribution. Cela ne signifie pas que nous ignorerons les techniques de data mining, car nombre d’algorithmes sont précisément représentatifs des concepts fondamentaux. Mais à quelques exceptions près, nous ne nous attarderons pas sur les détails techniques du fonctionnement de ces algorithmes. Nous tenterons de fournir juste assez de détails pour vous permettre de comprendre à quoi servent ces techniques et comment elles s’établissent sur les principes fondamentaux.





Data mining et data science revisités




Ce livre consacre beaucoup d’attention à l’extraction de schémas ou modèles utiles (non triviaux, et de préférence actionnables) à partir de larges corpus de données (Fayyad, Piatetsky-Shapiro et Smyth, 1996), ainsi qu’aux principes fondamentaux de la data science qui sous-tendent ces tâches de data mining. Dans notre exemple de prédiction de l’attrition, nous voudrions utiliser les données antérieures à l’attrition et en extraire des schémas, par exemple des schémas de comportement qui soient utiles, c’est-à-dire qui pourraient nous aider à prédire quels clients sont les plus susceptibles de nous quitter, ou à améliorer notre proposition de services.


Les concepts fondamentaux de la data science proviennent de nombreux champs d’étude de l’analyse des données. Nous introduisons ces concepts tout au long de ce livre, mais commençons par en étudier quelques-uns brièvement pour vous donner une idée. Nous les développerons dans les prochains chapitres.


Concept fondamental : l’extraction de connaissances utiles à partir de données afin de résoudre des problèmes d’entreprise peut être effectuée de manière systématique en suivant un processus dont les différentes phases sont raisonnablement bien définies. Un des modèles de processus existant est le Cross Industry Standard Process for Data Mining, CRISP-DM (CRISPDM Project, 2000). En respectant ce processus, on se munit d’un cadre de réflexion pour aborder de manière structurée les problèmes orientés données. Par exemple, dans la pratique, on voit souvent des solutions analytiques qui ne sont pas basées sur une analyse rigoureuse du problème ou qui ne sont pas soigneusement évaluées. Une approche structurée des problèmes analytiques met en avant ces aspects souvent sous-estimés de la contribution des données à la prise de décision. Une telle approche structurée aide par ailleurs à distinguer les moments critiques, où la créativité humaine est nécessaire, de ceux où des outils analytiques de pointe peuvent être mis à contribution.


Concept fondamental : dans une grande masse de données, les technologies de l’information peuvent trouver des attributs descriptifs concernant des entités étudiées. Dans notre exemple de l’attrition, les entités étudiées seraient les clients, et chacun d’entre eux serait décrit à l’aide de nombreux attributs tels que l’utilisation, l’historique du service clientèle et un grand nombre d’autres facteurs. Lesquels de ces attributs aideraient à estimer la probabilité d’attrition d’un client à l’expiration de son contrat ? Et à quel point seraient-ils informatifs ? On considère parfois ce processus comme de la recherche de variables corrélées avec l’attrition (nous reparlerons plus loin de cette notion de manière plus précise). Un analyste d’entreprise pourrait faire des hypothèses sur certaines variables et les tester, et il existe des outils qui facilitent ce type d’expérience (voir « Autres outils et techniques d’analyse », page 43). Ou bien, l’analyste pourrait utiliser les technologies de l’information pour trouver automatiquement les attributs informatifs, en menant des expériences à large échelle. De plus, comme nous le verrons, ce processus peut être appliqué de manière récursive pour construire des modèles de prédiction de l’attrition à partir d’attributs multiples.


Concept fondamental : si vous étudiez un ensemble de données de trop près, vous y trouverez sûrement quelque chose, mais cela ne vous permettra pas de généraliser au-delà des données observées. C’est ce qu’on appelle le surajustement (ou surapprentissage) d’un ensemble de données. Les techniques de data mining peuvent être très puissantes, et la nécessité de détecter et d’éviter le surapprentissage est un des concepts les plus importants à maîtriser lors de l’application du data mining à des problèmes réels. Le surapprentissage et sa prévention sont omniprésents dans les processus, algorithmes et méthodes d’évaluation de data science.


Concept fondamental : l’élaboration de solutions de data mining et l’évaluation de leurs résultats implique de sérieusement prendre en compte le contexte dans lequel elles seront déployées. Si notre objectif est d’extraire des connaissances potentiellement utiles, comment pouvons-nous déterminer ce qui sera utile ? Cela dépend fortement de l’application en question. Dans notre exemple de management de l’attrition, comment utiliserons-nous les schémas comportementaux extraits des données historiques ? La valeur du client doit-elle être prise en compte, en plus de sa probabilité d’attrition ? Et plus globalement, le schéma extrait conduira-t-il à de meilleures prises de décision par rapport à certaines alternatives plus raisonnables ? Dans quelle mesure le fait que ce schéma fonctionne est le fruit du hasard ? Et dans quelle mesure la prise de décision est due à une alternative intelligente par défaut ?


Ce ne sont là que quatre des concepts fondamentaux de la data science que nous allons aborder. Tout au long de ce livre, nous verrons en détail une douzaine de concepts fondamentaux comme ceux-ci. Nous montrerons comment ils nous permettent de structurer le raisonnement orienté données et de comprendre les techniques et algorithmes de data mining, ainsi que les applications de data science en général.





La chimie n’est pas une question de tubes à essai : la data science face au travail du data scientist




Avant de continuer, il convient de revenir brièvement sur l’aspect ingénierie de la data science. Au moment où nous rédigeons ce livre, les débats autour de la data science mentionnent non seulement les compétences et techniques analytiques permettant de comprendre les données, mais aussi les outils les plus fréquemment utilisés. Les définitions de postes de data scientists (et les offres d’emplois correspondantes) précisent non seulement le degré d’expertise, mais aussi les outils et langages de programmation requis. Ainsi, on trouve souvent des offres d’emplois qui mentionnent des techniques de data mining (par exemple les forêts aléatoires, les machines à vecteurs de supports), des domaines d’application spécifiques (systèmes de recommandation, optimisation du placement des publicités) et des logiciels connus de traitement des big data (Hadoop, MongoDB). La différence entre la science et ses technologies est rarement établie lors du traitement de larges volumes de données.


Nous tenons à souligner ici que la data science, de même que l’informatique, est une discipline très jeune. Les préoccupations principales de la data science sont relativement nouvelles et des principes généraux commencent tout juste à émerger. L’état actuel de la data science peut être comparé à celui de la chimie au milieu du XIXe siècle, lorsque les théories et principes généraux étaient formulés et que la discipline était principalement expérimentale. Tout bon chimiste devait être un excellent technicien de laboratoire. De même, aujourd’hui, on aurait du mal à imaginer un data scientist qui ne connaîtrait pas certains types d’outils logiciels.


Cela dit, ce livre met l’accent sur la science et non sur ses technologies. Vous n’y trouverez pas d’instructions concernant la meilleure manière d’exécuter des travaux de data mining massif sur les clusters Hadoop, ni même des précisions sur ce qu’est Hadoop et pourquoi vous devriez apprendre à l’utiliser5. Nous nous concentrons ici sur les principes généraux de la data science connus à ce jour. Dans dix ans, les technologies prédominantes aujourd’hui auront sûrement changé ou évolué suffisamment pour rendre leur description ici obsolète. En revanche, les principes généraux sont les mêmes que ce qu’ils étaient il y a vingt ans, et changeront probablement très peu au cours des prochaines décennies.





Résumé




Ce livre traite de l’extraction d’informations et de connaissances utiles à partir de grands volumes de données, dans le but d’améliorer la prise de décision en entreprise. À mesure que la collecte massive de données s’est répandue dans la plupart des secteurs industriels et services des entreprises, les opportunités d’exploration des données se sont multipliées. Derrière la grande variété de techniques de data mining se cache un ensemble plus restreint de concepts fondamentaux englobant la data science. Ces concepts sont généraux et représentent l’essence du data mining et des solutions analytiques.


Pour réussir dans l’environnement professionnel actuel orienté données, il est nécessaire de pouvoir imaginer comment ces concepts fondamentaux s’appliqueraient à des problèmes d’entreprise particuliers, de pouvoir réfléchir de manière orientée données. Nous avons par exemple, dans ce chapitre, évoqué le principe selon lequel les données devraient être considérées comme des actifs d’entreprise, et l’idée qu’à partir du moment où nous commençons à réfléchir ainsi, nous commençons à nous demander si (et dans quelle mesure) nous devrions investir dans les données. Une compréhension de ces concepts fondamentaux n’est donc pas seulement importante pour les data scientists, mais aussi pour quiconque est amené à travailler avec des data scientists, à les employer, à investir dans des entreprises riches en données, ou à diriger l’application d’une solution analytique au sein d’une organisation.


Le raisonnement orienté données est supporté par des cadres conceptuels décrits tout au long de ce livre. Par exemple, l’extraction automatisée de modèles à partir des données est un processus composé d’étapes bien définies, qui sont le sujet du prochain chapitre. Comprendre le processus et ses étapes aide à structurer le raisonnement orienté données ainsi qu’à le rendre plus systématique et donc moins enclin aux erreurs et aux omissions.


Il a été prouvé de manière claire que la prise de décision orientée données et les technologies big data permettent d’améliorer considérablement les performances des entreprises. La data science contribue à la prise de décision orientée données – et prend parfois des décisions de manière automatique – et dépend de technologies permettant le stockage et l’ingénierie de grandes masses de données, mais ses principes sont distincts. Les principes de la data science que nous abordons dans ce livre sont distincts, et complémentaires, d’autres technologies sont essentielles telles que les tests d’hypothèses statistiques et l’interrogation de bases de données. Le prochain chapitre décrit certaines de ces différences plus en détail.





1.Évidemment ! Qu’est-ce qui va le mieux avec les Pop-Tart aux fraises qu’une bonne bière bien fraîche ?


2.Target réussit si bien que cette histoire souleva des questions d’éthique sur le déploiement de telles techniques. Les problèmes d’éthique et de vie privée sont intéressants et très importants, mais nous laissons cette discussion pour un autre moment et un autre endroit.


3.N’hésitez pas à vous renseigner sur l’histoire de Capital One (Clemons & Thatcher, 1998 ; McNamee, 2001).


4.Cela n’est pas un phénomène, bien sûr. Amazon et Google sont des entreprises bien établies dont les actifs de données leurs rapportent énormément.


5.Hadoop est une architecture open source largement utilisée pour les calculs hautement parallèles. C’est l’une des technologies de big data actuelles qui permet de traiter des ensembles de données massifs, dépassant la capacité des systèmes de bases de données relationnels. Hadoop est basé sur le framework de traitement parallèle MapReduce introduit par Google.
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Problèmes d’entreprises et solutions de data science




CONCEPTS FONDAMENTAUX : un ensemble de tâches classiques de data mining ; le processus de data mining ; data mining supervisé et non supervisé.


Un des principes fondamentaux de la data science stipule que l’exploration de données est un processus dont les étapes sont relativement bien connues. Certaines comprennent l’application de technologies de l’information, telles que la découverte et l’évaluation automatisée de modèles à partir des données, tandis que d’autres nécessitent plutôt la créativité d’un analyste, des connaissances métier et du bon sens. Comprendre le processus dans son ensemble facilite la structuration des projets de data mining, afin d’en faire des analyses systématiques plutôt que des efforts héroïques guidés par le hasard et la perspicacité.


Puisque le processus de data mining permet la décomposition de l’objectif général, consistant à déduire des modèles à partir des données, en un ensemble de sous-tâches bien définies, il est également utile pour structurer les discussions sur la data science. Dans ce livre, nous utiliserons ce processus comme un cadre global pour notre discussion. Ce chapitre introduit le processus de data mining, mais nous approfondissons d’abord la mise en contexte en présentant certaines tâches courantes de data mining. Exposer ces tâches nous permet de présenter le processus dans son ensemble de manière plus concrète, ainsi que les autres concepts que nous introduirons dans les chapitres suivants.


Nous clorons le chapitre par une discussion sur certains éléments importants des techniques analytiques qui ne sont pas l’objet de ce livre (mais qui sont traités dans beaucoup d’autres livres), tels que les bases de données, le stockage des données et les statistiques de base.






Des problèmes d’entreprise aux tâches de data mining




Chaque problème de prise de décision orientée données en entreprise est unique, avec ses propres objectifs, aspirations, contraintes et même personnalités. Comme pour bon nombre de problèmes techniques cependant, il existe des ensembles de tâches communes qui sous-tendent les problèmes d’entreprise. En collaboration avec les différentes parties prenantes, les data scientists décomposent un problème d’entreprise en sous-tâches, puis les solutions à ces sous-tâches sont proposées afin de résoudre le problème général. Certaines de ces sous-tâches sont uniques au problème en question, mais d’autres sont des tâches courantes de data mining. Par exemple, notre cas de figure concernant l’attrition dans le domaine des télécommunications est unique à MegaTelCo : certaines parties de ce problème sont différentes des problèmes d’attrition rencontrés par d’autres entreprises de télécommunications. Cependant, il existe une sous-tâche qui apparaît probablement dans n’importe quel problème d’attrition : c’est celle qui consiste à estimer, à partir de données historiques, la probabilité qu’un client mette fin à son contrat peu de temps après son expiration. Une fois que les données idiosyncratiques de MegaTelCo sont rassemblées dans un certain format (décrit au chapitre suivant), l’estimation de cette probabilité correspond à un modèle très courant d’exploration du data mining. La résolution des tâches courantes du data mining est très bien documentée, à la fois du point de vue scientifique et pratique. Dans les prochains chapitres, nous fournirons également des cadres de travail pour aider à l’analyse des problèmes propres à l’entreprise, puis à leur reconstitution en sous-tâches.




Astuce


Une des compétences cruciales, en data science, est la capacité à disséquer un problème d’analyse de données en plusieurs parties, de telle sorte que chaque sous-problème corresponde à une tâche courante pour laquelle des outils sont disponibles. En reconnaissant des problèmes familiers et leurs solutions, on évite de perdre du temps et des ressources en réinventant la roue. Cela permet aussi de se concentrer sur les parties les plus intéressantes du processus, qui nécessitent une intervention humaine – des parties qui n’ont pas été automatisées, où la créativité et l’intelligence humaines doivent entrer en jeu.





Malgré le grand nombre d’algorithmes de data mining spécifiques développés au cours des années, seule une petite poignée de tâches fondamentalement différentes peuvent être résolues par ces algorithmes. Il vaut mieux définir ces tâches clairement. Les prochains chapitres utiliseront les deux premières (la classification et la régression) pour illustrer plusieurs concepts fondamentaux. Dans la suite de ce livre, le terme « individu » désignera une entité décrite par des données, comme un client ou un consommateur, ou bien une entité inanimée, telle qu’une entreprise. Nous préciserons cette notion au chapitre 3. Dans beaucoup de projets analytiques, on recherche des « corrélations » entre une certaine variable décrivant un individu et d’autres variables. Par exemple, des données historiques nous permettent de savoir quels clients ont quitté l’entreprise après expiration de leurs contrats. Nous voudrons alors savoir quelles autres variables entrent en corrélation avec le départ d’un client, juste après son départ. La recherche de telles corrélations est l’exemple le plus courant des tâches de classification et de régression.


1La classification et l’estimation des probabilités de classes permettent de prédire, pour chaque individu d’une population, à quel (petit) groupe de classes cet individu appartient. En général, les classes sont mutuellement exclusives. Un exemple de problème de classification serait : « Parmi tous les clients de MegaTelCo, lesquels sont susceptibles de répondre à une offre donnée ? » Dans cet exemple, les deux classes pourraient être appelées répondront et ne répondront pas.


Dans une tâche de classification, une procédure de data mining produit un modèle qui, pour tout nouvel individu, détermine à quelle classe il appartient. Parmi les tâches les plus proches de la classification, on trouve le scoring (notation) et l’estimation de probabilité. Appliqué à un individu, un modèle de scoring produit non pas une prédiction de classe, mais un score représentant la probabilité (ou une autre quantification de vraisemblance), pour chaque classe, que cet individu appartienne à cette classe. Dans notre scénario de réponse client, un modèle de scoring évaluerait chaque client et calculerait la probabilité pour chacun de répondre à l’offre. La classification et le scoring sont très proches ; comme nous le verrons, un modèle qui peut faire l’un peut généralement être adapté pour faire l’autre.


2Avec la régression (« estimation de valeur »), nous pouvons estimer ou prédire la valeur numérique d’une variable pour chaque individu de la population observée. Un exemple de problème de régression serait : « Combien de fois un client donné utilisera le service ? » La propriété (variable) à prédire ici est l’utilisation du service, et un modèle pourrait être généré en analysant d’autres individus semblables dans la population et leur historique d’utilisation. Une procédure de régression produit un modèle qui, selon l’individu, estime la valeur d’une certaine variable spécifique pour cette personne.


La régression est liée à la classification, mais ce sont deux tâches différentes. Disons simplement que la classification prédit si quelque chose se produira, alors que la régression prédit à quel point cette chose se produira. La différence vous paraîtra plus claire à mesure que vous progresserez dans la lecture de ce livre.


3La correspondance de similarité (similarity matching) tente d’identifier des individus similaires à partir de données les décrivant. La correspondance de similarité peut être utilisée directement pour trouver des entités similaires. Par exemple, IBM souhaite trouver des entreprises comparables à ses meilleurs clients, afin de concentrer sa force de vente sur les meilleures opportunités. Ils utilisent la correspondance de similarité avec des données firmographiques décrivant les caractéristiques des entreprises. La correspondance de similarité est par ailleurs à la base d’une des méthodes les plus courantes pour faire de la recommandation de produits (trouver des personnes qui vous ressemblent en termes de produits qu’ils ont aimés ou achetés). Et les mesures de similarité sous-tendent certaines solutions à d’autres tâches de data mining, telles que la classification, la régression et le partitionnement. Nous traitons en détail la similarité et son utilisation dans le chapitre 6.
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