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Introduction


Pourquoi utiliser des applications propulsées par le Machine Learning


Au cours de la dernière décennie, l’apprentissage automatique, autrement dit le machine learning
(ou ML, un abrégé que nous utiliserons couramment dans ce livre), a été de plus en plus utilisé
pour alimenter une variété de produits tels que des systèmes d’assistance automatisés, des services de traduction, des moteurs de recommandation, des modèles de détection des fraudes, et
bien d’autres champs d’application.

Étonnamment, il n’existe pas beaucoup de ressources pour enseigner aux ingénieurs et aux scientifiques comment construire de tels produits. De nombreux livres et cours expliquent comment
entraîner des modèles de ML ou comment construire des projets logiciels, mais peu d’entre eux
mélangent les deux mondes pour enseigner comment construire des applications pratiques qui
sont propulsées par le ML.

Déployer le ML dans le cadre d’une application exige un mélange de créativité, de solides pratiques d’ingénierie et d’esprit analytique. Les produits ML sont notoirement difficiles à construire
car ils nécessitent beaucoup plus que le simple entraînement d’un modèle sur un jeu de données. Choisir la bonne approche ML pour une caractéristique donnée, analyser les erreurs d’un
modèle et les problèmes de qualité des données, et valider les résultats du modèle pour garantir la qualité du produit sont autant de problèmes difficiles qui sont au cœur du processus de
construction d’applications d’apprentissage automatique.

Ce livre passe en revue toutes les étapes de ce processus et a pour but de vous aider à les réaliser
en partageant un mélange de méthodes, d’exemples de codes et de conseils venant aussi bien de
ma part que de celle d’autres praticiens expérimentés. Nous aborderons les compétences pratiques requises pour concevoir, construire et déployer des applications utilisant la technologie
ML. L’objectif de ce livre est de vous aider à réussir chaque étape du processus de ML.

Utiliser le ML pour construire des applications pratiques

Si vous lisez régulièrement les articles sur l’apprentissage automatique ou encore des blogs d’ingénierie d’entreprise, vous vous sentirez peut-être dépassé par la combinaison d’équations d’algèbre linéaire et de termes d’ingénierie. La nature hybride de ce champ conduit de nombreux
ingénieurs et scientifiques qui pourraient apporter leur expertise variée à se sentir intimidés par
le domaine du ML. De même, les entrepreneurs et les responsables produit ont souvent du mal à
faire le lien entre leurs idées pour l’entreprise et ce qu’il est possible de réaliser aujourd’hui avec
le ML (et ce qui pourrait être possible demain).

Ce livre couvre les leçons que j’ai apprises en travaillant au sein d’équipes chargées des données
dans plusieurs entreprises et en aidant des centaines de spécialistes des données, d’ingénieurs
logiciel et de chefs de produit à construire des projets de ML appliqué grâce à mon travail de
direction du programme d’intelligence artificielle chez Insight Data Science.

L’objectif de ce livre est de partager un guide pratique, étape par étape, pour la construction
d’applications alimentées, propulsées par le ML. C’est un ouvrage pratique qui se concentre sur
des conseils et des méthodes concrètes pour vous aider à prototyper, à itérer et à déployer des
modèles. Comme il couvre un large éventail de sujets, nous n’entrerons dans les détails qu’autant
qu’il est nécessaire à chaque étape. Dans la mesure du possible, je vous fournirai des ressources
pour vous aider à approfondir les sujets abordés si vous le souhaitez.

Les concepts importants sont illustrés par des exemples pratiques, dont une étude de cas qui passera de l’idée au modèle déployé à la fin du livre. La plupart des exemples seront accompagnés
d’illustrations, et beaucoup contiendront du code. Tout le code utilisé dans ce livre peut être
trouvé dans le dépôt GitHub qui l’accompagne.

Comme ce livre se concentre sur la description du processus de ML, chaque chapitre s’appuie
sur des concepts définis dans les précédents. C’est pourquoi je vous recommande de le lire dans
l’ordre afin de comprendre comment chaque étape successive s’inscrit dans le processus global.
Si vous cherchez à explorer un sous-ensemble du processus de ML, vous serez peut-être mieux
servi par un livre plus spécialisé. Si c’est le cas, je vous ferai quelques recommandations.

Ressources supplémentaires


• Si vous souhaitez connaître suffisamment bien le ML pour écrire vos propres algorithmes
à partir de zéro, je vous recommande Data Science from Scratch, de Joel Grus (https://bit.ly/3b4C346). Si c’est la théorie du deep learning qui vous intéresse, le manuel Deep
Learning (MIT Press), de Ian Goodfellow, Yoshua Bengio et Aaron Courville, est une
ressource de référence (https://www.deeplearningbook.org/).

• Si vous vous demandez comment entraîner des modèles de manière efficace et précise sur
des jeux de données spécifiques, Kaggle (https://www.kaggle.com/) et fast.ai (https://fast.ai/ ou bien https://github.com/fastai) sont d’excellents sites à visiter.

• Si vous souhaitez apprendre à construire des applications évolutives qui doivent traiter
de grandes quantités de données, je vous recommande le livre Designing Data-Intensive
Applications (O’Reilly), de Martin Kleppmann (https://bit.ly/2Vm7os5).




Si vous avez de l’expérience en matière de codage ainsi que quelques connaissances de base dans
ce domaine et que vous souhaitiez construire des produits axés sur le ML, ce livre vous guidera
tout au long du processus, en allant de l’idée du produit au prototype final. Si vous travaillez
déjà en tant qu’informaticien ou ingénieur ML, ce livre vous permettra d’ajouter de nouvelles
techniques à vos outils de développement. Si vous ne savez pas comment coder mais que vous
collaborez avec des spécialistes des données, ce livre peut vous aider à comprendre les processus
d’apprentissage automatique, à condition que vous soyez prêt à sauter certains des exemples de
code les plus complexes.

Commençons par approfondir la signification du ML d’un point de vue pratique.

Le ML en pratique

Pour les besoins de cette introduction, considérez l’apprentissage automatique, le ML donc,
comme le processus consistant à exploiter des motifs dans des données pour ajuster automatiquement les algorithmes. Il s’agit d’une définition générale, et vous ne serez donc pas surpris
d’apprendre que de nombreuses applications, outils et services commencent à intégrer le ML au
cœur de leur fonctionnement.

Certaines de ces tâches sont orientées vers l’utilisateur, comme les moteurs de recherche, les
recommandations sur les plateformes sociales, les services de traduction ou les systèmes qui
détectent automatiquement les visages familiers dans les photographies ; elles suivent les instructions émises via des commandes vocales ou encore tentent de fournir des suggestions utiles
pour terminer une phrase dans un email.

Certaines fonctionnent de manière moins visible, en filtrant silencieusement les courriers électroniques non sollicités (les spams) et les comptes frauduleux, en diffusant des publicités, en
prédisant les futurs modes d’utilisation afin d’allouer efficacement les ressources, ou en expérimentant la personnalisation de l’expérience sur un site Web pour chaque utilisateur.

De nombreux produits tirent actuellement parti du ML, et bien d’autres encore pourraient le
faire. L’idée consiste à identifier les problèmes pratiques qui pourraient bénéficier du ML, et à
trouver une solution efficace à ces problèmes. Passer d’un objectif de produit de haut niveau
à des résultats obtenus grâce au ML est une tâche difficile que ce livre tente de vous aider à
accomplir.

Certains cours de ML vont enseigner aux étudiants les méthodes du ML en leur fournissant
un jeu de données et en leur faisant entraîner un modèle sur celles-ci, mais l’entraînement d’un
algorithme sur un jeu de données n’est qu’une petite partie du processus de ML. Les produits
convaincants ne sont pas seulement le résultat d’un score d’exactitude global, mais aussi le résultat d’un long processus. Ce livre commence par l’idéation et se poursuit jusqu’à la production, en
illustrant chaque étape par un exemple d’application. Nous partagerons les outils, les meilleures
pratiques et les pièges courants appris en travaillant avec des équipes qui déploient ce genre de
systèmes chaque jour.

Ce que couvre ce livre

Pour traiter de la question de la construction d’applications alimentées par le ML, ce livre se
concentre sur le concret et la pratique. En particulier, il vise à illustrer l’ensemble du processus
de construction d’applications s’appuyant sur le ML.

Pour ce faire, je commencerai par décrire les méthodes permettant d’aborder chaque étape du
processus. Ensuite, j’illustrerai ces méthodes à l’aide d’un exemple de projet servant d’étude de
cas. Le livre contient également de nombreux exemples pratiques d’utilisation du ML dans l’industrie et propose des entretiens avec des professionnels qui ont construit et géré des modèles
ML de production.

Globalité du processus de ML

Pour fournir avec succès un produit de ML aux utilisateurs, il faut faire plus qu’entraîner un
modèle. Vous devez traduire de manière réfléchie les besoins du produit en un problème de ML,
recueillir des données adéquates, itérer efficacement entre les modèles, valider vos résultats et les
déployer de manière robuste.

La construction d’un modèle ne représente souvent qu’un dixième de la charge de travail totale
d’un projet de ML. La maîtrise de l’ensemble du pipeline de ML est cruciale pour construire des
projets avec succès, réussir les entretiens de ML, et être un contributeur de premier plan au sein
des équipes de ML.

Une étude de cas technique et pratique

Nous ne réimplémenterons pas d’algorithmes en C à partir de zéro, mais nous resterons pratiques et techniques en utilisant des bibliothèques et des outils fournissant des abstractions de
plus haut niveau. Dans ce livre, nous allons construire ensemble un exemple d’application de
ML, de l’idée initiale au déploiement du produit.

J’illustrerai les concepts clés par des extraits de code, le cas échéant, ainsi que par des figures
décrivant notre application. La meilleure façon d’apprendre le ML est de le pratiquer. Je vous
encourage donc à parcourir le livre en reproduisant les exemples et en les adaptant pour
construire votre propre application utilisant le ML.

Des applications du mode réel

Tout au long de ce livre, j’inclurai des conversations et des conseils de responsables qui ont
travaillé dans des équipes chargées des données au sein d’entreprises technologiques telles que
StitchFix, Jawbone et FigureEight. Ces discussions porteront sur des conseils pratiques recueillis
après avoir construit des applications de ML concernant des millions d’utilisateurs et corrigeront certaines idées fausses courantes sur ce qui fait le succès des data scientists et des équipes
travaillant dans le champ de la science des données.

Prérequis

Ce livre suppose une certaine familiarité avec la programmation. J’utiliserai principalement
Python pour les exemples techniques et je suppose que le lecteur est familier avec sa syntaxe.
Si vous souhaitez rafraîchir vos connaissances en Python, je vous recommande The Hitchhiker’s
Guide to Python (O’Reilly), de Kenneth Reitz et Tanya Schlusser (https://bit.ly/2RvjttV).

En outre, si je vais définir la plupart des concepts de ML mentionnés dans le livre, je ne vais pas
couvrir les rouages internes de tous les algorithmes utilisés. La plupart de ces algorithmes sont
des méthodes standard qui sont couvertes dans de multiples ressources de ML, comme celles
mentionnées plus haut à la rubrique « Ressources supplémentaires ».

Notre étude de cas : rédaction assistée par ML

Pour illustrer concrètement cette idée, nous allons construire ensemble une application de ML
au fur et à mesure que nous progresserons dans ce livre.

Pour cette étude de cas, j’ai choisi une application qui peut illustrer avec précision la complexité
de l’itération et du déploiement des modèles de ML. Je voulais également couvrir un produit qui
puisse produire de la valeur. C’est pourquoi nous allons mettre en place un assistant de rédaction
propulsé par le ML.

Notre objectif est de construire un système qui aidera les utilisateurs à mieux écrire. En particulier, nous visons à aider les gens à mieux rédiger leurs questions. Cet objectif peut sembler très
vague, et je le définirai plus clairement au fur et à mesure que nous avancerons dans le projet,
mais c’est un bon exemple pour quelques raisons essentielles.

Les données textuelles sont partout


Les données textuelles sont abondamment disponibles pour la plupart des cas d’utilisation auxquels vous pouvez penser, et sont au cœur de nombreuses applications pratiques
du ML. Que nous essayions de mieux comprendre les critiques de notre produit, de classifier avec exactitude les demandes d’assistance reçues ou encore d’adapter nos messages
promotionnels à des publics potentiels, nous consommons et produisons des données

textuelles.



Les assistants de rédaction sont utiles

De la fonction de prédiction de texte de Gmail au correcteur orthographique intelligent
de Grammarly, les éditeurs basés sur le ML ont prouvé qu’ils pouvaient apporter de la
valeur aux utilisateurs, et ce de diverses manières. Il est donc particulièrement intéressant
pour nous d’explorer la manière de les construire en partant de zéro.


L’écriture assistée par ML se suffit à elle-même

De nombreuses applications de ML ne peuvent fonctionner que si elles sont étroitement
intégrées dans un écosystème plus large, comme les prévisions d’ETA pour les entreprises
de covoiturage (Estimated Time of Arrival, ou heure d’arrivée estimée), les systèmes de
recherche et de recommandation pour les détaillants en ligne ou encore les modèles
d’enchères. Un éditeur de texte, cependant, même s’il pourrait bénéficier d’une intégration dans un écosystème d’édition de documents, peut s’avérer précieux à lui seul et être
exposé par le biais d’un simple site Web.


Tout au long du livre, ce projet nous permettra de mettre en évidence les défis et les solutions
associées que nous proposons pour construire des applications basées sur le ML.

Le processus du ML

Le chemin qui mène d’une idée à une application de ML déployée est long et sinueux. Après
avoir vu de nombreuses entreprises et personnes construire de tels projets, j’ai identifié quatre
étapes clés successives, qui seront chacune couvertes dans une section de ce livre.


1. Identifier la bonne approche en matière de ML : le domaine du ML est vaste et propose
souvent une multitude de moyens pour atteindre un objectif pour un produit donné.
La meilleure approche pour un certain problème dépendra de nombreux facteurs tels
que les critères de réussite, la disponibilité des données et la complexité des tâches. Les
objectifs de cette étape sont de définir les bons critères de réussite et d’identifier un jeu de
données initial adéquat ainsi que choisir un modèle.

2. Construire un prototype initial : commencez par construire un prototype de bout en
bout avant de travailler sur un modèle. Ce prototype devrait viser à atteindre l’objectif
correspondant au produit sans faire appel au ML, et il vous permettra de déterminer la
meilleure façon d’appliquer les techniques de ML. Une fois le prototype construit, vous
devriez avoir une idée quant à la nécessité de faire appel au ML, et vous devriez pouvoir
commencer à rassembler un jeu de données pour entraîner un modèle.

3. Itérer sur les modèles : maintenant que vous disposez d’un jeu de données, vous pouvez entraîner un modèle et évaluer ses défauts. L’objectif de cette étape est d’alterner de
manière répétée entre l’analyse des erreurs et l’implémentation. Augmenter la vitesse à
laquelle cette boucle d’itérations se déroule est le meilleur moyen d’augmenter la vitesse
de développement du ML.

4. Déployer et assurer le suivi : lorsqu’un modèle montre de bonnes performances, vous
devez choisir une option de déploiement adéquate. Une fois déployés, les modèles
échouent souvent de manière inattendue. Les deux derniers chapitres de cet ouvrage
traitent des méthodes permettant d’atténuer et de surveiller les erreurs des modèles.




Il y a beaucoup de chemin à parcourir. Plongeons donc tout de suite et commençons par le
Chapitre 1 !

Conventions utilisées dans ce livre

Les conventions typographiques suivantes sont utilisées dans ce livre :

Italique

Indique les nouveaux termes, les noms de fichiers et les extensions de fichiers, voire les
adresses électroniques.


Largeur constante

Utilisée pour les listings des programmes, ainsi que dans le corps du texte pour faire
référence aux éléments de programme tels que les noms de variables ou de fonctions, les
bases de données, les types de données, les variables d’environnement, les déclarations et
les mots-clés ainsi que pour les URL.


Largeur constante en gras

Affiche les commandes ou autres textes qui doivent être tapés littéralement par l’utilisateur.


Largeur constante en italique

Affiche le texte qui doit être remplacé par des valeurs fournies par l’utilisateur ou déterminées par le contexte.


[image: ]Cet élément indique une note générale.

Utilisation des exemples de code

Les exemples de code pour ce livre peuvent être téléchargés à l’adresse :

https://github.com/hundredblocks/ml-powered-applications

Ce dépôt GitHub contient des instructions pour l’installation et la configuration du code et des
outils utilisés dans ce livre.

N.D.T. : Notez bien que, puisque tout le code est accessible directement à partir du dépôt GitHub
de l’auteur, seuls les commentaires y sont traduits. Cette remarque s’applique aussi aux bases de
données publiques utilisées dans ce qui suit, et donc également aux illustrations correspondant
à l’exécution du code. Par contre, ce code a été testé, en ajoutant si nécessaire des indications
complémentaires.

Si vous devez, pour une raison ou pour une autre, vous resservir de parties de ce code pour votre
propre usage, faites-le librement. En revanche, nous vous demandons d’en citer la source dans
une éventuelle publication. C’est juste une question de respect du droit d’auteur en particulier, et
du droit des auteurs en général.



1
PARTIE I Trouver la bonne approche en matière de ML


La plupart des particuliers ou des entreprises savent bien quels problèmes ils souhaitent résoudre,
par exemple prévoir quels clients quitteront une plateforme en ligne ou fabriquer un drone qui
suivra un utilisateur pendant qu’il descend une montagne à ski. De même, la plupart des gens
peuvent rapidement apprendre à entraîner un modèle afin de classifier les clients ou de détecter
des objets avec une exactitude raisonnable compte tenu d’un certain jeu de données.

Ce qui est beaucoup plus rare, cependant, c’est la capacité à prendre un problème, à estimer la
meilleure façon de le résoudre, à élaborer un plan pour l’aborder avec le ML, et finalement à exécuter ce plan en toute confiance. C’est souvent une compétence qui doit être acquise par l’expérience, après de multiples déboires liés à des projets trop ambitieux et à des délais non respectés.

Pour un produit donné, il existe de nombreuses solutions potentielles de ML. Sur la Figure I.1,
vous pouvez voir une maquette d’un outil potentiel d’aide à la rédaction sur la gauche, avec une
suggestion et une possibilité pour l’utilisateur de donner son avis. À droite de l’image, vous trouvez un diagramme représentant une approche potentielle avec le ML permettant de fournir de
telles recommandations.

Cette section commence par couvrir ces différentes approches potentielles, ainsi que les
méthodes permettant de choisir l’une d’entre elles plutôt que les autres. Elle s’intéresse ensuite
aux méthodes servant à concilier les mesures de performance d’un modèle avec les exigences
du produit.


[image: ]

Figure I.1 : Du produit au ML.



Pour ce faire, nous aborderons successivement deux thèmes :

Chapitre 1

À la fin de ce chapitre, vous serez en mesure de formuler une idée pour une application,
d’estimer s’il est possible de la résoudre, de déterminer si vous avez besoin du ML pour le
faire, et de déterminer quel type de modèle serait le plus logique pour commencer.


Chapitre 2

Dans ce chapitre, nous verrons comment évaluer avec précision les performances de
votre modèle dans le contexte des objectifs de votre application, et comment utiliser cette
mesure pour faire des progrès réguliers.





CHAPITRE 1 Du produit au ML


L’apprentissage automatique, le machine learning ou ML en abrégé, permet aux machines d’apprendre à partir de données et de se comporter de manière probabiliste afin de résoudre des problèmes posés par un objectif donné selon des techniques d’optimisation. Cela s’oppose à la programmation traditionnelle, dans laquelle un programmeur écrit des instructions étape par étape
pour décrire la manière de résoudre un problème. Cela rend le ML particulièrement utile pour
construire des systèmes pour lesquels nous sommes incapables de définir une solution heuristique.

La Figure 1.1 décrit deux façons d’écrire un système permettant de détecter des chats. À gauche,
un programme consiste en une procédure qui a été écrite manuellement. Sur la droite, une
approche de ML exploite un ensemble de photos de chats et de chiens étiquetées avec le nom de
l’animal correspondant pour permettre à un modèle d’apprendre à associer l’image à la catégorie
voulue. Dans l’approche par ML, il n’y a pas de spécification quant à la manière dont le résultat
doit être atteint, mais seulement un ensemble d’échantillons fournis en entrée et en sortie.


[image: ]

Figure 1.1 : De la définition de procédures à la présentation d’échantillons.



Les technologies basées sur le ML sont puissantes et peuvent donner accès à des produits entièrement nouveaux, mais le fait de se baser sur la reconnaissance des formes introduit un niveau
d’incertitude. Il est important d’identifier les parties d’un produit qui pourraient bénéficier du
ML et de définir un objectif d’apprentissage de manière à minimiser les risques que les utilisateurs aient une mauvaise expérience.

Par exemple, il est pratiquement impossible (et extrêmement long à essayer) pour les humains
d’écrire des instructions étape par étape pour détecter automatiquement quel animal se trouve
dans une image en fonction de la valeur des pixels. Cependant, en transmettant des milliers
d’images de différents animaux à un réseau de neurones convolutif (CNN), nous pouvons
construire un modèle qui effectue cette classification avec plus d’exactitude qu’un humain. C’est
pourquoi il s’agit d’une tâche intéressante à traiter à l’aide du ML.

D’un autre côté, une application qui calcule automatiquement vos impôts doit s’appuyer sur
les directives fournies par le gouvernement. Comme vous le savez, il est généralement mal vu
d’avoir des erreurs dans votre déclaration d’impôts. C’est pourquoi l’utilisation du ML pour
générer automatiquement des déclarations d’impôts est une proposition tout à fait discutable.

Vous ne voulez jamais utiliser le ML quand vous pouvez résoudre votre problème avec un
ensemble gérable de règles déterministes. Par « gérable », j’entends un ensemble de règles que
vous pourriez écrire à la main en toute confiance et dont la maintenance ne serait pas trop complexe.

Ainsi, bien que le ML ouvre un monde très large d’applications, il est important de réfléchir
aux tâches qu’il peut, et doit, résoudre. Lorsque vous réfléchissez à la conception de produits,
vous devriez partir d’un problème commercial concret, déterminer s’il nécessite de faire appel
à l’apprentissage automatique, puis vous efforcer de trouver l’approche ML qui vous permettra
d’itérer le plus rapidement possible.

Nous aborderons ce processus dans le présent chapitre, en commençant par les méthodes permettant d’estimer les tâches pouvant être résolues par le ML, les approches de ML qui sont
appropriées à tel ou tel objectif à atteindre, et la manière d’aborder les exigences en matière de
données. J’illustrerai ces méthodes avec l’étude de cas de l’assistant ML à la rédaction mentionnée dans la préface, ainsi qu’avec une interview de Monica Rogati.

Estimer ce qui est possible

Du fait que les modèles de ML peuvent s’attaquer à des tâches sans que les humains aient besoin
de leur donner des instructions étape par étape, cela signifie qu’ils sont capables d’accomplir
certaines tâches mieux que des experts humains (comme détecter des tumeurs à partir d’images
radiologiques ou jouer au go), et en accomplir d’autres qui sont totalement inaccessibles aux
humains (comme recommander des articles parmi des millions d’autres ou changer la voix d’un
locuteur pour qu’elle ressemble à celle d’une autre personne).

La capacité du ML à apprendre directement à partir des données le rend utile dans un large
éventail d’applications, mais rend aussi plus difficile pour les humains de distinguer précisément
les problèmes qu’il peut ou non résoudre. Pour chaque résultat positif publié dans un article de
recherche ou dans un blog institutionnel, il y a des centaines d’idées raisonnables qui ont totalement échoué.

Bien qu’il n’y ait actuellement aucun moyen sûr de prédire le succès d’une approche basée sur le
ML, il existe des lignes directrices qui peuvent vous aider à réduire les risques associés à la réalisation d’un projet de ce type. Le plus important est de toujours partir d’un « objectif produit » à
atteindre pour ensuite décider de la meilleure façon de résoudre le problème posé.

À ce stade, soyez ouvert à toute approche, qu’elle nécessite ou non l’utilisation du ML. Lorsque
vous envisagez des approches par apprentissage automatique, assurez-vous de les évaluer en
fonction de leur adéquation avec les objectifs à atteindre pour le produit, et non pas simplement
en fonction de l’intérêt des méthodes en soi.

La meilleure façon d’y parvenir est de suivre deux étapes successives : (1) formuler l’objectif de
votre produit selon un paradigme de ML, et (2) évaluer la faisabilité de cette tâche de ML. En
fonction de votre évaluation, vous pouvez réajuster votre formulation jusqu’à ce que vous soyez
satisfait. Voyons ce que ces étapes signifient réellement.


1. Formuler un objectif de produit selon un paradigme de ML : lorsque nous construisons
un produit, nous commençons par réfléchir au service que nous voulons offrir aux utilisateurs. Comme nous l’avons mentionné dans la préface, nous illustrerons les concepts
développés dans ce livre en utilisant comme étude de cas un éditeur qui aide les utilisateurs à rédiger de meilleures questions. L’objectif de ce produit est clair : nous voulons
que les utilisateurs reçoivent des conseils utiles et réalisables quant au contenu qu’ils
écrivent. Cependant, les problèmes de ML se présentent d’une manière totalement différente. Un problème de ML concerne l’apprentissage d’une fonction à partir de données. Par
exemple, il peut s’agir d’apprendre à prendre une phrase dans une langue et à la restituer
dans une autre. Pour un objectif de produit, il existe généralement de nombreuses formulations différentes en termes de ML, avec des niveaux de difficulté d’implémentation
variables.

2. Évaluer la faisabilité de la tâche de ML : tous les problèmes de ML ne sont pas identiques !
Au fur et à mesure que notre compréhension du ML a évolué, des problèmes tels que la
construction d’un modèle pour classifier correctement les photos de chats et de chiens
sont devenus des tâches résolues en quelques heures, tandis que d’autres, comme la création d’un système capable de conduire une conversation, restent des problèmes pour lesquels la recherche reste ouverte. Pour construire efficacement des applications de ML, il
est important d’envisager plusieurs cadres de développement potentiels et de commencer
par ceux que nous jugeons les plus simples. L’une des meilleures façons d’évaluer la difficulté d’un problème de ML est d’examiner à la fois le type de données dont il a besoin et
les modèles existants qui pourraient exploiter ces données.




Pour proposer différents cadres et évaluer leur faisabilité, nous devons examiner deux aspects
essentiels d’un problème de ML : les données et les modèles.

Nous commencerons par les modèles.

Modèles

Il existe de nombreux modèles couramment utilisés en ML, et nous nous abstiendrons de donner ici un aperçu de chacun d’entre eux. N’hésitez pas à vous référer aux ouvrages énumérés
dans la préface pour un aperçu plus complet. En plus des modèles courants, de nombreuses
variantes de modèles, de nouvelles architectures et des stratégies d’optimisation sont publiées
chaque semaine. Rien qu’en mai 2019, par exemple, plus de 13 000 articles ont été soumis à
ArXiv, une archive électronique populaire de recherche où les articles sur les nouveaux modèles
sont fréquemment soumis.

Il est toutefois utile de partager une vue d’ensemble des différentes catégories de modèles et
de la manière dont elles peuvent être appliquées à différents problèmes. À cette fin, je propose
ici une taxonomie simple des modèles basée sur la façon dont ils abordent un problème. Vous
pouvez l’utiliser comme un guide pour choisir une approche servant à aborder un problème de
ML particulier. Comme les modèles et les données sont étroitement liés dans une démarche de
ML, vous remarquerez un certain chevauchement entre cette section et la section « Types de
données », plus loin dans ce chapitre.

Les algorithmes de ML peuvent être catégorisés selon qu’ils nécessitent ou non des étiquettes. Ici,
le terme étiquette fait référence à la présence dans les données d’une sortie idéale qu’un modèle
devrait produire pour un échantillon donné. Les algorithmes supervisés exploitent des jeux de
données qui contiennent des étiquettes pour les entrées, et ils visent à apprendre une mise en
correspondance entre entrées et étiquettes. Les algorithmes non supervisés, en revanche, ne
nécessitent pas d’étiquettes. Enfin, les algorithmes faiblement supervisés exploitent des étiquettes
qui ne sont pas exactement la sortie souhaitée, mais qui lui ressemblent d’une certaine manière.

De nombreux objectifs peuvent être atteints par des algorithmes supervisés ou non. Par exemple,
un système de détection des fraudes peut être construit en entraînant un modèle pour détecter
les transactions qui diffèrent de la moyenne, sans qu’il soit nécessaire de les étiqueter. Un tel
système pourrait également être construit en étiquetant manuellement les transactions comme
étant frauduleuses ou légitimes, et en entraînant un modèle pour apprendre à partir de ces étiquettes.

Pour la plupart des applications, les approches supervisées sont plus faciles à valider car nous
avons accès à des étiquettes permettant d’évaluer la qualité des prévisions d’un modèle. Il est
également plus facile d’entraîner les modèles, puisque nous avons accès aux résultats souhaités.
Si la création d’un jeu de données étiquetées peut parfois prendre du temps au départ, elle facilite grandement la construction et la validation des modèles. Pour cette raison, ce livre couvrira
principalement les approches supervisées.

Cela étant dit, le fait de déterminer le type d’intrants que votre modèle prendra en compte et les
résultats qu’il produira vous aidera à réduire considérablement le champ des approches potentielles. Partant de là, n’importe laquelle des catégories suivantes d’approches de ML pourrait être
une bonne solution :


• Classification et régression

• Extraction de connaissances

• Organisation en catalogues

• Modèles génératifs




Ces points vont être développés dans la section suivante. En explorant ces différentes approches
de modélisation, je vous recommande de réfléchir au type de données dont vous disposez ou
que vous pourriez collecter. Souvent, la disponibilité des données finit par être le facteur limitant
dans le choix du modèle.

Classification et régression

Certains projets visent à classifier efficacement les points de données entre deux ou plusieurs
catégories, ou à leur attribuer une valeur sur une échelle continue (on parle alors de régression
au lieu de classification). La régression et la classification sont techniquement différentes, mais
les méthodes utilisées pour les traiter se chevauchent souvent de manière significative, et c’est
pourquoi nous les regroupons ici.

L’une des raisons pour lesquelles la classification et la régression sont similaires est que la plupart
des modèles de classification produisent un score de probabilité pour qu’un modèle appartienne
à une catégorie. L’aspect classification se résume alors à décider comment attribuer un objet à
une catégorie sur la base de ces scores. À un niveau élevé, un modèle de classification peut donc
être considéré comme une régression portant sur des valeurs de probabilité.

En général, nous classifions ou scorons des échantillons individuels, tels que les filtres de spams
qui classifient chaque courriel comme étant valide ou indésirable, les systèmes de détection
de fraudes qui classifient les utilisateurs comme étant frauduleux ou légitimes, ou encore les
modèles radiologiques de vision par ordinateur qui classent les os comme étant fracturés ou
sains.

Sur la Figure 1.2, vous pouvez voir un exemple de classification d’une phrase en fonction du
sentiment (au sens d’opinion, de jugement) qu’elle exprime et du sujet qu’elle couvre.
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Figure 1.2 : Classement d’une phrase dans plusieurs catégories.



Dans les projets de régression, au lieu d’attribuer une classe à chaque échantillon, nous leur donnons une valeur. Prévoir le prix de vente d’une maison en fonction d’attributs tels que le nombre
de pièces et l’endroit où elle se situe est un exemple de problème de régression.

Dans certains cas, nous avons accès à une série de points de données du passé (au lieu d’un
instantané) pour prédire un événement futur. Ce type de données est souvent appelé série chronologique, et faire des prédictions à partir d’une telle série de points de données est appelé prévision. Les données de séries chronologiques peuvent représenter les antécédents médicaux d’un
patient, ou encore une série de mesures de fréquentation de parcs ou de musées. Ces projets
bénéficient souvent de modèles et de fonctionnalités qui peuvent exploiter cette dimension temporelle supplémentaire.

Dans d’autres cas, nous essayons de détecter des événements inhabituels à partir d’un jeu de
données. C’est ce qu’on appelle la détection d’anomalies. Lorsqu’un problème de classification
consiste à essayer de détecter des événements qui représentent une petite minorité dans les données, et sont donc difficiles à détecter avec exactitude, un ensemble de méthodes différentes est
souvent nécessaire. Chercher une aiguille dans une botte de foin est ici une bonne analogie.

Un bon travail de classification et de régression nécessite le plus souvent une importante phase
de sélection et d’ingénierie des caractéristiques. La sélection de caractéristiques consiste à identifier un sous-ensemble de ces caractéristiques qui ont la valeur prédictive la plus élevée. La
génération de caractéristiques est la tâche qui consiste à identifier et à générer de bons prédicteurs pour une certaine cible en modifiant et en combinant les caractéristiques existantes dans
un jeu de données. Nous aborderons ces deux sujets plus en détail dans la Partie III.

Récemment, le deep learning a montré une capacité prometteuse à générer automatiquement
des caractéristiques utiles à partir d’images, de textes et de sons. À l’avenir, il pourrait jouer un
rôle plus important dans la simplification de la génération et de la sélection de caractéristiques,
mais pour l’instant, cela reste une partie intégrante du flux de travail du ML.

Enfin, nous pouvons souvent nous appuyer sur la classification ou la notation décrites plus haut
pour donner des conseils utiles. Pour ce faire, il faut construire un modèle de classification
interprétable et l’utiliser pour générer de tels conseils. Nous y reviendrons de manière détaillée
plus tard !

Tous les problèmes ne visent pas à attribuer un ensemble de catégories ou de valeurs à un échantillon. Dans certains cas, nous aimerions opérer à un niveau plus granulaire et extraire des informations à partir de certaines parties d’une entrée, comme par exemple savoir où se trouve un
objet dans une image.

Extraire des connaissances à partir de données non structurées

Les données structurées sont des données qui sont stockées sous forme tabulaire. Les tableaux
de bases de données et les feuilles Excel sont de bons exemples de données structurées. Les données non structurées font référence à des jeux de données qui ne se présentent pas sous forme
tabulaire. Il s’agit de textes (articles, critiques, Wikipédia, etc.), de musiques, de vidéos et de
chansons.

Sur la Figure 1.3, vous pouvez voir un exemple de données structurées à gauche et de données
non structurées à droite. Les modèles d’extraction des connaissances partent d’une source de
données non structurées, et recherchent la structure de celle-ci en utilisant le ML.
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Figure 1.3 : Exemples de types de données structurées et non structurées.



Dans le cas d’un texte, l’extraction de connaissances peut être utilisée pour ajouter par exemple
de la structure à des séries de critiques. Un modèle peut être entraîné pour extraire des aspects
tels que la propreté, la qualité du service et le prix des examens. Les utilisateurs pourraient alors
accéder facilement aux critiques qui mentionnent les sujets qui les intéressent.

Dans le domaine médical, un modèle d’extraction des connaissances pourrait être construit de
manière à prendre en entrée le texte brut d’articles médicaux pour en extraire des informations
telles que la maladie dont il est question dans l’article, ainsi que le diagnostic associé et ses performances. Sur la Figure 1.4, un modèle prend une phrase en entrée et extrait quels mots font
référence à un type de média et quels mots font référence au titre d’un média. L’application d’un
tel modèle sur les commentaires d’un forum de fans, par exemple, nous permettrait de générer
des résumés pour des films qui sont fréquemment discutés.
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Figure 1.4 : Extraction du type de média et du titre à partir d’une phrase.



Pour les images, les tâches d’extraction de connaissances consistent souvent à trouver des zones
intéressantes et à les catégoriser. Deux approches courantes sont illustrées sur la Figure 1.5 :
la détection d’objets est une approche plus grossière qui consiste à dessiner des rectangles (ou
boîtes de délimitation) autour des zones d’intérêt, tandis que la segmentation attribue précisément chaque pixel d’une image à une catégorie donnée.
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Figure 1.5 : Boîtes de délimitation et masques de segmentation.



Parfois, ces informations extraites peuvent être utilisées comme données d’entrée pour un autre
modèle. Un exemple est l’utilisation d’un modèle de détection de poses pour extraire les points
clés dans une vidéo d’un yogi, suivie de l’injection de ces points clés dans un second modèle qui
classifie la pose comme étant correcte ou non sur la base de données étiquetées. La Figure 1.6 montre un exemple d’une succession de deux modèles qui pourraient faire exactement cela. Le
premier modèle extrait des informations structurées (les coordonnées des articulations) à partir
de données non structurées (une photo), et le second prend ces coordonnées et classifie la pose
de yoga correspondante.
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Figure 1.6 : Détection d’une pose de yoga.



Les modèles que nous avons vus jusqu’à présent se concentrent sur la génération de sorties qui
sont conditionnées par une entrée donnée. Dans certains cas, comme les moteurs de recherche
ou les systèmes de recommandation, l’objectif du produit est de faire apparaître des éléments
pertinents. C’est ce que nous allons couvrir dans la catégorie suivante.

Organisation en catalogues

Les modèles d’organisation sous forme de catalogues produisent le plus souvent un ensemble de
résultats à présenter aux utilisateurs. Ces résultats peuvent être conditionnés par une chaîne en
entrée tapée dans une barre de recherche, par une image téléchargée ou encore par une phrase
dictée à un assistant vocal. Dans de nombreux cas, tels que les services de streaming, cet ensemble
de résultats peut également être présenté de manière proactive à l’utilisateur sous la forme d’un
contenu qu’il est susceptible d’apprécier sans qu’il ait à formuler la moindre demande.

La Figure 1.7 montre un exemple d’un tel système qui propose de regarder des films réputés être
des candidats potentiels en se basant sur un film que l’utilisateur vient de visionner, mais sans
que celui-ci n’effectue aucune forme de recherche.
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Figure 1.7 : Recommandations de films.



Ces modèles recommandent donc soit des articles qui sont liés à un article pour lequel l’utilisateur a déjà exprimé un intérêt (voir par exemple le fonctionnement d’Amazon), soit fournissent
un moyen utile d’effectuer une recherche dans un catalogue (permettant aux utilisateurs de
rechercher des articles en tapant du texte ou en soumettant leurs propres photos).

Ces recommandations sont le plus souvent basées sur l’apprentissage des habitudes des utilisateurs précédents, auquel cas on les appelle systèmes de recommandation collaboratifs. Parfois,
elles sont basées sur des attributs particuliers d’éléments, auquel cas on les appelle systèmes de
recommandation basés sur le contenu. Certains systèmes utilisent à la fois des approches collaboratives et des approches basées sur le contenu.

Enfin, le ML peut également être utilisé à des fins créatives. Les modèles peuvent apprendre à
générer des images, des sons et même des textes amusants et esthétiques. Ces modèles sont dits
génératifs.

Modèles génératifs

Les modèles génératifs se concentrent sur la génération de données, potentiellement dépendantes de l’entrée effectuée par l’utilisateur. Comme ces modèles ont pour objectif cette génération de données plutôt que leur classification en catégories, leur notation, l’extraction d’informations ou leur organisation, ils ont généralement un large éventail de sorties. Cela signifie que
les modèles génératifs sont particulièrement adaptés à des tâches telles que la traduction, où les
résultats sont énormément variés.

D’autre part, les modèles génératifs sont souvent utilisés pour entraîner et avoir des résultats
moins contraints, ce qui en fait un choix plus risqué pour la production. C’est pourquoi, à moins
qu’ils ne soient nécessaires pour atteindre votre objectif, je vous recommande de commencer
par d’autres modèles. Cependant, pour les lecteurs qui souhaitent se plonger plus profondément
dans les modèles génératifs, je recommande le livre Generative Deep Learning, de David Foster
(https://bit.ly/2V8J6TR).

Parmi les exemples pratiques, citons la traduction, qui fait correspondre des phrases d’une
langue à une autre, le résumé, la génération de sous-titres, qui fait correspondre des vidéos et des
pistes audio à des transcriptions, et le transfert de style à l’aide de réseaux de neurones profonds
faisant correspondre des images à des rendus artistiques (voir Gatys et al., « A Neural Algorithm
of Artistic Style »1).

La Figure 1.8 montre un exemple de modèle génératif transformant une photographie (à gauche)
en lui donnant un style similaire à celui d’une peinture présentée dans la vignette de droite.
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Figure 1.8 : Exemple de transfert de style tiré de Gatys et al., « A Neural Algorithm of Artistic
Style ».



Comme vous pouvez le constater, chaque type de modèle nécessite un type de données différent
pour l’entraînement. En général, le choix d’un modèle dépend fortement des données que vous
êtes en mesure d’obtenir – la disponibilité des données détermine souvent le choix du modèle.

Voyons maintenant quelques scénarios de données courants et les modèles associés.

Données

Les modèles de ML supervisés exploitent des motifs, des structures communes, dans les données pour apprendre des relations utiles entre les entrées et les sorties. Si un jeu de données
contient des caractéristiques qui sont prédictives quant à la sortie cible, il devrait être possible
pour un modèle approprié d’en tirer des enseignements. Le plus souvent, cependant, nous ne
disposons pas initialement des données adéquates pour entraîner un modèle afin de résoudre
de bout en bout le problème concernant l’utilisation d’un produit.

Par exemple, supposons que nous entraînions un système de reconnaissance vocale qui sera
chargé d’écouter les demandes des clients, de comprendre leur intention et d’effectuer des actions
en fonction de cette intention. Lorsque nous commencerons à travailler sur ce projet, nous pourrions définir un ensemble d’intentions que nous voudrions comprendre, comme par exemple
« jouer un film à la télévision ».

Pour entraîner un modèle de ML à cette tâche, il faudrait disposer d’un jeu de données contenant
des clips audio d’utilisateurs venant d’horizons divers et demandant, en employant leurs propres
termes, que le système leur passe un film. Il est crucial de disposer d’un ensemble d’entrées
représentatif, car un modèle quelconque ne pourra tirer des enseignements que des données que
nous lui présenterons. Si un jeu de données contient des échantillons provenant uniquement
d’un certain sous-ensemble de la population, un produit ne sera utile qu’à ce sous-ensemble.
Dans cette optique, en raison du domaine spécialisé que nous avons sélectionné, il est extrêmement improbable qu’un jeu de données contenant de tels échantillons existe déjà.

Pour la plupart des applications auxquelles nous voudrions nous attaquer, nous devrons rechercher, conserver et collecter des données supplémentaires. Le processus d’acquisition des données peut varier considérablement en termes de portée et de complexité en fonction des spécificités d’un projet, et il est essentiel d’estimer à l’avance le défi ainsi posé pour pouvoir réussir.

Pour commencer, définissons quelques situations différentes dans lesquelles vous pouvez vous
retrouver lorsque vous recherchez un jeu de données. Cette situation initiale devrait être un
facteur clé pour décider de la marche à suivre.

Types de données

Une fois que nous avons défini un problème comme étant une mise en correspondance entre les
entrées et les sorties, nous pouvons rechercher les sources de données qui suivent ce mappage.

Dans le cas de la détection de fraudes, il pourrait s’agir d’échantillons d’utilisateurs frauduleux et
innocents, ainsi que de caractéristiques de leur compte que nous pourrions utiliser pour prédire
leur comportement. Dans le cas de la traduction, il s’agirait d’un corpus de paires de phrases
dans les domaines source et cible. Pour l’organisation et la recherche de contenus, il pourrait
s’agir d’un historique des recherches et des clics déjà effectués.

Il est rare que nous puissions trouver la correspondance exacte que nous recherchons. C’est
pourquoi il est utile d’examiner quelques cas différents. Considérez cela comme une hiérarchie
des besoins en données.

Disponibilité des données

Il existe en gros trois niveaux de disponibilité des données, du meilleur scénario au plus compliqué. Malheureusement, comme pour la plupart des autres tâches, vous pouvez généralement
supposer que le type de données le plus utile sera aussi le plus difficile à trouver. Passons-les en
revue, en nous basant sur l’illustration de la Figure 1.9.
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Figure 1.9 : Disponibilité des données versus utilité des données.



Il existe des données étiquetées

Il s’agit de la catégorie la plus à gauche sur la Figure 1.9. Lorsqu’on travaille sur un modèle
supervisé, trouver un jeu de données étiquetées est le rêve de tout praticien. Étiquetées
signifie ici que de nombreux points de données contiennent la valeur cible que le modèle
essaie de prédire. Cela facilite grandement l’entraînement et l’évaluation de la qualité du
modèle, car les étiquettes fournissent des réponses correspondant à la vérité de terrain. En
pratique, il est rare de trouver un jeu de données étiquetées qui réponde à vos besoins et qui
soit disponible gratuitement sur le Web. Il est cependant courant de confondre abusivement
le jeu de données que vous trouvez avec le jeu de données dont vous avez besoin.


Il existe des données faiblement étiquetées

Il s’agit de la catégorie intermédiaire sur la Figure 1.9. Certains jeux de données
contiennent des étiquettes qui ne sont pas exactement une cible de modélisation, mais
qui sont plus ou moins corrélées avec elle. L’historique des titres lus et sautés pour un service de diffusion de musique en continu fournit un exemple de jeu de données faiblement
étiquetées pour prédire si un utilisateur aime ou n’aime pas une chanson. Un auditeur
peut ne pas avoir marqué une chanson comme n’étant pas aimée. Mais s’il l’a sautée pendant la lecture, c’est une indication qu’il ne l’a peut-être pas aimée. Les étiquettes faibles
sont par définition moins précises, mais souvent plus faciles à trouver que les étiquettes
parfaites.


Il existe des données non étiquetées

Cette catégorie se trouve sur le côté droit de la Figure 1.9. Dans certains cas, bien que
nous ne disposions pas d’un jeu de données étiquetées mettant en correspondance les
entrées et les sorties souhaitées, nous avons au moins accès à un jeu de données contenant des échantillons pertinents. Pour l’exemple de traduction de texte, nous pourrions
disposer de grandes collections de textes dans les deux langues, mais sans correspondance directe entre elles. Cela signifie que nous devons étiqueter le jeu de données, trouver un modèle capable d’apprendre à partir de données non étiquetées, ou faire un peu
des deux.


Nous devons acquérir des données

Dans certains cas, nous sommes seulement à un pas des données non étiquetées, car
nous devons d’abord les acquérir. Bien souvent, nous ne disposons pas d’un jeu de données correspondant à nos besoins et nous devrons donc trouver un moyen de collecter
ces données. C’est souvent considéré comme une tâche insurmontable, mais il existe
aujourd’hui de nombreuses méthodes permettant de rassembler et d’étiqueter rapidement
les données. Ce sera l’objet du Chapitre 4.


Pour notre étude de cas, un jeu de données idéal serait un ensemble de questions tapées par
l’utilisateur, ainsi qu’un ensemble de questions mieux formulées. Un jeu de données faiblement
étiqueté serait composé de nombreuses questions avec quelques étiquettes faibles indiquant leur
qualité, comme « aime » ou « vote pour ». Cela aiderait un modèle à apprendre ce qui fait les
bonnes et les mauvaises questions, mais ne fournirait pas d’exemples côte à côte pour la même
question. Vous pouvez voir ces deux situations sur la Figure 1.9.

En général, en ML, un jeu de données faiblement étiqueté fait référence à un jeu de données
qui contient des informations qui aideront un modèle à apprendre, mais pas la vérité de terrain
exacte. En pratique, la plupart des jeux de données que nous pouvons rassembler sont faiblement étiquetés.

Avoir un jeu de données imparfait est tout à fait normal et ne devrait pas vous bloquer. Le processus de ML est de nature itérative, donc commencer par un certain jeu de données et obtenir
quelques résultats initiaux est la meilleure façon de progresser, quelle que soit la qualité des
données.

Les jeux de données sont itératifs

Dans de nombreux cas, comme vous ne serez pas en mesure de trouver immédiatement un jeu
de données contenant une correspondance directe entre les entrées et les sorties souhaitées, je
suggère d’itérer progressivement la manière dont vous formulez le problème, ce qui facilitera
la recherche d’un jeu de données adéquat pour commencer. Chaque jeu de données que vous
explorez et utilisez vous fournira des informations précieuses qui pourront vous servir pour
élaborer la prochaine version de votre jeu de données et générer des caractéristiques utiles pour
vos modèles.
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