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Introduction

Dans cette courte introduction, j’aborde quelques points clés.

Qui devrait lire ce livre ?

Ce livre est idéal pour les personnes qui ont déjà une connaissance pratique du langage de programmation R. Si vous n’avez aucune connaissance de R, sachez que c’est un langage assez facile
à assimiler, et que son code en est suffisamment lisible pour que vous puissiez tirer le meilleur
parti des exemples proposés ici.

Portée du livre

Ce livre est une introduction à l’apprentissage automatique avec le langage R. Nous ne plongerons donc pas profondément dans les fondements mathématiques de chaque algorithme couvert dans cet ouvrage. Mais vous trouverez ici suffisamment de détails pour que vous puissiez
discerner les différences essentielles entre un réseau de neurones et, disons, une forêt aléatoire.

Conventions utilisées dans ce livre

Dans ce livre, nous utiliserons les conventions typographiques suivantes :

Italique

Indique un terme nouveau, ou nom de fichier ou encore une extension.


Largeur constante

Cette typographie est utilisée dans les listings de programmes, ainsi que dans tout ce
qui peut, dans un paragraphe, faire référence à un nom de variable ou de fonction, à des
bases ou des types de données, des variables d’environnement, des instructions ou encore
des mots-clés. Elle est également utilisée pour les noms de modules et de packages, ainsi
que pour la sortie des commandes.


[image: ]Cet élément signale une astuce ou une suggestion.


[image: ]Cet élément signale une note d’ordre général.


[image: ]Cette icône attire l’attention sur un avertissement ou un problème potentiel.





CHAPITRE 1 Qu’est-ce qu’un modèle ?


Il fut un temps, au cours de mes études de premier cycle en physique, où j’étais excité à l’idée
d’apprendre ce qu’était un modèle. Je me souviens assez bien de la scène. Nous étions dans une
classe « Étoiles et Galaxies », et nous nous préparions à apprendre des modèles atmosphériques
qui pourraient être appliqués non seulement à la Terre, mais aussi à d’autres planètes du système solaire. J’avais assez de connaissances sur les modèles climatiques pour savoir qu’ils étaient
compliqués, et donc je m’étais préparé à un assaut de formules de maths qui me prendraient des
semaines à analyser. Quand nous sommes finalement arrivés au cœur du sujet, je me rappelle
que j’avais été un peu déçu : j’avais déjà eu affaire à des modèles de données dans le passé et je ne
m’en étais même pas rendu compte !

Du fait que les modèles représentent un aspect fondamental de l’apprentissage automatique, il
n’est peut-être pas surprenant que cette histoire reflète la manière dont j’ai appris à comprendre
ce domaine. Au cours de mes études supérieures, j’étais sur le point de me lancer dans l’industrie
de la finance. J’avais entendu dire que l’apprentissage automatique était largement utilisé dans
ce monde et, en tant qu’étudiant en physique, je sentais que j’aurais besoin d’être plutôt un ingénieur en informatique pour être compétitif. Je me suis alors rendu compte que non seulement
l’apprentissage automatique n’était pas aussi effrayant que je le pensais à l’origine, mais que je
l’avais en réalité déjà utilisé auparavant. Et même avant le lycée !

Les modèles sont utiles parce que, contrairement aux tableaux de bord qui offrent une image
statique de ce que les données montrent à un certain instant (ou pour une période de temps particulière), les modèles peuvent aller plus loin et vous aider à comprendre l’avenir. Par exemple,
une personne qui travaille au sein d’une équipe de vente peut n’être familière qu’avec des rapports qui montrent une image statique. Peut-être que son écran est systématiquement à jour
avec les chiffres de ventes quotidiennes. Il y a eu d’innombrables tableaux de bord que j’ai vus
(et même construits), et qui disent simplement « voici le nombre d’actifs en ce moment ». Ou
encore : « voici notre indicateur clé de performance pour aujourd’hui ». Un tel rapport est une
entité statique qui n’offre aucune intuition quant à son évolution dans le temps.

La Figure 1.1 montre à quoi pourrait ressembler un tel rapport :

op <- par(mar = c(10, 4, 4, 2) + 0.1) #formatage des marges

barplot(mtcars$mpg, names.arg = row.names(mtcars), las = 2, ylab =
 "Rendement Carburant en Miles par Gallon")
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Figure 1.1 : Distribution montrant l’efficacité énergétique de véhicules basée sur le jeu de données
mtcars qui est directement intégré à R.



La Figure 1.1 représente un tracé obtenu à partir du jeu de données mtcars qui est préinstallé
avec R. Elle montre un tracé pour un certain nombre de voitures en fonction de leur consommation de carburant exprimée en miles par gallon US. Ce rapport n’est pas très utile en soi (d’autant
que les données datent de 1974…). Il ne nous donne en effet aucun pouvoir de prédiction. Il
peut bien sûr être intéressant de voir quelle est l’efficacité des voitures en termes de consommation, mais comment pouvons-nous établir un lien avec d’autres éléments présents dans les
données et, de plus, faire des prédictions à partir de ces mêmes données ?

Un modèle est une certaine fonction qui a un pouvoir prédictif.

Comment alors transformer ce rapport ennuyeux en quelque chose de plus utile ? Comment
combler le fossé entre ce reporting et l’apprentissage automatique ? Souvent, la réponse correcte
à cette question est « plus de données » ! Cela peut se réaliser sous la forme d’un plus grand
nombre d’observations portant sur les mêmes données, ou par la collecte de nouveaux types de
données que nous pourrons ensuite utiliser à des fins de comparaison.

Reprenons le jeu de données mtcars intégré à R et observons-le plus en détail :

head(mtcars)

##                    mpg cyl disp  hp drat    wt  qsec vs am gear carb
## Mazda RX4         21.0   6  160 110 3.90 2.620 16.46  0  1    4    4
## Mazda RX4 Wag     21.0   6  160 110 3.90 2.875 17.02  0  1    4    4
## Datsun 710        22.8   4  108  93 3.85 2.320 18.61  1  1    4    1
## Hornet 4 Drive    21.4   6  258 110 3.08 3.215 19.44  1  0    3    1
## Hornet Sportabout 18.7   8  360 175 3.15 3.440 17.02  0  0    3    2
## Valiant           18.1   6  225 105 2.76 3.460 20.22  1  0    3    1


En appelant simplement l’objet mtcars intégré dans R, nous pouvons observer toutes sortes de
colonnes dans les données à partir desquelles il est possible de faire un choix pour construire
un modèle d’apprentissage automatique. Dans le monde de l’apprentissage automatique, les
colonnes de données sont parfois aussi appelées caractéristiques. Maintenant que nous savons ce
dont nous disposons pour travailler, nous pourrions essayer de voir s’il y a un lien entre le rendement énergétique de la voiture et l’une de ces caractéristiques. C’est ce qu’illustre la Figure 1.2 :

pairs(mtcars[1:7], lower.panel = NULL)
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Figure 1.2 : Diagrammes de dispersion par paires de caractéristiques du jeu de données mtcars, en
se concentrant sur les sept premières lignes.



Chaque case est un tracé distinct, pour lequel la variable dépendante est la zone de texte qui se
trouve au bas de la colonne, et la variable indépendante est la zone de texte placée au début de la
ligne. Aucun des tracés de la rangée des cylindres, par exemple, ne semble se prêter facilement à
une modélisation par régression simple.

Dans cet exemple, nous comparons certaines de ces caractéristiques à d’autres. Les colonnes, ou
caractéristiques, de ces données sont définies comme suit :

mpg

Miles par gallon US


cyl

Nombre de cylindres dans le moteur de la voiture


disp

La cylindrée du moteur en pouces cubiques


hp

La puissance du moteur


drat

Le rapport de l’essieu arrière du véhicule


wt

Le poids du véhicule (en milliers de livres)


qsec

Le temps du véhicule pour parcourir un quart de mile


vs

La configuration du moteur du véhicule 5« V » pour un moteur en V, « S » pour un moteur
en ligne


am

La transmission du véhicule : 0 pour une boîte automatique, 1 pour une boîte manuelle


gear

Le nombre de vitesses dans la transmission du véhicule


carb

Le nombre de carburateurs utilisés par le moteur du véhicule


Vous pouvez lire le tracé en haut et à droite, par exemple, comme représentant « mpg en fonction du temps pour le quart de mile ». Ici, nous nous intéressons essentiellement à quelque chose
qui semble avoir une certaine relation quantifiable. C’est à l’investigateur de choisir les modèles
qui semblent intéressants. Notez que « mpg en fonction de cyl » est très différent de « mpg en
fonction de wt ». Concentrons-nous sur cette dernière relation, comme l’illustre la Figure 1.3 :

plot(y = mtcars$mpg, x = mtcars$wt, xlab = "Poids de la Voiture",
    ylab = " Rendement Carburant en Miles par Gallon")
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Figure 1.3 : Ce graphique est la base pour tracer une ligne de régression à travers les données.



Nous disposons maintenant d’un type de jeu de données plus intéressant. Nous avons toujours
notre efficacité énergétique, mais maintenant elle est comparée au poids respectif des voitures. À
partir de ce type de format, nous pouvons extraire un meilleur ajustement pour tous les points
de données et transformer ce graphique en équation. Nous y reviendrons plus en détail dans les
chapitres suivants, mais indiquons tout de suite que nous utilisons une fonction dans R pour
modéliser la valeur qui nous intéresse, appelée une réponse, par rapport à d’autres caractéristiques de notre jeu de données :

mt.model <- lm(formula = mpg ~ wt, data = mtcars)

coef(mt.model)[2]

##        wt
## -5.344472

coef(mt.model)[1]

## (Intercept)
##    37.28513


Dans ce morceau de code, nous avons modélisé l’efficacité énergétique du véhicule (mpg) en
fonction du poids de celui-ci (wt), et nous avons extrait des valeurs de cet objet modèle afin de
les utiliser dans une équation que nous pouvons écrire comme suit :

Efficacité Énergétique = 5.344 × Poids Véhicule + 37.285


Maintenant, si nous voulions savoir quelle était l’efficacité énergétique de n’importe quelle voiture, et pas seulement celles du jeu de données, nous n’aurions qu’à entrer le poids de celle-ci, et
nous obtiendrions un résultat. C’est l’avantage apporté par un modèle. Étant donné un certain
type d’entrée (par exemple le poids), nous avons un pouvoir prédictif qui peut nous fournir une
valeur, quel que soit le nombre que nous passons à notre fonction.

Le modèle peut bien sûr avoir ses limites, mais c’est une façon de nous aider à étendre les données au-delà d’un rapport statique pour en faire quelque chose de plus souple et de plus perspicace. Le poids d’un véhicule donné peut évidemment ne pas être prédictif quant à l’efficacité
énergétique telle qu’elle est donnée par l’équation précédente. Il peut aussi y avoir telle ou elle
erreur dans les données ou dans l’observation.

Vous avez peut-être rencontré ce genre de procédure de modélisation avant de vous lancer dans
le monde des données. Si c’est le cas, félicitations : vous avez fait de l’apprentissage machine
sans même le savoir ! Ce type particulier de modèle d’apprentissage automatique est appelé
une régression linéaire. Celle-ci est beaucoup plus simple que d’autres modèles d’apprentissage
automatique, comme les réseaux de neurones, mais les algorithmes qui font fonctionner un tel
modèle utilisent certainement des principes de l’apprentissage automatique.

Algorithmes contre modèles : Quelle est la différence ?

L’apprentissage automatique et les algorithmes sont difficilement séparables. Les algorithmes
sont un autre sujet qui peut sembler impénétrable et intimidant au début, mais ils sont en fait
assez simples dans leur fondement, et vous en utilisez probablement de nombreux sans vous en
rendre compte et depuis longtemps.

Un algorithme est une succession d’étapes exécutées dans l’ordre.

Un algorithme, ce n’est rien d’autre que cela. L’algorithme dont vous vous servez sans le savoir
pour mettre vos chaussures pourrait être quelque chose dans le genre : mettre vos orteils dans la
partie ouverte de la chaussure, puis pousser votre pied vers l’avant et presser votre talon vers le
bas. L’ensemble des étapes nécessaires pour produire un algorithme d’apprentissage automatique
sont plus compliquées que la conception d’un algorithme servant à mettre vos chaussures, bien
entendu. Mais l’un des objectifs de ce livre est d’expliquer le fonctionnement interne des modèles
d’apprentissage automatique les plus largement utilisés dans R (et non pas dans le domaine de
l’habillement) en aidant à simplifier leurs processus algorithmiques.

L’algorithme le plus simple pour la régression linéaire consiste à placer deux points sur un graphique, puis à tracer une ligne entre eux. Vous obtenez ainsi les parties importantes de l’équation
(la pente et l’ordonnée à l’origine – soit respectivement slope et intercept en anglais) en prenant
la différence dans les coordonnées de ces points par rapport à une certaine origine. L’algorithme
devient cependant plus compliqué lorsque vous essayez d’appliquer la même procédure pour
plus de deux points. Ce processus implique davantage d’équations, ce qui peut être fastidieux à
calculer à la main pour un humain, mais est très facile à traiter en quelques microsecondes pour
un processeur d’ordinateur.

Un modèle d’apprentissage automatique, comme la régression ou bien le clustering ou encore les
réseaux de neurones, repose à la base sur le fonctionnement d’algorithmes. Les algorithmes sont
le moteur qui sous-tend le code R simple que nous utilisons. Ils réalisent tout le lourd travail de
multiplication des matrices, d’optimisation des résultats et de production d’un nombre que nous
pourrons ensuite utiliser. Il y a dans R de nombreux types de modèles qui couvrent de manière
plus générale tout un écosystème d’apprentissage automatique. Il existe trois grands types de
modèles : les modèles de régression, les modèles de classification et les modèles mixtes qui sont
une combinaison des deux. Nous avons déjà rencontré un modèle de régression. Les modèles de
classification sont différents dans la mesure où nous essayons de prendre des données en entrée
et de les classer par type, classe, groupe ou autre sortie discrète. Les modèles mixtes peuvent
commencer par une régression, puis utiliser les résultats ainsi obtenus pour classer d’autres
types de données. L’inverse pourrait être vrai pour d’autres modèles mixtes.

L’appel de fonction pour une régression linéaire simple dans R peut être écrit de la manière suivante : lm(y ~ x), ce qui peut s’énoncer ainsi « Donnez-moi le modèle linéaire pour la variable
y en fonction de la caractéristique x ». Ce que vous ne voyez pas, ce sont les algorithmes que le
code exécute pour réaliser des optimisations à partir des données que nous lui donnons.

Dans de nombreux cas, les détails de ces algorithmes dépassent le cadre de ce livre, mais vous
pouvez les consulter facilement. Il est très facile de se perdre dans les mauvaises herbes des
algorithmes et des statistiques lorsque vous essayez simplement de comprendre quelle est la
différence entre un modèle de régression logistique et un modèle de séparateur à vaste marge
(appelé aussi machine à vecteurs de support, ou SVM).

Bien que la qualité de la documentation dans R puisse varier considérablement d’une fonction
d’apprentissage automatique à une autre, on peut en général consulter le fonctionnement interne
d’un modèle en appelant le fichier d’aide correspondant, par exemple :

?lm


À partir de ce fichier d’aide, vous pouvez obtenir une mine d’informations sur la manière dont
la fonction elle-même traite les entrées qu’elle reçoit et sur ce qu’elle produit. De plus, si vous
voulez connaître les algorithmes spécifiques utilisés par cette fonction, vous pouvez trouver des
informations à ce sujet dans le texte lui-même ou sous les citations listées dans les sections
« Author(s) » et « References » (en anglais bien entendu). Certains modèles peuvent toutefois
nécessiter un processus de recherche approfondi pour obtenir la documentation exacte dont
vous avez besoin.

Une note sur la terminologie

Le mot « modèle » est plutôt nébuleux et difficile à séparer de quelque chose comme une « fonction » ou une « équation ». Au début du chapitre, nous avons fait un rapport. C’était un objet
statique qui n’avait aucun pouvoir prédictif. Nous avons ensuite fouillé dans les données pour
trouver une autre variable que nous puissions utiliser comme entrée dans une modélisation.
Nous avons alors fait appel à la fonction lm() qui nous a donné à la fin une équation. Nous pouvons rapidement définir ces termes comme suit :

Rapport

Un objet statique sans puissance prédictive.


Fonction

Un objet qui possède une certaine puissance de traitement, et se trouve probablement à
l’intérieur d’un modèle.


Modèle

Un objet complexe qui reçoit un paramètre en entrée et produit une sortie.


Équation

Une représentation mathématique d’une fonction. Parfois un modèle mathématique.


Algorithme

Ensemble d’étapes qui sont passées à un modèle pour effectuer certains calculs ou traitements.


Il y a des cas où nous utilisons des fonctions qui pourraient ne pas donner des résultats mathématiques. Par exemple, si nous disposons de beaucoup de données mais qu’elles ne sont pas sous
la bonne forme, nous pourrions développer un processus permettant de remodeler les données
afin d’obtenir quelque chose de plus utilisable. Si nous devions modéliser ce processus, nous
pourrions avoir à utiliser un organigramme plutôt qu’une équation.

Souvent, ces termes peuvent être employés de façon interchangeable, ce qui peut prêter à confusion. À certains égards, la terminologie spécifique n’est pas très importante, mais de savoir que
les algorithmes sont intégrés dans un modèle est important. Le code lm() est en lui-même une
fonction, mais c’est aussi un modèle linéaire. Il appelle une série d’algorithmes pour trouver les
meilleures valeurs qui sont ensuite sorties sous la forme d’une pente et d’une ordonnée à l’origine. Nous utilisons alors ces pentes et ces ordonnées pour construire une équation que nous
pouvons utiliser pour réaliser des analyses plus approfondies.

Limites de la modélisation

Le statisticien George Box est souvent cité pour sa mise en garde : « Tous les modèles sont faux,
mais certains sont utiles ». Un modèle est une image simplifiée de la réalité. Et, dans la réalité, les
systèmes sont complexes et en constante évolution. Le cerveau humain est phénoménal de par
sa capacité à découvrir des modèles et donner un sens à l’univers qui nous entoure, mais même
nos sens sont limités. Tous les modèles, qu’ils soient mathématiques, informatiques ou autres,
sont limités par le même cerveau humain qui les conçoit.

Voici un exemple classique des limites d’un modèle : dans les années 1700, Isaac Newton avait
développé une formulation mathématique décrivant les mouvements des objets. Elle avait été
bien testée et considérée plus ou moins comme une vérité axiomatique. La loi universelle de
gravitation de Newton avait été utilisée avec beaucoup de succès pour décrire le mouvement
des planètes autour du Soleil. Cependant, il restait une aberration qui n’était pas bien comprise :
l’orbite de Mercure. Lorsque la planète Mercure gravite autour du Soleil, son périhélie (le point
de son orbite qui est le plus proche du Soleil) se déplace légèrement au fil du temps. Pendant
longtemps, les physiciens n’ont pas pu expliquer cet écart, et ce jusqu’au début du XXe siècle,
quand Albert Einstein a reformulé le modèle avec sa théorie générale de la relativité.

Cependant, même les équations d’Einstein trouvent leurs limites à un certain niveau. En effet,
lorsque de nouveaux paradigmes sont découverts dans le monde de la science, qu’il s’agisse de la
nature nous lançant une balle courbe ou de la découverte de données anormales dans le monde
des affaires, les modèles doivent être redessinés, réévalués ou réimplémentés pour s’adapter aux
observations.

Pour en revenir à notre exemple mtcars, les limites de notre modèle proviennent des données,
en particulier la période à laquelle elles ont été recueillies, et du nombre de points de données.
Nous ferions des hypothèses plutôt audacieuses au sujet de l’efficacité énergétique des voitures
d’aujourd’hui si nous essayions d’entrer seulement le poids d’un véhicule moderne dans un
modèle qui a été produit entièrement à partir de voitures fabriquées au début des années 1970.
De même, il y a également très peu de points de données dans ce jeu. Trente-deux points de
données est un échantillon vraiment faible pour pouvoir faire des prédictions globales quant à
l’efficacité énergétique de n’importe quelle voiture.

Les limites de notre modèle mtcars sont donc liées à l’époque et aux observations. Nous pourrions dire : « Il s’agit d’un modèle portant sur l’efficacité énergétique de voitures des années 1970
basé sur 32 marques et modèles différents ». Mais nous ne pourrions pas dire : « C’est un modèle
servant à évaluer l’efficacité énergétique d’une voiture quelconque ».

Différents modèles ont également des limites spécifiques différentes. Nous nous pencherons
plus en détail sur les statistiques plus tard, mais développer un modèle de régression linéaire
simple va s’accompagner d’un certain type d’erreur. La manière dont nous mesurons cette erreur
est très différente de la façon dont nous mesurons l’erreur pour un modèle tel qu’un partitionnement en k-moyennes (k-means clustering), par exemple. Il est important de connaître les erreurs
dans un modèle pour commencer à travailler avec lui, mais la façon dont nous comparons les
erreurs entre différents types de modèles est également importante.

Lorsque George Box dit que tous les modèles sont faux, il veut signifier ainsi que tous les modèles
ont une certaine erreur qui leur est attribuée. Les modèles de régression ont une méthode spécifique de mesure de l’erreur appelée coefficient de détermination, souvent appelée aussi valeur
« R au carré ». Il s’agit d’une mesure de la proximité des données avec la droite régression du
modèle pour des valeurs allant de 0 à 1. Un modèle de régression avec une valeur R2 = 0,99 est
un bon ajustement linéaire aux données qu’il modélise, mais ce n’est pas une corrélation parfaite
à 100 %. George Box poursuit en expliquant1 :

Maintenant, il serait très remarquable qu’un système existant dans le monde réel
puisse être représenté exactement par n’importe quel modèle simple. Cependant, les
modèles astucieusement choisis avec parcimonie fournissent souvent des approximations remarquablement utiles. Par exemple, la loi PV = RT reliant la pression P, le volume V, et la température T d’un gaz « idéal » via une constante R n’est pas exactement
vraie pour un gaz réel quelconque, mais elle fournit fréquemment une approximation
utile et, en outre, sa structure est informative puisqu’elle est issue d’une vue physique
du comportement des molécules de gaz. Pour un tel modèle, il n’est pas nécessaire de
se poser la question « Le modèle est-il vrai ? ». Si « vrai » doit être la « vérité entière »,
alors la réponse sera « Non ». La seule question intéressante est : « Le modèle est-il
éclairant et utile ? ».


Sans nous enfoncer trop profondément dans les mauvaises herbes de la philosophie de la science,
la modélisation en apprentissage machine sous toutes ses formes n’est qu’une approximation de
l’univers que nous étudions. La puissance d’un modèle vient de son utilité, qui peut provenir de
l’exactitude de ses prédictions, rien de plus. Un modèle peut être limité par sa vitesse de calcul ou
sa capacité à être expliqué simplement, ou bien à être utilisé dans un cadre particulier. Il est donc
important d’expérimenter et de tester les données avec de nombreux types de modèles et de choisir
ce qui correspond le mieux à nos objectifs. Implémenter un modèle de régression sur un backend
informatique pourrait être beaucoup plus simple à mettre en œuvre qu’un modèle de forêt aléatoire
de régression, pour lequel il pourrait y avoir un compromis sur l’exactitude d’une petite quantité.

Statistiques et calcul dans la modélisation

Quand nous réfléchissons à l’apprentissage automatique, nous pensons d’une manière naïve
presque exclusivement aux ordinateurs. Comme nous le verrons tout au long de ce livre, l’apprentissage automatique repose sur les mathématiques et les statistiques. En fait, vous pourriez
faire tous les calculs d’apprentissage automatique à la main en n’utilisant que les mathématiques.
Cependant, un tel processus devient insoutenable après seulement quelques points de données
(selon l’algorithme). Même le modèle de régression linéaire simple sur lequel nous avons travaillé plus tôt dans ce chapitre devient exponentiellement plus compliqué lorsque nous passons
de deux à trois points de données. Cependant, les langages de programmation modernes ont
tellement de fonctions et de packages intégrés qu’il est presque impossible de ne pas avoir une
fonction de régression qui demande simplement une ligne de code pour obtenir le même résultat en une fraction de temps. Vous avez déjà cette situation avec l’appel de la fonction lm() dans
R. La plupart du temps, une solide compréhension statistique est primordiale pour comprendre
le fonctionnement interne d’un algorithme d’apprentissage automatique. Et c’est deux fois plus
vrai si un collègue vous demande d’expliquer pourquoi vous avez utilisé un tel algorithme.

Dans ce livre, nous explorons les mathématiques qui se cachent derrière le fonctionnement de
ces algorithmes, mais sans éclipser pour autant l’accent mis sur le code R et sur les meilleures
pratiques. Il peut être tout à fait révélateur de comprendre comment un modèle de régression
trouve les coefficients que nous utilisons pour construire l’équation, d’autant plus que certains
des algorithmes utilisés pour calculer ces coefficients peuvent apparaître dans d’autres modèles
d’apprentissage automatique et dans des fonctions totalement différentes de la régression linéaire.

Avec toujours comme exemple la régression linéaire, nous pourrions être intéressés par les statistiques qui définissent l’exactitude du modèle. Il y en a de nombreuses à énumérer, et certaines
sont trop « statistiques » pour un texte d’introduction, mais une liste générale comprendrait les
éléments suivants :

Coefficient de détermination

Aussi appelé R2, il mesure l’adéquation entre le modèle et les données.


p-valeurs

Il s’agit de mesures de validité statistique, où, si votre p-valeur est inférieure à 0.5, la valeur
que vous examinez est susceptible d’être statistiquement valide.


Intervalles de confiance

Ce sont deux valeurs entre lesquelles on s’attend à ce qu’un paramètre se trouve. Par exemple,
un intervalle de confiance à 95 % entre les chiffres 1 et 3 pourrait décrire la position du
chiffre 2.


Nous pouvons utiliser ces notions pour comprendre la différence entre un modèle qui s’ajuste
bien aux données et un modèle qui s’ajuste mal. Nous pouvons évaluer les caractéristiques qui
nous sont utiles dans notre modèle, et nous pouvons déterminer l’exactitude des réponses produites par celui-ci.

La formulation mathématique de base pour la modélisation de la régression avec deux points de
données est souvent enseignée à un niveau scolaire moyen, mais la théorie va rarement au-delà
de trois points de données ou plus. La raison en est que, pour calculer les coefficients de cette
façon, nous avons besoin d’employer certaines techniques d’optimisation, comme la descente de
gradient. Ces techniques se situent souvent au-delà de la portée des mathématiques enseignées
à un niveau moyen, mais elles constituent un fondement important pour de nombreux modèles
différents et pour la façon dont ils obtiennent les chiffres les plus exacts à utiliser.

Il est possible d’exécuter des modèles d’apprentissage automatique sans connaître les détails complexes des optimisations qui les sous-tendent, mais, lorsque vous vous lancez dans des réglages
de modèles plus avancés, ou lorsque vous devez rechercher des bogues ou encore évaluer les
limites des modèles, il est essentiel de bien saisir les bases des outils avec lesquels vous travaillez.

Données d’entraînement

Une méthode statistique que nous couvrons en détail est celle des données d’entraînement. L’apprentissage automatique nous oblige à entraîner d’abord un modèle de données, mais qu’est-ce
que cela signifie exactement ? Disons que nous avons un modèle pour lequel nous disposons en
entrée de données qui passent alors par un algorithme générant une sortie. Dit autrement, nous
avons des données pour lesquelles nous voulons une prédiction, nous les faisons passer à travers
le modèle et nous obtenons un résultat. Nous évaluons ensuite une série de résultats et nous
voyons si les erreurs correspondantes dans le modèle diminuent ou non. Si c’est le cas, cela signifie que nous ajustons le modèle dans la bonne direction. Si, en revanche, les erreurs continuent
de s’accumuler, cela signifie que nous devons peaufiner davantage notre modèle.

Il est très important pour nous de ne pas entraîner nos modèles d’apprentissage automatique sur
les données que nous lui retournerons ensuite afin de tester leur validité. Si, par exemple, nous
entraînons un modèle de type « boîte noire » sur 50 points de données, et que nous passions
ensuite ces mêmes 50 points de données à travers notre modèle, le résultat que nous obtiendrons
sera d’une exactitude suspecte. Cela vient du fait que notre « boîte noire » a déjà vu les données,
de sorte qu’elle connaît forcément la bonne réponse.

Nous dépendons souvent de la disponibilité des données. Nous ne pouvons pas transmettre
dans un modèle des données que nous ne connaissons pas pour les tester et voir si ce modèle
est exact. Si, toutefois, nous prenons notre jeu de données de 50 points, et que nous divisions
ceux-ci de telle sorte que nous en utilisons la majorité pour l’entraînement, mais que nous en
laissons certains de côté pour les tests, nous pouvons résoudre notre problème d’une manière
plus valide sur le plan statistique. Le danger avec cette façon de procéder, c’est d’effectuer une
division entre un jeu d’entraînement et un jeu de test alors que nous ne possédons au départ
qu’un petit nombre de points de données. Mais si nous étions trop limités dans les observations
disponibles, l’utilisation de techniques avancées d’apprentissage automatique pourrait de toute
façon ne pas être la meilleure approche.

Maintenant, si nous avons notre jeu comportant 50 points de données, et que nous divisions ces
points selon un rapport 80/20 (soit 40 points pour le jeu d’entraînement et 10 points pour le jeu
de test), nous pouvons mieux évaluer la performance du modèle. Le modèle de boîte noire sera
entraîné sur des données qui sont fondamentalement de la même forme que celles du jeu de
test (avec un peu de chance), mais ce modèle n’aura pas encore vu les points de données exacts
du jeu de test. Une fois que le modèle est au point et que nous lui passons le contenu du jeu de
test, il peut faire des prédictions sans risque d’être biaisé par les données qu’il aura déjà vues
auparavant.

Les méthodes de partition des données à des fins d’entraînement et de test sont connues sous
le nom de techniques d’échantillonnage. Celles-ci peuvent se présenter sous de nombreuses
formes, par exemple en prenant les 40 premières lignes de données comme jeu d’entraînement,
en sélectionnant des lignes de données de manière aléatoire, ou en faisant appel à des techniques
plus avancées.

Validation croisée

Les données d’entraînement sont très utiles pour mettre au point les modèles d’apprentissage
automatique. Mettre au point un modèle, c’est quand vous avez un tas d’entrées dont les valeurs
sont susceptibles de changer légèrement sans modifier les données sous-jacentes. Par exemple,
vous pourriez avoir un modèle avec trois paramètres susceptibles d’être réglés comme suit :
A = 1, B = 2, C = "FALSE". Si votre modèle ne fonctionne pas correctement, vous pourriez l’ajuster en changeant les valeurs de vos paramètres, disons avec A = 1.5, B = 2.5, C = "FALSE", et ainsi
de suite en effectuant diverses permutations.

De nombreux modèles ont des méthodes intégrées pour « ingérer » des données, effectuer certaines opérations sur elles, puis enregistrer les opérations après mise au point vers une structure
de données qui sera utilisée sur les données de test. Dans de nombreux cas, pendant la phase
d’entraînement, vous voudrez peut-être essayer d’autres techniques statistiques comme la validation croisée. C’est un peu comme une autre « mini-étape » consistant à procéder à une nouvelle
division entre jeux d’entraînement et de test pour faire tourner le modèle, cette division portant
seulement sur les données d’entraînement.

Par exemple, vous partez de votre jeu de données de 50 points, et vous le divisez dans une proportion de 80 % pour former le jeu d’entraînement, en laissant le reste pour votre jeu de test.
Vous avez donc 40 lignes pour entraîner votre modèle. Vous pouvez à nouveau diviser ces 40
lignes en un jeu d’entraînement comportant 32 points de données, et un jeu de test avec 8 points
de données. En procédant ainsi et en passant par une procédure d’entraînement et de test similaire, vous pouvez obtenir un jeu d’erreurs à partir de votre modèle et utiliser celles-ci pour vous
aider à affiner encore plus les réglages de votre modèle.

Voici quelques exemples de techniques de validation croisée dans R :


• Validation croisée dite bootstrap (avec rééchantillonage)

• Validation croisée bootstrap .632

• Validation croisée k-fold (k-plis)

• Validation croisée répétée

• Validation croisée de type Leave-one-out (LOO)

• Validation croisée de type Leave-group-out

• Validation croisée de type Out-of-bag

• Validation croisée adaptative

• Validation croisée bootstrap adaptatif

• Validation croisée Leave-group-out adaptatif




Nous reviendrons sur ces méthodes plus tard. Leur utilisation dépend fortement de la structure
des données elles-mêmes. L’étalon-or typique des techniques de validation croisée est la variante
k-plis, ou k-fold, dans laquelle vous choisissez k = 10 plis contre lesquels valider. C’est le meilleur équilibre entre une utilisation efficace des données et le fait d’éviter des divisions dans ces
données qui pourraient se révéler être de mauvais choix. Le Chapitre 3 examine plus en détail la
validation croisée k-fold.

Pourquoi utiliser R ?

Dans ce livre, nous proposons une introduction en douceur au monde de l’apprentissage automatique, introduction illustrée avec du code et des exemples en langage R. R est un langage de
programmation libre et open source qui reçoit son héritage du monde des statistiques, en étant
construit initialement à partir de S et ensuite S+. Ainsi, même si le langage R lui-même n’existe
pas depuis très longtemps, il est bien le descendant historique de ses prédécesseurs, en conservant une bonne similitude syntaxique avec ce que nous voyons aujourd’hui. La question est la
suivante : pourquoi utiliser préférentiellement R ? Il y a tellement de langages de programmation
parmi lesquels choisir, et donc comment savoir lequel est le meilleur pour ce que vous voulez
accomplir ?

Le bon…

La popularité de R s’est étendue à un rythme explosif. Les outils complémentaires pour apprendre
R se sont également développés, et il n’y a pas de pénurie d’excellents tutoriels et cours en ligne,
bien au contraire ! Un package, swirl, peut même vous apprendre à utiliser R à partir de la
console elle-même. De nombreux cours en ligne proposent également des formations par l’intermédiaire de swirl. Certains couvrent des analyses de données simples, d’autres des sujets
plus complexes comme les biostatistiques mathématiques.

R possède également d’excellents outils pour l’accessibilité et la reproduction du travail. Des
visualisations Web, comme le package shiny, rendent possible la construction d’applications
Web interactives qui peuvent être utilisées par des non-experts pour interagir avec des jeux de
données complexes sans avoir besoin de connaître ou même d’installer R.

Il existe de surcroît un certain nombre d’environnements de développement intégrés (IDE)
dédiés à R, le plus populaire étant R Studio, illustré sur la Figure 1.4.

En fait, ce livre a été écrit dans R Studio, en utilisant R Markdown. R supporte en effet une
version de Markdown, un langage léger qui vous permet d’effectuer des conversions vers toutes
sortes de formats, aussi bien pour l’affichage sur le Web que pour un rendu en PDF. C’est un
excellent moyen de partager du code via la publication sur le Web ou pour écrire des documentations professionnelles. Cela vous donne la possibilité d’écrire de larges pans de texte, mais aussi
de fournir des exemples graphiques tels que ceux montrés plus haut dans le chapitre.

Une autre caractéristique puissante du langage R est la prise en charge des data frames. Ces
tableaux (ou cadres, ou encore trames) de données sont comme une base de données SQL en
mémoire qui vous permet de remodeler et de manipuler les données pour les récapituler et de
les soumettre à de multiples traitements intéressants. Contrairement à une matrice traditionnelle, dans laquelle chaque colonne contient le même type de données, les data frames vous
permettent de mélanger différents types.

Il existe un nombre incalculable de situations dans lesquelles vous aurez à travailler avec des
données dans lesquelles vous disposerez d’un champ « Nom », contenant des chaînes de caractères, suivi de plusieurs colonnes numériques comme « ID » ou « Ventes ». La lecture de ces
données avec certains langages peut être une source de problème si vous ne pouvez pas mixer et
faire correspondre les différents types de données des colonnes.


[image: ]

Figure 1.4 : R Studio est un environnement de développement intégré (IDE) pour R qui est gratuit,
très stable et également convivial pour les nouveaux utilisateurs du langage.



Dans l’exemple qui suit, nous avons trois vecteurs de types différents : un vecteur numérique, un
vecteur de facteurs, et un vecteur de valeurs logiques. En utilisant des data frames, vous pouvez
combiner tous ces éléments en un seul jeu de données. Plus souvent qu’à l’inverse, nous avons,
dans le monde de la science des données, à travailler dans un même tableau avec des données de
types variés. Souvent, cela peut être utile pour obtenir des sous-ensembles du tableau en fonction de certains critères à des fins d’analyse.

v1 = c(1, 2, 3)
v2 = c("Jerry", "George", "Elaine")
v3 = c(TRUE, FALSE, TRUE)

data_frame = data.frame(v1, v2, v3)

str(data_frame)

## 'data.frame':   3 obs. of  3 variables:
##  $ v1: num  1 2 3
##  $ v2: Factor w/ 3 levels "Elaine","George",..: 3 2 1
##  $ v3: logi  TRUE FALSE TRUE


La manipulation des données occupe la majorité du temps de ceux qui sont impliqués dans
l’analyse des données, et R possède plusieurs packages pour faciliter ce travail. Ainsi, le package
dplyr est un outil fantastique pour remodeler et manipuler les données selon un verbiage possédant un sens intuitif. Le package lubridate est également un moyen puissant de manipuler
des données ayant un format date/heure compliqué.

Avec le package dplyr vient aussi l’opérateur de tube (pipe), %>%. Cet outil utile vous permet
d’éviter certaines redondances dans le code. Au lieu d’affecter une variable var1 à une entrée
puis d’utiliser cette entrée dans une autre étape nommée var2, et ainsi de suite, vous pouvez
utiliser cet opérateur de pipe comme une partie « alors faire » de votre code.

R et l’apprentissage automatique

R est associé à un grand nombre de bons packages d’apprentissage automatique. Vous pouvez
en voir certains sur la page d’accueil du CRAN (https://cran.r-project.org/web/views/MachineLearning.html). Pour autant, la liste des modèles d’apprentissage automatique existant
est beaucoup plus longue. Il existe en effet plus de 200 types de modèles d’apprentissage automatique qui sont plus ou moins populaires dans l’écosystème R, et chacun d’entre eux est régi par
des règles assez strictes (vous trouverez cette liste en annexe).

Nous avons choisi R pour ce livre car l’apprentissage automatique trouve son origine dans les
statistiques, et R est bien adapté pour illustrer ces relations. L’écosystème des packages de modélisation statistique dans R est pour l’essentiel robuste et convivial. La gestion des données dans R
constitue une grande partie des fonctionnalités dont un data scientist a besoin au quotidien, et
R est très bien adapté pour une telle tâche.

Bien que R soit solide et relativement facile à apprendre du point de vue de la science des données, la vérité est qu’il n’existe pas de langage de programmation unique qui serait le meilleur
pour couvrir tous vos besoins. Si vous travaillez sur un projet qui exige que les données se présentent sous une forme spécifique, il peut y avoir un langage qui possède déjà un package adapté
à cette structure avec un haut degré de précision et de rapidité. Dans d’autres cas, il se peut aussi
que vous ayez besoin de construire votre propre solution à partir de zéro.

R offre un outil fantastique pour aider au processus de modélisation, connu sous le nom d’opérateur fonction. Cet opérateur symbolique agit comme un signe égal dans une formule mathématique. Plus haut, nous avons vu l’exemple d’un modèle linéaire dans lequel nous avions lm(mtcars$mpg ~ mtcars$wt). Dans ce cas, mtcars$mpg était notre réponse, l’élément que nous
voulions modéliser en tant que sortie, et mtcars$wt était l’entrée. Mathématiquement parlant, y
~ x dans le code R correspondrait à une notation de la forme y = f(x).

Ce puissant opérateur vous permet d’utiliser très facilement plusieurs entrées. Nous pourrions
par exemple rencontrer une fonction multivariée s’écrivant comme suit en mathématiques :

y =f(x1, x2, x3, ...)


Avec R, cette formulation est très simple :

y ~ x_1 + x_2 + x_3


Ce que nous faisons ici consiste à dire que la sortie de notre modélisation, y, n’est pas seulement
une fonction de x1, mais aussi de nombreuses autres variables. Nous verrons le moment venu
comment nous pouvons utiliser des caractéristiques ou entrées multiples dans nos modèles
d’apprentissage automatique.

… et le moins bon

R a aussi quelques inconvénients. Dans son écosystème, de nombreux algorithmes sont fournis
par la communauté des utilisateurs ou d’autres tiers, de sorte qu’il peut y avoir une certaine incohérence entre eux et d’autres outils. Chaque package dans R est comme son propre mini-écosystème, ce qui nécessite une certaine dose de compréhension pour aller jusqu’au bout.

De plus, certains de ces packages ont été développés il y a longtemps, et il n’est pas évident
de savoir quelle est la meilleure application (la « killer app ») pour un modèle d’apprentissage
automatique particulier. Vous pourriez vouloir construire un modèle de réseau de neurones
simple, par exemple, mais vous voudriez aussi le visualiser. Parfois, vous aurez peut-être besoin
de sélectionner un package que vous connaissez moins bien en par rapport à sa fonctionnalité
spécifique, et laisser de côté votre package préféré.

Parfois aussi, la documentation de certains packages plus ou moins obscurs peut aussi être incohérente. Comme cela a déjà été mentionné, vous pouvez extraire le fichier d’aide ou une page
de manuel pour une fonction donnée dans R en tapant quelque chose comme ?lm() ou encore
?rf(). Dans de nombreux cas, vous trouverez des exemples utiles au bas de la page montrant
comment exécuter la fonction. Cependant, certains cas sont inutilement complexes et peuvent
être simplifiés dans une large mesure. Un des buts de ce livre est d’essayer de présenter des
exemples en partant des cas les plus simples afin de construire une compréhension de base du
modèle, pour ensuite développer la complexité de son fonctionnement.

Enfin, la manière dont R fonctionne d’un point de vue programmatique peut pousser certains
développeurs professionnels à grimper au mur quand ils voient la façon dont il gère certaines
choses comme les conversions de type pour les structures de données. Les gens habitués à travailler dans un langage orienté objet très strict, où il faut allouer des quantités spécifiques de
mémoire, trouveront R plutôt laxiste dans ce genre de traitement. Il est facile alors de prendre de
mauvaises habitudes face à de tels pièges, mais ce livre vise à éviter ceux-ci afin de se concentrer
sur son objectif : expliquer avec clarté et simplicité le paysage de l’apprentissage automatique.

En résumé

Dans ce chapitre, nous avons défini la vision de notre exploration de l’apprentissage automatique
à l’aide du langage de programmation R.

Nous avons d’abord examiné ce qui constitue un modèle, et en quoi cela diffère d’un rapport.
Vous avez vu qu’un rapport statique ne nous dit pas grand-chose en termes de prédictions. Vous
pouvez transformer un rapport en quelque chose qui ressemble plus à un modèle en introduisant d’abord une autre caractéristique, puis en examinant s’il y a une relation quelconque dans
les données. Vous ajustez ensuite un modèle de régression linéaire simple en utilisant la fonction
lm() et vous obtenez comme résultat final une équation. Une caractéristique de R qui est très
puissante pour le développement de modèles est l’opérateur ~. Vous pouvez utiliser cette fonction pour représenter symboliquement les formules que vous essayez de modéliser.

Nous avons ensuite exploré la sémantique de ce qui définit un modèle. Un modèle d’apprentissage automatique tel que la régression linéaire utilise des algorithmes comme la descente de
gradient pour exécuter ses procédures d’optimisation en arrière-plan. Vous appelez la régression linéaire dans R en utilisant la fonction lm() puis vous extrayez ensuite les coefficients du
modèle, en utilisant ceux-ci pour construire votre équation.

Une étape importante avec l’apprentissage automatique (et la modélisation en général) est de
comprendre les limites des modèles. Le fait d’avoir un modèle robuste à partir d’un ensemble
complexe de données n’empêche pas le modèle lui-même d’être limité dans une perspective temporelle, comme nous l’avons vu avec nos données mtcars. De plus, tous les modèles comportent
une certaine forme d’erreur qui leur est liée. Nous explorons l’évaluation des erreurs sur une base
modèle par modèle, étant donné que nous ne pouvons pas comparer directement certains types
à d’autres.

Beaucoup de modèles d’apprentissage automatique utilisent des algorithmes statistiques complexes pour calculer ce que nous voulons. Dans ce livre, nous couvrons les bases de ces algorithmes, mais nous allons nous concentrer davantage sur l’implémentation et l’interprétation
du code. Les techniques statistiques qui interviennent dans la manière dont nous façonnons les
données à des fins d’entraînement et d’essai sont toutefois discutées en détail. Souvent, il est très
important de savoir comment ajuster spécifiquement le modèle d’apprentissage automatique
choisi, ce qui exige une bonne connaissance de la façon de gérer les jeux d’entraînement avant de
passer les données de test au modèle entièrement optimisé.

Pour terminer ce chapitre, nous expliquons pourquoi R est un outil approprié pour l’apprentissage
automatique. R a son pedigree et son histoire dans le domaine de la statistique, ce qui en fait une
bonne plateforme sur laquelle construire des cadres de modélisation utilisant ces statistiques. Bien
que certaines opérations dans R puissent être un peu différentes de ce qui se passe dans d’autres
langages de programmation, R offre dans l’ensemble une interface relativement simple à utiliser
pour nombre de concepts et de fonctions complexes d’apprentissage automatique.

En tant que langage de programmation open source, R offre un grand nombre de modèles d’apprentissage automatique et d’algorithmes statistiques de pointe. Cela peut être une épée à double
tranchant en termes de fichiers d’aide ou de manuels, mais ce livre a aussi pour but d’aider à simplifier certains des exemples les plus impénétrables rencontrés lors de la recherche d’une aide.

Dans le Chapitre 2, nous allons explorer certains des modèles d’apprentissage automatique les
plus populaires et nous verrons comment les utiliser dans R. Chaque modèle est présenté d’une
manière introductive avec quelques exemples à l’appui. Nous développerons ces notions dans
des chapitres plus approfondis consacrés à chaque sujet.
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