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Prefacio


			En solo cinco días después de su lanzamiento, ChatGPT alcanzó la impresionante cifra de un millón de usuarios, lo que provocó un terremoto en la industria tecnológica y más allá. Como efecto secundario, la API de OpenAI para la generación de texto impulsada por IA saltó de pronto a la palestra, pese a que llevaba tres años disponible. La interfaz de ChatGPT mostraba el potencial de los modelos de lenguaje y, de repente, desarrolladores e inventores empezaron a darse cuenta de las posibilidades increíbles que tenían alcance de la mano.

			El campo del procesamiento del lenguaje natural ha hecho grandes progresos con los años, pero, hasta hace poco, el uso de la tecnología estaba reservado a una pequeña élite. La API de OpenAI y sus bibliotecas adjuntas proporcionan una solución lista para usar para cualquiera que quiera crear aplicaciones con IA. No hace falta tener un hardware potente o un conocimiento profundo de la inteligencia artificial; con unas pocas líneas de código, los desarrolladores pueden integrar características increíbles en sus proyectos a un precio razonable. Combinamos nuestro conocimiento y experiencia, Olivier como científico de datos y Marie-Alice como ingeniera de software, para ofrecerle un amplio entendimiento de cómo desarrollar aplicaciones con GPT-4 y ChatGPT. En estas páginas, encontrará explicaciones claras y detalladas de conceptos de IA, además de directrices fáciles de seguir acerca de cómo integrar los servicios de OpenAI de manera efectiva, segura y económica.

			Este libro está diseñado para que sea accesible para todos, pero es mejor tener algunos conocimientos básicos sobre Python. Mediante explicaciones claras, proyectos de ejemplo e instrucciones paso a paso, le invitamos a descubrir con nosotros cómo GPT-4 y ChatGPT pueden transformar el modo en que interactuamos con las máquinas.

			Convenios utilizados en el libro

			En este libro se utilizan las siguientes convenciones tipográficas:

			Cursiva: Es un tipo que se usa para diferenciar términos anglosajones o de uso poco común. También se usa para destacar algún concepto.

			Negrita: Le ayudará a localizar rápidamente elementos como las combinaciones de teclas.

			Fuente especial: Nombres de botones y opciones de programas. Por ejemplo, Aceptar para hacer referencia a un botón con ese título.

			Monoespacial: Utilizado para el código y dentro de los párrafos para hacer referencia a elementos como nombres de variables o funciones, bases de datos, tipos de datos, variables de entorno, declaraciones y palabras clave.

			
				
					
				
				
					
							
							También encontrará a lo largo del libro recuadros con elementos destacados sobre el texto normal, comunicándole de manera breve y rápida algún concepto relacionado con lo que está leyendo, un truco o advirtiéndole de algo.

						
					

				
			

			Usar ejemplos de código

			Los ejemplos de código se pueden encontrar en la página web de Anaya Multimedia en http://www.anayamultimedia.es. Vaya al botón Selecciona Complemento de la ficha del libro, donde podrá descargar el contenido para utilizarlo directamente. Se puede descargar este mismo material de la página web del libro original en https://oreil.ly/DevAppsGPT_GitHub.

		

	
		
			
			Sobre la imagen de cubierta

			El animal de la cubierta es una estrella quebradiza espinosa del Occidente (Ophiothrix spiculata).

			Las estrellas quebradizas espinosas parecen estrellas de mar, pero son una especie diferente. Pueden encontrarse a lo largo de las costas del este en América Central y del Sur y en el Caribe. En lo que respecta a su dieta, las estrellas quebradizas espinosas se alimentan por filtración. Por lo general, se entierran en el fondo del océano (a diferentes profundidades), y sacan uno o dos brazos para atrapar la cena. Sus movimientos por el fondo oceánico contribuyen al ecosistema al redistribuir la arena en patrones diferentes.

			Son capaces de desprenderse de sus brazos para defenderse frente a los depredadores, dejando a sus atacantes con uno o dos brazos serpenteantes mientras la propia estrella quebradiza espinosa escapa relativamente ilesa. Siempre y cuando el cuerpo central se mantenga intacto, los brazos se regeneran de forma gradual hasta llegar a su longitud máxima (hasta unos 60 centímetros).

			Muchos de los animales en la cubierta de O’Reilly están en peligro de extinción; todos son importantes para el mundo.

			La ilustración de cubierta es de Karen Montgomery y está basada en un antiguo grabado lineal en una placa suelta de origen desconocido.
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Conceptos básicos de GPT-4 y ChatGPT


			Imagine un mundo donde puede comunicarse con los ordenadores tan rápido como con sus amigos. ¿Qué aspecto tendría? ¿Qué aplicaciones podría crear? Este es el mundo que OpenAI está ayudando a construir con sus modelos GPT, dando capacidades conversacionales similares a las de los humanos a nuestros dispositivos. Como avances más recientes de la IA, GPT-4 y otros modelos GPT son modelos grandes de lenguaje (large language models, LLM) entrenados en cantidades enormes de datos, lo que les permite reconocer y generar texto similar al de los humanos con una precisión muy alta.

			Las implicaciones de estos modelos de IA van más allá de los simples asistentes de voz. Gracias a los modelos de OpenAI, ahora los desarrolladores pueden aprovechar el poder del procesamiento del lenguaje natural (PLN) para crear aplicaciones que entiendan nuestras necesidades de formas que en el pasado eran ciencia ficción. Desde innovadores sistemas de atención al cliente que aprenden y se adaptan hasta herramientas educativas personalizadas que entienden el estilo de aprendizaje único de cada estudiante, GPT-4 y ChatGPT abren todo un mundo nuevo de posibilidades.

			Pero ¿qué son GPT-4 y ChatGPT? El objetivo de este capítulo es sumergirse en los cimientos, orígenes y características clave de estos modelos de IA. Al entender los conceptos básicos de estos modelos, podrá trabajar en la creación de la siguiente generación de aplicaciones que funcionen con IA.

			Introducción a los modelos grandes de lenguaje

			Esta sección expone los bloques de construcción fundamentales que han dado forma al desarrollo de GPT-4 y ChatGPT. Nuestro objetivo es proporcionar un entendimiento exhaustivo de los modelos de lenguaje y el PLN, el papel de las arquitecturas de transformadores y los procesos de tokenización y predicción dentro de los modelos GPT.

			Explorar las bases de los modelos de lenguaje y el PLN

			Como LLM, GPT-4 y ChatGPT son el último tipo de modelo obtenido en el campo del PLN, que es en sí mismo un subcampo del machine learning (ML) y la IA. Antes de profundizar en GPT-4 y ChatGPT, es esencial echar un vistazo al PLN y sus campos relacionados.

			Hay diferentes definiciones de IA, pero una de ellas, más o menos el consenso, dice que la IA es el desarrollo de sistemas informáticos que pueden realizar tareas que suelen requerir inteligencia humana. Con esta definición, muchos algoritmos quedan dentro del concepto general de IA. Piense, por ejemplo, en la tarea de predicción del tráfico en aplicaciones de GPS o sistemas basados en reglas utilizados en videojuegos de estrategia. En estos ejemplos, vistos desde fuera, la máquina parece requerir inteligencia para completar estas tareas.

			El ML es un subconjunto de la IA. En el ML, no intentamos implementar de forma directa las reglas de decisión utilizadas por el sistema de IA, sino que intentamos desarrollar algoritmos que permitan al sistema aprender por sí mismo a partir de ejemplos. Desde los años cincuenta, cuando comenzó la investigación del ML, se han propuesto muchos algoritmos de ML en la literatura científica.

			Entre ellos, han pasado al primer plano los algoritmos de deep learning. El deep learning es una rama del ML que se centra en algoritmos inspirados en la estructura del cerebro. Esos algoritmos se denominan redes neuronales artificiales. Pueden manejar cantidades de datos muy grandes y desempeñar muy bien tareas como el reconocimiento de imágenes y de discurso y el PLN.

			GPT-4 y ChatGPT se basan en un tipo particular de algoritmo de aprendizaje denominado transformador. Los transformadores son como máquinas de lectura. Prestan atención a diferentes partes de una frase o bloque de texto para entender su contexto y producir una respuesta coherente. También pueden entender el orden de las palabras en una oración y su contexto. Esto hace que sean muy efectivos en tareas como la traducción de idiomas, la respuesta a preguntas y la generación de texto. La figura 1.1 ilustra las relaciones entre estos términos.
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			Figura 1.1. Un conjunto anidado de tecnologías desde la IA a los transformadores.

			El PLN es un subcampo de la IA centrado en permitir a los ordenadores procesar, interpretar y generar lenguaje humano natural. Las soluciones de PLN modernas se basan en algoritmos de ML. El objetivo del PLN es permitir a los ordenadores procesar texto en lenguaje natural. Este objetivo abarca una amplia variedad de tareas:

			Clasificación de textos: Categorización del texto de entrada en grupos predefinidos. Esto incluye, por ejemplo, el análisis de sentimiento y la categorización de temas. Las empresas pueden usar el análisis de sentimiento para entender las opiniones de sus clientes acerca de sus servicios. La filtración de correos electrónicos es un ejemplo de categorización de temas, en la que un correo puede ponerse en categorías como “Personal”, “Social”, “Promoción” y “No deseado”.

			Traducción automática: Traducción automática de texto de un lenguaje a otro. Tenga en cuenta que esto puede incluir áreas como traducir código de un lenguaje de programación a otro, como Python a C++.

			Responder a preguntas: Respuestas a preguntas basadas en un texto dado. Por ejemplo, un portal de atención al cliente en línea podría utilizar un modelo de PLN para responder preguntas frecuentes sobre un producto o un software educativo podría utilizar el PLN para ofrecer a estudiantes respuestas a preguntas sobre el tema que están estudiando.

			Generación de texto: Generación de un texto de salida coherente y relevante basado en un texto de entrada dado, denominado prompt.

			Como hemos mencionado antes, los LLM son modelos de ML que intentar resolver tareas de generación de texto, entre otras. Los LLM permiten a los ordenadores procesar, interpretar y generar lenguaje humano, permitiendo una comunicación más efectiva entre humanos y máquinas. Para poder hacerlo, los LLM analizan o entrenan enormes cantidades de datos de texto y, de ese modo, aprenden patrones y relaciones entre palabras en oraciones. Puede utilizarse una amplia variedad de fuente de datos para llevar a cabo este proceso de aprendizaje. Estos datos pueden incluir texto de Wikipedia, Reddit, el archivo de miles de libros o incluso el propio archivo de Internet. Si se proporciona un texto de entrada, este proceso de aprendizaje permite a los LLM realizar predicciones acerca de cuáles son las siguientes palabras más probables y, de este modo, pueden generar respuestas significativas al texto de entrada. Los modelos de lenguaje modernos, publicados en los últimos meses, son tan grandes y se han entrenado en tantos textos que ahora pueden desempeñar directamente la mayoría de las tareas de PLN, como la clasificación de textos, la traducción automática, la respuesta a preguntas y mucho más. Los modelos GPT-4 y ChatGPT son LLM modernos que sobresalen en las tareas de generación de texto.

			El desarrollo de los LLM se remonta a varios años atrás. Empezó con modelos de lenguaje simples como los n-gramas, que intentaban predecir la siguiente palabra de una oración basándose en las palabras anteriores. Para hacerlo, los modelos de n-gramas utilizan la frecuencia. La palabra predicha es la palabra más frecuente que sigue a las palabras anteriores en el texto en el que se entrenó el modelo de n-gramas. Aunque este enfoque fue un buen punto de partida, la necesidad de los modelos de n-gramas de mejorar su comprensión del contexto y la gramática tuvo como resultado una generación de texto inconsistente.

			Para mejorar el rendimiento de los modelos de n-gramas, se introdujeron algoritmos de aprendizaje más avanzados, incluyendo las redes neuronales recurrentes (RNR) y las redes de memoria a corto plazo duradera (long short-term memory, LSTM). Estos modelos podían aprender secuencias más largas y analizar el contexto mejor que los n-gramas, pero seguían necesitando ayuda para procesar cantidades grandes de datos de manera eficiente. Estos tipos de modelos recurrentes fueron los más eficientes durante mucho tiempo y, por tanto, los más utilizados en herramientas como la traducción automática.

			Entender la arquitectura Transformer y su papel en los LLM

			La arquitectura Transformer revolucionó PLN, sobre todo porque los transformadores abordaron de manera efectiva una de las limitaciones críticas de modelos de PLN anteriores, como las RNR: sus dificultades para manejar las secuencias de texto largas y para mantener el contexto en esas longitudes. Dicho de otro modo, mientras que las RNR tienden a olvidar el contexto en secuencias más largas (el infame “olvido catastrófico”), los transformadores llegaron con la capacidad para manejar y codificar este contexto de manera efectiva.

			El pilar central de esta revolución es el mecanismo de atención, una idea simple, pero potente. En vez de tratar todas las palabras de la secuencia de texto como si tuviesen la misma importancia, el modelo “presta atención” a los términos más relevantes para cada paso de su tarea. La atención cruzada y la autoatención son dos bloques arquitectónicos basados en este mecanismo de atención y se encuentran a menudo en los LLM. La arquitectura Transformer hace un uso extensivo de estos bloques de atención cruzada y autoatención.

			La atención cruzada ayuda al modelo a determinar la relevancia de las diferentes partes del texto de entrada para predecir con exactitud la siguiente palabra en el texto de salida. Es como un foco que ilumina las palabras o frases del texto de salida, resaltando la información relevante necesaria para realizar la predicción de la siguiente palabra mientras ignora los detalles menos importantes.

			Para ilustrar esto, vamos a tomar como ejemplo una tarea de traducción sencilla. Imagine que tenemos una oración de entrada en inglés, “Alice enjoyed the sunny weather in Brussels” (Alice disfrutó del tiempo soleado en Bruselas), que se traduciría al francés como “Alice a profité du temps ensoleillé à Bruxelles”. En este ejemplo, vamos a centrarnos en generar la palabra francesa ensoleillé, que significa sunny (soleado). Para esta predicción, la atención cruzada daría más peso a las palabras sunny y weather (tiempo), ya que ambas son relevantes para el significado de ensoleillé. Al centrarse en estas dos palabras, la atención cruzada ayuda al modelo a generar una traducción exacta para esta parte de la oración. La figura 1.2 ilustra este ejemplo.

			La autoatención se refiere a la capacidad de un modelo para centrarse en diferentes partes de su texto de entrada. En el contexto del PLN, el modelo puede evaluar la importancia de cada palabra en una oración con las otras palabras. Esto le permite entender mejor las relaciones entre las palabras y ayuda al modelo a construir conceptos nuevos a partir de múltiples palabras en el texto de entrada.
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			Figura 1.2. La atención cruzada usa el mecanismo de atención para centrarse en partes esenciales del texto de entrada (oración en inglés) para predecir la siguiente palabra en el texto de salida (oración en francés).

			Como ejemplo más específico, fíjese en lo siguiente: “Alice received praise from her colleagues” (Alice recibió halagos de sus compañeros). Suponga que el modelo está intentando entender el significado de la palara her (sus) en la oración. El mecanismo de autoatención asigna diferentes pesos a las palabras de la oración, destacando las palabras relevantes para her en este contexto. En este ejemplo, la autoatención pondría más pesos en las palabras Alice y colleagues (compañeros). La autoatención ayuda al modelo a construir nuevos conceptos a partir de estas palabras. En este ejemplo, uno de los conceptos que podría emerger sería “Alice’s colleagues” (los compañeros de Alice), como muestra la figura 1.3.
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			Figura 1.3. La autoatención permite el surgimiento del concepto “Alice’s colleagues”.

			A diferencia de la arquitectura recurrente, los transformadores también tienen la ventaja de poder paralelizarse con facilidad. Eso significa que la arquitectura Transformer puede procesar múltiples partes del texto de entrada de manera simultánea en vez de secuencial, lo que permite una computación y un entrenamiento más rápidos porque diferentes partes del modelo pueden trabajar en paralelo sin esperar a que se completen pasos anteriores, a diferencia de las arquitecturas recurrentes, que requieren un procesamiento secuencial.

			La capacidad de procesamiento en paralelo de los modelos transformadores encaja a la perfección con la arquitectura de las unidades de procesamiento gráfico (graphics processing unit, GPU), que están diseñadas para manejar múltiples computaciones de forma simultánea. Por tanto, las GPU son ideales para entrenar y ejecutar estos modelos transformadores debido a su elevado paralelismo y potencia de computación. Este avance permitió a los científicos de datos entrenar modelos en conjuntos de datos mucho más grandes, allanando el camino para desarrollar los LLM.

			La arquitectura Transformer, introducida en 2017 por Vaswani et al. de Google en el artículo “Attention Is All You Need” (https://oreil.ly/jVZW1), se desarrolló originalmente para tareas secuencia a secuencia como la traducción automática. Un transformador estándar consta de dos componentes principales: un codificador y un descodificador, los cuales dependen mucho de los mecanismos de atención. La tarea del codificador es procesar el texto de entrada, identificar características valiosas y generar una representación significativa de ese texto, denominada embedding. Después, el descodificador utiliza este embedding para producir una salida, como una traducción o un resumen. Esta salida interpreta de manera efectiva la información codificada.

			Los transformadores generativos preentrenados, conocidos comúnmente como GPT (generative pre-trained transformers), son una familia de modelos que se basan en la arquitectura Transformer y que utilizan de forma específica la parte del descodificador de la arquitectura original. En los GPT, el codificador no está presente, así que no hay necesidad de atención cruzada para integrar los embeddings producidos por un codificador. Como resultado, un GPT depende solo del mecanismo de autoatención dentro del descodificador para generar representaciones y predicciones que tengan en cuenta el contexto. Observe que otros modelos conocidos, como BERT (Bidirectional Encoder Representations from Transformers), se basan en la parte del codificador. En este libro no trataremos este tipo de modelo. La figura 1.4 ilustra la evolución de estos modelos diferentes.
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			Figura 1.4. La evolución de las técnicas del PLN desde los n-gramas al surgimiento de los LLM.

			Desmitificar los pasos de la tokenización y la predicción en los modelos GPT

			Los LLM de la familia de los GPT reciben un prompt como entrada y, en respuesta, generan un texto. Este proceso se conoce como completado de texto. Por ejemplo, el prompt podría ser: “The weather is nice today, so I decided to” (hoy hace buen día, así que he decidido) y la salida del modelo podría ser “go for a walk” (ir a dar un paseo). Puede que se pregunte cómo construye el modelo LLM este texto de salida a partir del prompt de entrada. Como verá, es sobre todo una cuestión de probabilidades.

			Cuando se envía un prompt a un LLM, primero descompone las entradas en partes más pequeñas llamadas tokens. Estos tokens representan palabras únicas, partes de palabras o espacios y puntuación. Por ejemplo, el prompt anterior podría descomponerse así: [“The”, “wea”, “ther”, “is”, “nice”, “today”, “,”, “so”, “I”, “de”, “ci”, “ded”, “to”]. Cada modelo de lenguaje viene con su propio tokenizador. El tokenizador de GPT-4 no está disponible en el momento de escribir esto, pero puede probar el tokenizador de GPT-3 (https://platform.openai.com/tokenizer).

			
				
					
				
				
					
							
							Una regla general para entender los tokens en lo que respecta a la longitud de las palabras es que 100 tokens equivalen aproximadamente a 75 palabras para un texto en inglés.

						
					

				
			

			Gracias al principio de atención y la arquitectura Transformer introducidos antes, el LLM procesa estos tokens y puede interpretar las relaciones entre ellos y el significado global del prompt. La arquitectura Transformer permite a un modelo identificar con eficiencia la información crítica y el contexto dentro del texto.

			Para crear una oración nueva, el LLM predice los tokens con más probabilidades de aparecer a continuación, basándose en el contexto del prompt. OpenAI produjo dos versiones de GPT-4, con ventanas contextuales de 8.192 tokens y 32.768 tokens. A diferencia de los modelos recurrentes anteriores, que tenían dificultades para manejar secuencias de entrada largas, la arquitectura Transformer con el mecanismo de atención permite al LLM moderno considerar el contexto en su conjunto. Basándose en este contexto, el modelo asigna una puntuación de probabilidad a cada token subsiguiente potencial. Entonces, el token con las probabilidades más altas se selecciona como el siguiente token de la secuencia. En nuestro ejemplo, después de “The weather is nice today, so I decided to”, el siguiente mejor token podría ser “go”.

			Después, este proceso se repite, pero ahora el contexto se convierte en “The weather is nice today, so I decided to go”, donde el token que se ha predicho antes, “go”, se añade al prompt original. El segundo token que el modelo podría predecir podría ser “for”. Este proceso se repite hasta que se ha formado una oración completa: “go for a walk”. Este proceso depende de la capacidad del LLM para aprender la siguiente palabra más probable a partir de datos de texto enormes. La figura 1.5 ilustra este proceso.
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			Figura 1.5. El proceso de compleción es iterativo, token a token.

			Una breve historia: de GPT-1 a GPT-4

			En esta sección, repasaremos la evolución de los modelos GPT OpenAI, desde GPT 1 a GPT-4.

			GPT-1

			A mediados de 2018, solo un año después de la invención de la arquitectura Transformer, OpenAI publicó un artículo titulado “Improving Language Understanding by Generative Pre-Training” (https://oreil.ly/Yakwa), de Radford et al., en el que la empresa introdujo el transformador generativo preentrenado, también conocido como GPT-1.

			Antes de GPT-1, el enfoque común para crear modelos neuronales para PLN de alto rendimiento dependía del aprendizaje supervisado. Estas técnicas de aprendizaje usan grandes cantidades de datos etiquetados a mano. Por ejemplo, en una tarea de análisis de sentimiento cuyo objetivo es clasificar si un texto dado tiene un sentimiento positivo o negativo, una estrategia común requeriría recopilar miles de ejemplos de texto etiquetados a mano para crear un modelo de clasificación efectivo. Sin embargo, la necesidad de grandes cantidades de datos supervisados y bien anotados ha limitado el rendimiento de estas técnicas, porque conjuntos de datos así son difíciles y caros de generar.

			En su artículo, los autores de GPT-1 proponían un proceso de aprendizaje nuevo en el que se introduce un paso de preentrenamiento no supervisado. En este paso de preentrenamiento, no se necesitan datos etiquetados, sino que el modelo se entrena para predecir cuál es el siguiente token. Gracias al uso de la arquitectura Transformer, que permite el procesamiento en paralelo, este preentrenamiento se llevaba a cabo con una cantidad grande de datos. Para el preentrenamiento, el modelo GPT-1 utilizó el conjunto de datos BookCorpus, que contiene el texto de aproximadamente 11.000 libros sin publicar. Este conjunto de datos se presentó inicialmente en 2015, en el artículo científico “Aligning Books and Movies: Towards Story-Like Visual Explanations by Watching Movies and Reading Books” (https://oreil.ly/3hWl1) de Zhu et al., y, en principio, estuvo disponible en una página web de la Universidad de Toronto. Sin embargo, hoy en día la versión oficial del conjunto de datos original ya no es accesible públicamente.

			Se descubrió que el modelo GPT-1 era efectivo para una variedad de tareas de compleción básicas. En la fase de aprendizaje no supervisado, el modelo aprendió a predecir el siguiente elemento en los textos del conjunto de datos BookCorpus. Sin embargo, puesto que GPT-1 es un modelo pequeño, era imposible desempeñar tareas complejas sin realizar ajustes. Por tanto, el ajuste se llevaba a cabo como un segundo paso de aprendizaje supervisado en un conjunto pequeño de datos etiquetados a mano para adaptar el modelo a una tarea con un objetivo específico. Por ejemplo, en una tarea de clasificación como el análisis de sentimiento, puede que sea necesario volver a entrenar el modelo en un conjunto pequeño de ejemplos de texto etiquetados a mano para conseguir una exactitud razonable. Este proceso permitía que los parámetros aprendidos en la fase de preentrenamiento inicial se modificasen para ajustarse mejor a la tarea dada.

			Pese a su tamaño relativamente pequeño, GPT-1 mostró un rendimiento notable en varias tareas de PLN usando solo una pequeña cantidad de datos etiquetados a mano para el perfeccionamiento. La arquitectura de GPT-1 constaba de un descodificador similar al transformador original, que se introdujo en 2017 y tenía 117 millones de parámetros. Este primer modelo GPT allanó el camino para modelos más potentes con conjuntos de datos más grandes y más parámetros para sacar más partido al potencial de la arquitectura Transformer.

			GPT-2

			A principios de 2019, OpenAI propuso GPT-2, una versión aumentada del GPT-1 que multiplicaba el número de parámetros y el tamaño del conjunto de datos de entrenamiento por diez. El número de parámetros de esta nueva versión era de 1.500 millones, entrenados en 40 GB de texto. En noviembre de 2019, OpenAI lanzó la versión completa del modelo de lenguaje GPT-2.

			
				
					
				
				
					
							
							GPT-2 está disponible para el público y puede descargarse en Hugging Face (https://huggingface.co/gpt2) o GitHub (https://github.com/openai/gpt-2).

						
					

				
			

			GPT-2 demostró que entrenar un modelo de lenguaje más grande en un conjunto de datos más grande mejora la capacidad de un modelo de lenguaje para procesar tareas y supera en rendimiento a lo más moderno en muchos trabajos. También demostró que incluso modelos de lenguaje más grandes pueden procesar mejor el lenguaje natural.

			GPT-3

			OpenAI lanzó la versión 3 de GPT en junio de 2020. Las principales diferencias entre GPT-2 y GPT-3 son el tamaño del modelo y la cantidad de datos utilizados para el entrenamiento. GPT-3 es un modelo mucho más grande que GPT-2, con 175.000 millones de parámetros, lo que le permite capturar patrones más complejos. Además, GPT-3 se entrenó en un conjunto de datos más amplio. Esto incluye Common Crawl (https://commoncrawl.org), un archivo web muy grande que contiene texto de miles de millones de páginas web y otras fuentes, como Wikipedia. Este conjunto de datos de entrenamiento, que incluye contenido de sitios web, libros y artículos, permite a GPT-3 desarrollar un entendimiento más profundo de lenguaje y el contexto. Como resultado, GPT-3 muestra un rendimiento mejorado en distintas tareas lingüísticas. También muestra mayor coherencia y creatividad en sus textos generados. Incluso es capaz de escribir fragmentos de código, como consultas SQL, y realizar otras tareas inteligentes. Además, GPT-3 elimina la necesidad del paso de los ajustes, que era obligatoria para sus predecesores.

			Sin embargo, con GPT-3 hay un problema de desalineación entre las tareas que dan los usuarios finales y lo que el modelo ha visto durante el entrenamiento. Como hemos visto, los modelos de lenguaje se entrenan para predecir el siguiente token basándose en el contexto de entrada. Este proceso de entrenamiento no está necesariamente alineado de forma directa con las tareas que los usuarios finales quieren que realice el modelo. Además, aumentar el tamaño de los modelos de lenguaje no los hace mejores de manera inherente a la hora de seguir instrucciones o intenciones de usuarios. Asimismo, modelos como GPT-3 se han entrenado en datos de diferentes fuentes en Internet.

			Aunque se ha realizado una limpieza en la selección de las fuentes, los datos de aprendizaje pueden contener texto falso o problemático, incluyendo texto racista, texto sexista, información errónea o desinformación. Como resultado, el modelo puede decir a veces cosas equivocadas o incluso exóticas. En 2021 se publicó un nuevo lanzamiento del modelo GPT-3, llamado serie Instruct. A diferencia del modelo de base GPT-3 original, los modelos Instruct se optimizan mediante aprendizaje por refuerzo a partir de la retroalimentación humana, lo que significa que utilizan la retroalimentación para aprender y mejorar con el tiempo. Esto permite que los modelos aprendan a partir de instrucciones humanas al tiempo que se vuelven más veraces y menos tóxicos.

			Para ilustrar la diferencia, introducimos el prompt “Explain what is meant by time complexity” (Explica qué se entiende por complejidad temporal) y recibimos lo siguiente:

			Con el GPT-3 estándar, obtenemos la salida: “Explain what is meant by space complexity. Explain what is meant by the big-O notation” (Explica qué se entiende por complejidad espacial. Explica qué se entiende por notación Big O).

			Con el modelo instructGPT-3, obtenemos: “Time complexity is a way of measuring the amount of time it takes for an algorithm to run and complete its task. It is usually expressed using Big O notation, which measures the complexity of an algorithm in terms of the number of operations it performs. The time complexity of an algorithm is important because it determines how efficient the algorithm is and how well it scales with larger inputs” (La complejidad temporal es una manera de medir la cantidad de tiempo que tarda un algoritmo en ejecutar y completar su tarea. Suele expresarse usando la notación Big O, que mide la complejidad de un algoritmo según el número de operaciones que realiza. La complejidad temporal de un algoritmo es importante porque determina lo eficiente que es un algoritmo y lo bien que se adapta a entradas más grandes).

			Podemos ver que, para la misma entrada, el primer modelo no puede responder la pregunta (la respuesta es incluso extraña), mientras que el segundo modelo sí responde la pregunta. Por supuesto, es posible obtener la respuesta deseada con un modelo GPT-3 estándar. Sin embargo, a diferencia de los modelos Instruction, es necesario aplicar un diseño de prompt específico y técnicas de optimización para obtener la salida deseada del modelo GPT-3. Esta técnica se denomina ingeniería de prompts y la veremos con más detalle en siguientes capítulos.

			De GPT-3 a InstructGPT

			OpenAI explica cómo se construyó la serie Instruct en el artículo científico “Training Language Models to Follow Instructions with Human Feedback” (https://oreil.ly/sz90A) de Ouyang et al. La receta del entrenamiento tenía dos fases principales para pasar de un modelo GPT-3 a un modelo GPT-3 instruido: ajuste supervisado (supervised fine-tuning, SFT) y aprendizaje por refuerzo a partir de la retroalimentación humana (reinforcement learning from human feedback, RLHF). En cada fase, se ajustan los resultados de la fase anterior. Es decir, la fase de SFT recibe el modelo GPT-3 y devuelve un modelo nuevo, que se envía a la fase RLHF para obtener la versión Instruct.

			La figura 1.6, del artículo científico de OpenAI, detalla el proceso completo. Vamos a ir viendo estas fases una por una.

			En la fase SFT, el modelo GPT-3 original se ajusta con aprendizaje supervisado directo (paso 1 de la figura 1.6). OpenAI tiene una colección de prompts creados por usuarios finales. El proceso empieza con la selección aleatoria de un prompt del conjunto de prompts disponibles. Entonces, se pide a un humano (denominado etiquetador) que escriba un ejemplo de una respuesta ideal a este prompt. Este proceso se repite miles de veces para obtener un conjunto de entrenamiento supervisado compuesto de prompts y las correspondientes respuestas ideales.

			[image: ]

			Figura 1.6. Los pasos para obtener los modelos instruidos (redibujados a partir de una imagen de Ouyang et al.).

			Después, este conjunto de datos se usa para ajustar el modelo GPT-3 para dar respuestas más consistentes a las solicitudes de los usuarios. El modelo resultante se llama modelo SFT.

			La fase RLHF se divide en dos subpasos. Primero, se construye un modelo de recompensa (reward model, RM) (paso 2 de la figura 1.6) y, después, el RM se usa para el aprendizaje por refuerzo (paso 3 de la figura 1.6).

			El objetivo del RM es dar de forma automática una puntuación a una respuesta a un prompt. Cuando la respuesta se corresponde con lo que se indica en el prompt, la puntuación del RM debería ser alta; cuando no se corresponde, debería ser baja. Para construir el RM, OpenAI empieza por seleccionar de modo aleatorio una pregunta y utilizar el modelo SFT para producir varias respuestas posibles. Como veremos más adelante, es posible producir muchas respuestas con el mismo prompt de entrada a través de un parámetro denominado temperatura. Entonces, se pide a un etiquetador humano que evalúe las respuestas en función de criterios como la adecuación al prompt y la toxicidad. Después de realizar este procedimiento muchas veces, se utiliza un conjunto de datos para ajustar el modelo SFT para la puntuación. Este RM se utilizará para construir el modelo InstructGPT final.

			El último paso en el entrenamiento de modelos InstructGPT implica un aprendizaje por refuerzo, que es un proceso iterativo. Empieza con un modelo generativo inicial, como el modelo SFT. Después, se selecciona un prompt aleatorio y el modelo predice una salida, que el RM evalúa. Basándose en la recompensa recibida, el modelo generativo se actualiza en consecuencia. Este proceso puede repetirse incontables veces sin intervención humana, ofreciendo un enfoque más eficiente y automatizado para adaptar el modelo para obtener un rendimiento mejor.

			Los modelos InstructGPT son mejores a la hora de producir compleciones exactas para lo que la gente ofrece como entrada en el prompt. OpenAI recomienda utilizar la serie InstructGPT, en vez de la serie original.

			GPT-3.5, Codex y ChatGPT

			En marzo de 2022, OpenAI publicó nuevas versiones de GPT-3. Estos modelos nuevos pueden editar texto o insertar contenido en texto. Se entrenaron en datos a lo largo de junio de 2021 y se describen como más potentes que las versiones anteriores. A finales de noviembre de 2022, OpenAI empezó a referirse a estos modelos como perteneciente a la serie GPT-3.5.

			OpenAI también propuso el modelo Codex, un modelo GPT-3 ajustado en miles de millones de líneas de código y que impulsa la herramienta de autocompleción de programación GitHub Copilot (https://github.com/features/copilot) para ayudar a los desarrolladores de muchos editores de texto, incluidos Visual Studio Code, JetBrains e incluso Neovim. Sin embargo, OpenAI discontinuó el modelo Codex en marzo de 2023. En su lugar, OpenAI recomienda a los usuarios que pasen de Codex a GPT-3.5 Turbo o GPT-4. Al mismo tiempo, GitHub lanzó Copilot X, que se basa en GPT-4 y ofrece una funcionalidad mucho mayor que la versión anterior.

			
				
					
				
				
					
							
							La discontinuación del modelo Codex por parte de OpenAI sirve como crudo recordatorio del riesgo inherente de trabajar con API: están sujetas a cambios o discontinuaciones con el tiempo a medida que se desarrollan e implementan modelos más nuevos y eficientes.

						
					

				
			

			En noviembre de 2022, OpenAI introdujo ChatGPT (https://chat.openai.com) como modelo conversacional experimental. Este modelo se ha ajustado para destacar en el diálogo interactivo, usando una técnica similar a la que se muestra en la figura 1.6. ChatGPT tiene sus raíces en la serie GPT-3.5, que sirvió como base para su desarrollo.

			
				
					
				
				
					
							
							Podría aducirse que ChatGPT es una aplicación impulsada por un LLM, no un verdadero LLM. El LLM detrás de ChatGPT es GPT-3.5 Turbo. Sin embargo, la propia OpenAI se refiere a ChatGPT como un modelo en su nota de lanzamiento (https://openai.com/blog/chatgpt). En este libro, usamos ChatGPT como término genérico tanto para la aplicación como para el modelo, salvo que estemos manipulando código, en cuyo caso utilizamos gpt-3.5-turbo.
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