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Motivación

			Hace más de veinte años que el término big data comenzó a popularizarse, pero muchos aún tienen dificultades para entender lo que realmente significa. Hay varias razones para ello, entre ellas la falta de consenso sobre qué es el big data y las muchas «caras» y aspectos a los que se refiere el término big data; por ejemplo, podríamos hablar de adquisición de datos, seguridad, infraestructura de almacenamiento y computación, análisis o minería. Este libro se centra en el análisis de datos con el objetivo de utilizar técnicas de machine learning y ciencia de datos a gran escala.

			Las técnicas de ciencia de datos y machine learning han demostrado ser fundamentales para obtener conocimientos relevantes y de valor de los datos. Aunque la mayoría de los científicos de datos trabajan bajo la premisa de que «cuantos más datos, mejor» —lo cual puede no ser necesariamente cierto— pronto se encuentran con problemas para trabajar con grandes conjuntos de datos debido a su tamaño, la necesidad de procesarlos rápidamente o su diversidad en formato y forma, entre otros. Por suerte, han surgido recientemente muchas plataformas como Hadoop, Spark, Flink o Dask que nos permiten desplegar técnicas de ciencia de datos en el contexto del big data distribuyendo su procesamiento en varios ordenadores.

			Aunque hay muchos libros y recursos en Internet sobre estas plataformas, uno de los principales desafíos a los que se enfrenta cualquiera que quiera ponerse al día sobre big data y machine learning es encontrar un único libro que no solo te diga cómo usar una plataforma en particular, sino que también proporcione los fundamentos y principios subyacentes para diseñar soluciones de machine learning para problemas de big data. Para diseñar soluciones de machine learning para big data, es necesario entender algunos de los elementos más importantes de la tecnología subyacente. Sin embargo, la tecnología evoluciona muy rápidamente y hay algunos detalles que un científico de datos necesitará saber, pero puede que no necesite conocer todos los detalles de la plataforma subyacente. En la actualidad, para entender cómo se diseñan algoritmos de machine learning en big data tenemos que acudir a publicaciones científicas, y para saber manejar la tecnología, recurrimos a libros técnicos y documentación on-line. El propósito de este libro es proporcionar una fuente de información autocontenida, pero concisa, que permita sacar partido del big data con machine learning siguiendo un enfoque práctico.

			
Enfoque

			En todo caso, en lugar de intentar cubrir todos los aspectos técnicos de las plataformas actuales de big data, que pueden cambiar rápidamente y no siempre son relevantes para los científicos de datos (como los detalles de implementación de un sistema de archivos distribuido), este libro se centra en introducir los principios y conceptos clave para diseñar soluciones de machine learning con big data, diferenciándose así de otros recursos disponibles. Dicho esto, sí enseñamos las características de alto nivel de estas plataformas, para aprender a identificar por qué pueden ser útiles en el diseño de soluciones de big data para machine learning y cuál es su rendimiento esperado.

			Como se trata de un manual imprescindible, abordamos la experiencia de aprendizaje con una variedad de estrategias de enseñanza para lograr diferentes resultados de aprendizaje: conocimiento y comprensión (CC), habilidades intelectuales (HI) y competencias profesionales/prácticas (CPP), que se resumen al comienzo de cada capítulo. Para combinar adecuadamente la teoría y la práctica, los conceptos se presentan siguiendo un enfoque práctico, utilizando explicaciones, código y ejemplos reales. A lo largo de todos los capítulos, se plantean varios retos y preguntas al lector para fomentar la reflexión sobre lo aprendido. Al final de cada capítulo, presentamos nuestras soluciones a estos retos para asegurar la comprensión de los conceptos. Además, ofrecemos numerosos ejercicios y prácticas de laboratorio para evaluar el conocimiento, la comprensión y la capacidad para aplicar lo aprendido. Las soluciones a estos ejercicios y tareas se proporcionan exclusivamente a los instructores o profesores.

			Al final de cada capítulo, realizamos un resumen con la información clave y una sección adicional para aquellos lectores que quieran aprender más, que incluyen numerosos enlaces y referencias.

			
Audiencia

			Este libro de texto está dirigido principalmente a estudiantes de grado y máster que cursan asignaturas sobre machine learning para big data, y que ya cuentan con conocimientos previos en programación y en machine learning o ciencia de datos. El contenido se basa en los cursos de big data y machine learning que los autores imparten en sus respectivas universidades. También esperamos que este libro sea útil para investigadores e ingenieros que aplican la ciencia de datos a diversos problemas y enfrentan la necesidad de manejar big data.

			Las habilidades adquiridas al estudiar este libro permitirán diseñar soluciones innovadoras para problemas de big data del mundo real, altamente demandadas en la investigación y la industria.

			
Estructura

			El libro se divide en tres partes principales. La parte I cubre los conceptos básicos para entender qué es big data, sus principios clave y los modelos de programación para manejarlo. La parte II profundiza en la parte tecnológica del big data y presenta algunas de las plataformas de big data más consolidadas, como Hadoop y Spark. Esta parte incluye detalles técnicos y enseña a programar de manera eficiente utilizando estructuras de datos distribuidas. Finalmente, la parte III se enfoca en la aplicación del machine learning y la ciencia de datos en presencia de grandes volúmenes de datos, mediante la exploración del uso de bibliotecas existentes y el aprendizaje del diseño de soluciones eficientes y efectivas para adaptar técnicas de ciencia de datos (incluidos preprocesamiento, aprendizaje y despliegue de modelos) a este escenario. El libro contiene numerosos ejemplos y cada capítulo presenta varios retos para los lectores, además de una serie de ejercicios. El material complementario incluye prácticas de laboratorio y proyectos de implementación más grandes con varios niveles, así como un práctico tutorial para iniciarse en Python y Spark.

			
¿Cómo debe leerse?

			La parte I introduce algunos conceptos básicos esenciales para comprender el resto del libro. Se recomienda encarecidamente a los lectores realizar los ejercicios sobre MapReduce, utilizando papel y lápiz, para afianzar los conocimientos de esta parte. Dicho esto, estos conceptos se reforzarán en las partes II y III.

			En la parte II, después de leer el capítulo sobre Hadoop, nos adentramos en la sección práctica dedicada Spark. Es vital que los lectores escriban código a medida que avanzan. Los retos, ejercicios y prácticas de laboratorio son fundamentales para aprender a trabajar con conjuntos de datos distribuidos. Para muchos lectores, el estilo de Spark SQL puede resultar poco natural, y será necesario tiempo y esfuerzo para asimilar esta parte del material.

			La parte III se construye sobre las partes anteriores, permitiendo a los lectores seguir practicando con la API de Spark para encontrar las operaciones adecuadas para diseñar soluciones de big data para machine learning. Para completar con éxito esta última parte del libro, recomendamos a los lectores realizar sus propios experimentos, aplicar lo aprendido en distintos conjuntos de datos y abordar los ejercicios y retos sin mirar las soluciones.

			Algunos aspectos prácticos que se deben tener en cuenta al leer este libro son los siguientes:

			•El código y los resultados se presentan en tres tipos diferentes de recuadros o cajas, cada una con un significado distinto.

			•El siguiente es un recuadro de código, seguido de otro que muestra su salida:

			# Este es un bloque de código - la salida aparece después

			2+2

			4

			•La salida estándar y de errores se muestran en un formato diferente. El siguiente bloque de código imprime una frase:

			print("Esto se imprimirá en un tipo diferente de caja")

			Esto se imprimirá en un tipo diferente de caja

			•Mostraremos errores de manera deliberada al ejecutar algunos fragmentos de código. Estos errores se limitarán a 3-4 líneas, para que los lectores puedan replicarlos al practicar.

			•A veces, acotamos una salida dentro del propio código (es decir, limitamos la salida [:5]). No olvides eliminar esa parte si deseas ver la salida completa.

			•A lo largo del libro encontrarás varias notas, trucos y advertencias que se verán de la siguiente manera:

			Nota 

			Estas notas proporcionan información adicional que, aunque no son esenciales para comprender el capítulo, pueden aclarar algunos aspectos o profundizar en ciertos temas.

			•Recomendamos resolver los retos en el momento en el que te los encuentres. No los dejes para más tarde, ya que las secciones siguientes podrían darte demasiadas pistas.

			•Al comienzo de cada capítulo encontrarás los resultados clave de aprendizaje, que hemos categorizado como CC, HI y CPP. Sugerimos a los lectores volver a estos al final del capítulo y asegurarse de que los han aprendido.

			
Enseñanza con este libro

			Este libro ha sido diseñado para impartir un curso completo sobre machine learning para big data, y recomendamos a los profesores seguir el mismo orden si el objetivo de su curso es similar. Sin embargo, dependiendo de los estudiantes y el tiempo disponible, las partes I y II de este libro podrían utilizarse para impartir un curso introductorio sobre tecnologías de big data y computación distribuida, sin entrar en machine learning. Si los estudiantes están familiarizados con Spark, se podría usar la parte II como repaso y saltar directamente a la parte III.

			El material suplementario proporciona prácticas de laboratorio que los instructores pueden utilizar para evaluar el conocimiento de sus estudiantes. Las prácticas de laboratorio se han diseñado con varios niveles y permiten al instructor avanzar según el tiempo disponible. Además, los recursos en línea para profesores incluyen los Jupyter Notebooks utilizados para escribir este libro, presentaciones en PowerPoint, una gran colección de ejercicios, exámenes y soluciones basadas en el material del libro. Nosotros impartimos el contenido de este libro combinando diapositivas con la implementación interactiva de los conceptos en Python. Para esta parte práctica, usamos Google Colab, lo que permite a nuestros estudiantes acceder en tiempo real (solo lectura) al código que estamos escribiendo. Esto nos ha resultado muy útil para mejorar la interacción con ellos.

			
¿Por qué Python y Apache Spark?

			En este libro, hemos adoptado Python como lenguaje de programación y Apache Spark como plataforma de big data. Sin embargo, los conceptos introducidos aquí son agnósticos tanto en el lenguaje de programación como en las plataformas subyacentes de big data y sus desarrollos futuros.

			Hay varias razones por las que hemos optado por Python. Hoy día es el lenguaje de programación más popular entre los científicos de datos debido a su amplia comunidad y sus bibliotecas para machine learning como scikit-learn, TensorFlow o PyTorch. Python también es un lenguaje de programación limpio y expresivo, con una sintaxis simple, lo que generalmente significa que la curva de aprendizaje es relativamente baja. Además, Python es multiplataforma (es decir, el mismo código funciona en Windows, MacOS o Linux) y permite múltiples paradigmas de programación (por ejemplo, programación funcional u orientada a objetos). Por último, pero no menos importante, Python es un lenguaje interpretado y ofrece diferentes herramientas, como Jupyter Notebooks, que permiten explorar el lenguaje y los conceptos presentados de manera interactiva, lo cual lo convierte en un recurso didáctico excelente. De hecho, este libro ha sido escrito completamente en Jupyter Notebooks.

			De las plataformas de big data existentes, hemos elegido Spark sobre otras plataformas emergentes y prometedoras como Apache Flink o Dask. Nuestra principal motivación para esto es que Spark está bien consolidada, cuenta con una comunidad muy activa y, además, tiene el apoyo de la empresa Databricks. Gracias a eso, Spark se puede desplegar fácilmente en plataformas en la nube como Azure o AWS, y probablemente sea la plataforma más ampliamente adoptada en la industria. Vale la pena señalar que la API de Spark está disponible para su uso con varios lenguajes de programación como Scala, Java, R o Python.

			Esto no significa que sea una elección perfecta, pues puede haber varios contraargumentos. Por ejemplo, Spark está implementado nativamente en Scala, y aunque la API de Python está mejorando rápidamente y proporciona casi las mismas características y funcionalidades, puede que no siempre sea la opción más adecuada. Sin embargo, como se mencionó antes, las elecciones de lenguaje de programación y marco de big data no cambian los principios que queremos transmitir en este libro.

			Nota 

			En este libro, hemos utilizado Python >= 3.8 y Spark 3.3.0. Encontrarás varios enlaces a diferentes operaciones de Spark, que hacen referencia a esa versión específica para evitar problemas con futuras ediciones de Spark.

			
¿De qué no trata este libro?

			Las palabras clave de este libro son ampliamente utilizadas y el lector podría tener algunas expectativas sobre su contenido. Por esta razón, a continuación proporcionamos una lista no exhaustiva —y sin ningún orden en particular— de lo que no trata este libro:

			•Aunque utilizamos Python como lenguaje de programación principal y los lectores podrían aprender algunos trucos en este libro, no enseñamos explícitamente ninguna característica de Python.

			•Exploramos la API de Python de Spark y discutimos la eficiencia de muchas de sus operaciones, pero este libro no debe considerarse un manual de referencia para ello.

			•Nuestro objetivo es distribuir la computación de algoritmos de machine learning y ciencia de datos, lo que implicará bastantes detalles de algunos algoritmos seleccionados, pero no explicamos machine learning como tal.

			•Este libro no aborda directamente la paralelización del entrenamiento de modelos de deep learning con big data, que generalmente se acelera usando GPUs. Aunque ciertamente es posible combinar big data y paralelización con GPU (por ejemplo, usando Spark y TensorFlow), no explicamos cómo entrenar modelos de deep learning en big data. Sin embargo, sí que mostramos cómo desplegar un modelo de deep learning para clasificar millones de ejemplos en Spark (ver capítulo 9).

			•Como se mencionó antes, nos enfocamos solo en el lado analítico del big data, pero incluso dentro de este ámbito, nos centramos en el volumen de los datos y la necesidad de procesarlos en tiempo real. Otros aspectos, como su variedad (datos estructurados y no estructurados) y enfoques de fusión de datos para explotarlos, no se tratan aquí ya que suelen ser más dependientes del problema (ver capítulo 1 para más detalles).
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Introducción

			Resultados de aprendizaje:

			•Conocer los principios del big data y su importancia [CC].

			•Comprender que la escalabilidad horizontal es la forma adecuada de abordar problemas de big data [CC].

			•Entender que, para procesar big data, es fundamental respetar la localidad de los datos y utilizar un paradigma diferente de computación [CC].

		

	
		
			
			
¿Qué es el big data?

			Aunque quizás no somos plenamente conscientes de ello, todos generamos una gran cantidad de datos. Por ejemplo, cuando usamos aplicaciones en nuestros teléfonos u ordenadores, nuestras interacciones con esas aplicaciones pueden ser registradas y luego procesadas para, por ejemplo, mejorar la experiencia del usuario. El término big data se ha usado mucho en los últimos años, y no solo en el ámbito de la informática, sino también en muchos otros campos como las finanzas, la biología, la física o la medicina.

			El término big data se utiliza frecuentemente para referirse a la idea de aprovechar grandes cantidades de datos para obtener algún beneficio. De alguna forma, tendemos a pensar que los datos pueden ayudarnos de alguna manera, y por ello, recopilamos una gran cantidad de información con la esperanza de utilizarla para obtener conocimiento y, más importante aún, algo de valor a partir de ella. Sin embargo, cuando se trata de responder a la pregunta de qué es realmente el big data, muchas personas empiezan a hablar de gigabytes o terabytes de datos, centrándose únicamente en el volumen. El problema es que no existe una definición estándar de qué es realmente el big data. Por esa razón, algunas personas suelen llamar big data a cualquier cosa, aunque en muchos casos están hablando de problemas estándar de machine learning y ciencia de datos.

			En nuestra opinión, definir el big data únicamente en función de una cantidad específica de datos deja fuera muchos aspectos importantes. Aunque, como ya hemos mencionado, no hay ninguna definición estándar, hay una que nos gusta mucho:

			«El big data implica datos cuyo volumen, diversidad y complejidad requieren nuevas técnicas, algoritmos y análisis para extraer conocimiento valioso (normalmente oculto)».

			Entonces, si nos preguntas, ¿estamos hablando de 20 megabytes, 8 gigabytes, 100 terabytes? Nuestra respuesta será: «Bueno, depende». Depende de lo que quieras hacer con esos datos, del tipo de análisis que necesites realizar sobre los datos para obtener el conocimiento que buscas. En otras palabras, si puedes hacer ese análisis en tu ordenador personal, eso no es big data. Para manejar esos datos, tendrás que usar soluciones distribuidas.

			Es habitual referirse al big data de distintas maneras. Por ejemplo, algunos lo llaman aplicaciones que hacen un uso intensivo de datos (data intensive applications, en inglés) y otros lo denominan análisis/procesamiento de datos a gran escala, donde los datos son el núcleo del problema y la solución. Por simplicidad, en este libro emplearemos el término big data. Para finalizar esta introducción, creemos que es importante remarcar que lo que hoy llamamos big data podría no serlo mañana, ya que la capacidad de cómputo disponible continúa creciendo cada día.

			
Éxitos (y fracasos) del big data

			A lo largo de los años, ha habido muchos ejemplos de éxito del big data. Uno bien conocido es el de la empresa Target, dedicada a la venta al por menor, que mejoró sus márgenes de beneficio utilizando datos de sus clientes para predecir embarazos («How Target Gets the Most out of Its Guest Data to Improve Marketing ROI»).1 Como cabría esperar, usar técnicas de big data de esta manera, es decir empleando datos de clientes, no ha estado exento de controversia (artículo de Kashmir Hill en Forbes),2 a pesar de las dudas que ha suscitado este ejemplo (investigación de Gregory Piatestsky).3 Un caso similar es el de Amazon, que utiliza sistemas de recomendación basados en los datos de sus clientes para aumentar sus ventas («The history of Amazon's recommendation algorithm»).4 También es muy conocido el sistema de recomendación de Netflix para sugerir películas o series («How Netflix's Recommendations System Works»).5 La lista de éxitos no acaba aquí; podemos encontrar buenos ejemplos en muchas otras áreas como las finanzas («Fraud detection using VISA»),6 la física («The Big Data challenge at the Large Hadron Collider»)7 o la medicina («Agrawal», 2020).

			A pesar de estos ejemplos de éxito, hay que ser cautelosos al analizar grandes cantidades de datos, ya que las implicaciones de un error pueden tener consecuencias impredecibles y un impacto negativo considerable. Google Flu Trends es un caso conocido de un proyecto que comenzó con mucho éxito, pero que terminó fallando debido a una interpretación incorrecta de los datos. Vamos a profundizar un poco en este caso. Hace unos años, existía el temor de una pandemia causada por una nueva cepa de la gripe porcina (H1N1). En ese momento, los centros para el Control y la Prevención de Enfermedades (CDC) tardaban un tiempo en procesar los datos relacionados con esta enfermedad, lo que provocaba un retraso de 1-2 semanas para poder disponer de una visión global de la situación. Google identificó esta oportunidad y propuso una solución muy innovadora.

			Usaron datos de consultas de búsqueda en Google y encontraron una fuerte correlación entre los datos históricos reales sobre la gripe y algunos términos específicos que la gente usaba en sus búsquedas. Así, desarrollaron Google Flu Trends, que les permitió monitorear la propagación de la gripe porcina en tiempo real (compensando ese retraso de 1-2 semanas en los CDC). Si quieres saber más sobre cómo funcionaba Google Flu Trends, te recomendamos el artículo (Ginsberg, 2009).

			Pero desde nuestro punto de vista, la pregunta clave es, ¿por qué esto es big data? Ciertamente, Google necesitaba paralelizar sus herramientas de análisis de datos para manejar más de 3000 millones de búsquedas diarias, comparando los 50 millones de términos de búsqueda más comunes con los datos de la propagación de la gripe desde 2003 hasta 2008. No obstante, no se trata solo del volumen, sino de la necesidad de paralelizar el análisis y gestionar grandes cantidades de datos rápidamente para obtener una visión global en tiempo real. Esta solución se basó en MapReduce, del que hablaremos más adelante en este libro.

			Quizás te preguntes: «Entonces, Google hizo una solución en tiempo real para detectar pandemias... ¿por qué no funcionó con la COVID-19?». El problema es que se descontinuó Google Flu Trends en 2014 después de que el sistema sobrestimara los niveles de gripe en 2013. Hubo varias razones para este fallo, como el cambio en el comportamiento de las personas respecto a sus búsquedas, la influencia constante de los medios de comunicación y el hecho de que el modelado pudo haber pasado por alto información importante que podría haberse capturado con métodos estadísticos estándar. Este caso demuestra que los modelos de machine learning y ciencia de datos necesitan datos de calidad y pueden requerir actualizaciones con nuevos datos para adaptarse continuamente a la distribución actual de los datos; esto se conoce como data stream mining. Si quieres saber más sobre esto, por favor lee el artículo (Lazer, 2014).

			Este ejemplo es interesante no solo porque es un caso representativo de éxito del big data, sino también porque muestra cómo las malas interpretaciones pueden llevar a conclusiones erróneas. Aunque este libro se centra en cómo implementar y aplicar machine learning y ciencia de datos a gran escala con cantidades masivas de datos, es importante tener en cuenta las dificultades de trabajar en análisis de datos a gran escala, un campo relativamente joven en la informática que cambia con frecuencia.

			
Evolución y definición del big data

			El mundo actual gira en torno a los datos. La ciencia, los negocios, la medicina, la industria y muchos otros campos generan y almacenan enormes cantidades de datos. Las siguientes cifras pueden darnos una idea de la cantidad de datos de la que estamos hablando. El Gran Colisionador de Hadrones de la Organización Europea para la Investigación Nuclear (el CERN), el acelerador de partículas más grande del mundo genera alrededor de 90 petabytes de datos al año en sus experimentos (CERN storage)8. Plataformas como Twitter, YouTube o Spotify deben ser capaces de recolectar, procesar y distribuir enormes cantidades de datos para mantener sus servicios y mejorar la experiencia del usuario: se envían 6000 tuits cada segundo9, se suben 500 horas de vídeo a YouTube cada minuto10 y 60 000 canciones a Spotify cada día11. Además, se envían alrededor de 300 mil millones de correos electrónicos a diario12. Estas son solo cifras, pero pueden darnos una idea de la complejidad que supone trabajar con todos estos datos.

			Los ejemplos anteriores eran de empresas e instituciones privadas que poseen los datos, pero también hay casos de big data disponibles de forma gratuita que podríamos estar aprovechando ahora mismo. Por ejemplo, el satélite Sentinel-2, puesto en órbita por la Agencia Espacial Europea, escanea todo el mundo cada cinco días y genera un terabyte de datos al día13. Aunque estos datos están disponibles de manera gratuita, se requiere una gran capacidad de computación solo para descargarlos y almacenarlos, y aún más para realizar un análisis multitemporal durante varios años.

			También existen estadísticas que muestran la magnitud del universo digital. A principios de 2020, se estimaba en 64,2 zettabytes de datos y se espera que crezca a más de 180 zettabytes para 2025 (según Statista14). Puedes echar un vistazo al artículo de Martin Hilbert y Priscila López15 que compara la cantidad de datos analógicos y digitales a lo largo del tiempo y analiza cómo ha evolucionado la capacidad computacional. Para ponerlo en perspectiva, en 1986 el 41 % de la capacidad de computación del mundo estaba disponible en calculadoras. Este dato anecdótico ilustra lo rápido que está evolucionando el mundo y las nuevas posibilidades que ofrece la era digital.

			Es difícil saber si estas cifras son completamente precisas, pero una cosa es cierta: generamos una cantidad ingente de datos y el paso del almacenamiento analógico al digital ha permitido almacenarlos. En algún momento, comenzamos a almacenar datos, fueran valiosos o no, y ahora ha surgido la necesidad de procesarlos para obtener conocimiento. De alguna manera, consideramos que los datos son el nuevo oro. El internet de las cosas ha llegado para quedarse y debemos aprovecharlo para convertirlo en productos rentables. Dicho todo esto, ¿se trata solo de volumen? ¿Deberíamos simplemente recopilar y almacenar datos por el simple hecho de hacerlo?

			Aunque hemos dicho que no existe una definición formal o estándar de lo que es el big data, ya en 2001, Gartner lo caracterizó con tres V: «volumen», «velocidad» y «variedad» (Laney, 2001) (figura 1.1).

			[image: Diagrama circular que muestra el concepto de Big Data en el centro, rodeado por anillos concéntricos que representan diferentes aspectos y tecnologías relacionadas. Incluye elementos como ML, IA, IoT, volumen de datos, analítica y bases de datos. El gráfico ilustra la interrelación de componentes en el ecosistema de análisis de datos masivos.]

			Figura 1.1. Las 3 V del big data: volumen, velocidad y variedad.

			•El volumen es la V más evidente. Estamos experimentando un aumento exponencial en la cantidad de datos que se generan cada segundo. En ciencia de datos, los conjuntos de datos han crecido enormemente en el número de ejemplos y características. Estamos pasando de gigabytes a petabytes de información, y hoy en día probablemente no tendrás un disco de 1 petabyte en tu ordenador de sobremesa para almacenarla y procesarla.

			•La velocidad se refiere a la rapidez con la que los datos nos llegan y a la velocidad a la que debemos procesarlos para sacar provecho de ellos. Pasamos de aplicaciones tradicionales que realizan procesamiento de datos por lotes a aplicaciones en tiempo real, en las que tomar decisiones tardías puede implicar perder oportunidades únicas.

			•La variedad se refiere a los diferentes formatos y estructuras que los datos pueden tener. Estos van desde los datos estructurados tradicionales, como tablas y bases de datos relacionales cuyo esquema conocemos, hasta datos semiestructurados, como archivos XML o JSON, para los que podemos inferir el esquema, y datos completamente no estructurados como texto, imágenes, audio, vídeo para los que no conocemos el esquema y necesitamos establecer alguna estructura antes de hacer cualquier análisis.

			El big data se está expandiendo en estos tres frentes a un ritmo acelerado. Esta definición se amplió posteriormente, pasando de las 3 V a las 5 V, añadiendo: la «veracidad» y el «valor».

			•La veracidad se refiere al problema de la confianza en los datos. Con tantos datos provenientes de diferentes fuentes, existe cierta incertidumbre sobre su calidad, ya que pueden estar incompletos, ser ambiguos o simplemente incorrectos.

			•El valor de los datos es el eje central del big data. Todas las demás V son inútiles sin esta. Con conjuntos de datos más grandes, supuestamente tenemos la oportunidad de encontrar mejores patrones y mejores conocimientos sobre un problema. Sin embargo, más adelante leerás que tener más datos no implica necesariamente conseguir mejores resultados. Algunos argumentan que el valor no es en sí mismo una propiedad de los datos, como las V anteriores, sino el objetivo que se persigue al utilizar los datos. Para nosotros, no es realmente importante definir el valor como una propiedad o un objetivo, pero hay una expectativa de obtener algún beneficio o valor al analizarlos.

			Durante el boom del big data, muchos investigadores se volvieron muy creativos, y es fácil encontrar en Internet más V adicionales (perdimos la cuenta en diez). Sin embargo, creemos que estas cinco realmente dan una idea de lo que estamos hablando aquí.

			
Las facetas del big data

			El concepto de big data a menudo ha generado confusión debido a los múltiples aspectos que puede involucrar. Podríamos decir que el mundo del big data tiene muchas facetas o áreas de interés que se ven afectadas por las diferentes V descritas antes. Las áreas que consideramos más relevantes están representadas en la figura 1.2.

			En primer lugar, los datos necesitan ser capturados y eso puede llegar a ser una tarea nada trivial. Esto puede incluir, por ejemplo, la instalación de sensores o equipos especializados según la aplicación (como los sensores de calidad del aire) o la recopilación de información de dispositivos existentes (como nuestros teléfonos inteligentes), que están interconectados y pueden proporcionar información útil de vuelta al usuario. Una vez obtenidos, esos datos necesitan ser almacenados en algún lugar, y aunque hemos mencionado que ha habido avances increíbles en las capacidades de almacenamiento con discos duros de gran tamaño, cuando hablamos de big data, necesitamos una infraestructura de almacenamiento sofisticada que nos permita leer y escribir datos de manera eficiente y segura. Los datos que almacenamos deben ser protegidos adecuadamente y, si se trata de información personal, debe garantizarse que se preserve la privacidad. Esto implica protocolos de seguridad informática y procedimientos éticos cuando se habla de aplicaciones de big data. El diseño de bases de datos que permita realizar consultas de datos de manera eficiente también se ve influenciado por las diferentes V del big data (p. ej., bases de datos NoSQL). Del mismo modo, la visualización de los datos y la analítica o minería de datos son dos áreas clave en la ciencia de datos que contribuyen directamente a obtener valor de los datos y deben ser reconsideradas en este contexto. Por último, pero no menos importante, necesitaremos procesar esos datos, y para ello, será precisa una infraestructura computacional adecuada, capaz de manejar el procesamiento de manera confiable junto con la infraestructura de almacenamiento.

			[image: Diagrama conceptual que muestra Big Data en el centro con seis componentes conectados: Obtención de datos, Infraestructura de almacenamiento, Seguridad y privacidad, Visualización, Infraestructura de cómputo y Analítica/minería (etiquetada como Live Stats). El esquema representa los elementos fundamentales del ecosistema de Big Data.]

			Figura 1.2. Las diferentes facetas del big data.

			Este libro está centrado en la analítica de datos y cómo aplicar métodos de manera eficiente para extraer conocimiento (normalmente oculto) en grandes conjuntos de datos. Más concretamente, nos enfocaremos en cómo diseñar, desarrollar y aplicar modelos de machine learning en big data. Para lograr esto, será necesario abordar brevemente conceptos básicos sobre las infraestructuras computacionales y de almacenamiento necesarias para llevar a dichos análisis.

			
¿Cómo se trabaja con big data?

			Supongamos que proponemos explorar 100 terabytes de datos. Para empezar, una sola máquina no podría almacenar esa cantidad de datos y, por supuesto, no tendría la capacidad de procesamiento para manejar tanta información en un tiempo razonable. Pensemos, por ejemplo, en el tiempo necesario solo para leer esos datos. Un disco duro estándar, con una velocidad de lectura óptima de 160 MB/s, tardaría aproximadamente dos horas en leer 1 terabyte, asumiendo un escenario ideal en el que no hay ningún coste adicional durante el proceso de lectura. ¡En ese caso, la lectura secuencial de todo el conjunto de datos llevaría más de ocho días!

			Entonces, ¿qué hacemos? ¿Cuál es la solución? Bueno, probablemente la respuesta no sea una sorpresa para la mayoría de los informáticos: usar un enfoque de divide y vencerás. En lugar de intentar mejorar nuestra máquina añadiendo más memoria RAM o comprando un disco duro más grande para hacerla más potente (lo cual, dicho sea de paso, podría ser muy caro y con mejoras limitadas), si tuviéramos varios ordenadores, ¿por qué no intentar distribuir el procesamiento entre ellos?

			Añadir más recursos a un solo ordenador es lo que llamamos escalabilidad vertical, a diferencia de la escalabilidad horizontal, que implica usar más de un ordenador. En este contexto, es común referirse a los ordenadores como nodos. La figura 1.3 ilustra estos conceptos.

			[image: Diagrama que muestra dos enfoques para escalabilidad en big data. En la parte superior, Escalabilidad vertical ilustra el crecimiento de un servidor individual aumentando su tamaño. En la parte inferior, Escalabilidad horizontal muestra la multiplicación de servidores manteniendo el mismo tamaño, creando un sistema distribuido con múltiples nodos.]

			Figura 1.3. Escalabilidad vertical vs. escalabilidad horizontal.

			Lo bueno de usar múltiples ordenadores para abordar este problema es que no se necesita hardware de última generación (es decir, especificaciones de alta gama) para manejar el big data, por lo que pueden ser más baratos, y si necesitamos más potencia de cómputo, simplemente podemos utilizar más ordenadores. Sin embargo, esta escalabilidad horizontal no está exenta de problemas. La tabla 1.1 resume las ventajas y desventajas de cada alternativa.

			Tabla 1.1. Escalabilidad vertical vs. Escalabilidad horizontal: ventajas e inconvenientes.
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							✓ Menor consumo energético
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							✗ Mejoras hardware limitadas

						
							
							✗ Ocupan mayor espacio físico

							✗ Costes energéticos más elevados (electricidad y refrigeración)

							✗ Se requiere equipo de red

						
					

				
			

			Podríamos estar tentados a seguir siempre un enfoque de escalado vertical debido a que es mucho más simple de implementar, aunque conlleva costes mucho más altos (a veces inasequibles). Por desgracia, comprar hardware muy específico con mucha RAM, grandes discos duros y muchas CPU sería muy costoso, y las mejoras que podríamos obtener están limitadas. Hoy en día, podemos equipar fácilmente un servidor con ~128GB de RAM, pero sería difícil, o incluso imposible, obtener una capacidad total del orden de terabytes. Por el contrario, en el escalado horizontal, podemos usar múltiples ordenadores para hacer frente al almacenamiento y procesamiento necesarios para el big data. La escalabilidad en sí puede ser sencilla de lograr en este caso, ya que se pueden añadir más ordenadores directamente a una red para crecer casi a demanda. E incluso más importante, el crecimiento sería casi ilimitado.

			En big data, la idea de escalado horizontal se suele implementar tomando muchos servidores con un hardware básico para mejorar la capacidad de cómputo y almacenamiento. El término «hardware básico» (o commodity hardware en inglés) se usa en este contexto para referirse a ordenadores sin hardware de última generación, y es el tipo de hardware que se emplea normalmente para el procesamiento de big data. Esto, obviamente, será mucho más barato que el hardware de alta gama que requiere el escalado vertical, y además también proporcionará otras ventajas.

			Otro factor muy importante que hace que la escalabilidad horizontal sea muy atractiva en este contexto es la posibilidad de hacer nuestras aplicaciones tolerantes a fallos. Si tienes una sola máquina muy potente que, por alguna razón, falla, tendríamos un problema al procesar grandes conjuntos de datos, especialmente si esto ocurre repentinamente después de varios días de ejecución. Por el contrario, en la escalabilidad horizontal, incluso si usamos hardware relativamente barato que podría fallar con mayor frecuencia, tener múltiples máquinas nos permitirá ser tolerantes a fallos, de modo que otro ordenador pueda tomar el relevo de uno que se rompe o falla.

			Sin embargo, no todo es positivo. En la escalabilidad horizontal, los ordenadores están conectados a través de una red, lo que no solo significa que necesitamos hardware adicional para ello (p. ej., un conmutador), sino que también añade una complejidad extra al diseño de cualquier software, ya que es necesario coordinar acciones entre los nodos de cómputo. Además, al considerar el escalado horizontal, hay muchos otros problemas que debemos tener en cuenta: requiere más espacio físico, mantenimiento, costes energéticos (electricidad y sistemas de refrigeración), etc. Por lo tanto, optar por un escalado horizontal debe estar bien justificado. Si estás tratando de resolver un problema que simplemente requiere (un poco) más de memoria RAM o una nueva CPU, te aconsejaríamos no considerar la escalabilidad horizontal, ya que probablemente no se trate de un problema de big data.

			A pesar de estas limitaciones, la escalabilidad horizontal es el camino que se debería seguir en big data. Las ventajas superan claramente los inconvenientes de este tipo de escalabilidad, especialmente porque no hay límite para crecer a un coste asequible, se puede hacer de manera flexible y con la posibilidad de implementar tolerancia a fallos. Esperamos que esto te ayude a entender por qué las tecnologías de big data se basan en la escalabilidad horizontal para poder manejar las diferentes V que caracterizan el big data.

			
Computación de alto rendimiento vs computación para big data

			Cuando comenzamos a hablar sobre escalabilidad horizontal, es posible que te haya venido a la mente el término High-Performance Computing (HPC) o centro de supercomputación. Si sabes qué es un HPC, probablemente estés pensando que, si vamos a tratar con big data, tendremos que usar ese tipo de instalación y no solo un ordenador portátil o de sobremesa.

			Si no sabes qué es un HPC, se trata de un clúster de ordenadores independientes (nodos) conectados entre sí mediante una red de comunicación (por ejemplo, Infiniband, si tienes suerte) y que, generalmente, tienen acceso a un dispositivo de almacenamiento central (normalmente a través de una red ethernet de entrada y salida (E/S)). Cada uno de estos nodos tiene una o más CPU con varios núcleos, su propia memoria RAM y un disco duro (o un disco de estado sólido). En un entorno HPC, estos nodos suelen tener Linux como sistema operativo. Puede parecer obvio, pero es importante destacar que cualquier aplicación que se ejecute en un nodo solo puede acceder a la RAM de ese nodo, pero no a la RAM de otro nodo. Esto se conoce como arquitectura de memoria distribuida. La figura 1.4 muestra un ejemplo simplificado de arquitectura HPC.

			[image: Diagrama que muestra una arquitectura de procesamiento distribuido. En la parte superior hay un componente etiquetado Almacenamiento paralelo con varios bloques. En el centro se observa una conexión Red Ethernet para I/O que conecta múltiples servidores representados como torres verticales alineadas horizontalmente. En la parte inferior hay una nota que indica Toda la data debería estar a microsegundos.]

			Figura 1.4. Representación simplificada de una arquitectura HPC.

			Si vamos a tener muchos ordenadores conectados a través de una red, ¿cómo implementamos un programa distribuido/paralelo? Para responder a esa pregunta, debemos tener en cuenta que, en un clúster HPC, uno de los nodos actúa normalmente como nodo maestro o nodo principal y se encarga de orquestar toda la comunicación y sincronización entre los nodos del clúster. El resto de los nodos, los trabajadores (o workers, en inglés), realizan los cálculos propiamente dichos.

			Una de las formas clásicas de manejar la computación distribuida es con MPI (Message Passing Interface). Sin entrar en muchos detalles, MPI es un protocolo de comunicación para desarrollar programas paralelos, que se basa en dos funciones principales: scatter y gather. En pocas palabras, la primera función envía un mensaje a los nodos de cómputo (workers) con información sobre la operación que necesita realizarse. Los workers ejecutan la operación y devuelven una respuesta al nodo principal. La segunda función recoge los cálculos realizados por los workers.

			Una de las cosas que no nos gusta mucho de MPI es que necesitas especificar explícitamente lo que cada nodo va a hacer. Esto significa que hay que tener en cuenta la arquitectura distribuida al programar, lo que implica decidir cómo se va a dividir el trabajo entre el nodo principal y los workers, dejando la responsabilidad de la distribución del cómputo al programador. Las tecnologías que vamos a ver en este libro se basan en el principio opuesto, ya que ocultan todo lo posible los detalles de esa comunicación por red. Aunque pueda parecer un poco contraintuitivo, solemos referirnos a la idea de ocultar estos detalles de la red diciendo que es transparente para el programador. Es decir, trabajamos a un nivel más alto de abstracción, de modo que no necesitamos preocuparnos por cómo ocurre la comunicación en un sistema distribuido. Sin embargo, aún necesitamos entender qué está pasando para distribuir el trabajo de manera eficiente. Otra desventaja significativa del MPI tradicional es que no es tolerante a fallos por definición, lo que no resulta muy adecuado cuando trabajamos con big data.

			Además de estos dos problemas, que podrían posiblemente ser abordados, hay una razón clave por la cual una arquitectura HPC puede no ser apropiada para problemas de big data. Tradicionalmente, los HPC se han utilizado para resolver problemas que requieren muchos cálculos pero con datos relativamente pequeños. En este escenario, todos los nodos pueden acceder rápidamente a los datos y el diseño de soluciones distribuidas se centra en distribuir el alto coste computacional entre los distintos nodos. En muchos casos, las diferentes subtareas que aborda cada nodo no son independientes, por lo que hay necesidad de comunicar resultados intermedios (es decir, cálculos). Sin embargo, esos «mensajes» no suelen ser «muy grandes». Quizás un detalle en el que no hemos reparado es que los distintos nodos de un clúster tienen su propio disco duro, pero estos normalmente no se usan de manera intensiva durante la ejecución de un programa de este tipo. La figura 1.5 representa esta idea.

			¿Ves algún problema aquí si nuestro objetivo es trabajar con conjuntos de datos enormes? Si tuviéramos un almacenamiento central capaz de almacenar todos nuestros datos, la red se convertiría en el principal cuello de botella, ya que los distintos ordenadores estarían intentando leer datos continuamente a través de ella, haciendo imposible escalar a grandes cantidades de datos. Cuantos más ordenadores haya, mayores serán las limitaciones en términos de entradas/salidas (E/S). La figura 1.6 ilustra los problemas de trabajar con grandes conjuntos de datos en HPC.

			[image: Diagrama esquemático que muestra una arquitectura de procesamiento distribuido. En la parte superior aparece un componente de gestión, y debajo se observa una fila de servidores etiquetados como RackServer con FS interconectados entre sí. El diseño ilustra la infraestructura necesaria para el procesamiento de big data en sistemas distribuidos.]

			Figura 1.5. Forma tradicional de hacer las cosas en HPC. Esperamos datos de entrada pequeños y un uso elevado de la CPU. La figura muestra un 99 % para resaltar la alta utilización de la CPU, aunque esta cifra pueda ser difícil de alcanzar en la realidad.

			[image: Diagrama esquemático que muestra una arquitectura de procesamiento distribuido. En la parte superior hay un teclado y un ratón. Debajo se muestra un Real Ethereum smart P2P conectado a varios nodos representados como servidores o computadoras en paralelo. En la parte inferior aparece una capa de almacenamiento. El esquema ilustra el flujo de datos en un sistema distribuido para procesamiento de big data.]

			Figura 1.6. Problemas para que un HPC maneje aplicaciones que hacen un uso intensivo de datos. Esperamos grandes cantidades de datos de entrada y una menor utilización de la CPU en comparación con el HPC estándar debido al cuello de botella en el acceso a los datos. La figura muestra una utilización de la CPU del 15 % para representar cómo la E/S afecta la capacidad de ejecutar muchos cálculos en esos datos.

			En big data, las aplicaciones dedican la mayor parte de su tiempo a procesar y manipular datos, lo que resulta en mucho tiempo dedicado a E/S. Esto implicaría mover datos a través de la red en un entorno tradicional de HPC y sería un proceso muy lento. Por lo tanto, usar un HPC estándar para problemas de big data no nos permitirá escalar, simplemente porque el almacenamiento central y/o la red de E/S no pueden entregar los datos a los nodos trabajadores a una velocidad suficiente para mantenerlos ocupados. En conclusión, el big data no es HPC; son modelos de computación diferentes y necesitamos una arquitectura de hardware distinta para ejecutarlos, aunque ambos comparten la idea de computación distribuida.

			¿Qué tenemos que cambiar para abordar el uso intensivo de datos?

			El factor limitante para el procesamiento de big data en un entorno HPC es la cantidad de datos que deben leerse y escribirse a través de la red de comunicación. Al almacenar datos en un dispositivo central y mover todos los datos a los nodos de cómputo durante la ejecución de una aplicación, se obtiene un rendimiento deficiente. Por lo tanto, sería necesario minimizar el movimiento de datos a través de la red. Una arquitectura de clúster para big data debe asegurar que los datos estén «cerca» de donde van a ser procesados, evitando la transferencia de datos a través de la red tanto como sea posible.

			Como hemos mencionado antes, en HPC, los discos de almacenamiento local no se utilizan realmente. ¿Por qué no usarlos para mantener una fracción de los datos en cada nodo? Esto es lo que se conoce como el principio de localidad de los datos. La localidad de los datos es lo que distingue a los clústeres de big data de los clústeres HPC. La idea es usar los discos locales de los nodos de cómputo como almacenamiento distribuido, de modo que, durante la ejecución de una solución de big data, cada nodo de cómputo utilice (tanto como sea posible) los datos almacenados en él. De esta manera, la transferencia de datos a través de la red de comunicación solo ocurre cuando es absolutamente necesaria para el procesamiento.

			Por otro lado, para proporcionar tolerancia a fallos, es necesario que haya cierta replicación de datos en el almacenamiento distribuido, de modo que, si un nodo falla, exista otro nodo capaz de manejar esa parte de los datos. La figura 1.7 muestra un ejemplo de clúster de big data con un factor de replicación de datos de dos (cada fragmento de datos está presente en dos nodos).

			Puedes observar que, por ejemplo, el «fragmento 2» está almacenado tanto en el primer como en el tercer nodo, y el resto de los fragmentos están replicados de la misma manera. Esto es lo que nos protege de fallos, ya sea cuando un nodo se bloquea o cuando simplemente falla. Sin embargo, al procesar estos datos, el sistema debe asegurarse de que el «fragmento 2» se procese únicamente en uno de los nodos (en el primer o el tercer nodo para explotar la localidad de los datos), aunque se deberá verificar continuamente el nodo encargado del procesamiento, de modo que, si hay algún problema o tarda demasiado, ese fragmento pueda procesarse en el otro nodo.

			Un tema clave en big data es que la complejidad que suponen decisiones como dónde almacenar los datos, la replicación, dónde ejecutar el procesamiento o manejar fallos de nodos, debe ser transparente para el programador. Las plataformas de big data proporcionan la implementación para manejar tales tareas, de modo que el programador pueda centrarse en el diseño de los algoritmos.

			[image: Diagrama que muestra una arquitectura de computación distribuida. En la parte superior hay servidores conectados por una Red de comunicación. Debajo se observan cilindros que representan bases de datos o sistemas de almacenamiento. La imagen ilustra un sistema de procesamiento distribuido para manejar grandes volúmenes de datos, relacionado con el concepto de big data explicado en el texto.]

			Figura 1.7. Ejemplo de un clúster de big data que implementa el principio de la localidad de los datos para abordar aplicaciones con un uso intensivo de datos. Usando los discos locales para implementar la localidad de datos, podemos reducir el tráfico a través de la red y aumentar la utilización de la CPU. La figura representa esto con una utilización de la CPU del 75 % para indicar que en big data puede que no estemos limitados por la CPU, pero tener los datos cerca nos permitirá realizar las operaciones necesarias con ellos mucho más rápido.

			A modo de resumen, en comparación con los clústeres HPC tradicionales, un clúster de big data se enfoca en aplicaciones que hacen un uso intensivo de datos, en lugar de aplicaciones centradas en realizar cálculos. Por esta razón, los clústeres HPC suelen estar equipados con ordenadores de alta gama que mantienen las CPU (o GPU) muy ocupadas. Sin embargo, en big data, vamos a pasar bastante tiempo manipulando datos y estaremos más limitados por el rendimiento de E/S y la cantidad de memoria principal que necesitamos usar; es menos probable que estemos limitados por la CPU. Por eso, en los clústeres de big data, usamos el término «hardware básico» para referirnos al tipo de servidores requeridos para el procesamiento de big data.

			El hecho de que estén construidos con hardware estándar hace que los fallos sean más probables con el tiempo (especialmente si tienes un clúster con miles de nodos). Por lo tanto, se implementan mecanismos para manejar fallos y evitar detener los trabajos en ejecución cada vez que un nodo falla. Desde el punto de vista del software, podríamos decir que un clúster de big data está diseñado para manejar aplicaciones en minería o ciencia de datos, mientras que los HPC son perfectos para otras aplicaciones como simulación u optimización (p. ej., simulaciones de física o ingeniería, o el problema del viajante), donde no se requieren tantos datos pero sí mucha computación. La tabla 1.2 resume las diferencias clave entre big data y HPC.

			Tabla 1.2. Big data vs. HPC: diferencias clave.
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Sistemas distribuidos para aplicaciones con uso intensivo de datos

			Al describir las propiedades principales de un clúster de big data, hemos explicado por qué necesitamos una infraestructura de computación diferente para procesar big data. Ahora nos gustaría resumir los principios e hipótesis necesarias para diseñar sistemas distribuidos para aplicaciones con uso intensivo de datos. Podríamos decir que el procesamiento de big data es el problema de aplicar una operación o tarea sobre todos los datos que tenemos, asumiendo que una sola máquina no puede procesar o almacenar todo. Por ejemplo, podrías pensar en calcular estadísticas o entrenar un modelo de machine learning.

			Obviamente, usaremos un clúster de big data para hacer el trabajo, pero no nos interesa realmente saber qué máquina específica almacena qué fracción de los datos, siempre y cuando obtengamos el resultado que buscamos. Del mismo modo, si hay algún fallo en una máquina en particular (o peor aún, un nodo que simplemente va lento), queremos que la tarea original se complete, incluso si eso significa que parte del procesamiento necesita repetirse en un nodo diferente. Además, no querríamos conocer demasiados detalles sobre qué nodo está ejecutando qué. Lo que buscamos es una abstracción de la complejidad de los sistemas distribuidos. Al programar este tipo de aplicaciones, es importante saber y entender que tenemos un sistema distribuido por debajo por las implicaciones que esto conlleva, pero afortunadamente, las plataformas de big data nos proporcionarán tal nivel de abstracción que nos permiten olvidarnos de la mayoría de los problemas asociados a estos sistemas.

			Por supuesto, estas plataformas deben ser especialmente cautelosas para preservar el principio de localidad de los datos y evitar la transferencia de datos entre máquinas tanto como sea posible. De hecho, el nuevo modelo de programación que vamos a introducir en el próximo capítulo, MapReduce, se basa en la siguiente idea:

			Mover la computación es más barato que mover la computación y los datos al mismo tiempo.

			En resumen, los datos se distribuirán entre los nodos utilizando un sistema de archivos distribuido. Programaremos las funciones u operaciones para procesar los datos y estos fragmentos de código se distribuirán a todos los nodos de cómputo. Cada nodo de cómputo trabajará con los datos almacenados localmente y solo los datos necesarios deberán moverse a través de la red, ya que habrá ocasiones en las que el movimiento de datos sea realmente necesario. En el próximo capítulo, introduciremos este nuevo modelo de programación.

			
Resumen

			Este capítulo nos ha introducido en el mundo del big data, tal como lo definimos nosotros, su importancia y los principios en los que se basa para manejarlo de manera eficiente. Los elementos clave que nos gustaría que recordaras de este capítulo son:

			•El big data no se trata solo del volumen de datos; hay muchos otros aspectos que deben considerarse, como la velocidad y la variedad, entre otros.

			•El mundo del big data tiene múltiples facetas y desafíos, como las bases de datos, la infraestructura o la seguridad y privacidad. Sin embargo, en este libro nos centraremos en la idea de analizar y extraer conocimiento del big data con técnicas de machine learning.

			•Escalar verticalmente no es el camino que debemos seguir en big data. Si puedes analizar tus datos en un solo ordenador, probablemente no sea big data. Necesitaremos escalar horizontalmente y usar múltiples ordenadores para procesar big data.

			•Las características y requisitos de un clúster de big data son diferentes de los normalmente utilizados en HPC. Nos centramos en aplicaciones con uso intensivo de datos en vez de un uso intensivo de la CPU, donde el hardware no tiene que ser de alta gama y pueden ocurrir fallos.

			•El principio de localidad de los datos nos dice que, para tratar con big data de un modo eficaz, debemos reducir el movimiento de datos a través de la red, buscando mantener los datos en los nodos que los van a procesar (siempre que sea posible).

			Todo esto pide a gritos un nuevo modelo de computación de big data, que se introducirá en el próximo capítulo.

			
¿Quieres aprender más?

			Como mencionamos antes, no hay mucho consenso sobre lo que realmente es el big data o el análisis de datos a gran escala, pero ha habido bastante literatura relacionada con la discusión de los beneficios potenciales de manejar grandes conjuntos de datos. He aquí una breve selección de referencias útiles:

			•Big Data: A Revolution - (Mayer, 2013) fue uno de los libros más influyentes en 2013 sobre las formas en que el procesamiento de big data transformaría nuestra sociedad.

			•«The Big Challenges of Big Data» - (Marx, 2013) es un artículo interesante que discute varias aplicaciones del big data en biología y física.

			•Big Data and Philosophy - (Pietsch, 2021) es un libro filosófico sobre el big data, que estudia la epistemología de las herramientas y técnicas aplicadas.

			Al introducir los conceptos de big data, nos hemos encontrado con los conceptos de HPC y MPI. En caso de que quieras familiarizarte un poco más con ellos, te dejamos algunas referencias:

			•High Performance Computing - (Severance, 2010) es un libro abierto sobre HPC que discute diferentes arquitecturas, modelos de programación y sistemas paralelos.

			•MPI - (Gropp, 2014) es un gran libro sobre MPI y cómo escribir programas paralelos.

			Además de esas referencias, si quieres aprender más sobre escalabilidad y aplicaciones con uso intensivos de datos, ¡sigue leyendo!

			
Ejercicios

			1.¿Cuáles son las tres V principales que se usaron inicialmente para definir el big data?

			□Velocidad, valor, volumen

			□Variedad, velocidad, veracidad

			□Variedad, volumen, velocidad

			□Volumen, veracidad, valor

			2.Indica si las siguientes afirmaciones sobre el big data son verdaderas o falsas:

			□El big data siempre involucra terabytes de datos.

			□La definición de big data es independiente del tipo de análisis que necesitamos realizar en los datos.

			□No existe una definición estándar de lo que es el big data.

			□En big data, esperamos que los datos estén en muchos formatos, desde datos estructurados hasta datos completamente no estructurados.

			3.¿Por qué decimos que el big data tiene muchas facetas? Explica brevemente tu respuesta proporcionando un ejemplo de una de esas facetas del big data.

			4.En big data, solemos preferir la escalabilidad horizontal sobre la escalabilidad vertical. Usando tus propias palabras, explica por qué es así.

			5.Enumera dos ventajas de la escalabilidad horizontal frente a la vertical al tratar con big data.

			6.Indica si las siguientes afirmaciones sobre la escalabilidad vertical y la escalabilidad horizontal son verdaderas o falsas:

			□Siempre es mejor seguir un enfoque de escalabilidad horizontal independientemente del tamaño de los datos.

			□Es más barato lograr la escalabilidad horizontal que la vertical.

			□La tolerancia a fallos no es posible en la escalabilidad vertical.

			□Las implementaciones se vuelven más complejas en la escalabilidad horizontal.

			7.Para analizar un conjunto de datos, se te dan dos opciones:

			□Opción 1: 1 ordenador, 8GB de RAM, 4 núcleos, disco de 1TB.

			□Opción 2: 2 ordenadores, 4GB de RAM cada una, 2 núcleos cada una, disco de 1TB cada una

			¿Qué opción elegirías? Explica las ventajas y desventajas de una opción sobre la otra.

			8.¿Por qué es tan importante hacer que nuestras aplicaciones sean tolerantes a fallos en big data? Explica tu respuesta.

			9.¿Cuáles son las diferencias clave entre un clúster HPC tradicional y un clúster de big data? Explica tu respuesta.

			10.¿Cuáles son las principales desventajas de los protocolos de comunicación tradicionales como MPI al tratar con big data?

			11.¿Por qué es tan importante el principio de localidad de los datos en big data? Explica tu respuesta.

			12.En big data, no parece que siempre necesitemos ordenadores con especificaciones de alta gama. Explica brevemente, con tus propias palabras, por qué podría ser este el caso.

			13.¿Podríamos ejecutar un algoritmo de simulación o un algoritmo de optimización en un clúster de big data? ¿Esperarías que fuera tan rápido como en un HPC? Explica tu respuesta.

			14.En el contexto de big data y las redes de comunicación, ¿qué significa ser transparente para el programador? Explica tu respuesta.

			15.¿Qué es una plataforma de big data? Explica brevemente tu respuesta.
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MapReduce

			Resultados de aprendizaje:

			•Aplicar un modelo de programación funcional para computación distribuida con big data [CC].

			•Comprender la importancia de la transparencia y la tolerancia a fallos en big data [CC].

			•Usar MapReduce en la práctica para resolver problemas [HI].

			•Aprovechar MapReduce para preservar el principio de localidad de datos, minimizando su movimiento [HI].

		

	
		
			
			Para manejar aplicaciones que hacen uso intensivo de datos, se requiere un cambio en el modelo de programación para computación distribuida. Necesitamos adoptar un enfoque que permita mover solo la computación y evitar, en la medida de lo posible, el movimiento de datos a través de la red, lo cual, como se discutió en el capítulo anterior, suele ser un proceso muy lento cuando se trabaja con big data.

			En este nuevo modelo de programación, asumimos que todos los datos están distribuidos en un clúster de ordenadores y solo implementamos las funciones u operaciones que se aplicarán a los distintos trozos que componen el conjunto total de los datos. Cada nodo trabajará únicamente con los datos almacenados en él, y solo se moverán datos a través de la red cuando sea estrictamente necesario. Este nuevo modelo se conoce como MapReduce.

			
¿Qué es MapReduce?

			MapReduce es un modelo de programación paralela que sigue una estrategia simple de divide y vencerás para procesar grandes conjuntos de datos en computación distribuida. El nombre «MapReduce» proviene de las dos funciones principales que utiliza para realizar los cálculos: map y reduce. Similar a MPI y sus funciones Scatter y Gather, MapReduce divide un gran conjunto de datos en trozos más pequeños y manejables (fase de map o de división), y luego combina, fusiona o agrega los resultados obtenidos en el paso anterior (fase de reduce o de combinación).

			Las características clave que distinguen a MapReduce son su simplicidad y transparencia para los programadores, al mismo tiempo que asume la localidad de los datos. Fue introducido por primera vez por Google (Dean, 2004), pero se popularizó gracias al proyecto de código libre Hadoop1 en 2006. Aunque hablaremos más sobre los detalles de implementación de Hadoop, es importante entender que Hadoop simplemente proporciona una implementación del modelo de programación MapReduce.

			MapReduce se basa en la programación funcional y, antes de abordar la computación distribuida, queremos explicar qué hacen las funciones map y reduce.

			
Map y Reduce en Python

			Si ya tienes algo de experiencia con Python y programación funcional, probablemente sepas que Python proporciona las funciones map y reduce. En programación funcional, decimos que estas funciones son de alto orden porque reciben otras funciones como parámetros. Estas funciones trabajan sobre colecciones o estructuras de datos sobre las cuales se puede iterar, por ejemplo, listas. Vamos a mostrar un ejemplo usando la siguiente lista:

			lista = [1, 2, 3, 4]

			Comencemos con la función map. Esta función toma dos parámetros: (1) una función y (2) una colección a cuyos elementos se aplica la función uno por uno.

			Por ejemplo, si queremos calcular el cuadrado de todos los enteros en la lista, podemos hacer un bucle for sobre los elementos de la lista calculando el cuadrado de cada elemento, o podemos aplicar una función map que toma dos parámetros: (1) una función para calcular el cuadrado de un entero y (2) la colección en la que queremos aplicar esa función. Vamos a intentarlo:

			map(lambda x: x*x, lista)

			<map at 0x7fbe207cfdc0>

			Quizás este no es el resultado que esperábamos. Esto se debe a que map no devuelve una lista directamente, sino un iterador. Necesitamos convertirlo en lista si queremos ver su contenido haciendo un casting:

			list(map(lambda x: x*x, lista))

			[1, 4, 9, 16]

			¿Qué ha pasado? Lo que map está haciendo aquí es aplicar la función lambda x: x*x a cada elemento de la lista, lo que da como resultado un nuevo iterador con los valores resultantes. Si te preguntas qué es un iterador, puedes entenderlo como una forma de recorrer una lista secuencialmente. Por eso hemos tenido que convertir ese iterador en lista para ver su contenido.

			Por cierto, hemos usado una función lambda (anónima) en línea, que es un truco para evitar definir funciones cortas. Este sería el código equivalente sin usar una función lambda:

			def cuadrado(x):

			return x*x

			

			list(map(cuadrado, lista))

			[1, 4, 9, 16]

			Como puedes ver, map puede ser una excelente manera de evitar los bucles for, además de aprovechar otras propiedades atractivas de la programación funcional, como la evaluación perezosa (o lazy en inglés) (Hutton, 2016). Además, las funciones lambda son muy prácticas cuando la función que necesitamos es sencilla. Las utilizaremos con frecuencia a lo largo del libro.

			La función reduce también está disponible en Python, pero, desde Python 3, necesitamos importarla de la biblioteca functools:

			from functools import reduce

			La idea que hay detrás de la función reduce es proporcionar una manera simple de combinar o agregar los elementos de una colección para obtener un único valor. Para ello, toma dos parámetros, al igual que la función map: (1) una función que recibe dos parámetros y (2) la colección que se reducirá aplicando esa función, por pares.

			En este caso, la función dada como parámetro toma dos elementos de la colección y devuelve uno solo. Veamos un ejemplo replicando la función sum() de Python, pero usando reduce. La función sum() devuelve la suma de los valores de una colección iterable (por ejemplo, una lista).

			sum(lista)

			10

			Podemos hacer lo mismo usando la función reduce:

			reduce(lambda x, y: x + y, lista)

			10

			La idea es que reduce reduce la lista a un único valor mientras aplica recursivamente la función dada, operando por pares. Vamos a entenderlo mejor sin usar una función anónima:

			def reducir_suma(x, y):

			salida = x + y

			print(f"{x}+{y}-->{salida}")

			return salida

			Queremos saber cómo se ha utilizado la función que pasamos a la función reduce, por lo que estamos «depurando» nuestro código imprimiendo los valores de x, y y out.

			reduce(reducir_suma, lista)

			1+2-->3

			3+3-->6

			6+4-->10

			10

			Como puedes ver en este resultado, primero se suman los dos primeros elementos de la lista. Luego, al resultado se le suma el siguiente valor (es decir, 3) y, finalmente, al resultado de esa operación se le suma el último elemento. Así, sumamos todos los elementos de la lista. En Python, la función reduce se implementa como una reducción por la izquierda (fold-left), ya que la función se aplica de izquierda a derecha.

			La operación que hemos usado (la suma) es independiente del orden en el que se aplica la reducción porque es conmutativa y asociativa, lo que significa que el resultado de reducir_suma(x,y) es el mismo que reducir_suma(y,x), y reducir_suma(reducir_suma(x,y),z) sería el mismo que reducir_suma(x, reducir_suma(y,z)).

			En computación distribuida, es importante asegurarse de que la función reduce no dependa del orden de los elementos para realizar una operación. Esto se debe a que puede ser necesario aplicar dicha función en diferentes nodos de un clúster para evitar sobrecostes en la red. De forma general, no podemos asumir que los elementos de una colección vengan en un orden en particular.

			Obviamente, podemos hacer muchas más cosas que solo sumar valores usando reduce y tendremos que diseñar funciones específicas para diferentes problemas. Por ejemplo, si quisiéramos calcular el promedio de esa lista [1, 2, 3, 4], deberíamos obtener un 2.5. ¿Podríamos simplemente calcular el promedio de cada par? Es decir:

			reduce(lambda x, y: (x+y)/2, lista)

			3.125

			¿Qué ha pasado? Para calcular esa media hemos aplicado la división, que no es una operación asociativa; por ejemplo, (1/2)/2 = 0.25, que no es lo mismo que 1/(1/2), es decir, 2. Por ello, siempre debes asegurarte de que tu función reduce sea conmutativa y asociativa.

			En el modelo de programación MapReduce, combinaremos estas dos funciones, una después de la otra. La primera se encargará de hacer algunas transformaciones a los datos de entrada, y la segunda los reducirá y producirá un resultado final. De hecho, podemos combinar ambas operaciones en Python en la misma línea de código, de modo que, primero podemos obtener el cuadrado de cada elemento de una lista y, después, sumar los elementos.

			reduce(reducir_suma, map(lambda x: x*x, lista))

			1+4-->5

			5+9-->14

			14+16-->30

			30

			Resumiendo, las funciones map y reduce en Python son excelentes para reducir la complejidad del código al evitar bucles for innecesarios. En el modelo de programación MapReduce, son indispensables. Aquí tienes una pequeña pista de por qué son tan importantes: map se puede aplicar fácilmente en paralelo, mientras que reduce se puede usar para agregar información de varias fuentes y hacerlo en fases, siempre que la función utilizada sea conmutativa y asociativa.

			
El «Hola mundo» del big data: el contador de palabras (Word Count)

			Ahora entendemos cómo funcionan las funciones map y reduce y cómo podemos utilizarlas de forma secuencial, pero, ¿cómo podemos dividir el trabajo entre diferentes ordenadores cuando tenemos big data? Para responder a esta pregunta, vamos a usar el «Hola mundo» del big data, que se conoce como el contador de palabras o Word Count. 

			La tarea consiste en contar la frecuencia de las palabras en un documento o en una colección de documentos. Para ilustrar lo que queremos lograr, vamos a crear una cadena sencilla con algo de contenido que represente un documento.

			texto = "bienvenido al big mundo big big data bienvenido al mundo del MapReduce \

			el mundo del big data se basa en MapReduce\

			este libro de big data es entretenido y enseña MapReduce"

			Si queremos contar las palabras en esa cadena con Python, podríamos pensar en dividirla por los espacios en blanco y luego usar un diccionario donde cada palabra sea una clave y su valor indique el número de veces que aparece en el texto. Algo así:

			diccionario = {}

			for palabra in texto.split(" "):

			if palabra not in diccionario.keys():

			diccionario[palabra] = 1

			else:

			diccionario[palabra] += 1

			Y, voilà:

			diccionario

			{'Bienvenido': 2, 'al': 2, 'Mundo': 3, 'del': 2, 'big': 5, 'data': 3, 'MapReduce': 3, '': 15, 'El': 1, 'se': 1, 'basa': 1, 'en': 1, 'Este': 1, 'libro': 1, 'de': 1, 'es': 1, 'entretenido': 1, 'y': 1, 'enseña': 1}

			Pero ¿qué pasaría si este fuera un documento muy grande? Tan grande que no cupiese en la memoria de tu ordenador. Probablemente pensarías en aplicar una estrategia de divide y vencerás. Veamos paso a paso cómo resolver el problema.

			Si el documento es muy grande, debemos asumir que está distribuido entre varios nodos que usaremos para paralelizar nuestro programa. Por ejemplo, supongamos que tenemos tres nodos y cada uno tiene (localmente) un fragmento (partición) del documento siguiendo el principio de localidad de datos. Ahora sería sencillo aplicar el código anterior (es decir, el bucle for) en cada trozo de los datos, de modo que realicemos conteos parciales de palabras. Cuando todos los nodos hayan hecho su trabajo, un nodo adicional podría recibir todos los resultados parciales (intermedios) de cada nodo y agregarlos en un solo diccionario. La figura 2.1 muestra esta posible solución.

			¿Ves algún problema con este plan? Bueno, para empezar, estamos asumiendo que todos los resultados intermedios (es decir, los diccionarios) cabrán en la memoria principal de un solo ordenador para realizar la agregación, lo cual podría no ser el caso. Si pensamos en el caso más extremo, en el que no haya ninguna palabra repetida, ¡el tamaño de la salida de cada nodo podría ser incluso mayor que el fragmento del texto original! Obviamente, esto es poco probable, ya que el número de palabras en un idioma es limitado (por ejemplo, ¡alrededor de 93 000 en español!) y seguro que habrá repeticiones. No obstante, debemos abstraernos y pensar a lo grande. Por ello, esta estrategia no funcionará, ya que asume que un solo nodo puede manejar todos los resultados, lo cual no es escalable ni deseable en big data.

			Tal vez podrías pensar en mitigar este problema utilizando algunos nodos intermedios (entre las tres máquinas iniciales y la final) que agreguen resultados parciales. Sin embargo, esto tampoco funcionaría en todos los casos, porque el resultado final aún necesita caber en una sola máquina, lo cual podría no ser posible en big data.

			[image: Diagrama de flujo que muestra el proceso MapReduce con tres nodos. Cada nodo contiene diferentes operaciones matemáticas. El Nodo 1 muestra Operaciones de alto nivel y Mapeo, el Nodo 2 presenta Map y Shuffle, y el Nodo 3 indica Map y Reducción. Las flechas conectan los procesos mostrando el flujo de datos en computación distribuida.]

			Figura 2.1. Intento de paralelizar el contador de palabras usando cuatro nodos de cómputo.

			Entonces, ¿cómo lo resolvemos? En vez de enviar todos los resultados intermedios a un solo ordenador, ¿no sería mejor enviar solo un subconjunto de las palabras a nodos específicos que se encarguen del conteo final? Puedes ver esta alternativa representada en la figura 2.2.

			[image: Diagrama que muestra un flujo de procesamiento MapReduce con tres nodos. Cada nodo contiene cajas de texto que representan las fases del proceso: división de datos, aplicación de la función Map y combinación mediante Reduce. Las cajas muestran ejemplos de operaciones con valores numéricos que ilustran la transformación de datos en un entorno de computación distribuida.]

			Figura 2.2. Paralelizando el contador de palabras en seis nodos (en verdad, solo se necesitarían tres diferentes). La salida permanece distribuida entre los nodos 4, 5 y 6.

			En este ejemplo, los distintos nodos se encargan de mantener distintas claves (palabras), por ejemplo, el nodo 4 se encarga de un subconjunto de las claves (es decir, «bienvenido», «del», «big», «mundo» y «MapReduce»). En realidad, no hay necesidad de usar tres nodos extra en este ejemplo, ya que simplemente los tres nodos originales (del 1-3) podrían encargarse de la segunda etapa.

			Ahora podrías estar preguntándote, espera, ¿entonces tengo que programar qué palabras van a cada nodo? No realmente, esa es parte de la «magia» de MapReduce. 

			Aparte de las fases map y reduce, hay una fase intermedia que aún no hemos nombrado y se conoce como la fase de shuffle. Esta es precisamente la fase donde ciertas claves y sus valores se envían a nodos específicos y esto ocurre automáticamente en MapReduce. Al final del proceso, tendremos el resultado final distribuido en múltiples ordenadores. Volveremos a retomar esto en un par de secciones.

			Esta es la idea principal de MapReduce, donde la fase map realiza alguna operación inicial en diferentes partes de los datos y la fase reduce fusiona todos los resultados intermedios con la misma clave en uno solo, manteniendo la salida distribuida. Puedes ver estas dos fases en la figura 2.3.

			[image: Diagrama de flujo que muestra el proceso MapReduce con dos fases principales. En la fase Map se muestran operaciones como Normalizar el formato y Fragmentar el texto, seguido por tareas intermedias. En la fase Reduce se observan operaciones de agregación y procesamiento de datos distribuidos en varios nodos de trabajo.]

			Figura 2.3. Representación a alto nivel de las dos etapas principales de MapReduce.

			Reto #1

			¿Cómo crearías un ranking de frecuencia de palabras para determinar cuál es la más utilizada?

			Siguiendo el ejemplo anterior, los resultados finales deberían estar distribuidos entre los nodos de la siguiente forma:

			•Nodo 1 mantendría «big», «mundo», «del», «data» y «MapReduce» porque son las más populares (4 repeticiones de «big», y 3 repeticiones el resto).

			•Nodos 2 y 3 mantendrían las otras... o tal vez ni siquiera necesitemos un tercer nodo en este caso.

			¿Puedes hacer esto en un solo paso de MapReduce? Si necesitas más de un paso de MapReduce, recuerda que conceptualmente necesitas realizar fases completas de MapReduce.

			Hasta ahora, hemos resuelto la parte algorítmica del conteo de palabras mediante el principio de localidad de datos de manera distribuida, tanto en términos de computación como en el resultado final. Sin embargo, en el capítulo anterior mencionamos que la escalabilidad horizontal permite la tolerancia a fallos; es decir, el proceso podría finalizar con éxito incluso si un nodo falla. La tolerancia a fallos resulta importante cuando trabajamos con un clúster de ordenadores. Supongamos que un ordenador tiene un fallo de hardware una vez cada tres años. Con esta tasa de fallos, si nuestro clúster tuviera 10 000 nodos, ¡podríamos tener diez fallos por día!

			Entonces, ¿cómo logra MapReduce ser tolerante a fallos? La idea es bastante simple: si un nodo falla, el proceso que estaba ejecutando se relanza en otro nodo que tenga una copia de los datos necesarios (o de la mayoría de ellos). Del mismo modo, si un nodo tarda más de lo esperado en responder o no responde, se lanza una ejecución especulativa del mismo proceso en otro nodo. Si el nodo original se recupera, el primero de los dos en finalizar el proceso proporciona el resultado y se descarta el otro. La figura 2.4 presenta esta idea.

			[image: Diagrama de flujo de MapReduce mostrando un árbol con nodos interconectados. Muestra la estructura jerárquica del procesamiento distribuido, con fórmulas matemáticas en cada nodo que representan las operaciones de map y reduce aplicadas a los datos en diferentes etapas del procesamiento.]

			Figura 2.4. Tolerancia a fallos en MapReduce. El nodo 1 falla o no responde, por lo que otro  nodo se hace cargo de esa tarea.

			Para concluir esta descripción de alto nivel de MapReduce, es importante entender que el modelo de programación MapReduce nos ayuda a abordar los desafíos de implementar soluciones distribuidas para big data. Esto se logra mediante un nuevo nivel de abstracción y mecanismos de tolerancia a fallos. Sin embargo, para ser completamente precisos, debemos admitir que MapReduce en sí no proporciona tolerancia a fallos. Es el marco que implementa el modelo de programación MapReduce el que ofrece ese nivel de abstracción y transparencia. Volveremos a esto en el próximo capítulo.
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