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LE MOT DES DIRECTEURS DE LA COLLECTION RNTI


Très chers lecteurs et lectrices,


La collection RNTI s’étoffe d’année en année. Vos publications RNTI sont disponibles en ligne mais également en diffusion de livres classiques ou numériques auprès des grands libraires et distributeurs.


La collection RNTI a maintenant pris sa place dans l’édition scientifique francophone. Elle s’impose dans le paysage éditorial scientifique puisque tout son contenu est référencé dans les banques de données bibliographiques et notamment DBLP. La communauté scientifique, notamment francophone, la considère comme l’une des publications de référence du domaine. Le nombre de pages publiées chaque année est d’environ 1000, représentant des articles sélectionnés sur la base d’une évaluation rigoureuse selon les normes internationales. Le taux de sélection, autour de 30%, la place parmi les publications les plus exigeantes. Les publications de RNTI se font toutes selon la même charte éditoriale respectant les standards internationaux en matière de transparence et de qualité.


Nous tenons encore une fois à exprimer toute notre gratitude aux auteurs, aux rédacteurs invités et à tous nos collègues qui nous ont fait l’honneur de proposer des articles ou des numéros spéciaux.


Nous continuons à faire paraître des numéros dans les thèmes liés à l’Extraction de connaissances à partir des données, à la Fouille de données et à la Gestion des connaissances, mais nous ouvrons l’espace RNTI plus largement à d’autres domaines de l’Informatique, toujours avec les mêmes niveaux d’exigence sur les numéros publiés. Nous vous invitons à nous proposer des projets êditoriaux rentrant dans la politique éditoriale de RNTI et dont les principes assez simples font la distinction entre deux deux sortes de publications :




	des numéros à thème faisant l’objet d’un appel à communication. Chaque numéro à thème est édité par un ou plusieurs rédacteurs en chef invités. Un comité de programme spécifique d’une quinzaine de personnes est formé à cette occasion. Si vous avez un projet éditorial vous pouvez nous le soumettre et s’il est dans le créneau de RNTI vous serez désigné rédacteur invité et vous vous chargerez ensuite de manière libre et indépendante de la mise en place de la collecte, de l’évaluation, de la sélection et de la publication du numéro,


	des actes de conférences sélection garantissant une haute qualité des articles. Si vous présidez une conférence dans des thématiques liées aux technologies de l’information, vous pouvez nous contacter.





Nous remercions chaleureusement la communauté EGC de faire de nouveau confiance à RNTI pour la parution de ce numéro et nous espérons vivement qu’il vous donnera à toutes et à tous une entière satisfaction. Pour tout renseignement, nous vous invitons à consulter notre site Web et à nous contacter.


Nous terminons ce petit mot en vous adressant nos meilleurs voeux pour 2019.


Djamel A. Zighed et Gilles Venturini.





PRÉFACE


A l’heure de la confrontation de l’Intelligence Artificielle au déluge de données massives, les sujets de l’extraction et de la gestion des connaissances apparaissent comme particulièrement centraux à de nombreux travaux de recherche et développement. Le traitement et l’intégration de sources de données et de connaissances posent sans cesse de nouveaux besoins et de nouveaux défis en termes de méthodes, de techniques et d’outils pour acquérir les données, les classifier, les intégrer, les représenter, les stocker, les indexer, les visualiser, interagir avec elles, les protéger et surtout les transformer en connaissances utiles, pertinentes et respectueuses de nos droits. Aux besoins de passage à l’échelle posés par de grandes collections de données, s’ajoutent les besoins de traitement de données hétérogènes, de qualité variable et parfois très dynamiques. Un défi majeur est la conception d’algorithmes d’analyse et de raisonnement sur des données, plus transparents, tout en garantissant le respect de la vie privée et l’équité.


La conférence Extraction et Gestion de Connaissances (EGC) est le rendez-vous annuel de chercheurs et praticiens travaillant dans les domaines de la science des données et des connaissances. Ces disciplines incluent notamment l’apprentissage automatique, l’ingénierie et la représentation des connaissances, les statistiques et l’analyse de données, la fouille de données, les systèmes d’information, les bases de données, le Web sémantique. EGC est une occasion unique de faire se rencontrer académiques et industriels afin de confronter des travaux théoriques et des applications pratiques sur des données réelles et de communiquer des travaux de qualité, d’échanger et de favoriser la fertilisation croisée des idées, à travers la présentation de travaux de recherche récents, de développements industriels et d’applications originales.


La sélection d’articles publiés dans le présent recueil constitue les actes de la 19e édition de la conférence (EGC 2019) qui s’est déroulée à Metz du 21 au 25 janvier 2019 sur le Campus de CentraleSupêlec. Les articles sélectionnés couvrent des thématiques très diverses mais au coeur de la communauté telles que l’apprentissage automatique, l’ingénierie et la représentation des connaissances, la fouille de données, les systèmes d’information, les bases de données, le Web sémantique et les données ouvertes, le traitement de données de nature diverse : numériques et symboliques, textuelles ou images ou encore données de graphes issues des réseaux sociaux. Les applications présentées sont également variées allant de la recommandation, des assistants vocaux, de l’urbanisme à la médecine et à la chimie. Sur 72 soumissions complètes, nous avons retenu 19 articles longs (soit un taux de sélection de 26,3%), 20 articles courts, 8 résumés d’articles déjà publiés à l’international et 15 posters. Pour assurer un retour de qualité, 5 articles ont eu 3 relectures, 64 articles ont eu 4 relectures et 3 articles ont eu 5 relectures. Ce travail a été effectué par un comité de 167 relecteurs et supervisé par 8 mêta-relecteurs. De manière à rendre l’évaluation la plus juste et la plus équitable possible, le processus a été réalisé via des soumissions anonymes, avec un droit de réponse des auteurs avant la réunion du comité de programme. Chaque article a aussi fait l’objet d’une mêta-relecture pour synthétiser les retours et les discussions, arbitrer les échanges et recommander une décision.


EGC héberge aussi une école qui nous permet de nous former aux dernières méthodes et nouveaux outils. Cette année, elle était ciblée sur “Privacy preserving, reasoning, explaining”.


Pour cette édition 2019, nous avons eu le plaisir d’accueillir quatre chercheurs invités de renom international :




	Frank van Harmelen, Université VU d’Amsterdam, président d’honneur de EGC 2019


	Krishna P. Gummadi, Max Planck Institute for Software Systems (MPI-SWS)


	Ioana Manolescu, Inria-LIX, Ecole Polytechnique


	Roberto Di Cosmo, Inria et Université Paris Diderot





Le recueil inclut les résumés de leurs conférences invitées.


La conférence est complétée par 6 ateliers sélectionnés sur un spectre large de thématiques: Fouille de textes, Web des données, Humanités numériques et héritage culturel, Gestion et analyse des données spatiales et temporelles, Interprêtabilitê de l’apprentissage automatique et de IA, Véracité des données.


Remerciements : Nous tenons à remercier les membres du comité de programme pour la qualité de leurs rapports d’évaluations et le temps consacré malgré des périodes chargées et difficiles. Nos remerciements chaleureux vont également à toute l’équipe du comité d’organisation pour leur travail, leur implication, leur mobilisation, et leur réactivité. Ils vont également aux membres du bureau de l’association EGC pour leur appui tout au long de la préparation de cette édition. Nous remercions spécialement pour leur soutien et participation, CentraleSupêlec, le laboratoire lorrain de recherche en informatique et ses applications (LORIA, UMR 7503), CNRS, INRIA l’Université de Lorraine, l’IUT de Metz, la région Grand Est, le département de Moselle, Metz Métropole, le groupe de recherche GDR MADICS (Masses de Données, Informations et Connaissances en Sciences), la société Luxembourgeoise de Statistique (SLS), Sogeti, Business & Décision, Arcelor Mittal, google, Crédit Mutuel Enseignant.


Marie-Christine Rousset et Lydia Boudjeloud-Assala.
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Combining learning and reasoning: new challenges for knowledge graphs



Frank van Harmelen*


*Dpt of Computer Science, Vrije Universiteit Amsterdam, The Netherlands


Frank.van.Harmelen@vu.nl,


https://www.cs.vu.nl/frank.van.harmelen/


Summary


The question on how to combine learning with reasoning is widely seen as one of the major challenges for AI. Knowledge Graphs are now well established as a formalism for knowledge representation and reasoning, with large scale adoptions in industry (Google search, Apple’s Siri, Amazon, Uber, Airbnb, BBC, Reuters, and many others). Besides their use for reasoning tasks, knowledge graphs have also shown promise as a formalism to combine reasoning with learning. They have been used as a source of labels for semi-supervised learning, machine learning has been used to generate knowledge graphs, using knowledge graphs can be used to construct post-hoc explanations for machine learning, to name just a few. Central questions in this talk will be : what is the progress that has been made on combining knowledge graphs with machine learning to date, and what are the promises and challenges in both the near and the long term ?





Foundations for Fair Algorithmic Decision Making



Krishna P. Gummadi*


*Max Planck Institute for Software Systems (MPI-SWS), Allemagne


gummadi@mpi-sws.org,


https://people.mpi-sws.org/gummadi/


Summary


Algorithmic (data-driven learning-based) decision making is increasingly being used to assist or replace human decision making in a variety of domains ranging from banking (rating user credit) and recruiting (ranking applicants) to judiciary (profiling criminals) and journalism (recommending news-stories). Recently concerns have been raised about the potential for discrimination and unfairness in such algorithmic decisions. Against this background, in this talk, I will discuss the following foundational questions about algorithmic unfairness :




	How do algorithms learn to make unfair decisions?


	How can we quantify (measure) unfairness in algorithmic decision making ?


	How can we control (mitigate) algorithmic unfairness ? i.e., how can we re-design learning mechanisms to avoid unfair decision making ?









Software Heritage: que faire avec tout le code source du monde?



Roberto Di Cosmo*


*Laboratoire IRIF, université Paris-Diderot, 75205 Paris CEDEX 13


roberto@dicosmo.org,


www.dicosmo.org


Summary


Software Heritage est une initiative à but non lucratif dont l’objectif ambitieux est de collecter, préserver et partager le code source de tous les logiciels jamais écrits, avec leur historique de développement complet, en construisant une base de connaissances logicielle universelle. Software Heritage répond à une variété de besoins : préserver nos connaissances scientifiques et technologiques, améliorer le développement et la réutilisation des logiciels pour la société et l’industrie, favoriser la science ouverte et construire une infrastructure essentielle pour des études logicielles reproductibles à grande échelle. Nous avons déjà collecté plus de 4 milliards de fichiers sources uniques provenant de plus de 80 millions d’origines. Manipuler ce gigantesque ensemble de données est une mission complexe et nécessite de nouvelles approches pour stocker et requêter l’information d’une manière compatible avec la croissance explosive du développement logiciel collaboratif. Dans cette conférence, nous explorons quelques uns des nouveaux défis et opportunités que présente Software Heritage.





Computational fact-checking: state of the art, challenges, and perspectives



Ioana Manolescu*


*Laboratoire d’Informatique (LIX), École Polytechnique, Palaiseau, France


ioana.manolescu@inria.fr,


http://pages.saclay.inria.fr/ioana.manolescu/


Summary


The tremendous value of Big Data has been noticed of late also by the media, and the term “data journalism” has been coined to refer to journalistic work inspired by digital data sources. A particularly popular and active area of data journalism is concerned with fact-checking. The term was born in the journalist community and referred to the process of verifying and ensuring the accuracy of published media content ; more recently, its meaning has shifted to the analysis of politics, economy, science, and news content shared in any form, but first and foremost on the Web. A very lively area of digital content management research has taken up these problems and works to propose foundations (models), algorithms, and implement them through concrete tools. In my talk, I will show why I believe the data and knowledge management communities should get involved, cast computational fact-checking as a content management problem, present some of the research results attained in this area, and point out areas where more work is needed. This talk is mostly based on research carried within the ANR ContentCheck project (http://contentcheck.inria.fr)





Des réseaux de neurones pour prédire des distances interatomiques extraites d’une base de données ouverte de calculs en chimie quantique



Jules Leguy*, Thomas Cauchy**, Béatrice Duval*, Benoit Da Mota*


*Laboratoire LERIA, Université d’Angers, 2 bd Lavoisier, 49045 Angers, France


{beatrice.duval, benoit.damota}@univ-angers.fr


**Laboratoire MOLTECH-Anjou, Université d’Angers, CNRS UMR 6200,


2 bd Lavoisier, 49045 Angers, France


thomas.cauchy@univ-angers.fr


Résumé. Le calcul de la géométrie de l’état fondamental d’une molécule est le point de départ de l’immense majorité des travaux en chimie quantique moléculaire. La base de données ouverte PubChemQC met à disposition les résultats de calculs des états fondamentaux pour plus de trois millions de molécules. Nous avons extrait les géométries convergées afin d’entraîner des modèles d’apprentissage automatique. Prédire la géométrie complète serait une avancée remarquable. Nos premiers résultats suggèrent qu’il est difficile d’entraîner un réseau de neurones sur cette tâche complexe. Par contre, nous démontrons qu’un réseau de neurones est capable de prédire précisément une distance entre deux atomes. L’objet d’étude de ce travail est la distance la plus complexe en chimie organique, la distance carbone-carbone. Les meilleurs résultats sont obtenus en limitant la quantité d’information grâce à une distance seuil autour de chaque carbone.


1 Introduction


La chimie moléculaire se définit comme l’étude d’entités discrètes (appelées molécules) et correspond à la communauté la plus large de chimistes. Des centaines de millions de molécules sont connues, contenant généralement moins d’une centaine d’atomes et moins d’un millier d’électrons. Les propriétés chimiques de ces molécules dépendent des positions des noyaux et des électrons qui peuvent être calculées de manière approchée par des méthodes issues de la mécanique quantique. Avec la démocratisation de la puissance de calcul, la chimie informatique est devenue une partie essentielle de la recherche en chimie moléculaire. Mais, selon les différents paramètres utilisés, ces calculs peuvent durer de quelques heures à quelques milliers d’heures par molécule. L’apprentissage automatique et plus généralement l’intelligence artificielle appliquée à des données de chimie moléculaire promet de révolutionner la chimie dans un futur proche (Schneider, 2018; Tabor et al., 2018). Avec la récente abondance de données en chimie quantique moléculaire, de nombreux travaux ont vu le jour à un rythme accru depuis 2017. Les modèles employés sont majoritairement de deux types : les réseaux de neurones (Schütt et al., 2017, 2018; Gubaev et al., 2018; Hy et al., 2018; Sinitskiy et Pande, 2018) et les méthodes à noyaux de type Support Vector Machine (SVM) ou Gaussian Process Regressions (GPR) (Nakata et Shimazaki, 2017; Bartók et al., 2017; Musil et al., 2018). Aujourd’hui, les travaux se concentrent sur la prédiction de valeurs finales, au sens où si l’énergie totale de la molécule est l’objet d’étude, alors un modèle prédisant cette énergie est entraîné. La plupart des travaux présentent des résultats prometteurs, mais travaillent sur des jeux de données très restrictifs en termes de taille et de variété de molécules ; principalement le jeu de données QM9 avec 1 million de couples géométrie/énergie sur seulement 7165 molécules contenant au maximum 23 atomes.


Les propriétés moléculaires les plus étudiées en chimie quantique concernent la réactivité d’une molécule (localisation des électrons les plus énergétiques, etc.) ou ses propriétés d’absorption et d’émission de lumière visible qui dépendent des états excités de la molécule. Dans tous ces cas, une description précise de l’état fondamental est nécessaire. Cela signifie connaître la position d’équilibre des noyaux, ce que l’on appelle la géométrie convergée de l’état fondamental, et connaître les fonctions d’onde des électrons. Ainsi prédire la géométrie complète à partir d’une méthode d’apprentissage automatique serait une importante avancée, permettant notamment d’économiser beaucoup de temps de calculs et permettant à terme d’accélérer et guider le criblage de nouvelles molécules. Un point crucial pour l’apprentissage automatique est la disponibilité de données homogènes ou tout du moins comparables. Or, les calculs en chimie quantique sont toujours des méthodes approchées car la résolution analytique de l’équation de Schrödinger n’est pas possible pour des systèmes contenant plusieurs électrons. Ne sont donc comparables que des calculs effectués avec les mêmes approximations de calculs (sur l’opérateur mathématique ou sur les fonctions d’onde électronique). Des bases de données de calculs homogènes sont très rares en chimie moléculaire. Il existe des bases de données expérimentales de tailles importantes dont la plus conséquente est le projet PubChem contenant plus de 96 millions de molécules (Wang et al., 2009). Il existe aussi au moins cinq bases de données théoriques pour des systèmes de la chimie des solides (comme NoMaD par exemple), mais leurs méthodes de calcul sont malheureusement radicalement différentes et assez incompatibles avec la chimie moléculaire (fonctions mathématiques localisées contre fonctions mathématiques périodiques). À l’échelle moléculaire, depuis 2013 le projet “Clean Energy” d’Harvard contient plus de 2 millions de molécules calculées afin d’en estimer leurs potentiels comme matériau photovoltaïque (https://cepdb.molecularspace.org/). Malheureusement, les données des calculs ne sont pas disponibles et ces calculs auraient aussi pu servir à bien d’autres applications. Finalement, une base de données de calculs en chimie moléculaire, PubChemQC (Nakata et Shimazaki, 2017), a été construite par un laboratoire japonais. Elle avait pour objectif ambitieux de calculer avec des paramètres constants tous les composés de la base PubChem. Le projet est au point mort après 3,5 millions de composés calculés, mais il s’agit de la source de données primaires, libre d’accès, la plus homogène et la plus large en chimie moléculaire. Elle est beaucoup plus représentative de l’espace moléculaire que le jeu de données QM9. Nous avons donc utilisé cette source pour l’apprentissage de nos modèles.


2 Préliminaires


Notre objectif à terme est de pouvoir se passer du calcul de mécanique quantique ou tout du moins de prédire un bon point de départ pour l’accélérer de façon substantielle. Le premier problème qu’il faut résoudre est donc de prédire précisément la position des atomes (section 3), problème qui peut être décomposé en la prédiction de la longueur d’une liaison covalente (section 4) et d’angles. Cette longueur de liaison covalente entre deux atomes est un équilibre entre la répulsion des noyaux de charge positive, la répulsion entre les électrons de charge négative et l’attraction entre les électrons et les noyaux. Ainsi la distance d’équilibre dépend de la nature des atomes (carbone, hydrogène, oxygène...) participant à la liaison, mais est également influencée par les atomes au voisinage de la liaison car ils peuvent par exemple attirer à eux une partie des électrons et donc modifier l’équilibre de la liaison. L’influence des atomes du voisinage peut être plus ou moins forte selon leurs positions relativesà la liaison.


Les calculs dont les résultats sont disponibles sur la base PubChemQC (Nakata et Shimazaki, 2017) ont été réalisés à l’aide du logiciel de chimie quantique GAMESS avec comme paramètres la fonctionnelle B3LYP (approximation sur l’opérateur hamiltonien), l’ensemble de fonctions de base 6-31G* (approximation sur les fonctions monoélectroniques), le tout en closed shell et phase gazeuse. Nous avons récupéré pour cette étude la géométrie issue de l’optimisation de l’état fondamental. Ce sont ces données qui serviront de cibles à nos modèles prédictifs. Nous avons effectué un premier filtre grossier afin d’enlever les molécules vides ou contenant un unique atome. Afin de limiter la taille des entrées de nos modèles, nous avons fixé une taille maximale de 60 atomes (bien supérieure aux 23 atomes du jeu de données QM9), ce qui permet de garder la quasi-totalité des molécules de cette base. Nos travaux préliminaires de curation manuelle des données nous permettent d’affirmer qu’une partie de ces calculs sont faux, au sens où il n’arrivent pas à optimiser l’état fondamental de la molécule initialement demandée. Il s’agit de calculs qui ont convergé vers une autre molécule par une modification de certaines fonctions chimiques ou en plusieurs autres molécules par une dissociation. Nous considérons dans un premier temps que ces données sont valorisables en terme d’apprentissage. Cette hypothèse ne peut pas être vérifiée actuellement faute de procédure automatique de nettoyage de la base de données, qui aurait permis de comparer les performances de nos modèles avec ou sans ces calculs.


Afin d’évaluer la qualité des prédictions lors de l’entraînement et pour guider les modèles lors de la procédure d’optimisation des poids, nous utilisons l’erreur quadratique moyenne (Root-Mean-Square Error ou RMSE). Pour yˆ i la valeur prédite pour la variable yi pour un exemple i, le RMSE de N prédictions se définit comme suit :


[image: images]


Lors de la prédiction d’une géométrie complète, nous adaptons cette fonction afin de prendre en compte la prédiction d’un vecteur de distances restreint aux sorties correspondant à des atomes en entrée. En effet, le nombre d’atomes variant d’une molécule à une autre, il faut masquer le vecteur de sortie. Pour yˆ i,j la valeur prédite pour la variable yi,j pour l’atome j d’une molécule i possédant Ai atomes, le PRMSE de N prédictions se définit comme suit :
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Sans le masquage du PRMSE, le modèle apprendrait surtout à prédire des valeurs nulles pour les sorties ne correspondant pas à des atomes en entrée, ce qui constitue une tâche très simple et éloignée de nos objectifs.


L’ensemble de nos traitements ont été réalisés en Python à l’aide des bibliothèques TensorFlow et Scikit-Learn.


3 Prédiction de la géométrie complète


3.1 Données et modèles


Représentation géométrique. Un modèle naïf consisterait à utiliser en entrée une matrice des distances interatomiques, ce qui a été utilisé avec succès par (Schütt et al., 2017) pour prédire l’énergie totale d’une molécule. Les distances relatives ont comme bonne propriété d’être indépendantes d’un repère absolu. Au-delà de quelques atomes cette représentation ne peut pas passer à l’échelle. Il est alors possible de penser à utiliser la trilatération afin de reconstruire des coordonnées avec les distances prédites à partir de 4 distances relatives. En pratique, l’accumulation d’imprécisions rend la reconstruction impossible. Nous avons finalement choisi de représenter nos positions atomiques par des distances à4 points fixes d’un repère orthonormé. La promesse de l’apprentissage profond étant de pouvoir se passer d’ingénierie des descripteurs, nous fournissons des descripteurs géométriques simples et laissons à la charge du réseau de neurones la projection dans un espace adapté de variables latentes.


Introduction de bruit. Afin de prédire des géométries moléculaires optimisées à partir de géométries moléculaires non convergées, la situation idéale serait que les modèles apprennent à partir d’un ensemble de géométries non convergées issues de mesures ou de résultats de mécanique moléculaire, c’est à dire un modèle théorique moins sophistiqué. Malheureusement, la base PubChemQC ne fournit que les géométries optimisées en mécanique quantique et lors de nos essais de génération nous avons été confrontés aux problèmes de l’ordre des atomes, compliquant sérieusement le calcul du RMSE. Nous avons choisi dans un premier temps d’insérer un bruit contrôlé afin de valider notre méthodologie. Le modèle devra alors prédire le bruit afin de le soustraire à la géométrie bruitée. L’introduction de bruit ne garantit donc pas que le modèle se généralisera aux données réelles, mais nous permet de valider la méthode. Le bruit que l’on introduit est un bruit gaussien (normal et identiquement distribué) de moyenne nulle. Le paramètre d’écart-type σ permet de contrôler l’amplitude avec précision, tout en générant quelques cas extrêmes. Le déplacement des atomes doit être suffisamment important pour que la tâche d’optimisation de la géométrie moléculaire soit difficile et comparable à des cas d’utilisation réels, mais suffisamment modérée pour que l’on n’inverse pas la position de couples d’atomes. Le déplacement des atomes est réalisé sur les coordonnées, ie. avant le calcul des distances. Nous avons estimé qu’il était réaliste chimiquement bruiter les coordonnées des atomes avec un bruit gaussien de paramètre σ = 17, 32 pm. Dans approximativement 95% des cas (i.e. 2σ), l’atome se retrouve ainsi à une distance comprise entre 0 et 60 pm de sa position initiale, ce qui est raisonnable. Pour cette tâche nous disposons de 2,5 millions de molécules. Afin d’évaluer la performance de notre modèle, nous calculons le PRMSE après introduction du bruit, ce qui correspond à environ 17, 31 pm.






	Paramètres


	Valeurs







	Taux d’apprentissage (learning rate)


	0,1 ; 0,0001 ; 0,00001







	Dégradation des coefficients (weight decay)


	0,001 ; 0,01 ; 0,1







	Epsilon (Adam optimizer)


	0,0001 ; 1000







	Initialisation des poids


	0,002 ; 0,2







	Fonction d’activation de la couche de sortie


	linéaire







	Taille de lot (batch size)


	500 ; 2000







	Époques d’entraînement


	3







	Fonction d’activation des couches cachées


	elu, crelu







	Largeur des couches cachées


	360







	Nombre de couches cachées


	3; 7







	Taux de désactivation (dropout)


	0,03 ; 0,07








TAB. 1 – Grille des paramètres pour la recherche par quadrillage pour le modèle tentant de prédire la géométrie complète d’une molécule.


Modèles. En plus des données géométriques, nous fournissons aux modèles des informations concernant la nature de chaque atome, ie. la masse et le numéro atomique, soit six descripteurs par atome. Les modèles prédictifs possédant une entrée de taille fixe et les molécules une taille variable (nombre d’atomes), nous adaptons la représentation des molécules en prévoyant une couche d’entrée capable de supporter des molécules jusqu’à 60 atomes. Lorsqu’une molécule est de taille inférieure à la taille maximale, les caractéristiques des atomes non définis sont fixées à zéro (padding). De même, l’évaluation du modèle est réalisée à l’aide du PRMSE. Les modèles testés sont tous des réseaux de neurones possédant des architectures simples. Ils sont composés d’une couche d’entrée (360 neurones), d’une couche de sortie (240 neurones) et d’un certain nombre de couches internes de taille fixe (360 neurones) et entièrement connectées, c’est à dire que chaque neurone d’une couche est connecté à tous les neurones de la couche suivante. Le nombre de couches varie en fonction des modèles (cf. table 1). Nous avons pris quelques précautions afin d’éviter le sur-apprentissage de nos modèles, notamment avec le taux de désactivation aléatoire des neurones (dropout) et la dégradation des coefficients (weight decay). Le temps d’exécution de l’entraînement d’un modèle limite grandement la possibilité d’entraîner des modèles avec des jeux de paramètres variés et un nombre élevé de validations croisées. Il faut donc effectuer un compromis entre la quantité de modèles différents à entraîner, le nombre d’entraînements de chacun de ces modèles et le nombre d’époques. Nous avons effectué une recherche par quadrillage (cf. table 1) décrivant les paramètres de 576 modèles différents avec une validation croisée à deux échantillons (2-fold CV), soit un total de 1152 entraînements. Puis le même jeu de paramètres a été utilisé afin d’entraîner le modèle sur l’ensemble des données d’entraînement (90 % du jeu de données original) en augmentant le nombre d’époques à 5. Les résultats que nous présentons sont les performances réalisées sur des données mises de côté avant l’entraînement, soit 10 % du jeu de données.



3.2 Résultats


À l’issue de la recherche, en dehors de quelques modèles encore moins performants, les performances sont très similaires. Les meilleurs modèles travaillant sur des données ayant un bruit de PRMSE de 17,31 pm effectuent des prédictions de PRMSE à 10,45 pm (cf. table 2). Cela revient à réduire l’erreur à environ 60 % de sa valeur initiale, et donc à prédire 40 % du bruit. Il s’agit d’un gain qui pourrait être non négligeable, même si ce n’est pas réellement utilisable pour optimiser la géométrie des molécules. Toutefois, l’analyse détaillée révèle un comportement inattendu du modèle et remet en cause la nature du bruit introduit.






	 


	cibles


	prédictions


	|erreurs|







	Moyenne


	-0,82


	-0,23


	13,83







	Médiane


	-0,82


	-0,13


	11,69







	Écart-type


	17,31


	10,45


	10,45







	Minimum


	-94,80


	-9,57


	0,00







	Maximum


	97,24


	1,23


	97,80








TAB. 2 – Analyse statistique des valeurs cibles (Δ de distance engendré par le bruit), des prédictions (Δ de distance prédit) et des erreurs absolues en prédiction (en pm).
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FIG. 1 – Prédictions en fonction des cibles pour le modèle prédisant une géométrie complète. À droite, le zoom permet d’observer des prédictions discrètes avec un nombre fini de valeurs.


En effet, l’analyse statistique des données bruitées révèle qu’ajouter le bruit sur les co-ordonnées plutôt que sur les distances a plus éloigné les atomes de l’origine du repère en moyenne (0.82 pm, cf. table 2). Les prédictions de notre modèle s’étendent entre -9,6 pm et 1,2 pm, alors qu’elles devraient s’étendre entre -94,8 pm et 97,2 pm. Le modèle n’arrive donc pas à suffisamment déplacer les atomes pour obtenir les géométries convergées. Pire, il semble tout juste capable de prédire une partie du biais de déplacement en prédisant en moyenne -0.23 pm avec très peu de dispersion. Cet effet est d’autant plus flagrant sur la figure 1. Il est possible de remarquer aussi que le modèle, malgré un très grand nombre de paramètres, prédit un faible nombre de valeurs discrètes. Le modèle apprend très peu, voire n’apprend rien en terme de chimie. Nous avons essayé d’introduire un bruit plus faible ou de l’introduire directement sur les distances, mais nous avons obtenu des résultats similaires. Cette expérience, montre la complexité du problème à résoudre, cependant la tâche ne nous semble pas impossible et nous donnerons quelques pistes à la fin de cet article.






	Classe pos.


	Distances


	Masse atomique


	Numéro attomique







	g


	c


	d


	 


	 


	H


	He


	Li


	Be


	B


	C


	N


	O


	F







	1


	0


	0


	dC1,1 dC1,2


	14,007


	0


	0


	0


	0


	0


	0


	1


	0


	0







	0


	0


	1


	dC1,2 dC2,2


	15,999


	0


	0


	0


	0


	0


	0


	0


	1


	0







	...


	...


	...


	...


	...


	...


	...


	...


	...


	...


	...


	...


	...


	...







	0


	0


	0


	0


	0


	0


	0


	0


	0


	0


	0


	0


	0


	0








TAB. 3 – Représentation des données d’une liaison en entrée des modèles tentant de prédire des distances carbone-carbone. Pour un atome k du voisinage de la liaison, la distance au premier (resp. second) atome de carbone est notée dC1,k (resp. dC2,k).



4 Prédiction d’une distance particulière



Les modèles décrits dans cette section ont pour objectif de prédire la distance entre des atomes partageant une liaison covalente au sein d’une molécule. L’objectif n’est donc plus de résoudre le problème de prédiction d’une géométrie moléculaire convergée complète, mais plutôt d’en résoudre une version locale simplifiée.


4.1 Données et modèles


Problème et données. La liaison carbone-carbone est la liaison chimique la plus complexe de la chimie organique. Nous en avons extrait 6,5 millions de la base PubChemQC, dont 80 % servent à l’entraînement de nos modèles et 20 % à la validation. La représentation de la distribution de cette distance dans notre jeu de données montre une dispersion importante, entre 115 et 160 pm, avec une forte prédominance de liaisons entre 150 et 155 pm (dite simple liaison) et autour de 140 pm (dite double liaison). On retrouve toutefois un certain nombre de triple liaisons vers 120 pm et des liaisons intermédiaires entre ces trois représentations limites (voir graphique en bas à droite de la figure 2). Une précision en dessous du picomètre permettrait de considérer une géométrie prédite comme fiable.


Représentation géométrique. La longueur d’une liaison covalente entre deux atomes dépend du type des atomes formant la liaison, mais également de l’influence des atomes au voisinage de la liaison. L’influence des atomes du voisinage dépend de leur position relative à la liaison. C’est pour cette raison qu’en plus des distances, nous introduisons la notion de classe positionnelle qui va représenter de quel côté de la liaison chaque atome se trouve. Les atomes peuvent donc être « à gauche », « au centre » ou « à droite » de la liaison. Formellement, on compare la position des atomes aux deux plans normaux à la liaison et passant par les atomes de la liaison. Si un atome est entre les deux plans, il est de classe « centre », sinon il est de classe « gauche » ou « droite » en fonction du plan dont il est le plus proche. Puisque l’on se place dans le repère relatif de la liaison et qu’il n’y existe pas de notion absolue de gauche ou de droite, ces deux classes sont interchangeablesà condition que les atomes appartenant à une classe soient tous à distance minimale du même plan.


Horizon. L’influence des atomes au voisinage étant inversement proportionnelle à leur distance aux atomes de la liaison, elle décroît rapidement lorsque ils s’en s’éloignent. Donc, l’influence des atomes qui ne sont pas au voisinage direct peut être considérée comme négligeable. Dans le but de tester cette hypothèse et de simplifier la tâche à notre modèle, dit « avec horizon », nous avons choisi d’implémenter un seuil au-delà duquel les voisins ne sont plus considérés. En pratique, ce seuil a été choisi pour correspondre à une réalité chimique : garder uniquement les distances pouvant correspondre à des liaisons covalentes proches de la liaison carbone-carbone étudiée, soit 200 pm.






	Paramètres


	Valeurs







	Taux d’apprentissage (learning rate)


	0,01







	Dégradation des coefficients (weight decay)


	0,001







	Epsilon (Adam optimizer)


	0,001







	Initialisation des poids


	0,001







	Fonction d’activation de la couche de sortie


	linéaire







	Taille de lot (batch size)


	10000







	Époques d’entraînement


	300







	Fonction d’activation des couches cachées


	elu







	Largeur des couches cachées


	870







	Nombre de couches cachées


	3







	Taux de désactivation (dropout)


	0,02








TAB. 4 – Paramètres des modèles tentant de prédire des distances carbone-carbone.


Modèles. En plus des informations géométriques, nous ajoutons la masse et le numéro atomique de chaque atome au voisinage de la liaison. Le numéro atomique est encodé de façon booléenne (one-hot encoding). Cela a pour but de ne pas instaurer de relation d’ordre entre les différents atomes et donc a priori de mieux guider les modèles lors de l’apprentissage. Cela implique toutefois de déterminer une limite aux numéros atomiques des atomes acceptés par un modèle. En effet, cet encodage coûte un attribut pour chaque numéro atomique accepté et cela pour chaque atome au voisinage de la liaison. Afin de travailler sur des modèles de taille raisonnable, nous acceptons les atomes de numéro atomique inférieur ou égal à celui du fluor, ce qui correspond à9 attributs encodant le numéro atomique pour chaque atome du voisinage. La classe positionnelle de chaque atome par rapport à la liaison est également représentée en one-hot encoding. Ainsi, il faut 15 attributs par atome dans le voisinage. La grande majorité des molécules de notre jeu de données étant de taille inférieure à 60 et les deux atomes composant la liaison n’apparaissant pas dans les entrées, nous choisissons de limiter le voisinage de la liaison à 58 atomes, soit une couche d’entrée de taille 870. Les molécules possédant un nombre variable d’atomes et l’entrée des modèles étant de taille fixe, nous effectuons une procédure de padding des données : lorsqu’une liaison possède moins de 58 voisins, les blocs correspondant aux atomes non définis valent zéro. La table 3 illustre les entrées de nos modèles. Ceux-ci possèdent 3 couches cachées entièrement connectées de largeur 870 et un unique neurone de sortie dont l’objectif est de prédire la distance entre les deux atomes de carbone. Nous avons pris quelques précautions afin d’éviter le sur-apprentissage de nos modèles, notamment avec le taux de désactivation aléatoire des neurones (dropout) et la dégradation des coefficients (weight decay) (cf. table 4). Les résultats que nous présentons sont les performances réalisées sur des données mises de côté avant l’entraînement, soit 20 % du jeu de données.
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FIG. 2 – Analyse graphique du modèle tentant de prédire des distances carbone-carbone sans horizon. À gauche, l’histogramme de distribution des erreurs. Au centre, l’histogramme de distribution des erreurs en échelle logarithmique. En haut à droite, le tracé des distances prédites (en ordonnée) en fonction des distances cibles (en abscisse) à mettre en relation avec l’histogramme de distribution des distances cibles en bas à droite.


4.2 Résultats


Le tableau 5 fournit les résultats de l’analyse statistique des erreurs de prédiction des modèles. Les deux modèles obtiennent des performances très satisfaisantes qui permettent d’envisager leur utilisation en pratique. La restriction au plus proche voisinage améliore significativement les performances sur notre jeu de données. Les analyses graphiques des erreurs et des prédictions (figure 2 et 3) des modèles prédisant les longueurs de liaisons entre des atomes de carbone font nettement apparaître la diminution des erreurs importantes. Malgré la quantité de données disponibles, l’espace réel présente une concentration importante sur deux types de distances. Le modèle sans horizon a tendance à ramener, entre autres, les liaisons très courtes (< 130 pm) vers 140 pm. Avec le seuil de 200 pm, une meilleure continuité des prédictions entre les différents types de liaisons apparaît. Soit le modèle sans horizon, plus complexe, ne dispose pas d’assez d’exemples pour bien prédire les distances ayant un faible effectif, soit il n’a pas encore convergé. En ajoutant l’horizon, le modèle est plus simple et possède suffisamment d’exemples pour converger rapidement vers une meilleure solution.






	Métrique


	Sans horizon


	Avec horizon







	Moyenne


	0,833


	0,342







	Médiane


	0,460


	0.267







	Écart-type


	1,207


	0,337







	Minimum


	0,000


	0,000







	Maximum


	30,114


	26,217







	Erreur relative moyenne


	0,006


	0,002








TAB. 5 – Analyse statistique des erreurs des modèles tentant de prédire des distances carbonecarbone (en pm).
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FIG. 3 – Analyse graphique du modèle tentant de prédire des distances carbone-carbone avec horizon. À gauche, l’histogramme de distribution des erreurs. Au centre, l’histogramme de distribution des erreurs en échelle logarithmique. En haut à droite, le tracé des distances prédites (en ordonnée) en fonction des distances cibles (en abscisse) à mettre en relation avec l’histogramme de distribution des distances cibles en bas à droite.


5 Conclusion et perspectives


Nous avons réalisée une tentative ambitieuse en essayant de prédire la géométrie complète de molécules à partir d’une base de données (PubChemQC) large, diversifiée et imparfaite. La tâche que nous avons tentée d’accomplir avec ces modèles est théoriquement possible, cependant l’approche directe, la plus simple, est particulièrement inefficace. Le fait que le modèle effectue des prédictions constantes et l’impossibilité de produire de meilleurs résultats à l’issue de la recherche par quadrillage ont mené à l’abandon de la méthode pour prédire des géométries moléculaires convergées, au profit d’une méthode plus locale. Toutefois, nous pouvons essayer d’en tirer quelques explications et de nouvelles pistes. Premièrement, les modèles que nous avons entraînés sont des modèles aux architectures relativement simples, avec un nombre de neurones et de connexions limité par les capacités matérielles actuelles. Des architectures plus complexes auraient pu mener à de meilleures performances pour les mêmes données. Un autre écueil pourrait être le manque de données. Même si nous travaillons sur un jeu de données conséquent, il s’agit peut-être d’une quantité insuffisante pour une tâche aussi complexe. Il est également possible que le problème soit lié à notre méthodologie et notamment à l’ajout du bruit sur les données à prédire. Enfin, il est probable, et c’est cette piste de travail que nous souhaitons privilégier pour la suite, qu’il nous manque les bons descripteurs des molécules en entrée des modèles. En effet, les travaux récents mêlant chimie moléculaire et apprentissage obtiennent des résultats très convaincants en utilisant des filtres de convolution reflétant les lois fondamentales de la physique et ayant les propriétés recherchées pour ce type d’application : invariance à l’indexation et à la translation/rotation des atomes (Schütt et al., 2018). La même logique a été déclinée pour l’utilisation de méthodes à noyaux (Bartók et al., 2017; Musil et al., 2018). Les travaux de Sinitskiy et Pande (2018) utilisent une représentation discrétisée dans l’espace (volume 3D) et entraînent des réseaux de neurones convolutifs. Il faut tout de même noter que des distances interatomiques ont été utilisées avec succès par Schütt et al. (2017) afin de prédire l’énergie totale d’une molécule en fonction de sa géométrie. Nous avons donc choisi dans un premier temps d’étudier un sous-problème plus simple.


Les modèles tentant de prédire la distance carbone-carbone travaillent sur des données parfaites, c’est à dire qu’il prédisent des longueurs de liaisons dans des molécules dont la géométrie a déjà été optimisée. Cela nous permet de confirmer notre capacité à effectuer des prédictions d’ordre géométrique en utilisant des distances interatomiques. Afin de prédire avec une haute précision l’immense majorité des distances de la base de données, de la connaissance métier a été introduite dans le modèle d’apprentissage par le biais d’un seuil. Ce seuil permet de mieux discriminer l’environnement proche ayant un fort impact sur la distance calculée. Cette information, relativement simple, limite aussi la taille des données à fournir au modèle. Nous avons également entraîné des modèles sur des liaisons plus simples comme la liaison carbone-hydrogène et la liaison oxygène-hydrogène et les performances sont du même ordre de grandeur. En complément, nous avons testé des modèles de type support vector machine (SVM) et Kernel Ridge Regression (KRR) sans obtenir de résultats aussi convaincants. Au final, seule une dizaine de cas sur plusieurs millions d’exemples semble poser des problèmes. Une application inattendue de notre modèle est la mise en évidence d’un défaut de curage de la PubChemQC avec des résultats ayant mal été calculés Ainsi notre modèle a été capable de s’entraîner sur des données imparfaites sans sur-apprendre et sa capacité en généralisation permet de mettre en exergue une partie des données de mauvaise qualité dans les données d’origine. Notre modèle peut donc être utilisé afin de vérifier qu’une molécule ne possède pas une longueur de liaison carbone-carbone aberrante ou au contraire, mettre en avant les situations exceptionnelles, importantes en réactivité chimique. Cette piste nous intéresse particulièrement dans le cadre du projet QuChemPedIA, dont un des volets vise à fournir une base de données libre, collaborative et nettoyée pour la chimie quantique moléculaire. La suite de ce travail sur les modèles localisés serait de constituer une procédure itérative combinant différents modèles (réseaux de neurones et modèles à noyaux) et d’ajouter la notion d’angles.
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Summary


The calculation of the geometry of a molecule’s fundamental state is the starting point for the vast majority of molecular quantum chemistry research. PubChemQC, an open database, provides the results of fundamental state calculations for more than three million molecules. We have extracted the converged geometries to train machine learning models. Predicting the complete geometry would be a remarkable step forward. Our initial results suggest that it is difficult to train a neural network on this complex task. On the other hand, we demonstrate that a neural network is capable of accurately predicting a distance between two atoms. The subject of this work is the most complex distance in organic chemistry, the carbon-carbon distance. The best results are obtained by limiting the amount of information througha cut-off distance around each carbon.
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Résumé. De nombreuses applications s’appuient sur des bases de données distribuées. Pourtant, peu de méthodes de découverte de motifs ont été proposées pour les extraire sans centraliser les données. Il faut dire que cette centralisation est souvent moins coûteuse que la communication des motifs extraits. Pour contourner cette difficulté, cet article adopte une approche parcimonieuse en coûts de communication en fournissant à l’utilisateur des motifs à la demande. Plus précisément, nous proposons l’algorithme DDSAMPLING qui tire un motif dans une base de données distribuée proportionnellement à son intérêt. Nous démontrons son exactitude et analysons sa complexité en temps et en communication soulignant son efficacité. Enfin, une étude expérimentale montre sur plusieurs jeux de données la robustesse de DDSAMPLING face aux défaillances d’un site ou du réseau.


1 Introduction


De nombreuses applications requièrent un stockage et une manipulation de bases de données distribuées (Özsu et Valduriez, 2011). Le plus souvent, la centralisation des données est impossible à cause de contraintes légales ou techniques. Ainsi, Zhang et Zaki (2006) soulignent l’importance d’étendre la découverte de connaissances aux bases de données distribuées. Par exemple, les données du web sémantique sont réparties sur plusieurs triplestores accessibles uniquement via des requêtes SPARQL. Dans ce contexte, les propriétés décrivant une même entité (e.g., Paris) sont réparties sur plusieurs sites (e.g., Wikidata ou GeoNames). Cet article vise à extraire directement des motifs au sein de telles bases de données distribuées.


Peu de travaux de la littérature se sont intéressés à la découverte de motifs dans des bases de données distribuées (Cheung et al., 1996; Otey et al., 2003; Jin et Agrawal, 2006; Kum et al., 2006). Ces propositions se sont focalisées sur une extraction exhaustive des motifs en fusionnant les extractions réalisées localement sur chacun des sites. Malheureusement, le volume de données à transmettre entre les différents sites exige un coût de communication bien supérieur à la centralisation des données car les motifs sont nombreux par nature et les multiples extractions génèrent de multiples doublons. De plus, le coût de calcul de ces extractions parallèles est prohibitif même si des techniques d’élagage les diminuent sensiblement en contrepartie de coûts de communication supplémentaires (Zhu et Wu, 2007; Zhu et al., 2011). Afin d’éviter le coût inéluctable d’une extraction exhaustive, nous proposons de fournir des motifs à la demande en bénéficiant de l’échantillonnage de motifs (Al Hasan et Zaki, 2009; Boley et al., 2011). L’utilisateur peut à tout moment obtenir un échantillon de motifs dont le tirage sera proportionnel à leur intérêt. En plus d’être peu coûteux à extraire, ils s’avèrent utiles dans de nombreuses tâches comme la classification (Boley et al., 2011), l’extraction d’outliers (Giacometti et Soulet, 2016) ou l’exploration interactive de données (Giacometti et Soulet, 2017).


Cet article cherche à tirer des motifs ensemblistes proportionnellement à une mesure d’intérêt dans une base de données distribuée en ayant les mêmes garanties que si toutes les données avaient été centralisées. Après avoir formalisé notre problème dans la section 3, nous proposons un algorithme générique appelé DDSAMPLING (Distributed Database Sampling) qui tire aléatoirement un motif au sein d’une base de données distribuée proportionnellement à une mesure d’intérêt (cf la section 4). De manière originale, il autorise une nouvelle classe de mesures d’intérêt (comprenant notamment la fréquence, l’aire et la contrainte de taille maximale). A notre connaissance, notre proposition est la première approche d’extraction de motifs qui autorise un partitionnement vertical ou hybride des données. Par ailleurs, nous démontrons l’exactitude de DDSAMPLING et étudions sa complexité. En deuxième lieu, dans la section 5, nous évaluons la qualité de DDSAMPLING face aux défaillances de communication ou aux pannes de certains sites sur différents jeux de données. De manière intéressante, la proportionnalité du tirage est peu altérée.


2 Travaux relatifs


Cet article concerne la découverte de motifs sur une base de données distribuée. Cette problématique diffère de la parallélisation d’algorithmes d’extraction où les calculs distribués sont opérés sur un jeu de données unique ou sciemment distribué pour accélérer les calculs.


Plusieurs approches de la littérature se sont intéressées à l’extraction de motifs fréquents sur une base de données distribuée. Cette tâche est complexe car quel que soit la fréquence exigée sur la base de données distribuée (fréquence globale), il n’est pas possible de contraindre la fréquence locale sur un fragment sans communiquer des informations entre sites. Dans ce cadre, Cheung et al. (1996) proposent le premier travail pour extraire tous les motifs globalement fréquents en identifiant les sites où les motifs sont les plus fréquents et en réduisant ainsi un peu les échanges. De manière plus drastique, Otey et al. (2003) proposent d’économiser les échanges en se limitant à la collection des motifs fréquents maximaux. Pour ne pas avoir à énumérer tous les motifs de chaque fragment et limiter les échanges, Jin et Agrawal (2006) imposent un seuil minimal de fréquence sur chaque fragment. A partir des différentes extractions locales, Kum et al. (2006) construisent une collection globale approchée des motifs fréquents. Un élagage centralisé proposé par Zhu et Wu (2007) repose sur la construction d’un arbre contenant pour chaque motif toutes ses occurrences (i.e., couples fragment/transaction), ce qui requièrt encore un volume d’échanges considérable. Plus récemment, Zhu et al. (2011) parviennent à mettre en oeuvre un élagage décentralisé au sein de l’extraction de chaque fragment en échangeant des filtres de Bloom. Cette approche réduit significativement les temps de calculs mais le coût des communications amoindri demeure important. En effet, le volume de motifs extraits génère invariablement un coût de communications énorme bien supérieur à celui de la centralisation des données. En outre, toutes ces approches d’extraction de motifs fréquents se restreignent à un partitionnement horizontal des données, une même transaction ne pouvant pas être distribuée sur deux fragments distincts. Enfin, les propositions de l’état de l’art requièrent d’avoir une capacité de calcul importante sur chaque fragment ce qui n’est pas toujours possible. Par exemple, le web sémantique offre un accès à des données distribuées via une requête SPARQL mais il n’est pas possible d’y exécuter une routine d’extraction. Ainsi, pour éviter des coûts de calcul sur chaque fragment et des coûts de communications prohibitifs, nous optons pour une extraction de motifs à la demande.


L’extraction de motifs à la demande consiste à extraire en un temps très court un motif sans avoir pré-calculé auparavant une énorme collection de motifs. Par exemple, de nombreuses méthodes heuristiques (Dietterich et Michalski, 1983) permettent d’induire rapidement des règles dans un contexte supervisé. Plus récemment, Al Hasan et Zaki (2009); Boley et al. (2011) ont proposé des méthodes d’échantillonnage de motifs qui extraient instantanément des motifs. Ces méthodes visent à tirer des motifs avec une distribution de probabilité proportionnelle à leur intérêt. Etant dans un contexte non-supervisé, notre article s’inscrit dans cette dernière direction. De manière plus précise, les techniques d’échantillonnage exactes se répartissent en deux grandes catégories : les méthodes stochastiques (Al Hasan et Zaki, 2009) et les méthodes en plusieurs étapes (Boley et al., 2011). Afin de marcher aléatoirement d’un motif Xà un autre, les méthodes stochastiques requièrent d’accéder à l’intérêt global de tous les motifs voisins à X. Par exemple, dans le cas de la fréquence, il faudrait connaître la fréquence globale de tous les sous-ensembles et de tous les sur-ensembles de X, ce qui occasionnerait de nombreux coûts de communication. Pour cette raison, nous préférons adopter une procédure aléatoire de tirage en plusieurs étapes. Il est vrai que cette technique a déjà été déclinée pour plusieurs mesures d’intérêt (e.g., support, aire (Boley et al., 2011) ou mesure d’exception (Moens et Boley, 2014)) et plusieurs types de données (e.g., données numériques (Giacometti et Soulet, 2018) ou séquentielles (Diop et al., 2018)). Néanmoins, le contexte des bases de données distribuées constitue un challenge orthogonal. Par simplicité, nous nous limitons dans cet article aux motifs ensemblistes, mais notre approche considère différentes mesures d’intérêt.


3 Formalisation du problème


3.1 Motifs ensemblistes et bases de données distribuées


Soit I un ensemble fini de littéraux nommés items. Un itemset ou motif X est un sousensemble non vide de I. La taille de l’itemset X, notée |X|, est sa cardinalité. L’ensemble de tous les itemsets définis sur I, dénoté par L, s’appelle le langage. Dans ce contexte, une base de données D est un ensemble de couples définis sur N ×L: D = {(j, X) : j ∈ N∧X ∈ L\{∅}}. D[j] correspond à l’itemset X décrivant la transaction j si (j, X) ∈ D, alors que D[j] = ∅ si aucune transaction d’identifiant j appartient à D. |D| est le nombre de transactions de D et [image: images] définit la taille de D. Par exemple, la figure 1 présente plusieurs bases de données contenant entre 2 et5 transactions décrites par les items A, .. ., tt. Pour la base de données, ona [2] = ADF tt. Enfin, on a |D| = 5 et [image: ]D[image: ] = 3 +4+3+4+3 = 17.


Intuitivement, une base de données distribuée est juste un ensemble de bases de données où les transactions de chaque fragment ne se chevauchent pas :


Définition 1 (Base de données distribuée/centralisée) Une base de données distribuée P = {D1,..., DK } est un ensemble de bases de données (appelées fragments) tel que pour tout identifiant de transaction j ∈ [image: ], on a Dk[j] ∩ Dl[j] = ∅ pour tous les fragments Dk et Dl où k ƒ = l. La base de données centralisée D correspondant à {D1 ,. .., DK } est la fusion de toutes les transactions de chacun des fragments : D = {(j, D1[j] ∪ ·· · ∪ DK[j]) ∈ [image: ] × L: ∃k ∈ [1..K] tel que Dk[j] ∅}.



[image: images]



FIG. 1: Exemple d’une base de données distribuée P = {D1, D2, D3, D4}


Dans la suite, sauf indication contraire, P = {D1, ..., DK} désigne une base de données distribuée de K fragments et D correspond à sa base de données centralisée. On dit que la base de données distribuée P = {D1, D2, D3, D4} est un partitionnement de la base de données centralisée D. Par exemple, dans la figure 1, on constate que la base de données distribuée P = {D1, D2, D3, D4} est un partitionnement de la base de données centralisée . Dans ce cas, la transaction 2 est répartie sur les fragments D2, D3 et D4. De manière plus générale, suivant la répartition des données sur les fragments, on distingue deux partitionnements particuliers de . Si chaque transaction est contenue sur un seul fragment, on parle de partitionnement horizontal. Si chaque item est contenu sur un seul fragment, on parle de partitionnement vertical. Un partitionnement hybride est un partitionnement qui n’est ni horizontal, ni vertical (e.g., partitionnement de la figure 1). Par exemple, dans le cas des données du web sémantique, une entité est décrite sur plusieurs triplestores. Dans ce cas, il est pertinent d’extraire des motifs sur l’ensemble de la base de données distribuée pour rechercher des corrélations entre les propriétés de triplestores distincts.


Pour finir, comme indiqué auparavant, nous considérons un environnement avec une base de données distribuée où il est seulement possible de demander à un fragment k, la taille d’une transaction d’identifiant j et l’item à la position i d’une transaction j:




	La requête sizeOf(j, Dk) retourne la taille de la transaction d’identifiant j du fragment Dk i.e., sizeOf(j, Dk) = |Dk[j]|. Dans notre exemple, on a sizeOf(4, D1) = 2 car |D1[4] | = |BE| = 2.


	La requête itemAt(i, j, Dk) retourne le ième item de la transaction d’identifiant j du fragment Dk en supposant un ordre arbitraire sur les items de I. Par exemple, avec l’ordre lexicographique sur les items, nous avons itemAt(2, 4, D1) = E.





Nous formalisons notre approche sur ces opérations élémentaires dans un soucis de généricité même si en pratique des opérations plus complexes sont possibles.


3.2 Echantillonnage de motifs sur une base de données distribuée


En découverte de motifs, il est primordial d’évaluer l’intérêt d’un motif pour savoir s’il est pertinent pour l’utilisateur. La plus populaire des mesures est probablement le support défini comme la proportion de transactionsd e la base de données contenant le motif X: supp(X, D) = |{(j, T) ∈ D : X ⊆ T}|/|D. Avec l’exemple de la figure 1, on a supp(DF,) = 2/5 car le motif DF apparaît dans les transactions 2 et 3. Il est courant d’associer aussi une utilité à un motif en fonction de sa taille comme c’est le cas avec la mesure d’aire : supp(X, D) × |X|× |D|. De ce fait, nous nous intéressons à une famille de mesures d’intérêt de la forme supp(X, D) × u(X) où u est une fonction d’utilité fondée sur la taille :


Définition 2 (Utilité fondée sur la taille) Une fonction d’utilité u est dite fondée sur la taille ssi il existe une fonction fu: [image: ] → [image: ] telle que u(X) = fu(|X|) pour tout motif X.


Dans la suite, et par simplicité, toute utilité d’un motif réfère à une fonction d’utilité fondée sur la taille. Par l’exemple, l’utilité uarea = |X| × |D| permettra de considérer la mesure d’aire supp(X, D) × uarea(X) et dans ce cas, on a fuarea(A) = A × |D|. L’utilité u≤M définit par 1 si |X| ≤ M et 0 sinon imposera une contrainte de taille maximale car avec la mesure induite supp(X, D) u≤M(X), un motif dont la cardinalité est strictement supérieure à M sera jugé inutile (quel que soit sa fréquence). Notons qu’avec la fonction d’utilité ufreq(X) = 1, nous considèrerons tout simplement le support comme mesure d’intérêt. Enfin, de manière intéressante, notons que le produit ou la somme de deux fonctions d’utilité fondées sur la taille reste une fonction d’utilité fondée sur la taille. Ainsi, uarea x u≤M définira comme utile un motif avec une grande aire tant que sa cardinalité n’excède pas le seuil M.


L’échantillonnage de motifs vise à tirer aléatoirement un motif X parmi le langage avec une probabilité π = m(X) /Z où m est une mesure d’intérêt et Z une constante de normalisation. Formellement, nous noterons ce tirage de la manière suivante : X ∼ π(L). Dans la suite, L désigne le langage communà tous les fragments de la base de données distribuée.


Soient une base de données distribuée P = {D1,..., Dn} et une fonction d’utilité fondée sur la taille u. Notre objectif est de tirer un motif X de L proportionnellement à supp(X, D) × u(X), i.e. X ∼ π(L) avec π(X) = supp(X, D) × u(X)/Z, où D est la base de données centralisée de P et en utilisant uniquement des requêtessizeOf etitemAt.


4 Méthode d’échantillonnage par fragments


4.1 Approche naïve par centralisation des données


Une première solution au problème défini ci-dessus serait de construire une base de données centralisée en effectuant des requêtes itemAt de manière intensive; puis, d’appliquer un algorithme d’échantillonnage classique sur . Dans cette persective, nous reformulons l’algorithme de tirage en deux étapes de Boley et al. (2011) dédié à la mesure d’aire pour toute mesure d’intérêt de la forme supp(X, D) u(X) où u est une fonction d’utilité fondée sur la taille. L’algorithme 1 s’applique sur une base de données centralisée. Etape 1 : Nous calculons la pondération de chaque transaction j de D en sommant l’utilité u(X) de chaque sous-ensemble de X de [j] (ligne 1). Ensuite, un identifiant de transaction j est tiré au hasard proportionnellement à son poids ω(j) (ligne 2). Etape 2: La ligne 3 détaille le poids ω(j) afin de connaître pour chaque longueur A, le poids de tous les motifs de [j] qui ont exactement cette longueur ℓ. La ligne 4 utilise cette distribution pour tirer au hasard une longueur ℓ proportionnellement à ωℓ(j). Enfin, comme tous les motifs de longueur ℓ ont le même poids, il suffit de retourner un motif tiré uniformément parmi ceux qui ont une longueurℓ (ligne 5).


Algorithm 1 Tirage d’un motif dans une base de données centralisée (Boley et al., 2011)


Input: Une base de données centralisée et une fonction d’utilité u


Output: Un itemset tiré aléatoirement X ∼ π(L) où π(X) = supp(X, D) x u(X)


// Etape 1: tirage centralisé d’un identifiant de transaction


1: Soient les poids ω définis par [image: images]


2: Tirer une transaction j proportionnellement à ω: ∼ jω([image: ])


// Etape 2: tirage centralisé d’un itemset


3: Soient les poids définis par [image: images]


4: Tirer un entier ℓ proportionnellement [image: images]


5: return un itemset de taille [image: images]





Bien sûr, la centralisation des données dont le coût en communication requiert O([image: ]D[image: ]) requêtes est bien trop élevé. Il est donc préférable de parvenir à effectuer un échantillonnage directement sur la base de données distribuée. Pour cela, l’idée clé de notre approche est de conserver le tirage d’un identifiant de transaction j proportionnellement à ω(j) et d’une longueur ℓ proportionnellement à ωℓ(j), mais surtout de tirer indépendamment ℓ items dans les différents fragments. Malheureusement, cela implique de relever deux challenges. Premièrement, il faut parvenir à décentraliser le calcul des poids ωℓ(j) sans échanger d’items (pour éviter des coûts de communication). Deuxièmement, il faut parvenir à tirer plusieurs itemsets sur différents fragments de sorte à émuler un tirage uniforme sur D[j].


4.2 Approche sans centralisation des données : DDSAMPLING


Algorithm 2 DDSAMPLING


Input: Une base de données distribuée P = {D1, ..., DK} et une utilité fondée sur la taille u


Output: Un itemset tiré aléatoirement X ∼ π(L) où π(X) = supp(X, D) u(X)


// Phase de prétraitement


1: Soit M la matrice définie par M[j][k] := sizeOf(j, Dk) pour tout j ∈ [1..|D|] et k ∈ [1..K]


2: Soient les poids définis par [image: images]


// Phase de tirage


// Etape 1: tirage décentralisé d’un identifiant de transaction


3: Tirer un indice j compris entre 1 et proportionnellement à ω: j ∼ ω(D)


// Etape 2: tirage fragmenté d’un itemset


4: Soient les poids définis par [image: images]


5: Tirer un entier ℓ proportionnellement à [image: images]


6: [image: images]


7: while |X| < ℓ do


8: [image: images]


9: [image: images]


10: [image: images]


11: [image: images]


12: od


13: return X





Cette section présente notre algorithme DDSAMPLING (pour Distributed Database Sampling, voir Algorithme 2) dont la force est de ne centraliser aucun item (sauf ceux qui seront tirés pour construire les motifs). Il prend en entrée une base de données distribuée et une fonction d’utilité fondée sur la taille afin de retourner un itemset X tiré proportionnellement suivant son intérêt supp(X, D) u(X). L’idée clé de notre approche consiste à centraliser la taille de chacune des transactions des différents fragments (plutôt que tous les items). Ces seules informations permettent ensuite de calculer aisément les différentes distributions de tirage et permettent de localiser les fragments utiles à la construction de l’itemset à tirer.


Matrice de pondération Nous commençons par introduire la matrice de pondération qui quantifie pour chaque transaction combien d’items sont stockés sur chaque fragment :


Définition 3 (Matrice de pondération) La matrice de pondération M de la base de données distribuée P = {D1, ..., DK} est une matrice d’entiers de dimension |D| × |P| où M[j][k] = sizeOf(j, Dk) pour tout j ∈ [1..|D|] et k ∈ [1..K]


En pratique, la matrice de pondération M est pré-calculée hors ligne (ligne 1) et utilisée à volonté par la suite pour tirer de nombreux échantillons au sein de l’algorithme 2. Par ailleurs, nous définissons la somme des valeurs de la ligne j, i.e. [image: images] qui correspond à la taille de la transaction d’identifiant j. Par exemple, le tableau 1 présente la matrice de pondération pour la base de données jouet de la figure 1, et on a [image: images]


[image: images]


TAB. 1: Matrice de pondération M et poids pour le tirage


Calcul des poids ω(j) et ωℓ(j) La première utilité de la matrice de pondération est de permettre un calcul aisé des poids ω(j) et ωℓ(j). Pour rappel, ces poids correspondent respectivement à la somme des utilités des motifs de la transaction j et à la somme des utilités des motifs de taille A dans la transaction j. Tout d’abord notons que la somme total ω(j) correspond à la somme de tous les poids [image: images] Concentrons-nous maintenant sur le calcul de la somme des utilités des motifs de taille ℓ dans la transaction j. Intuitivement, comme tous les motifs de même taille ont la même utilité, il suffit de dénombrer le nombre de motifs de taille ℓ et de multiplier cette quantité par l’utilité fu(ℓ). La propriété suivante formalise ce calcul :


Propriété1 Soient M la matrice de pondération d’une base de données distribuée P = {D1,..., DK} et une fonction d’utilité fondée sur la taille u. Le poids des itemsets de longueur ℓ de la transaction j est défini par : [image: images]


L’utilisation de cette propriété est illustrée dans le tableau 1 pour trois fonctions d’utilités fondées sur la taille, ufreq, uarea et u≤2. Par exemple, comme fufreq(ℓ) = 1 pour toute taille ℓ, on a [image: images] est le nombre d’itemsets de taille ℓ dans une transaction de taille 3). En considérant l’aire, on a [image: images] [image: images] Enfin, avec la contrainte de cardinalité maximale de 2, on a [image: images]


Ainsi, dans l’algorithme 2, le tirage de l’identifiant de transaction j et le tirage de la longueur ℓ de l’itemset qui sera échantillonné (ligne 3-5) reprennent le principe de l’algorithme 1. Seule la méthode de calcul des distributions diffère en s’appuyant sur la matrice M grâce à la propriété 1.


Construction de l’itemset Les lignes4à 11 détaillent le tirage de l’itemset sur l’ensemble des fragments. L’idée est de tirer sans remise une position d’item i dans la transaction d’identifiant j (ligne 8) et de rechercher le fragment k disposant de cet item (ligne 9). Il faut alors calculer la position i′ de cet item au sein du fragment k (ligne 10) avant de l’interroger (ligne 11). On répète cette procédure ℓ fois (ligne 7) et pour éviter de tirer deux fois le même item, on maintient l’ensemble des positions déjà tirées ℓ. Avec l’exemple du tableau 1, si on a le tirage de la position 2 (i.e., i = 2) dans la transaction 1, le fragment retenu est k = 2 avec i′ = 2 −1 = 1, et l’item itemAt(1, 1, D2) = B est ajouté à X.


4.3 Analyse théorique de DDSAMPLING


La propriété suivante démontre que DDSAMPLING retourne un échantillon de manière exacte :


Propriété2 (Correction) Soient P = {D1, ..., DK} une base de données distribuée et u une fonction d’utilité fondée sur la taille. L’algorithme 2 effectue le tirage aléatoire d’un motif X de L proportionnellement à supp (X, D) × u(X).


La complexité de la méthode DDSAMPLING se décompose en deux phases : celle du prétraitement correspondant à la pondération des lignes de la matrice, et celle du tirage d’un motif. Pour chaque phase, il est pertinent de déterminer la complexité en temps et en communication. Complexité temporelle Pour le prétraitement, DDSAMPLING remplit la matrice M avec une complexité de O(|D| · |P|). Ensuite, il pondère les lignes de la matrice avec une complexité de O(|D| · |P|) à cause de la fonction binomiale. La complexité temporelle du prétraitement est donc O(|D| + |P|)). Pour le tirage d’un motif, la première étape consisteà sélectionner une ligne de la matrice, soit une complexité de O(log(|D|)). Deuxièmement, on tire uniformément un itemset de la transaction ayant pour identifiant le numéro de la ligne précédemment tiré avec une complexité de O(|I|). Finalement, nous obtenons une complexité temporelle de tirage d’un motif égale à O(log(|D|)+ |I|).


Complexité en communication Pour rappel, les coûts de communication correspondent aux requêtes sizeOf et itemAt. Dès lors, pour le prétraitement, la construction de la matrice de pondération M requiert O(|D1| + ... + |D K|) échanges ce qui est souvent très inférieur au coût de la centralisation complète en O([image: ]D1[image: ] + ... + [image: ]D K[image: ]) = O([image: ]D1[image: ]) échanges. Dans notre exemple jouet, le calcul de la matrice de pondération requiert 10 requêtes contre 17 pour la centralisation complète de D. Pour le tirage d’un motif, il est nécessaire d’effectuer autant de requêtes itemAt que d’items contenus dans l’itemset à retourner. La complexité temporelle moyenne est donc égale à la longueur moyenne l des itemsets tirés, cette longueur étant donnée par la formule suivante : [image: images]



5 Expérimentations



Ces expérimentations évaluent le coût de communication de DDSAMPLING par rapport à une solution centralisée et l’impact de défaillances sur sa performance (problèmes de communication ou de pannes de sites).


Protocole expérimental Dans toutes les expérimentations réalisées, nous avons choisi comme fonction d’utilité des contraintes de taille maximale (u≤M avec M ∈[1..5]) et de taille minimale (u≥m avec m = 1). Un tel choix permet d’éviter de tirer trop de motifs peu fréquents, en particulier lorsque les jeux de données considérés contiennent de longues transactions. Les expériences ont été conduites avec 5 bases de données de l’UCI (archive.ics.uci.edu/ml). Pour obtenir des bases de données distribuées1, nous avons fragmenté uniformément chaque jeu de données en K = 10 fragments. Pour générer un partitionnement horizontal, chaque transaction est placée aléatoirement dans un fragment donné avec la même probabilité 1/K. Pour un partitionnement hybride, tous les items d’une transaction sont placés indépendamment et aléatoirement (avec la même probabilité 1/K) dans un fragment donné. Enfin, pour générer un partitionnement vertical, chaque item est placé aléatoirement sur un site donné (avec la même probabilité 1/K). La table 2 récapitule les caractéristiques des jeux données utilisés dans les trois premières colonnes (nombre d’items, de transactions et taille globale). Toutes les expérimentations sont réalisées sur un PC de 2.71 GHz 2 Core CPU avec une RAM de 12 GB.


[image: images]


TAB. 2: Caractéristiques des benchmarks et coûts de communication


Coûts de communication En phase de prétraitement, le coût de communication correspond au nombre d’appels à la requête sizeOf pour construire la matrice de pondération. Comme le montre la table 2, il est naturellement plus élevé dans le cas de partitionnements hybride et vertical, les items d’une transaction n’étant pas nécessairement sur le même fragment. En phase de tirage, le coût de communication correspond au nombre d’appels à la requête itemAt. La table 2 montre le nombre moyen d’appels pour le tirage d’un motif. Notons qu’il est indépendant du type de partitionnement, mais dépend de la contrainte de cardinalité maximale considérée (M1, 3, 5), cette contrainte jouant sur la taille moyenne des motifs tirés. Pour finir, il est intéressant de comparer le coût de communication d’une solution distribuée par rapport à une solution centralisée en évaluant dans le pire des cas (i.e., partitionnement vertical et M = 5) le nombre de motifs Tmax(dernière colonne de la table 2) qu’il est possible de tirer avant d’atteindre un coût de communication équivalent à la centralisation. Excepté pour la base Iris de toute petite taille, on note ainsi qu’une approche décentralisée permet de tirer quelques milliers de motifs avec un coût de communication bien inférieur à celui d’une approche centralisée.



[image: images]



FIG. 2: Qualité de DDSAMPLING face aux défaillances de communication ou aux pannes


Altération de l’exactitude du tirage Avec les bases de données distribuées, deux des principaux problèmes sont les erreurs de communication réseau ou l’inaccessibilité d’un site. Chacun de ces phénomènes induit un biais dans les tirages réalisés. En effet, lors du tirage d’un motif X, nous le rejetons systématiquement en cas d’échec d’une des requêtes itemAt nécessaires à sa construction. Pour mesurer le biais résultant d’une telle stratégie, nous avons utilisé le jeu de données Iris pour tirer un million de motifs de taille maximale M = 5. Ensuite, nous avons évalué si les motifs de l’échantillon ont effectivement été tirés avec une probabilité proportionnelle à leur mesure d’intérêt. Pour ce faire, nous comptons pour chaque tranche de fréquence [ θ, θ + 0.05[ le nombre moyen de répétitions (ainsi que son écart type) avec lequel un motif apparait dans l’échantillon alors que sa fréquence réelle est dans la tranche considérée. Si le tirage est exact, les motifs sont tirés proportionnellement à leur mesure d’intérêt et la courbe doit être une droite.


En suivante ce protocole, nous avons évalué la qualité des échantillons construits en faisant varier la probabilité p [image: ] {0.00,0.10,0.20} qu’une communication avec un site échoue, ou qu’un nombre z [image: ] {0, 2, 5} de sites soient en panne (les sites en panne étant tirés aléatoirement). Les résultats obtenus sont représentés à la figure 2. De manière générale, les courbes obtenues montrent que les défaillances n’altèrent pas significativement l’exactitude du tirage si leur niveau reste modéré (p ≤ 10% et au plus z = 2 sites sur K = 10 sont en panne), et ceci quel que soit le type de partitionnement. Plus précisément, dans le cas de problèmes de communication, les motifs les plus fréquents sont les plus tirés car ils sont généralement les plus courts et ont ainsi moins de chance d’être rejetés. Ils seront donc sur-représentés dans l’échantillon construit. Dans le cas de sites en panne permanente, on constate que la probabilité de tirage d’un motif reste proportionnelle à sa mesure d’intérêt. Pour le cas vertical, tous les motifs tirés le restent de manière exacte (leurs items étant toujours accessibles au cours du temps). Plus le nombre de sites en panne est important, moins il y a de motifs disponibles. Du coup, les motifs restants sont plus fréquemment tirés augmentant la pente des courbes.


Taux de motifs rejetés Nous évaluons maintenant le taux de rejet moyen pour tirer 10 000 motifs en variant p et z. L’expérience est répétée 100 fois en faisant varier aléatoirement le partitionnement des bases et les sites en panne. La figure 3 montre les taux de rejets moyens et leurs écarts-types en calculant la moyenne des taux de rejets obtenus pour les 5 bases : Chess, Connect, Iris, Mushroom et Waveform. En effet, ces taux sont indépendants d’un jeu de données particulier, les partitionnements générés étant aléatoires et uniformes. Les taux de rejets étant indépendants d’un type particulier de partionnement, la partie gauche de la figure 3 représente l’évolution du taux de rejet moyen en fonction de p pour M {1, 2, 3, 4, 5}. Pour une valeur de p fixe, on constate que ce taux de rejet augmente avec M. Néanmoins, il reste inférieur à 50% si p est inférieur à 0.1 ce qui constitue déjà un niveau élevé de défaillance. La partie droite de la figure 3 représente les taux de rejets en cas de panne de sites. Tout d’abord, ils sont plus faibles dans le cas d’un partitionnement horizontal où le taux de rejet est égal à z/K. En moyenne, ils sont plus élevés dans le cas de partitionnements hybride ou vertical. Enfin, l’écart-type des taux de rejets moyen est plus élevé dans le cas d’un partitionnement vertical. En effet, avec un partitionnement vertical, les taux de rejets seront plus ou moins élevés si les items des motifs les plus fréquents sont ou pas sur les sites en panne. Pour finir, on note que le taux de rejet moyen reste inférieur à 50% si moins de 10% des sites sont en panne. Comme pour le cas de défaillances de communication, ce taux de rejet reste acceptable du point de vue du temps de calcul nécessaire pour construire un échantillon.



[image: images]



FIG. 3: Nombre moyen de rejets lors d’une défaillance


6 Conclusion


Cet article propose le premier algorithme d’échantillonnage de motifs ensemblistes depuis une base de données distribuée. Il permet de considérer différentes mesures d’intérêt et surtout, des partitionnements hybrides ou verticaux. Grâce à la seule centralisation des tailles, les coûts de communications de l’approche sont raisonnables car les échanges d’items sont réalisés uniquement lorsque l’utilisateur demande des motifs. De plus, l’étude expérimentale souligne la robustesse de l’approche. Dans les travaux futurs, nous envisageons de remplacer le tirage exact des transactions par une méthode stochastique afin de ne plus avoir à centraliser les tailles de toutes les transactions de chacun des fragments. Il serait également intéressant de proposer un mécanisme de correction des poids afin de contre-balancer la panne d’un site.
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Summary


Only few pattern mining methods are dedicated to distributed databases. In fact, the centralization of data is often less expensive than the communication of all mined patterns. To circumvent this difficulty, this paper follows a parsimonious approach by sampling patterns. We propose the algorithm DDSAMPLING that draws a pattern from a distributed database proportionally to its interest. We demonstrate its accuracy and analyze its complexity. Experiments show on several datasets its robustness against the failures of a site or the network.


 


1. Jeux de données et code source disponibles à github.com/DDSampling/DDSampling
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Résumé. En parallèle à l’essor des travaux en fouille d’opinions, les méthodes de classement connaissent un regain d’intérêt. Ces méthodes qui consistent à faire classer à un échantillon restreint d’individus un ensemble d’items dans des catégories pré-fixées ou non tentent d’appréhender plus finement les similarités perçues et la subjectivité mise en œuvre dans les décisions. Mais leurs analyses ne s’appuient que sur les classements finaux et ne prennent pas en compte les informations associées à la dynamique de construction du classement. Nous présentons ici une démarche originale qui explore l’apport de l’analyse des trajectoires de la souris et des évènements associés. Une expérimentation est menée dans le cadre de la Q-méthodologie, qui est une méthode de classement initialement issue de la psychologie mais utilisée aujourd’hui dans de nombreux domaines. Nos premiers résultats permettent d’identifier différentes stratégies de classement ainsi que des comportements atypiques dont nous évaluons le rôle dans la construction du résultat final qui rend compte des classements individuels par une approche de type factorielle.
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