

[image: cover]





LE MOT DES DIRECTEURS DE LA COLLECTION RNTI


Très chers lecteurs et lectrices,


Nous avons créé RNTI pour soutenir et valoriser la production scientifique francophone dans tous les domaines des nouvelles technologies de l’information et de la communication (NTIC). Pour ce faire, nous avons mis en place un modèle de diffusion qui garantit la qualité des contenus et qui réduit drastiquement les contraintes financières d’édition. Nous voulons ainsi contribuer à la diffusion de la culture scientifique et des savoirs, sources de progrès et de paix.


La collection RNTI a aujourd’hui 16 ans. Le numéro que vous avez sous les yeux est le 67ème. Depuis le début des années 2000, plus de 10000 pages ont été publiées et plus de 2000 auteurs français et étrangers ont signé un ou plusieurs de ces articles. RNTI est aujourd’hui connue de tous comme l’une des principales publications scientifiques francophones dans le domaine des NTIC.


RNTI doit en permanence s’adapter aux nouvelles conditions de diffusion des connaissances. En effet, notre collection fait face aux mêmes contraintes que connait l’édition en ce début du 21 ème siècle. Le rôle de l’éditeur, qui assurait la qualité de la production sur la base d’un modèle économique fondé sur le livre ou la revue papier vendus en librairie, a changé. La dématérialisation des documents et l’internet ont rendu ce modèle obsolète, ce qui a engendré l’émergence de sites de publications sans contrôle ni évaluation des contenus par les pairs. Pourtant, sans outils d’évaluation et de contrôle de la qualité scientifique des publications, les savoirs et les connaissances risquent d’être polués et noyés dans un grand volume de textes de qualité douteuse, engendrant ainsi la confusion. RNTI tente de répondre à cette double exigence : qualité des contenus et accessibilité à coût financier quasi nul. Cela a été possible grâce, d’une part à l’engagement de nombreux relecteurs qui ont accepté de donner de leur temps pour garantir ce haut niveau de la revue et d’autre part à la mise en oeuvre de solutions techniques - chaine numérique d’édition et de diffusion - pour que la production et la diffusion des numéros requièrent le moins de ressources financières possibles. C’est pour aller encore plus loin sur ce second volet, que nous avons décidé :




	de mettre en ligne gratuitement, dès la parution, l’intégralité de chaque numéro. Par le passé, il fallait attendre trois ans pour que les contenus deviennent libres et gratuits sur le site.


	d’assurer nous-mêmes l’édition et la diffusion de la version papier, précédemment faite par une maison d’édition indépendante. Ainsi, grâce à l’impression à la demande devenue très compétitive, les lecteurs peuvent acquérir des versions papiers à un coup encore plus faible.





Outre ces deux évolutions, les principes de fonctionnement de RNTI restent inchangés. Ils s’articulent autour des points suivants :




	
Le maintien de l’évaluation par les pairs comme la seule garantie de la qualité des publications. Tout papier publié dans RNTI fait l’objet de trois évaluations au minimum ;


	Le fait de s’appuyer sur des éditeurs invités, qui connaissent bien leurs spécialités et qui sont donc en mesure de renforcer la qualité des contenus, accroit la valeur scientifique des papiers ;


	Le référencement dans les bases de données bibliographiques internationales comme DBLP ou Scopus.





Cette stratégie nous permet aujourd’hui de proposer à la communauté scientifique un outil de valorisation unique dans la sphère francophone. RNTI est maintenant bien identifiée pour sa crédibilité et son sérieux par toutes les instances et institutions en charge notamment la recherche scientifique et de l’enseignement supérieur. Loin de s’arrêter aux frontières, mêmes étendues, du Français, nous avons assuré une diffusion des meilleures productions vers le monde anglophone dans la série Studies in Computational Intelligence, publiée et diffusée par Springer à l’international.


Notre prochain objectif est de consolider d’avantage la publication électronique par un site offrant non seulement l’ensemble des articles mais proposant également des outils pour travailler sur les contenus de la production scientifique depuis le premier numéro. RNTI sera ainsi non seulement une base de documentation mais aussi un support de réflexion et de veille scientifique.


Tout ce travail n’a été possible que grâce à vos efforts et votre soutien, lecteurs, auteurs et rédacteurs invités. C’est vers vous que nos remerciements vont et nous restons toujours attentifs à vos suggestions car RNTI doit avant tout répondre à vos attentes.


Djamel A. Zighed et Gilles Venturini.





PRÉFACE


Le présent numéro spécial de la revue RNTI est le prolongement des lléme et 12ème éditions de l’atelier fouille de données complexes, organisé par le groupe de travail EGC "Fouille de Données Complexes". Ces ateliers se sont tenus au cours des conférences EGC’2014 à Rennes et EGC’2015 au Luxembourg. Ces manifestations furent l’occasion de rassembler une communauté de chercheurs et d’industriels désireux de partager leurs expériences et problématiques dans le domaine de la fouille de données complexes. Depuis plus de dix ans, cet événement permet de stimuler et de fédérer les échanges scientifiques autour de la fouille de données complexes.


Concernant le programme scientifique, 5 articles ont été retenus parmi 9 articles soumis. Afin d’assurer des publications de qualité, chaque article a été expertisé par trois relecteurs qui ont fourni des rapports détaillés ayant fortement contribué à l’amélioration des propositions. L’ensemble des articles sélectionnés représente une part importante des thèmes abordés par la communauté actuelle en fouille de données complexes.


La première partie porte sur la complexité liée aux flux de données ou au volume de ces dernières : Mazouzi et al. proposent un nouveau système collectif d’utilisation massive d’ensemble de classifieurs pour les Big Data combinant les avantages de la labellisation par consensus entre plusieurs décisions de classifieurs distribués sur le Cloud avec l’utilisation du paradigme Map/Reduce pour l’apprentissage des modèles par chacun des classifieurs ; Louhi et al. s’intéressent au problème du traitement et de la visualisation des flux de données en temps réel en utilisant un clustering basé sur des graphes de voisinage.


La deuxième partie du numéro concerne la complexité liée au contexte applicatif : Berrahou et al. présentent une méthode hybride combinant des approches de fouille de données et des analyses syntaxiques afin de découvrir et extraire automatiquement, dans les textes, des relations n-aires représentées dans une Ressource Termino-Ontologique ; Clément et al. introduisent un nouveau descripteur d’objets complexes représentés dans des images en couleurs, dont l’originalité réside dans une représentation homogène d’attributs de formes et de relations spatiales entre régions structurelles, ainsi que différentes différentes stratégies de comparaison de ces descripteurs ; Cadot et Laprie expérimentent un processus d’identification des sons de la parole à partir d’images, et non d’enregistrements sonores comme habituellement réalisé, à l’aide d’une analyse tri-directionnelle des séquences cinéradiographiques d’une personne.


Nous exprimons toute notre gratitude aux auteurs pour leurs contributions scientifiques et nous remercions vivement les membres du comité de relecture et plus généralement tous les relecteurs pour le travail conséquent accompli. Ce numéro spécial montre la diversité des travaux actuels en fouille de données complexes dans les différentes équipes francophones.


Cyril DE RUNZ, Cécile FAVRE, Germain FORESTIER, Camille KURTZ
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Résumé. Au vu de l’évolution des volumes de données (Big Data) et des problématiques associées (vélocité, variété et véracité), nous proposons dans cet article la conception d’un nouveau système collectif d’utilisation massive d’ensemble de classifieurs pour les Big Data sur le Cloud. Nous combinons les avantages de la labellisation par consensus entre plusieurs décisions de classifieurs distribués sur le Cloud avec l’utilisation du paradigme Map/Reduce pour l’apprentissage des modèles par chacun des classifieurs. Pour cela, nous considérons un réseau de classifieurs déployé sur le Cloud. Par l’intermédiaire des Mappers, nous répartissons les données d’apprentissage sur les différents nœuds (classifieurs) tandis que les Reducers lancent la phase d’apprentissage et retourne le modèle du classifieur ainsi qu’un indicateur de performance à optimiser. Ensuite, pour chaque donnée qui arrive, quel que soit le nœud du réseau sur lequel elle arrive, le nœud labellise la donnée et demande à ces voisins d’en faire tout autant. Ils forment ainsi un ensemble de classifieurs. Enfin, à l’aide d’un vote majoritaire pondéré, le nœud questionné renvoie la décision finale. Ainsi, plus le voisinage est étendu, plus la performance cherchée s’améliore. Cependant, il faut limiter cette extension car sinon nous n’obtenons plus des temps de traitements compatibles avec les Big Data.


1 Introduction


Généralement, les algorithmes de classification utilisent, pour la phase d’apprentissage, des ensembles de données limités en taille et en nature. La problématique de la classification prend une autre dimension avec des données très volumineuses (Big Data), notamment à cause du volume et de la variété des données, ainsi que de la vitesse de réponse du système. Pour pallier aux problèmes liés à la classification des Big Data, le partitionnement des données sur un nombre élevé de classifieurs de nature diverse, constitue, selon nous, une solution idéale.


De nos jours, de nombreuses ressources sont disponibles et mises à disposition dans l’objectif de mettre en place des solutions autrefois très coûteuses et peu accessibles. Ainsi, le développement du Cloud Computing a grandement facilité la construction de systèmes répartis, supportant des solutions distribuées et collaboratives. Ces systèmes ouvrent de nouvelles perspectives pour ce qui est de l’apprentissage automatique et notamment de la classification.


La classification distribuée, ou plus généralement la fouille de données distribuée ou DDM (Distributed Data Mining), ne se limite pas seulement aux faits de réaliser des gains en temps d’exécution, mais ouvre aussi des horizons en matière d’amélioration de la précision de calcul (défi de la véracité), de la scalabilité et de la capacité à traiter des données très volumineuses (Big Data).


De nombreuses recherches montrent que l’approche collective d’un système de classification améliore la qualité des résultats (Dietterich, 2000; Zouari, 2004). Cette approche trouve son implémentation idéale dans l’architecture totalement distribuée, sans entité centrale et sans hiérarchisation (à la manière des réseaux P2P ou un nœud joue à la fois le rôle du client et celui du serveur). Dans cet article, nous essayons de mettre en exergue certains bénéfices de l’utilisation d’une telle approche, notamment pour améliorer la classification de données en précision et en scalabilité.


Plusieurs approches basées Cloud Computing et/ou multi-agents ont récemment été utilisées dans divers domaines, où la mise en place d’une décision collective au sein du système conduit à l’amélioration de la pertinence des résultats globaux. On les trouve notamment dans le cas où le système est naturellement réparti, tel qu’en sécurité des réseaux, où des systèmes de détection d’intrusion distribués sont proposés (Zhou et al., 2010). C’est dans ce contexte que nous plaçons notre démarche.


Nous proposons d’utiliser la distribution des données et des traitements afin de réaliser un gain considérable en temps de calcul et de ressources utilisées. Nous souhaitons ainsi tendre vers le traitement de très grands volumes de données (Big Data). Pour ce faire, nous combinons l’utilisation du Cloud Computing et le paradigme Map/Reduce (Gillick et al., 2006), dont l’objectif est de montrer l’impact de l’utilisation des classifieurs massifs sur la qualité des résultats produits par un système Multi-Classifieurs. Map/Reduce est un patron de conception, ayant connu un grand succès, largement utilisé comme support de mise en œuvre pour la distribution de traitement et de données (Gillick et al., 2006).


L’objectif de cet article, qui est une extension de Mazouzi et al. (2014), est de proposer une spécification fonctionnelle et technique d’un système collectif de classification, qui prend en charge le Big Data et essaie d’en tirer profit afin d’améliorer la performance de la classification. Notre système utilise de manière massive différents classifieurs adaptés aux données à traiter, dans notre cadre des données multivariées et hétérogènes. Ainsi, nous prenons comme premier principe que la variété des Big Data est gérée par les méthodes de classifications exploitées dans notre système.


Nous partons de l’idée que dans le cas de l’apprentissage avec des données distribuées sur plusieurs classifieurs, le modèle sous-jacent de données est réparti sur l’ensemble de ces classifieurs, et de ce fait, le résultat obtenu par la combinaison des prédictions des différents classifieurs est meilleur que ceux de tous les classifieurs pris séparément. Ce travail porte sur la question de la véracité dans les traitements associés aux Big Data et sur la manière d’optimiser un indicateur de celle-ci.


Cependant, l’utilisation massive de classifieurs pose certaines questions : quelle méthode doit-on utiliser pour combiner les résultats ? Quelles techniques peut-on exploiter afin de pallier aux problèmes de temps et de ressource ? Et, surtout, quel est l’impact d’une telle approche sur la précision des résultats ? Dans le but de répondre à ces questions, nous proposons dans cet article une approche exploitant à la fois la dynamique Map/Reduce et le Cloud Computing dans le contexte des Big Data. Les problématiques de la vélocité et de la volumétrie sont traitées lors de la phase d’apprentissage par l’intermédiaire du support Map/Reduce et lors de la phase de décision par celui du Cloud. Nous mettrons en lumière l’intérêt de notre approche à l’aide d’une simulation sur un jeu de données de référence (KDD Cup 1999).


La suite de cet article est organisée comme suit. La section 2 présente des travaux connexes en classification distribuée, et collective de données massives. Ensuite, dans la section 3, nous décrivons notre système de classification distribuée et consensuelle. Puis, nous exposons, dans la section 4, une spécification technique possible de mise en œuvre de notre système et une implémentation de test. Enfin nous proposerons nos conclusions et perspectives.


2 Exemples de travaux connexes


2.1 Classification et Big Data


Pour classifier les Big Data, Suthaharan (2014) a eu recours aux outils mathématiques et statistiques pour effectuer une analyse préliminaire afin de déterminer les caractéristiques (volume, variété et vélocité) des données et les représenter dans un espace 3D défini sur la base de trois nouveaux paramètres : cardinalité, continuité et complexité. En se basant sur cette représentation, les auteurs ont utilisé des modèles d’apprentissage continu (Machine Lifelong Learning) pour s’adapter aux différentes caractéristiques de données en entrée du système. Cependant, leur méthode ne précise pas de topologie claire du réseau et ni ne démontre sa capacité à passer à l’échelle.


Dans une autre approche, Angiulli et Folino (2007) utilisent une version distribuée de l’algorithme du plus proche voisin (PFCNN) pour extraire des sous-ensembles condensés et représentatifs des Big Data pour construire des classifieurs performants, leur travail se focalise plus sur les gains en mémoire et en CPU, mais il ne traite que peu la précision. Or cette problématique est cruciale, car la qualité de l’analyse et de la prise de décision dépend grandement de la qualité de l’information exploitée. La précision est un indicateur important de cette qualité. Augmenter la précision permet d’avoir une information plus fiable et minimise le risque d’erreur. En cela, la précision est un indicateur de véracité dans les Big Data. C’est le principal objectif qui a guidé notre travail.


2.2 Classification distribuée


Nous présentons ici quelques travaux ayant traité le problème de l’apprentissage distribué, que ce soit pour la classification automatique, supervisée ou non supervisée, de données. On s’intéresse principalement à ceux qui visent à améliorer la précision de la classification globale obtenue à partir de multiples classifieurs locaux, entraînés individuellement.


Ping Luo et al. ont proposé, dans Luo et al. (2007), une approche collective pour la classification distribuée de données, dans un système P2P (paire à paire ou peer to peer). Selon leur approche, chaque paire construit ses propres classifieurs, en utilisant des données locales, et en exécutant l’algorithme d’apprentissage Pasting bites. Ensuite, tous les résultats sont combinés, en utilisant la technique du vote majoritaire. Il s’agit d’un protocole de vote distribué, basé sur l’échange de message entre les paires du réseau. Le modèle de distribution proposé dans ce travail, ne peut être envisagé dans le cas d’un réseau large échelle, étant donné que dans ce genre de réseau, le vote majoritaire de toutes les paires ne peut pas être envisagé.


Une version distribuée de l’algorithme de clustering k-moyennes, dans un environnement P2P a été proposé dans Datta et al. (2009). L’algorithme ne nécessite que l’échange d’information locale. Selon les auteurs, il s’agit du premier algorithme des K-moyennes qui pourrait être appliqué dans le cas d’un réseau large-échelle. Chaque nœud du réseau calcule les centroïdes des clusters, et les échange avec ses voisins. Chaque voisin recalcule ses centroïdes, en utilisant ses données locales, et les centroïdes obtenus de ses voisins. L’algorithme étant asynchrone et les nœuds ne communiquant qu’avec leurs voisins directs, la dynamique globale de décision qui permet l’émergence du clustering final est difficile à appréhender. D’ailleurs, les auteurs exploitent une horloge globale dans le cadre de leur expérimentation et considère le résultat majoritaire après un certain nombre de mises à jour du réseau.


En terme de distribution de données volumineuses d’apprentissage sur un réseau de nœuds, plusieurs approches ont été proposées dans la littérature (Moretti et al., 2008). On distingue quatre méthodes possibles de mise en œuvre de la distribution des données d’apprentissage, et ce en considérant l’emplacement de ces données sur les nœuds du système :


— La méthode “Streaming” : s’applique au cas de sources de données réparties, où la fonction de partitionnement relie simplement chaque source à un classifieur dans le système via un flux, telle qu’une connexion TCP.


— La méthode “Pull” : la fonction de partitionnement lit les données d’apprentissage à partir d’un nœud et écrit les partitions sur ce même nœud. Chacun des classifieurs des autres nœuds importe une partition.


— La méthode “Push” : la fonction de partitionnement lit les données d’un nœud et écrit les partitions directement sur les nœuds distants, où les classifieurs lisent leurs copies en local.


— La méthode “Hybride” : la fonction de partitionnement choisit un ensemble réduit de nœuds intermédiaires rapides, fiables, et d’une capacité suffisante pour écrire les données partitionnées. Lors de l’exécution, chaque nœud lit sa partition à partir de ces nœuds.


Mais dans le cadre du Big Data, une méthode est particulièrement exploitée du fait de sa forte scalabilité : l’approche Map/Reduce. Cette approche utilise une fonction de mapping qui répartit les données et une valeur sur les différents nœuds reducers. L’algorithme de mapping correspond à une opération de type “push”. La nouvelle API Map/Reduce autorise le “pull”. Nous nous plaçons dans le second cas.


3 Description de notre plateforme d’apprentissage


Contrairement aux systèmes multi-classifieurs à base d’une entité centrale, comme l’approche parallèle de la combinaison de classifieurs (Zouari, 2004), qui nécessite l’existence d’une entité centrale de combinaison pour effectuer le traitement de fusion ou sélection, le système décrit dans cet article utilise des agents autonomes répartis sur un réseau de nœuds. Chaque nœud contient un agent qui représente un classifieur élémentaire. Ce dernier reçoit une portion des données d’apprentissage, et l’utilise pour son propre entraînement. Ces portions proviennent des ensembles volumineux de données, ou bien des sources distribuées et hétérogènes. Contrairement, à certains travaux ayant utilisé des méthodes à base d’agents (c.f. Saidane et al. (2005)), où tous les agents sont mis en interaction, dans notre cas, seuls les nœuds, qui sont voisins, interagissent entre eux. Ceci permet la construction de systèmes de classification large échelle à l’aide d’ensemble de classifieurs définis dynamiquement.


Nous partons de l’hypothèse que c’est l’interaction et la collaboration au sein du système qui permet l’obtention d’un résultat consensuel meilleur que tous les résultats locaux (individuels) au niveau des entités distribuées.


Les données à classifier seront mises sur un nœud du réseau, où ce dernier les diffuse à ses nœuds voisins. Au fur et à mesure que ces données sont classifiées par les nœuds auxquelles elles aboutissent, elles se propagent pour atteindre tous les nœuds d’un voisinage défini. Ce voisinage peut s’élargir selon un paramètre défini par l’utilisateur (niveau de voisinage). Dans l’absolu, l’utilisateur à la possibilité de faire en sorte que l’ensemble des nœuds du réseau soit activé.


Dans la suite de la section, nous montrons les différents aspects qui relèvent de notre système, notamment l’apprentissage des classifieurs locaux, et comment la classification distribuée et consensuelle est opérée.


3.1 Partitionnement, Apprentissage et statistiques


La capacité de généralisation des classifieurs dans notre système dépend, entre autres, de la méthode utilisée lors du partitionnement des données d’apprentissage. Le choix d’une méthode doit prendre en compte les 4V du Big Data, Ce choix dépend donc de la nature de données, et du domaine d’application dont elles sont issues. Ici, nous avons appliqué une loi de Poisson pour partitionner les données. Cette loi permet un échantillonnage en une seule passe avec un tirage sans remise et une perte minimale dans le jeu de données initiales 1.
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