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    “Se eu vi mais longe, foi por estar sobre ombros de gigantes.”




    Issac Newton


  




  

    LISTA DE ABREVIATURAS E SIGLAS




    BN - Batch Normalization




    CNN - Convolutional Neural Networks




    CPU - Central Processing Unit




    FV - Feature Vector




    GPU - Graphics Processing Unit




    ILSVRC - Imagenet Large Scale Visual Recognition Challenge




    MLP - MultiLayer Perceptron




    ReLU - Rectified Linear Unit




    RNA - Redes Neurais Artificiais


  




  

    1. INTRODUÇÃO




    Nos últimos anos, as redes neurais se tornaram alvo de um número expressivo de pesquisas, com as mais variadas aplicações e alcançando altos níveis de acurácia. É sabido que redes profundas possuem milhões ou até mesmo bilhões de parâmetros, como no trabalho de Dean et al (2012), com 1,7 bilhões de parâmetros.




    A AlexNet de Krizhevski, Sutskever e Hinton (2012) foi considerada o estado-da-arte em 2012 quando atingiu bons resultados no conjunto de dados ImageNet, utilizando uma rede de 60 milhões de parâmetros com apenas cinco camadas convolucionais e três camadas totalmente conectadas. Atualmente, algumas redes podem chegar a possuir centenas de milhões de parâmetros, e isso pode trazer resultados significativos nos índices de acurácia, porém tem como efeito contrário o aumento do tempo de treinamento e da necessidade de maior poder computacional.




    Além disso, os recentes progressos em realidade virtual e aumentada e os dispositivos vestíveis e inteligentes trouxeram uma oportunidade de enfrentar desafios fundamentais no desenvolvimento de redes profundas para dispositivos com recursos limitados, sejam eles memória, CPU, energia ou largura de banda.




    Métodos eficientes de otimização tem impactos significativos em todas estas áreas, por exemplo, a uma rede ResNet (HE et al, 2016) com 50 camadas consome cerca de 95MB de memória de armazenamento, porém descartando alguns pesos redundantes, esta rede permanece íntegra e com resultados semelhantes, apesar da redução de até 75%.




    A importância da otimização de redes neurais não está apenas na possibilidade dos dispositivos portáteis, embarcados ou vestíveis utilizarem redes treinadas para propósitos específicos, mas também permite que todo o processo de treinamento seja acelerado e demande menos recursos do que outras redes que possuam o mesmo propósito.




    Objetivando ter uma menor quantidade de parâmetros sem comprometer os índices de acurácia, Huang et al (2017) criou a DenseNet, uma rede neural convolucional utilizada para classificação que traz o conceito de camadas densas em todas as camadas da rede, inclusive as convolucionais, compartilhando entre suas camadas os mapas de características e assim diminuindo de maneira significativa a quantidade de parâmetros da rede.




    Esta rede possui alguns diferenciais, como a redução de parâmetros, o fortalecimento da propagação das suas características, uma vez que o compartilhamento delas entre as camadas impede que a rede gere e aprenda mapas redundantes e a redução do Gradient Vanishing, um problema que ocorre com redes profundas quando os gradientes da função de perda começam a se aproximar de zero, deixando a rede menos sensível as atualizações geradas na retropropagação do erro durante o treinamento. Sua estrutura densa permite que um número menor, porém fixo de mapas de características sejam gerados a cada camada, sendo este número denominado [image: ], sendo que estes mapas são concatenados à camada subsequente, em algo denominado pelo autor de “conhecimento coletivo”.




    Este acúmulo de mapas de características gerado pelo valor fixo [image: ] traz uma série de novas e profundas características conforme a execução da rede, porém é possível observar uma redução na capacidade de aprendizado da rede a partir de determinado ponto do treinamento, neste caso uma das atitude necessárias para combater este problema é a redução da taxa de aprendizagem conforme a proximidade dos valores de perda se aproxima de zero, isso traz a hipótese de que a geração fixa de novos mapas de características em determinados pontos da rede pouco influencia no seu aprendizado, uma vez que a mesma está menos sensível a mudanças e portanto alguns destes mapas poderiam ser descartados sem prejudicar de maneira significativa a acurácia da rede, e ainda ter um efeito otimizador através desta prática.




    Pode-se verificar um número expressivo de trabalhos publicados para otimização de redes neurais devido à sua necessidade de poder computacional para sua utilização. Diversos algoritmos para este fim têm sido propostos, sendo que algumas destas soluções serão apresentados e discutidos nesse trabalho, divididos entre os temas decomposição de camada, redes de poda, projeção bloco-circulante e Knowledge Distillation.




    Apesar da existência de uma série de soluções voltadas para a aceleração de redes neurais, todas as soluções encontradas têm uma característica em comum, que é a alteração ou redução de uma rede previamente existente a fim de torná-la mais simples. Muitas vezes isso implica na necessidade de retreinar a rede, gerar uma segunda rede a partir da primeira ou transformar os valores de uma rede treinada e verificar os seus efeitos, ou seja, sempre há necessidade de uma primeira execução para que a compactação da rede possa acontecer.




    Diferente das demais soluções, este projeto de mestrado criou uma nova abordagem para criação de uma rede neural convolucional já com parâmetros reduzidos. É uma técnica de otimização para a DenseNet que permite definir uma menor quantidade de parâmetros com o mínimo de impacto em sua acurácia. Esta técnica envolve o controle da geração dos mapas de características, trazendo como contribuição o decréscimo sistemático da quantidade de mapas a cada camada a partir de um determinado momento da rede, através de uma nova variável denominada [image: ] (Decrease Control). Os resultados demonstram que a nova abordagem consegue gerar uma rede com redução de 31% a 46% no tamanho da rede em relação ao método original nas bases testadas e com redução de 4% a 39% no tempo de treinamento. A redução no espaço de armazenamento foi na ordem de 28% a 39%.




    1.1 OBJETIVOS




    Este projeto traz como objetivo geral a criação de uma técnica para otimização da rede DenseNet, uma rede neural convolucional que possui como principal característica sua arquitetura totalmente conectada, e que por isso, consegue compartilhar entre suas camadas as características geradas durante sua execução. A solução propõe o controle sistematizado da geração de mapas de característica para cada camada a partir de um momento determinado da estrutura da rede.




    Também se destacam os seguintes objetivos específicos:




    • Pesquisar e conhecer as técnicas existentes de otimização de redes neurais e suas aplicações, bem como sua categorização e subdivisões;




    • Manter proximidade ou equidade dos índices de acurácia dos modelos utilizados nos experimentos feitos na versão original da DenseNet;




    • Investigar os impactos da nova técnica em outros fatores além da acurácia, como o tempo de treinamento e tamanho de armazenamento do modelo.




    1.2 ESCOPO




    Para definir o escopo desta pesquisa, a rede a ser otimizada será a DenseNet, sendo que a técnica não abrange até o momento outros tipos de arquiteturas. A tarefa escolhida para os experimentos comparativos da rede será a classificação de imagens.




    Os conjuntos de dados escolhidos para os experimentos são: MNIST, Fashion-MINIST, Cats vs Dogs, CALTECH-101, CIFAR-10, CIFAR-100 e TinyImageNet, escolhidos pela utilização no artigo original e pela disponibilidade de acesso.




    1.3 METODOLOGIA




    Primeiramente foi realizada uma pesquisa exploratória com o intuito de conhecer o estado-da-arte em otimização de parâmetros para redes neurais convolucionais, além de conhecer as técnicas relacionadas a este tema. Em seguida, o modelo utilizado neste projeto foi projetado.




    O desenvolvimento do modelo se deu em três etapas: a primeira consistiu em criar o modelo matemático necessário para que a otimização fosse possível, este modelo possui uma série de operações necessárias para encontrar o ponto de partida da otimização e qual o fator de decréscimo utilizado na rede. Em seguida foram feitos testes comparativos, criando redes comuns e otimizadas e comparando sua quantidade de parâmetros, validando o novo modelo.




    A partir daí, treinamentos utilizando algumas das configurações previstas no artigo original foram realizados, e após o término destes treinamentos e da avaliação de cada modelo no seu respectivo conjunto de testes, foram feitas as tabulações e geração de gráficos dos resultados da rede.




    1.4 ESTRUTURA




    Esta dissertação está organizada da seguinte maneira: No Capítulo 2 é apresentada a Fundamentação Teórica que detalha os conceitos necessários para entendimento da proposta. No Capítulo 3 são descritos trabalhos relacionados com o tema, ou seja, trabalhos que também trazem soluções para otimização de redes neurais. No Capítulo 4 está a descrição do desenvolvimento da solução proposta e as particularidades dos experimentos a serem realizados. No Capítulo 5, os experimentos realizados e seus resultados são apresentados, comparando-os com as versões originais. Por fim, o Capítulo 6 apresenta a conclusão do projeto e os trabalhos futuros.
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