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    Prefácio

    
        
        
            Ciência de dados (data science) é um processo que emprega técnicas estatísticas e computacionais para analisar grandes bases de dados, procurando extrair delas conhecimento útil para empresas, instituições científicas, governos e demais organizações.

Tipicamente, os projetos de ciência de dados são divididos em quatro macroetapas de execução. A primeira consiste simplesmente na definição do problema que será resolvido (por exemplo, criar um sistema para caracterizar o perfil dos clientes de uma empresa). A segunda é a etapa de pré-processamento, onde as bases de dados relevantes (base de vendas, base de clientes etc.) devem ser reunidas e adequadamente formatadas. Na terceira etapa, um algoritmo é aplicado sobre os dados pré-processados, com o objetivo de extrair um modelo estatístico ou de Machine Learning. Este modelo tem por objetivo identificar padrões de relacionamento entre os itens de dados (por exemplo, o algoritmo pode gerar um modelo que revela as características mais comuns dos compradores de cada produto). Por fim, na quarta etapa, os especialistas da empresa avaliam os resultados gerados pelo modelo, procurando determinar a relevância e validade deles.

De acordo com a literatura, a etapa de pré-processamento de dados (segunda etapa) costuma ser a mais trabalhosa em qualquer projeto relacionado à ciência de dados, ocupando tipicamente 80% do tempo consumido. É nesta fase que são realizadas as tarefas de seleção, limpeza e transformação dos dados que serão utilizados pelo algoritmo de Machine Learning / Estatística. O objetivo da seleção de dados é coletar e reunir todos os dados que sejam relevantes para a resolução do problema de ciência de dados definido (por exemplo, combinar dados dos sistemas corporativos da empresa com dados disponibilizados na internet). Limpeza, significa eliminar sujeira e informações irrelevantes. Por fim, transformação consiste em converter os dados de origem para um outro formato, mais adequado para ser usado pelo algoritmo. As atividades de seleção, limpeza e transformação de dados são comumente referenciadas como atividades de Data Wrangling, Data Munging ou Data Preparation. 

A biblioteca pandas (Python Data Analysis Library) foi especialmente projetada para oferecer o suporte ao processo de Data Wrangling. Trata-se de um software livre, do tipo open source, que ao longo dos últimos anos se consolidou como a biblioteca para ciência de dados mais utilizada no ambiente Python. As funcionalidades oferecidas pela pandas consistem basicamente em uma combinação de técnicas eficientes para processamento de vetores e matrizes, com um conjunto de funções específicas para a manipulação de dados tabulares, que se assemelham muito às oferecidas pelo Excel e pela famosa linguagem SQL. Alguns exemplos:


	Importar, de forma direta e padronizada, dados estruturados de diferentes tipos de fontes, tais como: arquivos texto (CSV, JSON etc.), bancos de dados e planilhas eletrônicas.

	Combinar de forma inteligente registros provenientes de diferentes bases de dados (operação conhecida como merge ou join);

	Produzir resultados agregados e tabulações (group by); 

	Limpar e transformar bases de dados (ex.: aplicação de filtros sobre linhas e colunas de tabelas, ordenação e ranqueamento dos dados, tratamento de dados ausentes etc.).

	Produzir diferentes tipos de gráficos a partir de dados armazenados em colunas de tabelas.



Qual o objetivo deste livro?

Este livro aborda a pandas sob uma perspectiva profissional, explicando como utilizá-la para resolver problemas práticos e, muitas vezes, difíceis de Data Wrangling. O livro combina a teoria com um projeto prático, que envolve o uso da pandas como ferramenta para viabilizar a execução das atividades de seleção, estudo, limpeza e transformação de uma base de dados real que contém informações detalhadas sobre diversos países (variando desde a população e extensão de cada país até as características de suas bandeiras, entre outras informações). O projeto mostrará o passo a passo para realizar o pré-processamento desta base de dados, que será então utilizada como fonte para a criação de um modelo de Machine Learning, mais especificamente, um modelo de classificação de dados.

Público-alvo


	Estudantes e profissionais envolvidos com ciência de dados (independente da área ou nível de experiência);

	Usuários do Excel que pretendem migrar para o Python;

	Pessoas com conhecimento de SQL que pretendem trabalhar com Python. 



Sobre o autor

Eduardo Corrêa Gonçalves cursou Doutorado em Ciência da Computação pela UFF (2015) com período sanduíche na University of Kent, no Reino Unido. Também cursou Mestrado (2004) e Graduação (1999) em Ciência da Computação pela UFF. Possui certificação Oracle Database SQL Certified Expert (OCE). Atualmente, trabalha como administrador de banco de dados no Instituto Brasileiro de Geografia e Estatística (IBGE) e também atua como professor colaborador na Escola Nacional de Ciências Estatísticas (ENCE-IBGE). Suas áreas de interesse são: Banco de Dados, Algoritmos, Processamento de Linguagem Natural e Python. 
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    Capítulo 1

Muito prazer, biblioteca pandas

    
        
        
            Você já deve ter ouvido falar que, nos últimos anos, muitas empresas têm empregado a ciência de dados (data science) com o propósito de alcançar um melhor posicionamento no mercado. 

Mas o que é exatamente ciência de dados? Quais as suas aplicações práticas? Que tipo de conhecimento posso obter em processos de ciência de dados? Este capítulo responde estas questões e explica por que a pandas se tornou uma das ferramentas mais utilizadas em projetos de ciência de dados. 

1.1 O que é ciência de dados?

De uma maneira simples, é possível definir a ciência de dados como um processo que emprega técnicas estatísticas e computacionais para resolver o problema da descoberta de conhecimento valioso em grandes bases de dados. A figura 1.1 ilustra a ideia.




[image: Ciência de dados: um pequeno, porém valioso diamante de conhecimento é extraído a partir de uma grande montanha de dados ]Figura 1.1: Ciência de dados: um pequeno, porém valioso diamante de conhecimento é extraído a partir de uma grande montanha de dados



A ciência de dados baseia-se na utilização de algoritmos, que são capazes de vasculhar grandes bases de dados de modo eficiente (ou seja, com certa rapidez) com o intuito de extrair modelos que descrevem padrões de relacionamento interessantes escondidos dentro da montanha de dados. 

Como surgiu a ciência de dados?

De acordo com estudos recentes (veja mais em https://www.networkworld.com/article/3325397/idc-expect-175-zettabytes-of-data-worldwide-by-2025.html), o volume total de dados digitais disponíveis no planeta é igual a 33ZB (33 zetabytes, ou seja, 33 x 1021 bytes), podendo atingir a marca de 175ZB em 2025. Estamos falando não apenas de dados estruturados (tabelas, planilhas etc.) mas, principalmente, de dados não estruturados (documentos, vídeos, fotos etc.). Diante desta situação, é bastante natural que cientistas e analistas de negócio alimentem o seguinte desejo: por que não tentamos analisar estes dados para que novas informações sejam descobertas e utilizadas de forma estratégica para a tomada de decisões?

A ideia é excelente, no entanto, a sua implementação não é nada trivial, uma vez que, na prática, é comum encontrar empresas que mantêm bancos de dados com bilhões ou trilhões de registros. Além disso, esses bancos são normalmente compostos por centenas ou milhares de atributos que precisam ser simultaneamente considerados durante o processo de análise. Desta maneira, o uso de métodos estatísticos ou computacionais tradicionais torna-se inviável: eles não são escaláveis para Big Data e tampouco são capazes de lidar com dados não estruturados. Este cenário motivou o surgimento da Ciência de Dados, uma nova linha de pesquisa que combina ideias da Estatística e da Ciência da Computação com o intuito de resolver o problema da descoberta de conhecimento em grandes bases de dados. 

1.2 Quais os problemas resolvidos pela ciência de dados?

Os tópicos a seguir introduzem os três principais tipos de problemas que podem ser resolvidos através do emprego de técnicas de ciência de dados.

Descoberta de padrões frequentes

Neste tipo de problema, o objetivo é descobrir combinações de itens que ocorrem com frequência significativa e acima da que é esperada em uma base de dados. Considere, por exemplo, um banco de dados que registra as vendas efetuadas por uma loja que comercializa roupas através da internet. Um algoritmo de descoberta de padrões frequentes poderia analisar esta base e revelar o seguinte padrão:

"A compra do produto sapatênis aumenta em 5 vezes a chance de um cliente comprar o produto camisa polo"

Na prática, os padrões frequentes são muito utilizados para implementar sistemas de recomendação — sistemas que, de maneira autônoma, sugerem produtos/serviços para usuários, com o intuito de ajudá-los a tomar decisões como "qual produto comprar?", "qual música ouvir?", "qual hotel reservar?" etc.

Classificação

Classificação é um processo que consiste em treinar um programa de computador para que ele seja capaz de atribuir automaticamente as classes de um objeto. Os programas para filtragem de spam representam um exemplo de classificador bastante conhecido e bem-sucedido. A partir da análise do assunto e do texto de uma mensagem, o filtro de spam utiliza um algoritmo classificador para identificar automaticamente se ela deve ser classificada como "spam" ou "normal":




[image: Classificador de spam ]Figura 1.2: Classificador de spam



Nos dias atuais, técnicas de classificação vêm sendo exploradas pelas empresas para resolver diversos problemas importantes, tais como: detecção de fraudes (identificar se uma transação de cartão de crédito é "fraudulenta", "genuína"), classificação de músicas em emoções (por exemplo: "animada", "relaxante", "triste"), sugestão de tags (atribuir pequenas informações textuais a vídeos ou imagens), entre outras.

Determinação de agrupamentos

O objetivo da tarefa de determinação de agrupamentos (clustering) é dividir automaticamente um conjunto de objetos em grupos (clusters) de acordo com algum tipo de relacionamento de similaridade existente. A organização dos objetos em cada cluster deve ser feita de forma que haja:


	Alta similaridade entre os objetos pertencentes a um mesmo cluster.

	Baixa similaridade entre os elementos que pertencem a clusters diferentes.



Considere, por exemplo, uma base de dados que contém a idade e o salário de diferentes pessoas entrevistadas por uma pesquisa. A partir dessa base, um algoritmo para a determinação de agrupamentos seria capaz de descobrir os três clusters destacados na figura a seguir (considere que cada ponto representa uma pessoa). 




[image: Determinação de agrupamentos ]Figura 1.3: Determinação de agrupamentos



O cluster com maior número de objetos é formado por jovens com baixa renda. O segundo é formado por pessoas com idade por volta de 30 anos e renda média. Já o último cluster, que possui menos objetos, é formado por pessoas de renda alta e idade superior a 35 anos.

1.3 Como funciona a ciência de dados na prática?

Em geral, um processo de ciência de dados possui diferentes etapas de execução, conforme mostra o esquema a seguir.





[image: Etapas de um típico processo de ciência de dados ]Figura 1.4: Etapas de um típico processo de ciência de dados



Etapa 1 — Definição do problema

Nesta etapa, o objetivo é realizar a modelagem do problema que a empresa deseja resolver utilizando a perspectiva da ciência de dados. 

Por exemplo, suponha que o Ministério da Saúde deseje tratar o seguinte problema: "Como reduzir a incidência de doenças cardiovasculares nos brasileiros?". Neste caso, a tradução para um problema de ciência de dados seria: "Quais as características dos brasileiros que possuem doenças cardiovasculares?". Os responsáveis pelo projeto poderiam definir que, como produto final, o processo de ciência de dados gerasse um modelo de classificação capaz de prever a probabilidade de uma pessoa contrair uma doença cardiovascular em função de diversos fatores, como idade, peso, hábitos alimentares, fatores hereditários etc.

Etapa 2 — Pré-processamento dos dados

É subdividida em duas fases: (i) seleção de dados; (ii) limpeza e transformação dos dados. As atividades executadas em ambas as fases são conhecidas como atividades de data wrangling, ou data munging, que em uma tradução livre significa algo como "brigar com os dados". (Veja mais em https://www.forbes.com/sites/gilpress/2016/03/23/data-preparation-most-time-consuming-least-enjoyable-data-science-task-survey-says/#7b9e4e6d6f63). Nos parágrafos que se seguem você verá que o verbo "brigar" não é empregado por acaso! A etapa de pré-processamento é, sem dúvida, a mais difícil e trabalhosa em qualquer projeto relacionado à ciência de dados. 

Começaremos falando da fase de seleção de dados. Normalmente, os dados de uma empresa se encontram espalhados em diferentes bancos de dados. O sistema de RH possui a sua própria base, o sistema de faturamento possui outra, os dados de uso da internet costumam estar armazenados dentro de arquivos de um ou mais servidores Web (que podem até mesmo não estar fisicamente localizados dentro da empresa). O objetivo da fase de seleção é coletar e reunir todos os dados que sejam relevantes para a resolução do problema de ciência de dados definido. 

Se, por exemplo, uma empresa deseja criar um modelo para identificar as características dos consumidores que compram um determinado produto nas transações realizadas pela internet, poderia ser necessário selecionar as fontes de dados mostradas na figura a seguir:





[image: Seleção de dados: a primeira etapa da fase de pré-processamento ]Figura 1.5: Seleção de dados: a primeira etapa da fase de pré-processamento




	Dados do sistema de vendas: base que contém os dados demográficos do cliente (nome, sexo, endereço) e as informações das compras (produtos comprados, forma de pagamento, valor gasto). 

	Log de uso do servidor Web: arquivo que armazena a sequência de páginas visitadas pelos clientes em cada sessão.

	Dados externos: muitas vezes pode ser interessante juntar também dados de fontes externas. Por exemplo, incorporar dados do IBGE para obter informações como a renda média e o número de habitantes das cidades dos clientes.     



Retornando ao exemplo do Ministério da Saúde ("identificação do perfil das pessoas doenças cardiovasculares"), a fase de seleção poderia exigir que dados de pessoas atendidas por diversos hospitais da rede pública e privada fossem reunidos. Veja o tamanho do trabalho! 

Uma vez realizada a seleção dos dados de interesse, normalmente será preciso realizar a limpeza e a transformação deles. Limpeza significa eliminar sujeira e informações irrelevantes. Transformação consiste em converter os dados de origem para um outro formato, mais adequado para ser usado pelo algoritmo de ciência de dados. Alguns exemplos de situações práticas onde é necessário aplicar estes procedimentos:


	
Múltiplos cadastramentos de um mesmo objeto. Em uma base de dados que registra as vendas de produtos, muitas vezes existem clientes com o mesmo nome e endereço, mas com identificação diferente. Veja o exemplo na tabela a seguir, onde o cliente "Eduardo Corrêa" está cadastrado duas vezes. 






	ID Cliente
	Nome
	Logradouro
	Sexo





	4003
	Eduardo Corrêa
	Av. Alfa, 500
	M



	4006
	Glauco Rocha
	Rua do Sol, 1234
	M



	4009
	Eduardo Corrêa
	Av. Alfa, 500
	M



	4015
	Amanda Pereira
	Rua ABC, 999
	F



	4027
	Antônia Silva
	Av. Utopia, s/n
	F






	
Falta de uniformidade entre as diferentes bases reunidas no processo de seleção. Por exemplo: alguns arquivos fonte onde atributo Sexo é representado por M e F e outros onde é Sexo é representado por 1 e 0.



	
Valores com frequência acima da expectativa. Por exemplo: muitas pessoas que se cadastraram em um sistema Web declararam morar no bairro 'Água Rasa'. Na verdade, escolheram a primeira opção do combo no formulário de cadastramento!



	
Dados contraditórios. Por exemplo: idade 18 anos e escolaridade Doutorado.



	
Valores nulos. Por exemplo: cliente não preencheu o valor de sua idade. Neste caso será preciso adotar alguma técnica para resolver o problema, como utilizar o valor mais frequente ou médio.



	
Transformar uma variável para formato mais adequado. Por exemplo: transformar Data de nascimento em Idade.



	
Normalização de dados. Por exemplo: mapear todos os valores numéricos para um número entre 0 e 1, para assegurar que os números grandes não dominem os números pequenos durante a execução de um algoritmo de ciência de dados.



	
Agrupar variáveis. Muitas vezes podem existir muitos valores distintos para uma variável. Estes valores podem ser agrupados em diferentes conjuntos. Por exemplo, a partir da variável CEP, poderia ser criada a variável RegiãoCidade. No caso da cidade do Rio de Janeiro, a variável RegiãoCidade possuiria apenas 4 valores: Centro, Sul, Norte e Oeste.  






A fase mais trabalhosa

De acordo com a literatura, a fase de pré-processamento de dados costuma ser a mais trabalhosa em qualquer projeto relacionado à ciência de dados, ocupando tipicamente 80% do tempo consumido (https://www.infoworld.com/article/3228245/the-80-20-data-science-dilemma.html).



Etapa 3: Criação do modelo

Trata-se da etapa "nobre" do processo, onde um algoritmo é aplicado sobre os dados que foram selecionados, limpos e transformados na etapa anterior. Como resultado, será extraído um modelo representando padrões de relacionamento identificados no conjunto de dados.

Etapa 4: Interpretação dos resultados

Nesta etapa, os especialistas da empresa avaliam o modelo extraído na etapa anterior. Muitas vezes isso é feito por um time multidisciplinar. Por exemplo, estatísticos podem determinar a validade do modelo. Em seguida, eles se reúnem com as pessoas com conhecimento do domínio do problema (médicos, no caso do exemplo do Ministério da Saúde) para interpretar os resultados considerados válidos e avaliá-los quanto ao seu grau de utilidade.

De acordo com a avaliação, será possível definir o quanto o processo de ciência de dados satisfez o problema definido. Por exemplo: o modelo de classificação gerado consegue prever com elevada acurácia a probabilidade de uma pessoa contrair doenças cardiovasculares? Ainda é preciso aprimorá-lo de alguma forma? A incorporação de uma nova variável poderá aumentar a eficácia do modelo?

Muitas vezes, a primeira rodada de um processo de ciência de dados não é suficiente para produzir um modelo satisfatório. Tornar-se-á, então, necessário refazer alguma etapa do processo. Pode ser preciso retornar para a Etapa 2 e selecionar novas fontes de dados ou realizar novas transformações sobre os dados selecionados. A ciência de dados é, por natureza, um processo cíclico, que usualmente necessita de algumas iterações até que o melhor resultado seja obtido.

1.4 E onde entra a pandas nessa história?

A biblioteca pandas, Python Data Analysis Library (https://pandas.pydata.org), é um software livre, do tipo open source, que ao longo dos últimos anos se consolidou como a biblioteca para ciência de dados mais utilizada no ambiente Python. Trata-se essencialmente de uma biblioteca para Data Wrangling, ou seja, uma biblioteca especialmente projetada para oferecer suporte às atividades de seleção, exploração, integração, limpeza e transformação de dados. As funcionalidades oferecidas pela biblioteca consistem basicamente em técnicas para a manipulação de dados tabulares, que se assemelham muito às oferecidas pelo Excel e pela linguagem SQL. Alguns exemplos:


	Importar de forma padronizada dados estruturados de diferentes tipos de fontes, tais como: arquivos texto (CSV, JSON, XML), bancos de dados (relacionais e NoSQL), planilhas eletrônicas etc.;

	Combinar de forma inteligente registros provenientes de diferentes bases de dados (operação conhecida como merge ou join);

	Produzir resultados agregados e tabulações (group by);

	Limpar e transformar bases de dados (ex.: discretização de variáveis, aplicação de filtros sobre linhas e colunas de tabelas, ordenação dos dados, tratamento de dados ausentes etc.).



A biblioteca pandas torna o processo de manipulação de dados tabulares mais rápido, simples e eficaz, acrescentando ao Python duas estruturas de dados (EDs) extremamente poderosas e flexíveis: Series e DataFrame, 




[image: Estruturas de dados da biblioteca pandas: Series e DataFrame ]Figura 1.6: Estruturas de dados da biblioteca pandas: Series e DataFrame




	Uma Series é uma espécie de array que pode ser indexado através de rótulos em vez de números. No exemplo da figura anterior, mostramos uma Series que armazena dados de países. O rótulo é a sigla do país e o valor o nome de sua moeda oficial. O capítulo 2 deste livro dedica-se às Series.


	A estrutura DataFrame serve para representar dados tabulares similares aos de uma planilha Excel ou de uma tabela de banco de dados relacional. O DataFrame mostrado na figura anterior mantém informações básicas de cinco pessoas. Os DataFrames são o tema principal deste livro! Mostraremos como criar, popular, transformar, limpar e explorar DataFrames nos capítulos 3 a 6.




1.5 Projeto prático — apresentação

Neste livro, pretendemos ensinar o leitor a utilizar a pandas através de uma abordagem que combina a teoria com um projeto prático. O projeto em questão envolve o uso da pandas como ferramenta principal para realizar a seleção, limpeza e transformação de dados provenientes de uma base de dados chamada flags dataset (https://archive.ics.uci.edu/ml/datasets/Flags). Esta base mantém informações sobre várias nações e suas bandeiras (por exemplo: cores e figuras presentes nas bandeiras). 

Mostraremos o passo a passo para realizar o pré-processamento da base flags, que será então utilizada como fonte para a criação de um modelo de classificação de dados. O objetivo do modelo será inferir as cores da bandeira de um país em função de suas características. Maiores detalhes serão apresentados ao longo dos próximos capítulos.

Mas, antes de prosseguir, é necessário primeiro ter certeza de que você o instalou localmente a pandas em seu ambiente Python. Caso você tenha instalado o Python a partir de alguma distribuição voltada para ciência de dados como a Anaconda (https://www.anaconda.com/distribution) ou WinPython (http://winpython.sourceforge.net), então você não precisa se preocupar, pois a pandas já estará automaticamente disponível. Já se você instalou o Python a partir da distribuição oficial (https://www.python.org), será preciso instalar a pandas em seu computador. A forma simples para fazer isso é através do utilitário pip. Para usá-lo, é preciso abrir uma janela de terminal (no caso do Windows, "prompt de comandos") e digitar:

pip install -U pandas


A biblioteca pandas será então baixada e instalada. Caso ela já esteja instalada, será atualizada por uma versão mais nova (se houver). Antes de utilizá-la em qualquer programa Python, é sempre preciso importá-la através do comando import. Neste livro, adotaremos a notação apresentada a seguir para realizar essa tarefa, em que o apelido pd é atribuído para a pandas:

import pandas as pd


Agora que você já sabe o que é pandas, conhece a sua importância e, até mesmo, instalou a biblioteca em seu ambiente Python, que tal iniciarmos a nossa viagem? Os próximos capítulos deste livro foram cuidadosamente preparados para que você se transforme em uma verdadeira fera na utilização desse pacote! 


        
        

    



        
        
    
    


        
        

    Capítulo 2

A estrutura de dados Series

    
        
        
            Neste capítulo, iniciamos a nossa jornada pelo mundo da programação pandas apresentando a ED Series, estrutura básica e fundamental do pacote. Se você pretende utilizar a pandas de forma profissional, é muito importante que você aprenda a trabalhar muito bem com esta ED, compreendendo as suas propriedades e dominando os tipos de operações que podem ser realizadas sobre dados que estejam nela estruturados. O capítulo aborda os seguintes temas: 


	Criação e propriedades básicas

	Técnicas para consulta e modificação de dados

	Computação vetorizada

	Índices datetime

	Indexação hierárquica



2.1 Como criar Series?

Series é uma ED composta por um vetor de dados e um vetor associado de rótulos, este último chamado de índice (index). Ou seja: Series = vetor de dados + vetor de rótulos. 

A figura 2.1 mostra dois exemplos de Series. Considere que ambas armazenam dados provenientes de um sistema acadêmico utilizado por uma instituição de ensino hipotética. A primeira Series chama-se notas, cujos rótulos são inteiros e os dados valores reais (notas médias dos alunos de um dado curso). A segunda chama-se alunos, cujos rótulos são strings (matrículas dos alunos do curso) e os dados também strings (nomes). 




[image: Dois exemplos de Series contendo dados de alunos. ]Figura 2.1: Dois exemplos de Series contendo dados de alunos.



O programa a seguir apresenta o código para criar ambas as Series utilizando o método construtor padrão. Tanto neste exemplo, como nos demais a serem apresentados ao longo do livro, mostra-se primeiro o código do programa e imediatamente depois, o resultado de sua execução. Todos os exemplos foram elaborados para funcionar de forma independente, então nenhum programa depende da execução de algum outro que tenha sido apresentado previamente. Desta forma, para testar o código de qualquer programa exemplo em seu computador, basta que você o digite e execute no ambiente Python de sua preferência.

#P01: Hello Series!
import pandas as pd

#cria a Series notas
notas = pd.Series([7.6, 5.0, 8.5, 9.5, 6.4])

#cria a Series alunos
lst_matriculas = ['M02','M05','M13','M14','M19']
lst_nomes = ['Bob','Dayse','Bill','Cris','Jimi']
alunos = pd.Series(lst_nomes,index=lst_matriculas)

#imprime as duas Series
print(notas); print("---------------"); print(alunos)


Veja a saída do programa: 

0    7.6
1    5.0
2    8.5
3    9.5
4    6.4
dtype: float64
---------------
M02      Bob
M05    Dayse
M13     Bill
M14     Cris
M19     Jimi
dtype: object


Observe que, para criar a Series notas, foi necessário apenas definir uma lista com a relação de notas finais. Uma vez que não especificamos um índice para esta Series, a pandas utilizará inteiros de 0 a N-1 (onde N é o tamanho da lista, neste exemplo, N=5). Por outro lado, ao criar alunos, além da lista de valores (nomes dos alunos), foi também especificada uma lista de índices (matrículas dos alunos), passada para o método construtor com o uso do parâmetro index.

Existem outras formas para criar Series. Um exemplo é apresentado no trecho de código seguinte, onde a Series é criada a partir de um dicionário. Neste caso, as chaves do dicionário são automaticamente transformadas em rótulos. 

dic_alunos = {'M02':'Bob','M05':'Dayse','M13':'Bill',
              'M14':'Cris','M19':'Jimi'}
alunos = pd.Series(dic_alunos)


Listas e dicionários são EDs nativas da linguagem Python, ou seja, elas fazem parte da linguagem padrão (ao contrário da Series, que é específica do pacote pandas). Se você tem pouca experiência em Python e não tem intimidade com essas estruturas, não se preocupe, pois aqui vai uma breve explicação sobre ambas. 

Uma lista é uma sequência ordenada de elementos, cada qual associado a um número responsável por indicar a sua posição (índice). O primeiro índice de uma lista é sempre 0, o segundo, 1, e assim por diante. Para criar uma lista, basta especificar uma sequência de valores entre colchetes [ ], onde os valores devem estar separados por vírgula. Por exemplo, ['BR','FR','US'] é a lista com as siglas dos países Brasil (posição 0), França (posição 1) e Estados Unidos (posição 2). 

Por sua vez, um dicionário é uma ED em que os elementos são pares chave:valor. A chave (key) identifica um item e o valor armazena seu conteúdo. Qualquer valor armazenado pode ser recuperado de forma extremamente rápida através de sua chave. Para criar um dicionário, você deve utilizar chaves { } e, dentro delas, especificar uma relação de elementos do tipo par chave:valor, separados por vírgula. Por exemplo, {'BR':'Real', 'FR': 'Euro', 'US':'Dólar'} é um dicionário onde a chave é a sigla de um país e o valor, o nome de sua moeda.

Existem duas diferenças fundamentais entre os dicionários e as listas. A primeira é que, em uma lista, os índices que determinam a posição dos elementos precisam ser inteiros, enquanto em um dicionário os índices podem ser não apenas inteiros, mas também de qualquer tipo básico, como strings. A segunda diferença encontra-se no fato de que em um dicionário não existe o conceito de ordem, ou seja, ele é uma coleção não ordenada de pares chave:valor. 

A partir dessas definições, podemos concluir que a Series une "o melhor dos dois mundos". Isso porque, assim como uma lista, a Series armazena uma sequência ordenada de elementos; no entanto, ao mesmo tempo, permite que cada elemento também seja acessado de forma simples e rápida através de um rótulo (similar ao acesso por keys inerente aos dicionários).

Quais as propriedades elementares das Series?

Você deve ter notado que, além de ter mostrado os índices e valores de cada Series, o comando print() do programa anterior também exibiu o dtype delas. Trata-se de uma das propriedades básicas das Series, que corresponde ao tipo dos elementos do vetor de dados. O dtype de notas é float64, que é utilizado para armazenar números reais com dupla precisão (64 bits). Por sua vez, o dtype de alunos é object, utilizado pela pandas para armazenar dados alfanuméricos (strings). Vale a pena deixar claro que o vetor de dados de uma Series sempre conterá valores do mesmo tipo, ou seja, com o mesmo dtype.

A tabela a seguir apresenta os cinco principais dtypes da pandas. Na primeira coluna mostramos o nome do dtype, na segunda, o tipo de dado que ele armazena e na terceira, o nome do tipo equivalente no Python padrão.




	dtype
	Utilização
	Tipo Python





	int64
	números inteiros
	int



	float64
	números reais
	float



	bool
	True/False
	bool



	object
	texto
	str



	datetime64
	data/hora
	datetime





É necessário ressaltar que dtype não é a mesma coisa que tipo do objeto (type)! O tipo de qualquer objeto Python representa a classe deste objeto e pode ser sempre obtido com o uso da função type(). Se você aplicar a função type() sobre qualquer Series, sempre receberá como resposta o tipo pandas.core.series.Series. Outra consideração importante é que toda Series está associada a outras propriedades elementares além do dtype. São elas:


	
values: vetor de dados;

	
index: vetor de rótulos;

	
name: nome do vetor de dados;

	
size: tamanho da Series (número de elementos);

	
index.name: nome do vetor de rótulos;

	
index.dtype: dtype do vetor de rótulos.



No programa seguinte, apresentamos a forma para trabalhar com essas propriedades. 

#P02: Propriedades básicas das Series
import pandas as pd

#cria a Series "alunos"
alunos = pd.Series({'M02':'Bob','M05':'Dayse','M13':'Bill',
                    'M14':'Cris','M19':'Jimi'})

#atribui nomes p/ os vetores de dados e rótulos
alunos.name = "alunos"             
alunos.index.name = "matrículas"    

#recupera e imprime as propriedades 
print(alunos)
print('-----------')
tamanho = alunos.size                  
dados   = alunos.values                
rotulos = alunos.index                 
alunos_tipo = type(alunos)             
alunos_dtype = alunos.dtype            
alunos_idx_dtype = alunos.index.dtype  

print('número de elementos: ', tamanho)
print('vetor de dados: ', dados)
print('vetor de rótulos: ', rotulos)
print('tipo (type): ', alunos_tipo)
print('dtype da Series:', alunos_dtype)
print('dtype do vetor de rótulos:', alunos_idx_dtype)
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