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    Prefácio


    
      Quando iniciei meus estudos em Data Science (ou Ciência de Dados, em português), há muitos anos, sentia que a maioria dos livros existentes na literatura era muito complexa, recheada de demonstrações matemáticas e detalhes técnicos muitas vezes assustadores para um iniciante na área, especialmente aqueles cuja base matemática não era tão profunda.


      Cada pessoa tem um estilo preferido de aprendizagem e, apesar de muitos preferirem conteúdos detalhados e profundos, o estilo que sempre funcionou para mim foi o que eu chamo de "aprendizado cebola", pois é feito em camadas: gosto de ter primeiro uma visão geral de todos os assuntos e, depois, ir me aprofundando em determinados tópicos de acordo com a minha necessidade.


      Além disso, a maioria dos livros técnicos é escrita em inglês e muitos estudantes têm dificuldades de compreensão do idioma, ou mesmo preferem ler em português. Desta forma, surgiu a ideia de escrever um livro introdutório de Ciência de Dados em português, que pudesse guiar os aprendizes iniciantes nesta área fascinante, e estimulá-los a se desenvolverem em tópicos mais avançados.


      Esperamos que a leitura seja agradável e que este livro possa ser útil na sua caminhada! Bons estudos.


      Público-alvo e organização do livro


      Este livro é indicado para profissionais, estudantes e professores que desejem iniciar seus estudos em Data Science e algoritmos de Machine Learning e que tenham noções de conceitos matemáticos e de lógica de programação.


      O objetivo principal deste livro é mostrar como utilizar Data Science para resolver problemas e gerar produtos que agreguem valor ao negócio, aprendendo com os dados. Assim, o foco deste livro é no processo e nas técnicas relacionadas aos algoritmos preditivos mais comumente utilizados em Ciência de Dados, mas mostrando também a importância da etapa de preparação dos dados brutos, limpeza e análise exploratória.


      Passaremos pelas etapas necessárias para resolução de problemas de Data Science do início ao fim, contemplando teoria e prática. Para tal, todos os conceitos teóricos apresentados serão complementados com exemplos práticos na linguagem R. O capítulo 2 explica como instalar os requisitos necessários para trabalhar com R em seu computador e traz uma introdução aos principais comandos da linguagem.


      O capítulo 3 traz uma introdução a conceitos de Estatística e Álgebra Linear para que seja possível compreender melhor o funcionamento dos algoritmos apresentados no livro. Serão apresentados exemplos práticos com a linguagem R para melhor entendimento dos conceitos.


      O capítulo 4 aborda o tema Pré-processamento de dados, uma etapa importantíssima para o entendimento do problema e preparação dos dados para a aplicação dos algoritmos de Machine Learning, a seguir.


      Os capítulos 5 e 6 abordam problemas de Classificação, e os capítulos 7 e 8, por sua vez, problemas de Regressão. Os capítulos 9 e 10 abordam os problemas de Associação e Agrupamento, finalizando os algoritmos de Machine Learning apresentados neste livro.


      Finalmente, o capítulo 11 conclui o livro, trazendo um projeto completo de Data Science do início ao fim e sugestões de aprofundamento dos estudos.


      Código-fonte


      Todos os códigos e bases de dados utilizados neste livro estão disponíveis no repositório do GitHub: https://github.com/tatianaesc/introdatascience.

    

  


  
    
      Capítulo 1
    


    Introdução a Data Science


    
      1.1 Banco de dados ou bando de dados?


      Nosso cenário mundial atual é caracterizado pela criação e crescimento de inúmeras bases de dados, diariamente e em velocidade exponencial. Ainda em 2017, estimava-se que cerca de 90% dos dados armazenados na Web tinham sido gerados nos últimos 2 anos (DOMO, 2017) e, em 2020, a internet já alcançava 59% da população mundial (DOMO, 2020). Em 2014, em um relatório da EMC (EMC, 2014), já era prevista para a década seguinte uma taxa de crescimento mundial de dados em torno de 40%, alcançando cerca de 44 zettabytes (44 trilhões de GB) de informações digitais em todo o mundo. Estes dados são gerados, em sua maioria, por aplicativos e web sites de redes sociais, bancos, e-commerce e sistemas internos de empresas, como ilustra a figura a seguir.


      


      
        [image: Principais fontes de dados da atualidade ]

        Figura 1.1: Principais fontes de dados da atualidade

      


      Para processar e obter informação útil a partir destes dados, é necessário automatizar diversas tarefas de coleta, processamento e análise de dados para tomada de decisão, uma vez que, devido ao grande volume de dados disponível, torna-se inviável realizar estas tarefas manualmente. Nesse contexto, surge a Inteligência Artificial, que visa simular o comportamento de um cérebro humano utilizando máquinas.


      De forma mais técnica e de acordo com a definição do Gartner Group (https://www.gartner.com/en), Mineração de Dados (Data Mining) é o processo de descoberta de novas e significativas correlações, padrões e tendências em grandes volumes de dados, por meio do uso de técnicas e reconhecimento de padrões, estatística e outras ferramentas matemáticas. Para encontrar padrões, o processo de Data Mining utiliza técnicas de Machine Learning (Aprendizado de Máquina).


      Geralmente, Machine Learning se concentra na descoberta de padrões ou de fórmulas matemáticas que expliquem o relacionamento entre os dados, sem necessariamente se preocupar com seu grau de utilidade ou aplicação ao negócio, e estuda formas de automatização de tarefas inteligentes que seriam difíceis de serem realizadas por humanos. Já em Data Mining, o objetivo principal é a extração do conhecimento pelo analista, não levando em conta o tempo necessário ou a natureza das atividades para esta tarefa.


      Assim, pode-se dizer que em Machine Learning o aprendizado é o objetivo principal, enquanto no Data Mining, o aprendizado é um meio para extração de conhecimento (que deve ser avaliado e aplicado). Também se pode dizer que Machine Learning é um subconjunto das técnicas utilizadas na área de Inteligência Artificial, pois usa algoritmos baseados em matemática e estatística para realizar a tarefa de aprendizado.


      Apesar de as técnicas de reconhecimento de padrões e de análise exploratória de dados utilizadas em Data Mining e Machine Learning serem antigas e em sua grande parte provenientes da Estatística, elas só passaram a ser efetivamente usadas para exploração de dados nos últimos anos, devido a fatores como: maior volume de dados disponível, criação e popularização de Data Warehouses (grandes armazéns de dados, com arquitetura de dados voltada para a tomada de decisão), recursos computacionais potentes, forte competição empresarial e criação de diversos softwares.


      O conceito de Data Science (ou Ciência de Dados), por sua vez, é mais amplo: refere-se à coleta de dados de várias fontes para fins de análise, com o objetivo de apoiar a tomada de decisões, utilizando geralmente grandes quantidades de dados, de forma sistematizada. Quase sempre, além de olhar para os dados passados para entender o comportamento dos mesmos (atividade conhecida como Business Intelligence - BI), deseja-se também realizar análises de forma preditiva, por exemplo, utilizando técnicas de Data Mining e/ou Machine Learning.


      Assim, Data Science não é uma ferramenta, mas sim um conjunto de métodos com o objetivo apoiar decisões de negócio baseadas em dados. Por se tratar de uma área muito vasta, optamos por focar este livro no processo e nas técnicas relacionadas aos algoritmos preditivos de Machine Learning mais comumente utilizados, mas mostrando também a importância da etapa de preparação dos dados brutos, limpeza e análise. Desta forma, é possível aplicar os algoritmos e gerar um produto que agregue valor ao negócio, ou seja, aplicar a ciência para aprender com os dados, e não simplesmente executar os algoritmos. Vale a pena ressaltar, entretanto, que a literatura especializada muitas vezes utiliza os termos Data Science, Machine Learning e Data Mining de forma intercambiável e/ou complementar, muito provavelmente porque este tema tem crescido e se popularizado com grande velocidade nos últimos anos, faltando, ainda, uma melhor organização da literatura quanto à nomenclatura utilizada.


      Para trabalhar com Data Science, como o nome já indica, precisamos de dados, e quanto mais dados (desde que sejam de qualidade), melhor, pois será mais fácil de encontrar os padrões ou fórmulas matemáticas que os expliquem. Estes dados podem ser oriundos de fontes (estruturadas ou não) como planilhas, documentos, imagens, bancos de dados (relacionais ou não), Data Warehouses e Data Lakes e, na prática, têm qualidade ruim, sendo necessário gastar um tempo considerável na sua preparação, limpeza e enriquecimento. Assim, para ser capaz de realizar todas as etapas necessárias para efetivamente gerar valor ao negócio a partir de dados brutos, consideramos que o profissional de Data Science deve ter uma formação multidisciplinar, unindo disciplinas como Estatística, Programação, Banco de Dados, Business Intelligence, Machine Learning e Inteligência Artificial.


      1.2 Aplicações de Data Science


      Como aplicações de Data Science já utilizadas no mundo real, podemos citar:


      
        	No governo dos EUA, a identificação de padrões de transferência de fundos internacionais de lavagem de dinheiro do narcotráfico e prevenção de atentados;


        	Na área de varejo, a utilização de dados do histórico de compras e preferências dos clientes para definir, por exemplo, a melhor organização de prateleiras. Isso pode facilitar as vendas casadas e a definição de hábitos de consumo e previsão de necessidades de produtos/serviços em determinada região ou para determinado público-alvo, por exemplo;


        	Na área de saúde, a investigação da relação entre doenças e perfis profissionais, socioculturais, hábitos pessoais e locais de moradia, para melhor entendimento das doenças e tratamentos;


        	Na área de Geologia, a identificação de litologia das rochas.

      


      No nosso dia a dia, também é fácil perceber diversas destas aplicações como, por exemplo, sugestão de livros na Amazon.com ou de filmes no Netflix, detecção automática de e-mails spam pelo Gmail e ligações de operadoras de cartão de crédito para confirmar transações suspeitas.


      Como veremos ao longo deste livro, os problemas de Data Science podem ser agrupados de acordo com suas características. As principais categorias de problemas, que serão abordados neste livro, são: Classificação, Regressão, Agrupamento e Associação. A seguir, detalharemos um pouco mais estes tipos de problemas e apresentaremos alguns exemplos.


      Um típico problema de Classificação é detecção de clientes com perfis fraudulentos. Imagine a seguinte situação: um determinado cliente deseja obter um empréstimo de R$ 1000,00. O gestor deste sistema poderia se perguntar: "Será que este cliente vai pagar o empréstimo?" ou ainda, "Qual é o melhor modelo de financiamento para este cliente (juros, prazo etc.)?". Este é um problema típico de Classificação, pois deseja-se classificar um cliente em uma das possíveis classes do problema, por exemplo, bom pagador/mau pagador ou juros/prazo/outros.


      Já o problema de Regressão é parecido com o de Classificação, com a diferença de que em vez do objetivo ser determinar uma classe, tenta-se prever um valor estimado. Um exemplo de problema de Regressão é a predição do valor estimado das vendas em uma nova filial de uma determinada cadeia de lojas. Se esta pergunta for mapeada em um problema de Classificação, as respostas possíveis poderiam ser: Alto/Médio/Baixo. Se mapeada em um problema de Regressão, as respostas poderiam ser valores monetários.


      Outra classe de problemas que estudaremos neste livro é o problema de Associação, que pode ser exemplificado pela oferta de novos serviços e produtos a clientes. Por exemplo, em um sistema de e-commerce, poderíamos nos perguntar: "Quem observa esse produto tem interesse em ver qual outro?" ou ainda: "Quem observa esse produto costuma comprar qual outro? ".


      Finalmente, abordaremos o problema de Agrupamento (ou Clusterização), que tem o objetivo de agrupar os dados de interesse. Por exemplo, se quiséssemos determinar localidades promissoras para abertura de novas filiais de uma loja. Os bairros de uma cidade poderiam ser agrupados em localidades mais ou menos promissoras.


      1.3 Dados x informação x conhecimento


      É importante observar que, em problemas de Data Science, o valor dos dados armazenados está diretamente ligado à capacidade de se extrair conhecimento de alto nível a partir deles, ou seja, gerar, a partir dos dados brutos, informação útil para tomada de decisão (conhecimento). Uma das etapas que mais agrega valor é o processo conhecido como Knowledge Discovery in Databases (KDD), ou Descoberta de Conhecimento em Bases de Dados, que consiste em transformar dados brutos em informações úteis, gerando conhecimento para a organização. Para tal, são comumente utilizados sistemas de apoio à decisão, que auxiliam os usuários na tomada de decisão.


      KDD pode ser definido como: “Um processo de várias etapas, não trivial, interativo e iterativo, para identificação de padrões compreensíveis, válidos, novos e potencialmente úteis a partir de grandes conjuntos de dados” (FAYYAD et al., 1996). Esta definição mostra que a descoberta de conhecimento é um processo complexo e composto de várias etapas, que necessita do envolvimento de atores como o analista de dados (para construir modelos) e o especialista de domínio (para interpretar os resultados). Para tal, assume-se como premissa que há um conjunto de dados (também chamado de dataset) que pode envolver n atributos (também chamados de campos, colunas, variáveis), representando o hiperespaço. Quanto maior o valor de n e o número de registros (também chamados de linhas, transações, exemplos, instâncias), maior o conjunto de dados a ser analisado e geralmente maior é a sua complexidade.


      Em KDD, pode-se dividir o processo de construção dos modelos em duas grandes etapas, que são conhecidas por diversos nomes na literatura. Costuma-se dizer que se está aprendendo - ou então treinando, construindo, formulando, induzindo um modelo de conhecimento - a partir de um conjunto de dados quando se procura por padrões nestes dados, em geral, utilizando-se um ou mais algoritmos de Data Mining. Finalmente, quando se faz uma estimativa - ou então teste, predição - dos valores desconhecidos para atributos do conjunto de dados, diz-se que o modelo está sendo aplicado.


      Utilizando o exemplo que utilizamos para ilustrar problemas de classificação, suponha que temos uma base histórica de clientes e suas características como idade, renda, estado civil, valor solicitado do empréstimo e se pagou ou não o empréstimo. Esses dados são ditos rotulados, porque contêm a informação da classe que cada cliente pertence (bom pagador/mau pagador) e são usados para a construção do modelo. A partir do momento novos clientes solicitarem um empréstimo, podemos utilizar o modelo construído com os dados rotulados para prever se cada novo cliente será bom ou mau pagador e, assim, apoiar a decisão do gestor.


      Portanto, pode-se dizer que a principal etapa do processo de KDD é o aprendizado, ou seja, a busca efetiva por conhecimentos novos e úteis a partir dos dados. É importante ressaltar que todo processo de KDD deve ser norteado por objetivos claros. Deve-se definir previamente a tarefa a ser executada e a expectativa dos conhecedores do domínio (por exemplo, taxa de erro aceitável, necessidade de o modelo ser transparente para os especialistas, natureza das variáveis envolvidas etc.). Este aprendizado pode ser essencialmente de dois tipos: supervisionado, quando o modelo de conhecimento é construído a partir dos dados apresentados na forma de pares ordenados (entrada, saída desejada) e não supervisionado, quando não existe a informação da saída desejada e o processo de aprendizado busca identificar regularidades entre os dados a fim de agrupá-los em função das similaridades que apresentam entre si. Em problemas de Classificação e Regressão geralmente usamos aprendizado supervisionado e em problemas de Agrupamento e Associação, por sua vez, aprendizado não supervisionado.


      Vale a pena ressaltar que KDD é um processo, e focar apenas nos resultados obtidos pode levar à desconsideração da complexidade da extração, organização e apresentação do conhecimento extraído. É um processo muito mais complexo que "simplesmente" a descoberta de padrões interessantes: envolve o entendimento do problema e estabelecimento dos objetivos, a negociação com os "donos" dos dados que se quer analisar, os recursos computacionais e profissionais disponíveis, a dificuldade de trabalhar com dados incompletos, inconsistentes e/ou incertos e a apresentação adequada dos resultados para os interessados.


      1.4 Esquema básico de um projeto de Data Science


      A figura a seguir ilustra o esquema básico de um projeto de Data Science, que pode ser resumido em 7 etapas.
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        Figura 1.2: Esquema básico de um projeto de Data Science

      


      Um projeto de Data Science começa com uma necessidade ou ideia. Nesta etapa inicial, deve-se primeiro ter em mente o problema que se deseja resolver, e, em seguida, os objetivos devem ser definidos, bem como elencar as perguntas que os gestores desejam responder. A segunda etapa consiste em levantar as informações necessárias e efetivamente coletar os dados para resolver os problemas levantados na etapa anterior. Estes dados são geralmente (mas não obrigatoriamente) organizados em um ou mais bancos de dados (ou Data Marts).


      A partir daí, podem ser realizadas operações de ETL (Extraction - Extração, Transformation - Transformação, Loading - Carga) a partir dos bancos de dados, com a finalidade de prepará-los para os modelos que serão construídos futuramente. Chegamos à terceira etapa, que será melhor detalhada no capítulo 4 deste livro, onde são realizadas as atividades de pré-processamento dos dados. Essa é a etapa mais demorada e trabalhosa do projeto de Data Science, e estima-se que consuma pelo menos 70% do tempo total do projeto. Nesta etapa, pode ser necessário remover ou complementar dados faltantes; corrigir ou amenizar dados discrepantes (outliers) e desbalanceamento entre classes, e selecionar as variáveis e instâncias mais adequadas para compor o(s) modelo(s) que serão construídos na etapa seguinte.


      A quarta etapa consiste em elencar os modelos possíveis e passíveis para cada tipo de problema, estimar os parâmetros que compõem os modelos, baseando-se nas instâncias e variáveis pré-processadas na etapa anterior e avaliar os resultados de cada modelo, usando métricas e um processo justo de comparação. A seguir, na quinta etapa, são realizadas as atividades de pós-processamento: deve-se combinar as heurísticas de negócio com os modelos ajustados na etapa de anterior e fazer uma avaliação final, tendo em vista os pontos fortes e dificuldades encontradas na implementação de cada um dos modelos. A quarta e a quinta etapas serão detalhadas nos capítulos 5, 6, 7, 8, 9 e 10 deste livro.


      Chega-se então à sexta etapa. Nela, recomenda-se relatar a metodologia adotada para endereçar a solução as demandas dos gestores; comparar os resultados do melhor modelo com o benchmark atual (caso haja) e planejar os passos para a implementação da solução de proposta. Finalmente, na sétima e última etapa, busca-se a geração de valor ao empreendimento, tanto qualitativamente (por exemplo, listar os ganhos operacionais e de recursos humanos) quanto quantitativamente (por exemplo, calculando o ROI - Return on Investment).


      É importante ressaltar que, por mais que se fale em Data Science em temas como Machine Learning e Inteligência Artificial, o papel do ser humano é fundamental, na formulação dos objetivos, na escolha de técnicas de pré-processamento de dados e algoritmos utilizados, na parametrização dos algoritmos para a construção dos modelos, sempre usando a sua experiência, conhecimento e intuição para tomar as melhores decisões. No processo de Data Science, há um "quê" de arte, uma vez que não existe uma "receita de bolo" para cada um dos problemas a resolver, mas é primordial utilizarmos a ciência para tratar as incertezas encontradas ao longo do processo e definir os melhores métodos para utilizar.
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      Capítulo 2
    


    Introdução a R


    
      A principal ferramenta que utilizaremos nos exemplos deste livro será a linguagem R, executada dentro do ambiente RStudio. O R é uma linguagem de programação e também um ambiente de desenvolvimento integrado para computação estatística. É um dialeto da linguagem de programação estatística S, que evoluiu para o pacote commercial S++. O R fornece uma grande variedade de técnicas estatísticas (como modelagem linear e não linear, testes estatísticos clássicos, análise de séries temporais, classificação, agrupamento, entre outros) e técnicas gráficas. Ele está disponível como software livre nos termos da Licença Pública Geral GNU e pode ser utilizado em uma grande variedade de plataformas UNIX, Windows e MacOS. Além disso, é altamente expansível, através do uso dos pacotes, que são bibliotecas para funções ou áreas de estudo específicas. Um conjunto de pacotes padrão é incluído com a instalação de R, mas existem muitos outros disponíveis na rede de distribuição do R (CRAN).


      Atualmente, a linguagem R é amplamente utilizada por estatísticos e analistas de dados, e sua popularidade aumentou significativamente nos últimos anos. Existem diversas interfaces gráficas que facilitam o desenvolvimento em R, dentre as quais recomendamos a utilização do RStudio, um software livre que é um ambiente de desenvolvimento integrado para R.


      O RStudio exige que você tenha instalado no computador o kit de desenvolvimento Java (JDK), que pode ser baixado a partir de http://www.oracle.com/technetwork/java/javase/downloads/index.html/. A instalação é simples e intuitiva, bastando seguir as instruções do wizard.


      Após instalar o JDK, você deverá instalar o pacote estatístico R (https://cran.r-project.org/), além da interface de desenvolvimento RStudio (https://www.rstudio.com/products/rstudio/download/), sendo necessário seguir a ordem de instalar primeiro o R e depois o RStudio. A instalação de ambas as ferramentas também é simples e intuitiva. Recomendamos que você instale sempre a versão mais recente disponível no site.


      Após realizar as instalações do JDK, R e RStudio, você já pode começar a programar em R. Para tal, será necessário abrir o RStudio e criar um novo R Script, através do caminho: File->New File->R Script. Você também pode clicar no botão com sinal de + e selecionar a opção R Script (ou, ainda, pressionando as teclas CTRL+SHIFT+N). Um R Script é, essencialmente, um programa ou um trecho de programa em R. As figuras a seguir ilustram como criar um novo R Script.


      


      
        [image: Criação de novo R Script ]

        Figura 2.1: Criação de novo R Script

      


      


      
        [image: Criação de novo R Script - Alternativa ]

        Figura 2.2: Criação de novo R Script - Alternativa

      


      Para executar os exemplos que serão apresentados neste capítulo e no restante do livro, após criar um novo R Script, basta digitar os comandos que serão solicitados. Em seguida, você precisará compilar e executar o código. Para tal, selecione com o cursor o bloco ou trecho com o comando e use o atalho CTRL+Enter ou CTRL+R. Você também pode selecionar o trecho de código que deseja compilar e executar e apertar botão Run (no topo direito do R Script).


      Para salvar o seu código, basta ir a File->Save as... e depois dar um nome apropriado ao arquivo e salvar na pasta desejada (ou simplesmente pressionar CTRL+S). O arquivo será salvo no formato .R. Após fechar o arquivo, para reabri-lo basta selecionar File->Open File... e buscar o arquivo .R cujo nome foi dado anteriormente.


      2.1 Comandos básicos


      Os pacotes do R são um conjunto de funções e dados desenvolvidos pela comunidade. Eles aumentam o poder do R, pois melhoram funções nativas da linguagem ou adicionam novas. A lista dos pacotes existentes encontra-se disponível no site CRAN - Comprehensive R Archive Network (http://cran.r-project.org/). Quando você instala o R, já são carregados os pacotes para realizar algumas operações básicas, como as que serão demonstradas ao longo deste capítulo. Existem também os pacotes recomendados (recommended packages), que são instalados junto com o R, mas não são carregados quando iniciamos um programa. Por exemplo, temos os pacotes MASS, lattice e nlme, e, se quisermos utilizá-los, precisaremos carregá-los, com o seguinte comando:


      > library(NOME_DO_PACOTE)



      Quando você quiser utilizar algum outro pacote que não venha com a instalação padrão do R, você poderá instalá-lo a partir do CRAN, utilizando o seguinte comando:


      > install.packages("NOME_DO_PACOTE")



      Após garantir que o pacote desejado esteja instalado, para utilizá-lo, faça:


      > library(NOME_DO_PACOTE)



      Para verificar se algum pacote já está instalado, digite o comando:


      > require(NOME_DO_PACOTE)



      Se o resultado deste comando for T, é porque já está instalado. Se quiser consultar a documentação de algum comando, basta utilizar o comando:


      > help("COMANDO")



      que também pode ser escrito como:


      > ?COMANDO



      Nos exemplos deste livro, sempre avisaremos quando for necessário instalar um novo pacote. Outra convenção que utilizaremos é apresentar os comandos que devem ser digitados no R Script precedidos pelo sinal <
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