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    PRÓLOGO




    As redes Bayesianas se referem a uma categoria de modelos probabilísticos que representam um conjunto de variáveis e suas dependências condicionais por um grafo acíclico direcionado.




    Estas redes usam o Teorema de Bayes para calcular a probabilidade de determinados eventos, tendo alguma informação disponível. Com esta prerrogativa, partem de conhecimento incompleto sobre um determinado fenômeno e, assim, permitem máquinas fazerem inferências, previsões e tomada de decisão. Existem vários modelos de tentativas de axiomatizar extensões da lógica para casos de informação incompleta. No entanto, mesmo sendo importantes, objetivam a descrição do processo de tomada de decisão recaindo em considerar utilidades. O foco deste trabalho rege à mesma estrutura de probabilidades, mas, tomar decisões é uma situação a parte e que não será tratada. Portanto, a categoria de rede Bayesiana que se tem como finalidade, concentra o propósito, similar à de um de um físico, em descrever a natureza e, se possível, usá-la a nosso favor fazendo previsões, mas, não tomar decisões baseadas em hipóteses.




    O processo de inferência Bayesiana considera a probabilidade de variáveis assumirem alguns estados – tais como, “verdadeiro ou falso”, “sim ou não” e etc. Estes estados binários são exemplos de atribuições de variáveis discretas, que fazem o funcionamento da rede, ou seja, ao escolher arbitrariamente os estados em alguma variável, esta escolha irá influenciar na probabilidade de outras variáveis.




    De imediato, com o Teorema de Bayes aplicado nesta estrutura gráfica, os vértices representando eventos são divididos em intervalos intuitivos de tempo. Levando, portanto, uma rede Bayesiana a um comportamento dinâmico, em que os eventos acontecem de forma sequencial. Quando inserida no contexto computacional, as aplicações Bayesianas pesam na tarefa de Aprendizagem de Máquina, com valor de significado, para lidar com eventos probabilísticos e resolver problema de incerteza. É neste momento que, esta Inteligência Artificial abre espaço à sua importância para pesquisa, disseminada em todas as áreas do conhecimento técnico-científico. “A incerteza é inseparável da Ciência, talvez porque a incerteza seja parte intrínseca da própria realidade”.




    No desenvolvimento deste livro, a programação Python foi adotada como ferramenta na modelagem das exemplificações. Juntamente a este apoio computacional, é apresentada uma introdução aos pré-requisitos teóricos que formulam a base dos processos probabilísticos discretizados. Entre estes estão: as distribuições de probabilidade, postas na Função Massa de Probabilidade – PMF e seus parâmetros; a Teoria dos Conjuntos; a Probabilidade axiomática Clássica e Empírica; e a Probabilidade Condicional, definida na Regra da Multiplicação e na Lei da Probabilidade Total, em que se insere a Probabilidade Bayesiana com o Teorema de Bayes. Esta lista de tópicos, em que estão expostos os princípios matemáticos, compõe o tema “Redes Bayesianas”.




    A obra de Bayes segue em várias ideias e se fossem, por mérito, todas referenciadas, ter-se-ia um volume, certamente, bem maior de páginas do que o aqui escrito. Neste vasto campo de conhecimento discorrem, além de materiais em vídeo, repositórios ou em blogs da Internet, os trabalhos acadêmicos, excelentes, como livros, artigos, e os que vão desde Conclusão de Curso até as Teses para atingir o nível de Professor Titular, com notório saber, em Universidades de prestígio. É com este protagonismo e suas diversas particularidades que apresentamos o enredo deste livro, convergindo a um único ponto para conceder em jus denominação “Inteligência Artificial Bayesiana”.




    José Felipe Souza de Almeida




    Emerson Cordeiro Morais




    Otavio Andre Chase




    Belém, 18 de Janeiro de 2022.


  




  

    CAPÍTULO 1 - DISTRIBUIÇÃO DISCRETA DE PROBABILIDADE




    Este Capítulo aborda o campo dos modelos matemáticos, em que se usam funções para calcular a probabilidade de um evento aleatório discretizado e não determinístico. Neste sentido, tem-se um cenário que se apresenta na forma de uma estrutura, organizada para enumerar cada valor de um espaço amostral subjacente ou conjunto de todos os resultados possíveis, atribuindo-lhe um valor de probabilidade. Portanto, trata-se com função de distribuição discreta de probabilidade conhecida como Função Massa de Probabilidade – PMF (Probability Mass Function).




    1.1 ESPAÇO AMOSTRAL E EVENTO ALEATÓRIO




    Um experimento aleatório ou probabilístico versa sobre processos que permitem quantificar uma determinada conclusão. Em outras palavras, refere-se a um modelo de experiência, em que o desfecho depende da especificação dos resultados, com suas respectivas probabilidades. Antes de demarcar a probabilidade, de um modelo probabilístico, é importante que, os conceitos de espaço amostral e vaiáveis aleatórias, fiquem definidos. Assim,




    1. Espaço Amostral (Ω) → É o conjunto de todos os resultados possíveis de um experimento aleatório. Quanto a sua composição, pode ser finita ou infinita enumerável. Desta forma, é chamado espaço amostral discreto, com os resultados postos em concordância biunívoca ao conjunto dos números ℕ. O caso contrário, quando não enumerável, é um espaço amostral contínuo, i.e., possui um número ilimitado de elementos e seus resultados não podem ser postos em concordância biunívoca com o conjunto ℕ - o caso das variáveis aleatórias contínuas (ℝ). Basicamente, o espaço amostral é um conjunto atemporal que existe na partida de um experimento probabilístico. Formalmente, esta alteração acontece através de processos verificados no fenômeno da condicionalidade e que é um dos temas que será abordado mais adiante.




    2. Evento Aleatório → É qualquer subconjunto de Ω e cada um, de seus elementos, é denominado evento elementar. Usualmente, em probabilidade o espaço amostral representa um conjunto que inclui o conjunto dos eventos. Da mesma forma, o evento impossível é o conjunto vazio, ∅ = { }, e o evento certo acontece quando o evento é o próprio espaço amostral Ω. Em um contexto mais geral, espaços amostrais não são, necessariamente, discretos, podendo ser, também, infinitos. Neste Livro, a abordagem de espaço amostral e seus respectivos eventos se inserem apenas em casos de Ω discretos (enumeráveis) e o espaço de eventos será considerado o conjunto das partes de Ω.




    1.2 FUNÇÕES DE PROBABILIDADE




    Diferente de um experimento determinístico, em um experimento aleatório não é possível determinar um valor exato, mas, as probabilidades desses resultados. Embora as soluções de cada experimento aleatório pareçam imprevisíveis, elas tendem a um padrão de comportamento, o qual pode ser observado através de um arranjo ou distribuição. Contudo, isto pode recair em um método extenuante, para o qual é necessário escrever uma tabela de muitos resultados.




    Uma forma de contornar o problema, de escrever uma tabela para cada distribuição, é feita através da Matemática com uso de função. Essa estrutura permite organizar uma distribuição de probabilidade de maneira compacta, além do que, permite ter a representação gráfica, para melhor leitura dos resultados.




    Ao se trabalhar com funções matemáticas, associadas com probabilidades, é necessário designar suas atribuições aos elementos que as compõem. Entre, esses elementos, estão: As variáveis aleatórias e os seus parâmetros. Com efeito, dados os conjuntos X e Y, o conceito de função f : X →Y é uma regra ou conjunto de instruções que estabelecem como associar, a cada elemento x ∈ X, um elemento y = f(x) ∈ Y. Em outras palavras, uma função é uma operação que retorna um valor, após operar sobre um conjunto de valores. Ao conjunto X denomina-se por domínio e o conjunto Y por contradomínio da função. Para cada x ∈ X, o elemento f(x) ∈ Y chama-se a imagem de x pela função f, ou o valor assumido pela função f, a qual transforma ou leva x em f(x). Desta forma, o gráfico de uma função é o conjunto dos pares ordenados em X × Y, na forma (x, y), de tal modo que, (x, f(x)) : x ∈ X. Portanto, uma função é determinada pelo seu gráfico e pela especificação do conjunto de chegada, i.e., o contradomínio.




    Exemplo 1.1: Criar uma função que receba um número qualquer como entrada, adicione 7 e retorne um novo número de saída.




    Solução: Este exemplo descreve uma forma simples e, aparentemente, sem qualquer relação com a complexidade do real significado daquilo que se pretende tratar – a Probabilidade. Mas antes, a resposta é:




    f(x) = x + 7.




    Em que há um x que está sendo considerado e usado pela função. Ao se atribuir como entrada uma sequência de valores de x elementos, com a adição do valor 7, os resultados passam a ser diretamente associados a um dos recursos mais importantes das funções – os parâmetros. Este x é o parâmetro e seu valor será o que o usuário decidir “passar” para a função. Note-se, ainda, que o parâmetro x pode ser usado como uma variável regular no corpo da função. Assim, o número passado para a função é chamado parâmetro.




    Os parâmetros são os números que se encontram nas funções e que, não necessariamente, alimentam a entrada de uma função. Contudo, atuam com um papel direto na determinação dos resultados da saída. Desse modo, vale dizer que são, indiscutivelmente, a característica mais importante de uma função de probabilidade, visto que são eles que definem os valores de saída da função, a qual declara a probabilidade dos resultados na forma de uma distribuição. Em geral, são os parâmetros que se buscam na estimativa de probabilidade.




    Ao se atribuir probabilidade a um determinado evento ou experimento aleatório, primeiro deve-se definir o que é uma variável aleatória. Sendo assim, seja X uma variável que exerce o papel de associar o valor de um ponto, de um espaço amostral Ω, a todos os resultados de saídas possíveis, com um único número real entre 0 e 1. Usualmente, a definição de variável aleatória é tida como uma estrutura de valores armazenados. Porém, acaba tendo o mesmo o sentido da estrutura de uma função, pois retorna sempre um valor, após operar sobre seu espaço amostral. Então,




    P({ω ∈ Ω : X(ω) = x}).




    1.3 FUNÇÃO MASSA DE PROBABILIDADE - PMF




    Uma função de probabilidades fica definida pela associação de um valor a cada resultado numérico de um experimento, tendo como saída os valores de probabilidade de cada variável. Sendo X, uma variável aleatória discreta, seus valores de probabilidade podem ser resumidos como uma distribuição, em que X assume um conjunto enumerável. Esta função de probabilidade, para o caso discreto ou enumerável, é a Função Massa de Probabilidade ou PMF. Assim,




    f(x) = P(X = x), com x em {0, 1, 2, .... n}.




    Associadas a esta definição, têm-se duas regras que se aplicam a qualquer PMF:




    (1) A soma de todos os seus valores de probabilidades deve ser igual a um, i.e.,
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    Em que X assume todos os valores possíveis de Ω.




    (2) A probabilidade de ocorrência de um evento deve ser:




    0 ≤ P(X = x) ≤ 1.




    Na forma tabular, tem-se a seguinte PMF:
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    Exemplo 1.2: Considerem-se três lançamentos consecutivos de uma moeda justa. Qual a probabilidade de sair 0, 1, 2 ou 3 caras?




    Solução: O espaço amostral é Ω = {(coroa, coroa, coroa), (coroa, coroa, cara), (coroa, cara, coroa), (cara, coroa, coroa), (coroa, cara, cara), (cara, coroa, cara), (cara, cara, coroa), (cara, cara, cara)}. Pode-se relacionar com X : ‘número de caras’ o seguinte conjunto: {0, 1, 2, 3}. Em que, o elemento x1 = 0 (cara) do conjunto, correspondente a X, equivale ao evento {(coroa, coroa, coroa)}; o elemento x2 = 1 (cara) corresponde ao evento {(coroa, coroa, cara), (coroa, cara, coroa), (cara, coroa, coroa)}; o elemento x3 = 2 (caras) em {(coroa, cara, cara), (cara, coroa, cara), (cara, cara, coroa)}; e, x4 = 3 (caras) em {(cara, cara, cara)}. A partir daí, determina-se as seguintes probabilidades, dadas por:
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    Em que,
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    Em resumo, uma PMF ou função massa de probabilidade é usada no contexto de variáveis aleatórias discretas e o termo função densidade de probabilidade designa-se ao contexto de variáveis aleatórias reais [1]. Neste trabalho, nada será dito sobre funções definidas no espaço de variáveis contínuas e tudo se concentra no caso discreto. Embora muitas definições encontradas nestes estudos estejam muito próximas. Um exemplo, particular, é a forma característica de uma distribuição e que pode ser avaliada através do cálculo do valor esperado e da variância para estas categorias de modelos.




    1.4 ESPERANÇA E VARIÂNCIA




    Sobre os modelos matemáticos aleatórios, alguns parâmetros assumem papel importante a respeito da característica de sua distribuição de probabilidade. Entre estes, estão a Esperança e a Variância, como sendo: o primeiro e o segundo momentum da distribuição, respectivamente. Em destaque, o termo “Momentum” se refere à operação matemática que extrai, de uma determinada função, as informações acerca do formato da sua configuração gráfica. Este conceito é usado tanto na Física quanto na Probabilidade.




    1. No caso da Física, se uma função f(x) descreve a distribuição de massa de um objeto, então o momentum zero é o centro de massa, o primeiro momentum é a sua inércia ou momento linear, assim como, o segundo momentum é o seu momento angular. Uma das propriedades importantes, deste conceito, é a de ser uma quantidade conservada. O momentum total de um sistema sempre permanecerá o mesmo, não importam as mudanças pelas quais o sistema passe, desde que novos objetos portadores de momenta não sejam introduzidos. Isto permite fazer medições antes e depois da alteração do sistema, sem ter que saber realmente todos os detalhes específicos da alteração em si.




    2. No caso da Probabilidade, o momentum zero é a probabilidade total, ou seja, igual a um. Neste sentido, o primeiro momentum é o ponto de equilíbrio da função distribuição de probabilidade, denominado valor esperado ou valor médio, ou Esperança Matemática, i.e., o valor que se espera como média de probabilidade da variável aleatória observada; o que não significa certeza de resultado, mas ao realizar uma quantidade significativa de experimentos, a média converge ao valor esperado. Vale ressaltar que, esta definição não deve ser confundida com a definição da média usual de uma amostra de valores estatísticos.




    O segundo momentum em probabilidade, permite dar outro significado sobre o formato da função, i.e., representa o conceito espacial de espalhamento da distribuição, a partir do seu ponto central. Como resultado, indica o alongamento ou o encolhimento em torno deste ponto e, assim, denominado por Variância ou dispersão. O terceiro momentum descreve a simetria, com relação à tendência central e por aí vão outras definições. Nesta abordagem, os momenta mais significativos são a Esperança e a Variância, as outras não serão consideradas.




    1 Esperança




    Na teoria das probabilidades, a Esperança Matemática de uma variável aleatória discreta X = x, com x = x1, x2, ..., xn, é o valor esperado de X, denotado por E[X]. Portanto, a Esperança de um resultado, após várias repetições de um experimento, expressa a média ponderada de X, de tal forma que, a sua probabilidade pondera cada valor desta variável. Ou seja,




    E[X] = x1.p1 + x2.p2 + x3.p3 + ... + xn.pn.




    De fato, é a soma das multiplicações, das probabilidades com os respectivos valores de X, resultando no valor esperado de saída para um experimento. Contudo, se todos os eventos tiverem igual probabilidade o valor esperado é a média aritmética. A expressão genérica da Esperança no enésimo momentum (ou ordinário) de X é dado por:
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    Generalizando, seja [image: ] uma função relacionada com os valores no espaço amostral de X. Então, pode-se escrever:
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    Para o primeiro momentum probabilístico, n = 1, o valor esperado de X é
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    Em geral, [image: ], de modo que E[X] não comuta com [image: ]. Neste sentido, considere-se a seguinte propriedade:




    E(aX + b) = aE(X) + b.




    Em que, para X e Y, têm-se:




    E(X + Y) = E(X) + E(Y).




    Vale observar que, para uma função linear: f(ax + b) = af(x) + b. A partir daí,
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    Com,
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    Então,
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    A operação do valor esperado obedece à linearidade, como propriedade de uma relação matemática. Portanto, a Esperança é uma função linear e pode ser tratada como um operador linear, intercambiável com outros operadores lineares, como: somatório, derivada e integral.




    2 Variância




    A expressão do enésimo momentum central, de uma variável aleatória discreta X, é obtida em relação à média esperada E[X]. Ou seja, subtrai-se a média esperada de cada valor da variável X e eleva-se a n. Portanto,




    E[(X – E[X])n].




    Note-se que o primeiro momentum central deve ser zero. Então, quando n = 1, tem-se,




    E[(X – E[X])] = E(X) – E(E[X]) = 0.




    Uma vez que a esperança da esperança é a própria esperança.




    Para, n = 2, o segundo momentum central:




    E[(X – E[X])2] = E[X2] – 2 E[X] E[X] + E[X]2 = E[X2] – E[X]2.




    Este momentum central é a Variância, expressa por




    V[X] = E[X2] – E[X]2.




    A variância é um valor sempre positivo e expresso quando os dados de um conjunto estão afastados de seu valor esperado. Outra denotação para Variância é σ2 e a sua raiz quadrada é o desvio-padrão.




    Exemplo 1.3: Determinar E[X] e V[X] do Exemplo 1.2.




    Solução: [image: ]
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    Tanto o conceito de Esperança quanto o de Variância, são usados, frequentemente, com a finalidade de auxiliar o cálculo das distribuições de probabilidades. Neste sentido, existem muitas distribuições diferentes, porém, tem-se como objetivo cobrir as versões mais aproximadas de dados reais. Entre os principais modelos de variáveis aleatórias discretas, destacam-se: o ensaio de Bernoulli, a distribuição de Binomial, a distribuição Geométrica e a distribuição de Poisson. Essas distribuições são descritas por suas respectivas PMFs.




    1.5 ENSAIO DE BERNOULLI




    O processo de atribuir probabilidades aos acontecimentos elementares deve ser tal que “exista coerência com as leis da probabilidade”. O que não exclui a possibilidade de um acontecimento elementar ter probabilidade zero. Ao se considerar espaços finitos, a medida de probabilidade ser igual ao zero, na prática, é interpretada como uma impossibilidade. Essa é maneira de dizer que os eventos são complementares, i.e., se seu espaço amostral inclui todos os resultados possíveis, a soma de suas probabilidades é um. Seja, portanto, o experimento conhecido como ensaio de Bernoulli.




    Exemplo 1.4: Ao lançar uma moeda uma única vez, qual a chance de sair cara?




    Solução: Obter sucesso, “sair cara” no lançamento de uma moeda, é um evento de um experimento aleatório pelo qual se podem entender os fundamentos da probabilidade. Seja X uma variável discreta do conjunto que contém somente dois elementos como possibilidades, i.e., {0, 1}, com valor 1 para a probabilidade de sucesso (p) e valor 0 para a probabilidade de fracasso (1-p). Assim, o resultado de um experimento aleatório, mesmo que não seja previsível, sempre pode ser encontrado no espaço amostral referente a ele. Então,
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    Este experimento, de um único evento sucesso ou um entre os dois elementos do espaço amostral, é conhecido como ensaio de Bernoulli ou X ~ Bernoulli(p). Na forma de uma PMF, pode-se escrever:
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    O ponto-e-vírgula foi usado na função para separar as variáveis de entrada do parâmetro p. Com esta definição, f(x) = P(X = x), a PMF de Bernoulli corresponde a um valor de probabilidade, P(X), ao assumir um determinado valor, x, com probabilidade p = sucesso ou 1 – p = fracasso. Note-se que p é um parâmetro de atribuições de probabilidade. De forma intuitiva, o cálculo básico da probabilidade de um evento é obtido ao se considerar às possibilidades que atendem esse evento, divididos pela composição do espaço amostral. Desta forma, para um experimento de Bernoulli: se x1 = 0 (coroa) ou x2 = 1 (cara), então, f(0) = 0,5 e f(1) = 0,5, para p = 0,5.




    Como processo artificial ou modelagem para esse experimento de Bernoulli, o código, a seguir, foi desenvolvido com a biblioteca Scipy – Python usando a classe de variáveis discretas de Bernoulli. A execução desse código resulta no gráfico da Figura 1.1.




    

      

        

      



      

        

          	

            1. # Spyder (Python) - Code C111




            2. # X ~ Bernoulli(p)




            3. import matplotlib.pyplot as plt




            4. from scipy.stats import bernoulli




            5. X = [0,1]




            6. p = 0.5




            7. plt.bar(X, bernoulli.pmf(X, p), width=0.1, color=[‘b’,’b’])




            8. plt.xlabel(‘Valores de Variáveis Aleatórias X(0, 1)’)




            9. plt.ylabel(‘Probabilidade’, fontsize=’11’)




            10. plt.show()




            11. plt.savefig(‘Fig-1.1.png’)




            12. mean = bernoulli.stats(p, moments = ‘mvsk’)




            13. var = bernoulli.stats(p, moments = ‘mvsk’)




            14. print(“Valor Esperado =”, mean)




            15. print(“Variância =”, var)


          

        


      

    




    Valor Esperado = 0.5




    Variância = 0.5
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    Figura 1.1 – Gráfico da probabilidade de Bernoulli.




    O valor Esperado, de uma distribuição de Bernoulli, é o valor médio aritmético de longo prazo de uma variável aleatória. Nesta parametrização, a variável aleatória X pode assumir apenas dois valores, 0 e 1, e pode ser rapidamente calculada usando a sua PMF. Assim,
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    Com base na definição do momentum de dispersão, a Variância da PMF de Bernoulli é obtida por: V[X] = E[X2] – E[X]2 = p2 – p = p(1 - p).




    1.6 DISTRIBUIÇÃO BINOMIAL




    O caso de n repetições de um ensaio de Bernoulli dá origem ao modelo Binomial ou distribuição Binomial [2]. Neste formalismo, o modelo de Bernoulli é um caso particular do modelo Binomial e como suportes estão os números (cardinais) naturais (ℕ). Todavia, quando o número de sucessos obtidos na realização de n ensaios independentes, sendo n um número de valor fixo, inteiro e positivo, com repetições em condições idênticas, então, uma variável (X) que conta o número de tentativas tem distribuição Binomial ou X ~ Bin(n, p). Desta forma, esta distribuição é constituída pelos parâmetros n e p, em que p é a probabilidade de sucesso em cada um dos n ensaios independentes. Logo, existe uma probabilidade p de sucesso constante, em cada tentativa, com p compreendido entre 0 e 1.




    Com esta formulação, o cálculo de probabilidades para os experimentos constituídos por mais de uma tentativa, em que os valores possíveis são sim ou não, é feito por uma distribuição de probabilidade discreta. Sendo assim, as principais características desta categoria de distribuição, seguem: cada uma das tentativas é independente; cada tentativa pode ser classificada como sucesso ou fracasso; possui número fixo de tentativas; e, a probabilidade de sucesso em cada tentativa é constante. Nesta proposição, o modelo que estabelece esta categoria de probabilidade é uma PMF X ~ Bin(n, p), a qual é dada por:




    

      [image: ]

    




    Em que a combinação simples, a seguir, é o coeficiente binomial.
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    Este é o coeficiente que permite calcular o número total de combinações possíveis de n elementos, com x sucessos.




    Para o cálculo da Esperança do modelo Binomial, a maneira mais imediata, porém não tão simples, é resolver por:
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    Outra maneira de obter o valor E[X] é usar a definição de Bernoulli, em que, para uma variável que descreve sucesso e fracasso de tentativas. Ou seja,
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    De tal forma que, E[Yi] = p. Usando-se a variável Binomial X que representa o número de sucessos, então, pode-se escrever:




    X = Y1 + Y2 + ... + Yn.




    Então,




    E[X] = E[Y1 + Y2 + ... + Yn];




    E[X] = E[Y1] + E[Y2] + ... + E[Yn].




    Logo,




    E[X] = nE[Yi] = np.




    Para a Variância, segue-se o mesmo raciocínio, ou seja, V[Yi] = p(1 – p). Então,




    V[X] = np(1 – p).




    Como observação, este resultado só pode ser aplicado se cada uma das variáveis, X1, X2, ..., Xn, forem independentes. Assim, a Variância da soma é a soma das Variâncias.




    Exemplo 1.5: Resolver o Exemplo 1.2, para f(2) e determinar sua Esperança e Variância.




    Solução: Considerando que a moeda é justa, com probabilidade p = 0,5 (sair cara), então, para n = 3 e x = 2 (sucessos), a PMF Binomial é:
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    Para E[X] e V[X], têm-se,
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    Exemplo 1.6: Ao lançar uma moeda (justa) 10 vezes, quais as probabilidades e os momenta de sair cara?
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