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					A quem se destina  

					Aos milhões de estudantes e profissionais envolvidos nas ciências sociais  

					aplicadas aos ramos empresariais. Leitores que atuam nas diversas  

					modalidades dos cursos de gestão, administração, secretariado, economia,  

					contabilidade a áreas correlacionadas.  

					Essa não é uma obra para os já familiarizados com o ambiente de análise e  

					
ciência de dados. Pois, se trata de uma obra de introdução aos ambientes  


					corporativos e suas relações com a linguagem de programação R.  

				

			

		

		
			
				
					Prefácio  

					Essa obra tem a visão de transformar as pessoas que desejam entrar no ramo  

					
de análise e ciência de dados em futuros profissionais. Buscamos despertar a  


					vontade por esse ramo diversificado do conhecimento.  

					Nossa obra vai orientar o leitor por meio de duas partes com estruturas  

					distintas. A primeira foca na introdução aos principais recursos da Linguagem  

					R, já a segunda, foca na relação com as ciências sociais aplicadas.  

					A partir dos conhecimentos fixados nessa obra, o leitor deve buscar outros  

					textos visando o aprimoramento na área de dados. Recomendamos o ingresso  

					em grupos de discussão referente ao universo do R.  

				

			

		

		
			
				
					Dedicatória  

					Dedico carinhosamente essa obra técnica à Geisa, mãe da nossa única filha,  

					Esther.  

				

			

		

		
			
				
					PARTE 1  

					Essa primeira parte, foca na introdução ao mundo denominado “linguagem de  

					programação R”.  

					Vamos estudar os conceitos de variáveis, matrizes, cálculos, gráficos, relatórios  

					e acesso aos dados.  

				

			

		

		
			
				
					1. O que é a linguagem R?  

					É uma linguagem estatística e gráfica, multi-paradigma orientada a objetos,  

					programação funcional, dinâmica, fracamente tipada, voltada à manipulação,  

					análise e visualização de dados.  

					A linguagem R é considerada como uma das melhores ferramentas para esses  

					fins, além de ser fácil de aprender até mesmo por quem não tem familiaridade  

					com programação.  

					A linguagem R foi criada no departamento de Estatística da Universidade de  

					Auckland, Nova Zelândia, por Ross Ihaka e Robert Gentleman, na década de  

					1990. Vale dizer que o seu processo de criação foi embasado na linguagem de  

					programação S.  

					Nesse sentido, o R é multiplataforma, isto é, pode ser executado em diferentes  

					sistemas operacionais, como Windows, Linux e Macintosh, é dinamicamente  

					tipado, orientado a objetos e possui código aberto.  

					Pelo fato de a linguagem R ser amplamente utilizada na manipulação, análise e  

					visualização de dados, muitas vezes ela nem chega a ser considerada como  

					linguagem de programação, mas sim como um produto estatístico  

					especializado.  

					Convém mencionar que além da linguagem R, existe também o ambiente para  

					computação estatística e gráficos R, que é um conjunto integrado de  

					instalações de software. No entanto, neste conteúdo, falaremos  

					especificamente da linguagem.  

					1.1 Pedindo ajuda  

					a) Modo 1  

					Comando "help"  

					help(mean)  

					b) Modo 2  

					Comando "?"  

					?mean  

				

			

		

		
			
				
					
				
			

			
				
					c) Modo 3  

					Google  

					Usar a letra “r” antes da informação. Isso torna a busca mais precisa.  

					Obs.: Quando você estiver vendo uma questão ou exemplo que pareça ser  

					complexo para seu nível atual, não se preocupe. Continue seguindo o livro.  

					Quando você estiver mais familiarizado com o R, então, você retorna e elabora  

					a questão ou rever os exemplos. Esse livro tem uma sequência, porém, você  

					pode e deve retornar aos capítulos iniciais, sempre que tiver uma dúvida.  

				

			

		

		
			
				
					2. Modo calculadora  

					2.1 Adição  

					1 + 1  

					## [1] 2  

					2.2 Subtração  

					4 - 2  

					## [1] 2  

					2.3 Multiplicação  

					2 * 3  

					## [1] 6  

					2.4 Divisão  

					5 / 3  

					## [1] 1.666667  

					2.5 Potência  

					4 ^ 2  

					## [1] 16  

					2.6 Resto da divisão de 5 por 3  

					5 %% 3  

					## [1] 2  

					2.7 Equação básica  

					2.7 Proporção áurea  

					
ouro <- ( 1 + 5^0.5 )/2, o que dá aprox. 1,62.  


				

			

		

		
			
				
					
				
			

			
				
					2.8 Sequência de Fibonacci  

					Na matemática, a sucessão de Fibonacci (ou sequência de Fibonacci), é uma  

					sequência de números inteiros, começando normalmente por 0 e 1, na qual  

					cada termo subsequente corresponde à soma dos dois anteriores.  

					A sequência recebeu o nome do matemático italiano Leonardo de Pisa ou  

					Leonardo Fibonacci, mais conhecido por apenas Fibonacci, que descreveu, no  

					ano de 1202, o crescimento de uma população de coelhos, a partir desta. Esta  

					sequência já era, no entanto, conhecida na antiguidade.  

					Os números de Fibonacci são, portanto, os números que compõem a seguinte  

					sequência (A000045 na OEIS): 0,1, 1, 2, 3, 5, 8, 13, 21, 34, 55, 89, 144, 233,  

					377, 610, 987, 1597, 2584, ... . É importante destacar que a sequência de  

					Fibonacci é infinita. Portanto, o ideal é que você defina um valor que tenha  

					como objetivo e, ao alcançar esse objetivo, você decida uma nova meta para  

					alcançar.  

					Figura que simula a Série de Fibonacci.  

					# NÃO SE PREOCUPE COM ISSO AGORA. REVEJA MAIS TARDE!  

					# LIMPA RAM  

					rm(list = ls())  

					# TERMOS DE FIBONACCI  

					termos <- 50  

					cat("\014")  

					# FUNCAO FIBONACCI  

				

			

		

		
			
				
					
				
			

			
				
					print_fibonacci <- function(n) {  

					a <- 0  

					b <- 1  

					cat("Sequencia de Fibonacci :")  

					for (i in 1:n) {  

					cat(a, " ")  

					next_num <- a + b  

					a <- b  

					
b <- next_num } }  


					# LIMPA TELA  

					cat("\014")  

					print_fibonacci( termos )  

					
Sequencia de Fibonacci :0 1 1 2 3 5 8 13 21 34 55 89 144 233 377  


					610 987 1597 2584 4181 6765 10946 17711 28657 46368 75025  

					121393 196418 317811 514229 832040 1346269 2178309 3524578  

					5702887 9227465 14930352 24157817 39088169 63245986 102334155  

					165580141 267914296 433494437 701408733 1134903170 1836311903  

					2971215073 4807526976 7778742049  

				

			

		

		
			
				
					3. Vetores  

					Vetores são estruturas muito importantes dentro R. Em especial, pensando em  

					análise de dados, precisamos estudá-los pois cada coluna de um data frame  

					será representada como um vetor.  

					
São conjuntos indexados de valores. Para criá-los, basta colocar os valores  


					separados por vírgulas dentro de um c().  

					# LIMPA RAM  

					rm(list = ls())  

					# LIMPA TELA  

					cat("\014")  

					vx <- c(1, 5, 3, -10)  

					vy <- c("a", "b", "c")  

					va <- -10:20  

					vb <- 20:-10  

					
vc <- 10:20  


					vn <- vx[2]  

					vl <- vy[3]  

					class(vx)  

					class(vy)  

					vd <- vc + 5  

					vd <- vb - 3  

					ve <- vx/2  

					vf <- vx * 3  

					vfrutas <- c("LIMAO", "PERA", "MAMAO", "PINHA")  

					tam_frutas <- length(vfrutas) +0  

					gosto <- paste("Gosto de ", vfrutas[3])  

					nao_gosto <- paste("Nao gosto de ",vfrutas[2])  

					# LIMPA TELA  

					cat("\014")  

				

			

		

		
			
				
					
				
			

			
				
					print(vfrutas)  

					print(gosto)  

					print(nao_gosto)  

					> vx <- c(1, 5, 3, -10)  

					> vy <- c("a", "b", "c")  

					> va <- -10:20  

					> vb <- 20:-10  

					
> vc <- 10:20  


					> vn <- vx[2]  

					> vl <- vy[3]  

					> class(vx)  

					[1] "numeric"  

					> class(vy)  

					[1] "character"  

					> vd <- vc + 5  

					> vd <- vb - 3  

					> ve <- vx/2  

					> vf <- vx * 3  

					> vfrutas <- c("LIMAO", "PERA", "MAMAO", "PINHA")  

					> tam_frutas <- length(vfrutas) +0  

					> gosto <- paste("Gosto de ", vfrutas[3])  

					> nao_gosto <- paste("Nao gosto de ",vfrutas[2])  

					> print(vfrutas)  

					
[1] "LIMAO" "PERA" "MAMAO" "PINHA"  


					> print(gosto)  

					
[1] "Gosto de MAMAO"  


					> print(nao_gosto)  

					
[1] "Nao gosto de PERA"  


				

			

		

		
			
				
					
				
			

			
				
					4. Coerção  

					Coerção é a homogeneização da classe dos valores de um vetor. Se  

					construirmos um vetor com valores de classes diferentes, todos os valores  

					serão reprimidos para a classe mais dominante entre eles.  

					No exemplo abaixo, todos os valores do vetor foram transformados em  

					character, pois character é mais dominante do que as demais classes  

					presentes (numeric e logical).  

					c(2, -4, "g", TRUE)  

					
[1] "2" "-4" "g" "TRUE"  


					Considerando apenas as principais classes, temos a seguinte ordem de  

					dominância: character > numeric > integer > logical.  

					
Nos exemplos abaixo, declarei três listas diferentes, cada uma contendo até  


					10 termos com tipos de dados diferentes (inteiros, lógicos e de texto). Em  

					seguida, usei a função de coerção as. para demonstrar a conversão automática  

					dos tipos de dados das listas para outros tipos (numéricos, fatores e  

					caracteres). A saída impressa mostra as listas convertidas após a coerção  

					automática.  

					Esse tipo de coerção automática é útil para lidar com diferentes tipos de dados  

					e garantir consistência ao manipular informações em R.  

					# LIMPA RAM  

					rm(list = ls())  

					# LIMPA TELA  

					cat("\014")  

					# Exemplo 1: Lista com valores inteiros  

					lista_inteiros <- list(1, 2, 3, 4, 5, 6, 7, 8, 9, 10) # Lista com valores inteiros  

					# Coerção automática para numéricos  

					coercao_numericos <- as.numeric(lista_inteiros)  

					print(coercao_numericos) # Imprime a lista convertida em numéricos  

					# Exemplo 2: Lista com valores de texto  

					lista_texto <- list("a", "b", "c", "d", "e", "f", "g", "h", "i", "j") # Lista com valores de  

					texto  

				

			

		

		
			
				
					
				
			

			
				
					# Coerção automática para caracteres  

					coercao_caracteres <- as.character(lista_texto)  

					print(coercao_caracteres) # Imprime a lista convertida em caracteres.  

					> # Exemplo 1: Lista com valores inteiros  

					> lista_inteiros <- list(1, 2, 3, 4, 5, 6, 7, 8, 9, 10) # Lista com valores inteiros  

					> # Coerção automática para numéricos  

					> coercao_numericos <- as.numeric(lista_inteiros)  

					> print(coercao_numericos) # Imprime a lista convertida em numéricos  

					
[1] 1 2 3 4 5 6 7 8 9 10  


					> # Exemplo 2: Lista com valores de texto  

					> lista_texto <- list("a", "b", "c", "d", "e", "f", "g", "h", "i", "j") # Lista com valores  

					de texto  

					> # Coerção automática para caracteres  

					> coercao_caracteres <- as.character(lista_texto)  

					> print(coercao_caracteres) # Imprime a lista convertida em caracteres.  

					[1] "a" "b" "c" "d" "e" "f" "g" "h" "i" "j"  

					Agora, Vamos a um script para demonstrar com mais detalhes. Se você ainda  

					não entendeu o conteúdo do script, não se apresse. Continue a leitura e depois  

					revise esse capítulo.  

					# LIMPA RAM  

					rm(list = ls())  

					cat("\014")  

					# Neste script, simulamos o impacto das políticas de regulação de fusões e  

					aquisições na concentração de mercado, utilizando o Índice de Herfindahl-  

					Hirschman (IHH).  

					# Função para calcular o Índice de Herfindahl-Hirschman (IHH)  

					calcular_IHH <- function(mercado) {  

					quadrados <- mercado^2  

					IHH <- sum(quadrados)  

					return(IHH)  

					}

					# Exemplo 1: Dados como texto  

					participacao_mercado_antes_texto <- c("0.3", "0.25", "0.28", "0.35", "0.32") #  

					Participação de mercado antes das políticas (em texto)  

				

			

		

		
			
				
					
				
			

			
				
					participacao_mercado_depois_texto <- c("0.4", "0.42", "0.38", "0.45", "0.47") #  

					Participação de mercado depois das políticas (em texto)  

					# Coerção dos dados de texto para numéricos  

					participacao_mercado_antes <-  

					as.numeric(participacao_mercado_antes_texto)  

					participacao_mercado_depois <-  

					as.numeric(participacao_mercado_depois_texto)  

					# Calculando o Índice de Herfindahl-Hirschman (IHH) antes e depois das  

					políticas  

					IHH_antes <- calcular_IHH(participacao_mercado_antes)  

					IHH_depois <- calcular_IHH(participacao_mercado_depois)  

					# Visualização dos dados  

					barplot(c(IHH_antes, IHH_depois),  

					names.arg = c("Antes", "Depois"),  

					main = "Índice de Herfindahl-Hirschman (IHH) de Concentração de  

					Mercado",  

					xlab = "Período",  

					ylab = "Índice de Herfindahl-Hirschman (IHH)",  

					col = c("blue", "green"),  

					ylim = c(0, max(IHH_antes, IHH_depois) + 0.1),  

					legend.text = c("Antes", "Depois"))  

					> # Neste script, simulamos o impacto das políticas de regulação de fusões e  

					aquisições na concentração de mercado, utilizando o Índice de Herfindahl-  

					Hirschman (IHH).  

					> # Função para calcular o Índice de Herfindahl-Hirschman (IHH)  

					> calcular_IHH <- function(mercado) {  

					
+ quadrados <- mercado^2  


					
+ IHH <- sum(quadrados)  


					+ return(IHH)  

					+ }  

					> # Exemplo 1: Dados como texto  

					> participacao_mercado_antes_texto <- c("0.3", "0.25", "0.28", "0.35", "0.32") #  

					Participação de mercado antes das políticas (em texto)  

					> participacao_mercado_depois_texto <- c("0.4", "0.42", "0.38", "0.45", "0.47") #  

					Participação de mercado depois das políticas (em texto)  

					> # Coerção dos dados de texto para numéricos  

					> participacao_mercado_antes <-  

					as.numeric(participacao_mercado_antes_texto)  

				

			

		

		
			
				
					
				
			

			
				
					> participacao_mercado_depois <-  

					as.numeric(participacao_mercado_depois_texto)  

					> # Calculando o Índice de Herfindahl-Hirschman (IHH) antes e depois das  

					políticas  

					> IHH_antes <- calcular_IHH(participacao_mercado_antes)  

					> IHH_depois <- calcular_IHH(participacao_mercado_depois)  

					> # Visualização dos dados  

					> barplot(c(IHH_antes, IHH_depois),  

					+

					+

					names.arg = c("Antes", "Depois"),  

					main = "Índice de Herfindahl-Hirschman (IHH) de Concentração de  

					Mercado",  

					+

					+

					+

					+

					+

					xlab = "Período",  

					ylab = "Índice de Herfindahl-Hirschman (IHH)",  

					col = c("blue", "green"),  

					ylim = c(0, max(IHH_antes, IHH_depois) + 0.1),  

					legend.text = c("Antes", "Depois"))  

					Fig. 01  

					# Exemplo 2: Dados com valores ausentes  

				

			

		

		
			
				
					
				
			

			
				
					participacao_mercado_antes_faltante <- c(0.3, NA, 0.28, 0.35, 0.32) #  

					Participação de mercado antes das políticas (com valor ausente)  

					participacao_mercado_depois_faltante <- c(0.4, 0.42, 0.38, NA, 0.47) #  

					Participação de mercado depois das políticas (com valor ausente)  

					# Coerção dos dados com valores ausentes para numéricos, removendo os  

					NAs  

					participacao_mercado_antes <-  

					as.numeric(na.omit(participacao_mercado_antes_faltante))  

					participacao_mercado_depois <-  

					as.numeric(na.omit(participacao_mercado_depois_faltante))  

					# Calculando o Índice de Herfindahl-Hirschman (IHH) antes e depois das  

					políticas  

					IHH_antes <- calcular_IHH(participacao_mercado_antes)  

					IHH_depois <- calcular_IHH(participacao_mercado_depois)  

					# Visualização dos dados  

					barplot(c(IHH_antes, IHH_depois),  

					names.arg = c("Antes", "Depois"),  

					main = "Índice de Herfindahl-Hirschman (IHH) de Concentração de  

					Mercado (Sem Valores Ausentes)",  

					xlab = "Período",  

					ylab = "Índice de Herfindahl-Hirschman (IHH)",  

					col = c("blue", "green"),  

					ylim = c(0, max(IHH_antes, IHH_depois) + 0.1),  

					legend.text = c("Antes", "Depois"))  

					> # Exemplo 2: Dados com valores ausentes  

					> participacao_mercado_antes_faltante <- c(0.3, NA, 0.28, 0.35, 0.32) #  

					Participação de mercado antes das políticas (com valor ausente)  

					> participacao_mercado_depois_faltante <- c(0.4, 0.42, 0.38, NA, 0.47) #  

					Participação de mercado depois das políticas (com valor ausente)  

					> # Coerção dos dados com valores ausentes para numéricos, removendo os  

					NAs  

					> participacao_mercado_antes <-  

					as.numeric(na.omit(participacao_mercado_antes_faltante))  

					> participacao_mercado_depois <-  

					as.numeric(na.omit(participacao_mercado_depois_faltante))  

				

			

		

		
			
				
					
				
			

			
				
					> # Calculando o Índice de Herfindahl-Hirschman (IHH) antes e depois das  

					políticas  

					> IHH_antes <- calcular_IHH(participacao_mercado_antes)  

					> IHH_depois <- calcular_IHH(participacao_mercado_depois)  

					> # Visualização dos dados  

					> barplot(c(IHH_antes, IHH_depois),  

					+

					+

					names.arg = c("Antes", "Depois"),  

					main = "Índice de Herfindahl-Hirschman (IHH) de Concentração de  

					Mercado (Sem Valores Ausentes)",  

					+

					+

					+

					+

					+

					xlab = "Período",  

					ylab = "Índice de Herfindahl-Hirschman (IHH)",  

					col = c("blue", "green"),  

					ylim = c(0, max(IHH_antes, IHH_depois) + 0.1),  

					legend.text = c("Antes", "Depois"))  

					# Exemplo 3: Dados como fatores  

					participacao_mercado_antes_fator <- factor(c("0.3", "0.25", "0.28", "0.35",  

					"0.32")) # Participação de mercado antes das políticas (como fator)  

				

			

		

		
			
				
					
				
			

			
				
					participacao_mercado_depois_fator <- factor(c("0.4", "0.42", "0.38", "0.45",  

					"0.47")) # Participação de mercado depois das políticas (como fator)  

					# Coerção dos dados de fator para numéricos  

					participacao_mercado_antes <-  

					as.numeric(as.character(participacao_mercado_antes_fator))  

					participacao_mercado_depois <-  

					as.numeric(as.character(participacao_mercado_depois_fator))  

					# Calculando o Índice de Herfindahl-Hirschman (IHH) antes e depois das  

					políticas  

					IHH_antes <- calcular_IHH(participacao_mercado_antes)  

					IHH_depois <- calcular_IHH(participacao_mercado_depois)  

					# Visualização dos dados  

					barplot(c(IHH_antes, IHH_depois),  

					names.arg = c("Antes", "Depois"),  

					main = "Índice de Herfindahl-Hirschman (IHH) de Concentração de  

					Mercado (Dados como Fator)",  

					xlab = "Período",  

					ylab = "Índice de Herfindahl-Hirschman (IHH)",  

					col = c("blue", "green"),  

					ylim = c(0, max(IHH_antes, IHH_depois) + 0.1),  

					legend.text = c("Antes", "Depois"))  

					> # Exemplo 3: Dados como fatores  

					> participacao_mercado_antes_fator <- factor(c("0.3", "0.25", "0.28", "0.35",  

					"0.32")) # Participação de mercado antes das políticas (como fator)  

					> participacao_mercado_depois_fator <- factor(c("0.4", "0.42", "0.38", "0.45",  

					"0.47")) # Participação de mercado depois das políticas (como fator)  

					> # Coerção dos dados de fator para numéricos  

					> participacao_mercado_antes <-  

					as.numeric(as.character(participacao_mercado_antes_fator))  

					> participacao_mercado_depois <-  

					as.numeric(as.character(participacao_mercado_depois_fator))  

					> # Calculando o Índice de Herfindahl-Hirschman (IHH) antes e depois das  

					políticas  

					> IHH_antes <- calcular_IHH(participacao_mercado_antes)  

					> IHH_depois <- calcular_IHH(participacao_mercado_depois)  

					> # Visualização dos dados  

				

			

		

		
			
				
					
				
			

			
				
					> barplot(c(IHH_antes, IHH_depois),  

					+

					+

					names.arg = c("Antes", "Depois"),  

					main = "Índice de Herfindahl-Hirschman (IHH) de Concentração de  

					Mercado (Dados como Fator)",  

					+

					+

					+

					+

					+

					xlab = "Período",  

					ylab = "Índice de Herfindahl-Hirschman (IHH)",  

					col = c("blue", "green"),  

					ylim = c(0, max(IHH_antes, IHH_depois) + 0.1),  

					legend.text = c("Antes", "Depois"))  

				

			

		

		
			
				
					5. Testes lógicos (T ou F)  

					O R permite que se faça qualquer forma de teste lógico com seus objetos ou  

					números.  

					Poder fazer qualquer tipo de operação lógica é um dos motivos pelos quais  

					programar nos deixar mais eficientes. Dê bastante atenção a elas, pois  

					usaremos comparações lógicas o tempo todo!  

					Uma operação lógica nada mais é do que um teste que retorna verdadeiro ou  

					falso. No R (e em outras linguagens de programação), esses dois valores  

					recebem uma classe especial: logical.  

					O verdadeiro no R vai ser representado pelo valor TRUE e o falso pelo valor  

					FALSE. Esses nomes no R são reservados, isto é, você não pode chamar  

					
nenhum objeto de TRUE ou FALSE. A classe é lógica.  


					class(TRUE)  

					class(FALSE)  

					
# Testes com resultado verdadeiro  


					1 == 1  

					"a" == "a"  

					
# Testes com resultado falso  


					1 == 2  

					"a" == "b"  

					
# Testes com resultado falso  


					1 != 1  

					"a" != "a"  

					
# Testes com resultado verdadeiro  


					1 != 2  

					"a" != "b"  

					3 > 3  

					3 > 2  

					3 >= 4  

					3 >= 3  

				

			

		

		
			
				
					
				
			

			
				
					3 < 3  

					3 < 4  

					3 <= 2  

					3 <= 3  

					> class(TRUE)  

					[1] "logical"  

					> class(FALSE)  

					[1] "logical"  

					> 1 == 1  

					[1] TRUE  

					> "a" == "a"  

					[1] TRUE  

					> 1 == 2  

					[1] FALSE  

					> "a" == "b"  

					[1] FALSE  

					> 1 != 1  

					[1] FALSE  

					> "a" != "a"  

					[1] FALSE  

					[1] TRUE  

					[1] TRUE  

					[1] FALSE  

					[1] TRUE  

					[1] FALSE  

					[1] TRUE  

					[1] FALSE  

					[1] TRUE  

					[1] FALSE  

					[1] TRUE  

					Um outro operador muito útil é o %in%. Com ele, podemos verificar se um valor  

					está dentro de um conjunto de valores (vetor).  

					3 %in% c(1, 2, 3)  

					[1] TRUE  

					"a" %in% c("b", "c")  

					[1] FALSE  

					Falamos anteriormente que cada coluna das nossas bases de dados será  

					representada dentro do R como um vetor. O comportamento que explica a  

					importância dos testes lógicos na hora de filtrar uma base está ilustrado abaixo:  

					minha_coluna <- c(1, 3, 0, 10, -1, 5, 20)  

				

			

		

		
			
				
					
				
			

			
				
					minha_coluna > 3  

					
[1] FALSE FALSE FALSE TRUE FALSE TRUE TRUE  


					minha_coluna[minha_coluna > 3]  

					
[1] 10 5 20  


					Muitas coisas aconteceram aqui, vamos por partes.  

					Primeiro, na operação minha_coluna > 3 o R fez um excelente uso do  

					comportamento de reciclagem. No fundo, o que ele fez foi transformar (reciclar)  

					o valor 3 no vetor c(3, 3, 3, 3, 3, 3, 3) e testar se c(1, 3, 0, 10, -1, 5, 20) > c(3, 3,  

					3, 3, 3, 3, 3).  

					Como os operadores lógicos também são vetorizados (fazem operações  

					elemento a elemento), os testes realizados foram 1 > 3, 3 > 3, 0 > 3, 10 > 3, -1  

					> 3, 5 > 3 e, finalmente, 20 > 3.  

					Cada um desses testes tem o seu próprio resultado. Por isso a saída de  

					minha_coluna > 3 é um vetor de verdadeiros e falsos, respectivos a cada um  

					desses 7 testes.  

					A segunda operação traz a grande novidade aqui: podemos usar os valores  

					TRUE e FALSE para selecionar elementos de um vetor!  

					A regra é muito simples: retornar as posições que receberem TRUE, não  

					retornar as posições que receberem FALSE.  

					Portanto, a segunda operação é equivalente a:  

					minha_coluna[c(FALSE, FALSE, FALSE, TRUE, FALSE, TRUE, TRUE)]  

					
[1] 10 5 20  


					O vetor lógico filtra o vetor minha_coluna, retornando apenas os valores  

					maiores que 3, já que foi esse o teste lógico que fizemos.  

					Essa é a mágica que acontece por trás de filtros no R. Na prática, não  

					precisaremos usar colchetes, não lembraremos da reciclagem e nem veremos  

					a cara dos TRUE e FALSE. Mas c3onhecer esse processo é muito importante,  

					principalmente para encontrar problemas de código ou de base.  

					Para finalizar, listamos na tabela abaixo os principais operadores lógicos.  

					Operador  

					Descrição  

					x < y  

					x <= y  

					x > y  

					x >= y  

					x == y  

					x != y  

					!x  

					x menor que y?  

					x menor ou igual a y?  

					x maior que y?  

					x maior ou igual a y?  

					x igual a y?  

					x diferente de y?  

					Negativa de x  

				

			

		

		
			
				
					
				
			

			
				
					x | y  

					x ou y são verdadeiros?  

					x & y  

					x e y são verdadeiros?  

					x %in% y  

					xor(x, y)  

					x pertence a y?  

					x ou y são verdadeiros (apenas um deles)?  

					Por fim, veja algumas diferenças entre comparações lógicas no SQL e no R.  

					Igualdade: no SQL é só um sinal de igual: 2 = 1. No R são dois: 2 == 1.  

					Diferença: no SQL, usamos <>. No R usamos !=.  

					Negação: em vez de usar a palavra NOT igual ao SQL, usamos ! no R. Por  

					exemplo, id not in ('1', '2', '3') fica !(id %in% c(1, 2, 3)).  

					Exercícios  

					Ex. 5.1 O código abaixo vai guardar no objeto segredo um número inteiro entre  

					0 e 10. Sem olhar qual número foi guardado no objeto, resolva os itens a  

					seguir:  

					segredo <- round(runif(1, min = 0, max = 10))  

					
a) Teste se o segredo é maior ou igual a 0.  


					
b) Teste se o segredo é menor ou igual a 10.  


					
c) Teste se o segredo é maior que 5.  


					
d) Teste se o segredo é par.  


					
e) Teste se segredo * 5 é maior que a sua idade.  


					Ex. 5.2 Escreva um código em R que devolva apenas os valores maiores ou  

					iguais a 10 do vetor abaixo:  

					vetor <- c(4, 8, 15, 16, 23, 42)  

					Ex. 5.3 Use o vetor number abaixo para responder as questões seguintes.  

					number <- -4:2  

					
a) Escreva um código que devolva apenas valores positivos do vetor  


					number.  

					
b) Escreva um código que devolva apenas os valores pares do vetor  


					number.  

					
c) Filtre o vetor para que retorne apenas aqueles valores que, quando  


					elevados a 2, são menores do que 4.  

				

			

		

		
			
				
					
				
			

			
				
					6. Valores especiais  

					O NA para o R nada mais é do que o valor faltante ou omisso da Estatística. O  

					famoso missing. Geralmente, quando temos uma base com valores faltando,  

					como a idade para alguns indivíduos da nossa amostra, não significa que a  

					idade deles não existe. Significa apenas que não temos essa informação.  

					Esse conceito é muito importante para entender o resultado da expressão  

					abaixo:  

					5 == NA  

					[1] NA  

					Em um primeiro momento, poderíamos esperar que o resultado fosse FALSE.  

					
Mas, sabendo o significado por trás do NA — um valor desconhecido —, a  


					verdadeira pergunta que estamos fazendo é: 5 é igual a um valor que existe,  

					mas que não sei qual é?  

					É como se eu perguntasse se eu tenho 5 moedas na mão, mas lhe mostrasse  

					a mão fechada. A resposta para isso é não sei ou, dentro do R, NA.  

					Um outro exemplo:  

					idade_ana <- 30  

					idade_beto <- NA  

					idade_carla <- NA  

					idade_ana == idade_beto  

					[1] NA  

					idade_beto == idade_carla  

					[1] NA  

					Eu posso saber a idade da Ana, mas se eu não souber a idade do Beto, não sei  

					se os dois tem a mesma idade. Por isso, NA. Da mesma forma, se não sei nem  

					a idade do Beto nem da Carla, também não tenho como saber se os dois têm a  

					mesma idade. Outra vez NA.  

					Mas e quando queremos saber se um valor é NA ou não? Para fazer esse  

					teste, temos que rodar is.na(valor-ou-objeto).  

					is.na(NA)  

				

			

		

		
			
				
					
				
			

			
				
					[1] TRUE  

					is.na(idade_ana)  

					[1] FALSE  

					is.na(idade_beto)  

					[1] TRUE  

					Repare que essa função também é vetorizada.  

					is.na(c(  

					idade_ana,  

					idade_beto,  

					idade_carla))  

					
[1] FALSE TRUE TRUE  


					Assim como o NA, existem outros valores especiais muito comuns no R.  

					
O NaN (not a number) representa indefinições matemáticas.  


					0/0  

					[1] NaN  

					[1] NaN  

					Warning message:  

					In log(-1) : NaNs produzidos  

					O Inf (infinito) representa um número muito grande (que o computador não  

					consegue representar) ou um limite matemático. O computador não consegue  

					representar um número tão grande. O número é então """arredondado""" para  

					infinito.  

					10^310  

					## [1] Inf  

					# Limite matemático.  

					1 / 0  

					## [1] Inf  

				

			

		

		
			
				
					
				
			

			
				
					# O "menos infinito" também existe.  

					-1 / 0  

					[1] Inf  

					O NULL (nulo) representa a ausência de um objeto. Ele não tem significado  

					prático para a análise dados. Está mais em sintonia com comportamentos de  

					lógica de programação.  

					Muitas vezes vamos definir um objeto como nulo para dizer ao R que não  

					queremos dar um valor para ele. Muito utilizado em funções.  

					Da mesma forma que utilizados is.na() para testar se um objeto é NA,  

					utilizamos is.nan(), is.infinite() ou is.null() para testar se um objeto é NaN,  

					infinito ou nulo.  

					nao_sou_um_numero <- NaN  

					objeto_infinito <- Inf  

					objeto_nulo <- NULL  

					is.nan(nao_sou_um_numero)  

					[1] TRUE  

					is.infinite(objeto_infinito)  

					[1] TRUE  

					is.null(objeto_nulo)  

					[1] TRUE  

					Exercícios  

					Ex. 1 Quais as diferenças entre NaN, NULL, NA e Inf? Digite expressões que  

					retornem cada um desses valores.  

					Ex. 2 Escreva um código que conte o número de NAs do vetor b.  

					b <- c(1, 0, NA, NA, NA, NA, 7, NA, NA, NA, NA, NA, 2, NA, NA, 10, 1, 1, NA)  

				

			

		

		
			
				
					
				
			

			
				
					7. Listas  

					Listas são objetos muito importantes dentro do R. Primeiro porque todo data  

					frame é uma lista. Segundo porque elas são bem parecidas com vetores, mas  

					com uma diferença essencial: você pode misturar diferentes classes de objetos  

					dentro dela.  

					Para criar uma lista, rodamos list(valor1, valor2, valor3).  

					list(1, "a", TRUE)  

					[[1]]  

					[1] 1  

					[[2]]  

					[1] "a"  

					[[3]]  

					[1] TRUE  

					Veja que não houve coerção. Ainda temos um valor número, um texto e um  

					valor lógico dentro da lista.  

					O subsetting de listas é um pouco diferente do que o de vetores. Isso porque  

					cada elemento de uma lista também é uma lista.  

					Veja o que acontece se tentarmos usar [] para pegar um elemento de uma lista.  

					lista <- list(1, "a", TRUE)  

					lista[1]  

					[[1]]  

					[1] 1  

					class(lista[1])  

					[1] "list  

					O R nos retorna uma lista com apenas aquele elemento. Se quisermos o  

					elemento de fato dentro de cada posição, precisamos usar dois colchetes:  

					lista[[1]]  

					[1] 1  

					class(lista[[1]])  

				

			

		

		
			
				
					
				
			

			
				
					[1] "numeric"  

					Cada elemento de uma lista é entendida com outra lista. Isso é importante,  

					pois, nos permite colocar vetores de tamanhos diferentes em cada posição.  

					Isso faz das listas uma estrutura bem flexível para guardar dados.  

					lista <- list(1:3, "a", c(TRUE, TRUE, FALSE, FALSE))  

					lista  

					[[1]]  

					[1] 1 2 3  

					[[2]]  

					[1] "a"  

					[[3]]  

					
[1] TRUE TRUE FALSE FALSE  


					lista[1]  

					[[1]]  

					[1] 1 2 3  

					lista[2]  

					[[1]]  

					[1] "a"  

					lista[3]  

					[[1]]  

					
[1] TRUE TRUE FALSE FALSE  


					É muito comum darmos nomes para cada posição de uma lista.  

					dados_cliente <- list(cliente = "Ana Silva", idade = 25, estado_civil = NA)  

					dados_cliente  

					$cliente  

					[1] "Ana Silva"  

					$idade  

					[1] 25  

					$estado_civil  

				

			

		

		
			
				
					
				
			

			
				
					[1] NA  

					Agora, dentro da lista, o valor Ana Silva, por exemplo, está sendo atribuído ao  

					nome cliente. Esse nome só existirá dentro da lista. Um detalhe importante: os  

					iguais utilizados nas atribuições dos nomes dentro da lista não podem ser  

					substituídos por <-.  

					Quando as posições de uma lista têm nome, podemos acessar seus valores  

					diretamente utilizando o operador $.  

					dados_cliente$cliente  

					[1] "Ana Silva"  

					dados_cliente$idade  

					[1] 25  

					dados_cliente$estado_civil  

					[1] NA  

					Repare que o R devolve o valor dentro de cada posição, e não uma lista.  

					dados_cliente[1]  

					$cliente  

					[1] "Ana Silva"  

					dados_cliente$cliente  

					[1] "Ana Silva"  

					class(dados_cliente[1])  

					[1] "list"  

					class(dados_cliente$cliente)  

					[1] "character"  

					Isto implica que, nesse exemplo, dados_cliente$cliente é equivalente a  

					dados_cliente[[1]].  

					Exercícios  

				

			

		

		
			
				
					Ex. 1 Considere duas listas, uma contendo nomes de alunos e outra contendo  

					as respectivas idades. Escreva um código em R para criar uma nova lista que  

					associe cada aluno com sua idade.  

					Ex. 2 Você possui uma lista de números inteiros e outra lista de números reais.  

					Escreva um código em R para criar uma nova lista que combine os elementos  

					das duas listas, alternando entre números inteiros e reais.  

				

			

		

		
			
				
					
				
			

			
				
					8. Data Frames mais interessantes  

					
Já dissemos que data frames são listas. Isso é importante pois todas as  


					
propriedades de uma lista valem para um data frame.  


					A melhor forma de entender essa equivalência é ver um data frame  

					representado como uma lista.  

					as.list(mtcars)  

					$mpg  

					[1] 21.0 21.0 22.8 21.4 18.7 18.1 14.3 24.4 22.8 19.2 17.8 16.4 17.3 15.2 10.4  

					10.4 14.7 32.4 30.4 33.9 21.5  

					[22] 15.5 15.2 13.3 19.2 27.3 26.0 30.4 15.8 19.7 15.0 21.4  

					$cyl  

					[1] 6 6 4 6 8 6 8 4 4 6 6 8 8 8 8 8 8 4 4 4 4 8 8 8 8 4 4 4 8 6 8 4  

					$disp  

					[1] 160.0 160.0 108.0 258.0 360.0 225.0 360.0 146.7 140.8 167.6 167.6 275.8  

					
275.8 275.8 472.0 460.0 440.0 78.7  


					
[19] 75.7 71.1 120.1 318.0 304.0 350.0 400.0 79.0 120.3 95.1 351.0 145.0  


					301.0 121.0  

					$hp  

					
[1] 110 110 93 110 175 105 245 62 95 123 123 180 180 180 205 215 230 66  


					
52 65 97 150 150 245 175 66 91  


					[28] 113 264 175 335 109  

					$drat  

					[1] 3.90 3.90 3.85 3.08 3.15 2.76 3.21 3.69 3.92 3.92 3.92 3.07 3.07 3.07 2.93  

					3.00 3.23 4.08 4.93 4.22 3.70  

					[22] 2.76 3.15 3.73 3.08 4.08 4.43 3.77 4.22 3.62 3.54 4.11  

					$wt  

					[1] 2.620 2.875 2.320 3.215 3.440 3.460 3.570 3.190 3.150 3.440 3.440 4.070  

					3.730 3.780 5.250 5.424 5.345 2.200  

					[19] 1.615 1.835 2.465 3.520 3.435 3.840 3.845 1.935 2.140 1.513 3.170 2.770  

					3.570 2.780  

					$qsec  

					[1] 16.46 17.02 18.61 19.44 17.02 20.22 15.84 20.00 22.90 18.30 18.90 17.40  

					17.60 18.00 17.98 17.82 17.42 19.47  

					[19] 18.52 19.90 20.01 16.87 17.30 15.41 17.05 18.90 16.70 16.90 14.50 15.50  

					14.60 18.60  

					$vs  

					[1] 0 0 1 1 0 1 0 1 1 1 1 0 0 0 0 0 0 1 1 1 1 0 0 0 0 1 0 1 0 0 0 1  

				

			

		

		
			
				
					
				
			

			
				
					$am  

					[1] 1 1 1 0 0 0 0 0 0 0 0 0 0 0 0 0 0 1 1 1 0 0 0 0 0 1 1 1 1 1 1 1  

					$gear  

					[1] 4 4 4 3 3 3 3 4 4 4 4 3 3 3 3 3 3 4 4 4 3 3 3 3 3 4 5 5 5 5 5 4  

					$carb  

					[1] 4 4 1 1 2 1 4 2 2 4 4 3 3 3 4 4 4 1 2 1 1 2 2 4 2 1 2 2 4 6 8 2  

					O código acima nos permite ver o data frame mtcars representado como uma  

					lista. Veja que cada coluna da base se transforma em um elemento da lista. E o  

					nome de cada coluna vira o nome de cada posição. Isso é interessante, pois  

					podemos usar nos data frames as mesmas operações que aprendemos para  

					listas.  

					Por exemplo, podemos usar o operador $ para acessar cada elemento da lista,  

					isto é, cada coluna do data frame.  

					mtcars$mpg  

					[1] 21.0 21.0 22.8 21.4 18.7 18.1 14.3 24.4 22.8 19.2 17.8 16.4 17.3 15.2 10.4  

					10.4 14.7 32.4 30.4 33.9 21.5  

					[22] 15.5 15.2 13.3 19.2 27.3 26.0 30.4 15.8 19.7 15.0 21.4  

					E assim como cada elemento de uma lista também é uma lista, cada elemento  

					(coluna) de um data frame também é um data frame.  

					mtcars[1]  

					mpg  

					Mazda RX4  

					Mazda RX4 Wag  

					Datsun 710  

					21.0  

					21.0  

					22.8  

					21.4  

					Hornet 4 Drive  

					
Hornet Sportabout 18.7  


					Valiant  

					18.1  

					14.3  

					Duster 360  

					Merc 240D  

					Merc 230  

					24.4  

					22.8  

					19.2  

					17.8  

					16.4  

					17.3  

					15.2  

					Merc 280  

					Merc 280C  

					Merc 450SE  

					Merc 450SL  

					Merc 450SLC  

					
Cadillac Fleetwood 10.4  


					Lincoln Continental 10.4  

					
Chrysler Imperial 14.7  


					Fiat 128  

					Honda Civic  

					32.4  

					30.4  

				

			

		

		
			
				
					
				
			

			
				
					Toyota Corolla  

					Toyota Corona  

					33.9  

					21.5  

					
Dodge Challenger 15.5  


					AMC Javelin  

					Camaro Z28  

					15.2  

					13.3  

					
Pontiac Firebird 19.2  


					Fiat X1-9  

					27.3  

					26.0  

					30.4  

					15.8  

					19.7  

					Porsche 914-2  

					Lotus Europa  

					Ford Pantera L  

					Ferrari Dino  

					Maserati Bora  

					Volvo 142E  

					15.0  

					21.4  

					class(mtcars[1])  

					[1] "data.frame"  

					Mas se data frames são listas, por que existe a classe data frame? Na verdade,  

					data frames são um tipo especial de listas, que têm as seguintes propriedades:  

					
Todos os seus elementos (colunas) precisam ter o mesmo comprimento  


					(número de linhas).  

					
Todos os seus elementos (colunas) precisam ser nomeados.  


					Data frames têm 2 dimensões.  

					As propriedades (1) e (2) se devem ao formato das bases de dados. Elas são  

					
retangulares8 — observamos as mesmas variáveis (colunas) para todas as  


					
unidades amostrais (linhas)9 —, e precisam ter algum nome especificando as  


					colunas.  

					Da mesma forma que podemos ver um data frame como uma lista, também  

					podemos fazer o inverso.  

					dados_cliente <- list(  

					cliente = c("Ana Silva", "Beto Pereira", "Carla Souza"),  

					idade = c(25, 30, 23),  

					estado_civil = c(NA, "Solteiro", "Casada")  

					)

					dados_cliente  

					$cliente  

					
[1] "Ana Silva" "Beto Pereira" "Carla Souza"  


				

			

		

		
			
				
					
				
			

			
				
					$idade  

					[1] 25 30 23  

					$estado_civil  

					[1] NA  

					"Solteiro" "Casada"  

					Quando tivermos valores faltantes na nossa base (células vazias no Excel),  

					eles serão representados por NA nos data frames.  

					Observe que não conseguimos transformar uma lista em data frame se os  

					elementos da lista não tiverem o mesmo comprimento.  

					dados_cliente <- list(  

					cliente = c("Ana Silva", "Beto Pereira", "Carla Souza"),  

					idade = c(25, 30),  

					estado_civil = c(NA, "Solteiro", "Casada")  

					)

					as.data.frame(dados_cliente)  

					Error in (function (..., row.names = NULL, check.rows = FALSE, check.names =  

					TRUE, :  

					arguments imply differing number of rows: 3, 2  

					Transformar uma lista não nomeada em data frame é possível, mas o R cria  

					nomes nada agradáveis para as colunas.  

					dados_cliente <- list(  

					c("Ana Silva", "Beto Pereira", "Carla Souza"),  

					c(25, 30, 23),  

					c(NA, "Solteiro", "Casada")  

					)

					as.data.frame(dados_cliente)  

					c..Ana.Silva....Beto.Pereira....Carla.Souza.. c.25..30..23.  

					c.NA...Solteiro....Casada..  

					1

					2

					3

					Ana Silva  

					Beto Pereira  

					Carla Souza  

					25  

					30  

					23  

					<NA>  

					Solteiro  

					Casada  

					A propriedade (3) é atribuída aos data frames para que possamos aproveitar  

					melhor dessa estrutura retangular dentro do R.  

				

			

		

		
			
				
					
				
			

			
				
					Na prática, essas duas dimensões representam nada mais que as linhas e as  

					colunas da base. Essa é a maior diferença entre uma lista e um data frame.  

					class(mtcars)  

					[1] "data.frame"  

					dim(mtcars)  

					[1] 32 11  

					O resultado do código dim(mtcars) nos dá as seguintes informações:  

					O data frame mtcars tem duas dimensões (como todo data frame).  

					A primeira dimensão tem comprimento 32 e a segunda dimensão tem  

					comprimento 11. Em outras palavras: a base mtcars tem 32 linhas e 11  

					colunas.  

					Veja a seguir que listas não têm dimensão.  

					mtcars_como_lista <- as.list(mtcars)  

					class(mtcars_como_lista)  

					[1] "list"  

					dim(mtcars_como_lista)  

					NULL  

					
Ter duas dimensões significa que devemos usar dois índices para acessar os  


					valores de um data frame (fazer subsetting). Para isso, ainda usamos o  

					colchete, mas agora com dois argumentos: [linha, coluna].  

					mtcars[2, 3]  

					[1] 160  

					O código acima está nos devolvendo o valor presente na segunda linha da  

					terceira coluna da base mtcars.  

					
Também podemos pegar todas as linhas de uma coluna ou todas as colunas de  


					uma linha deixando um dos argumentos vazio:  

					mtcars[,1]  

					[1] 21.0 21.0 22.8 21.4 18.7 18.1 14.3 24.4 22.8 19.2 17.8 16.4 17.3 15.2 10.4  

					10.4 14.7 32.4 30.4 33.9 21.5  

				

			

		

		
			
				
					
				
			

			
				
					[22] 15.5 15.2 13.3 19.2 27.3 26.0 30.4 15.8 19.7 15.0 21.4  

					mtcars[1,]  

					
mpg cyl disp hp drat wt qsec vs am gear carb  


					
Mazda RX4 21 6 160 110 3.9 2.62 16.46 0 1 4 4  


					Por fim, lembrando que dentro de cada coluna temos um vetor, podemos usar  

					os testes lógicos para filtrar as linhas do nosso data frame conforme alguma  

					regra.  

					mtcars$cyl == 4  

					
[1] FALSE FALSE TRUE FALSE FALSE FALSE FALSE TRUE TRUE FALSE  


					
FALSE FALSE FALSE FALSE FALSE FALSE FALSE TRUE  


					
[19] TRUE TRUE TRUE FALSE FALSE FALSE FALSE TRUE TRUE TRUE  


					
FALSE FALSE FALSE TRUE  


					mtcars[mtcars$cyl == 4, ]  

					
mpg cyl disp hp drat wt qsec vs am gear carb  


					
Datsun 710 22.8 4 108.0 93 3.85 2.320 18.61 1 1 4 1  


					Merc 240D  

					Merc 230  

					Fiat 128  

					
24.4 4 146.7 62 3.69 3.190 20.00 1 0 4 2  


					
22.8 4 140.8 95 3.92 3.150 22.90 1 0 4 2  


					
32.4 4 78.7 66 4.08 2.200 19.47 1 1 4 1  


					
Honda Civic 30.4 4 75.7 52 4.93 1.615 18.52 1 1 4 2  


					
Toyota Corolla 33.9 4 71.1 65 4.22 1.835 19.90 1 1 4 1  


					
Toyota Corona 21.5 4 120.1 97 3.70 2.465 20.01 1 0 3 1  


					Fiat X1-9  

					
27.3 4 79.0 66 4.08 1.935 18.90 1 1 4 1  


					
Porsche 914-2 26.0 4 120.3 91 4.43 2.140 16.70 0 1 5 2  


					
Lotus Europa 30.4 4 95.1 113 3.77 1.513 16.90 1 1 5 2  


					
Volvo 142E 21.4 4 121.0 109 4.11 2.780 18.60 1 1 4 2  


					O código mtcars$cyl == 4 nos diz em quais linhas estão os carros com 4  

					cilindros. Quando usamos o vetor de TRUE e FALSE resultante dentro do  

					subsetting das linhas em mtcars[mtcars$cyl == 4, ], o R nos devolve todos as  

					colunas dos carros com 4 cilindros.  

					A regra é simples: linha com TRUE é retornada, linha com FALSE não.  

					Encerramos aqui a nossa primeira conversa sobre data frames para falar de  

					outra estrutura muito importante dentro do R: as funções.  

					Exercícios  

					Ex. 1 Quais códigos abaixo retornam um vetor com a coluna mpg do data  

					frame mtcars?  

				

			

		

		
			
				
					a) mtcars$mpg  

					b) mtcars[ , 3]  

					c) mtcars("mpg")  

					d) mtcars[ , "mpg"]  

					e) mtcars.mpg  

					f) mtcars[ , 1]  

					g) mtcars[1, 1]  

					h) mpg$mtcars  

					Ex. 2 Para que serve a função str(). Dê um exemplo do seu uso.  

					Ex. 3 Para que serve a função names(). Dê um exemplo do seu uso.  

					Ex. 4 Use o data frame airquality para responder às questões abaixo  

					a) Quantas colunas airquality tem?  

					b) Quantas linhas airquality tem?  

					c) O que a função head() retorna?  

					d) Quais são os nomes das colunas?  

					e) Qual é a classe da coluna Ozone?  

					Ex. 5 Calculando desvio-padrão no R. Use o data frame airquality para  

					responder às questões abaixo:  

					
a) Tire a média da coluna Ozone e guarde em um objeto.  


					
b) Guarde em um objeto o vetor correspondente à coluna Ozone subtraída  


					da sua própria média (calculada em no item a).  

					
c) Eleve o vetor calculado em (b) ao quadrado. Salve o resultado em um  


					novo objeto.  

					
d) Tire a média do vetor calculado em (c) e salve o resultado em um objeto  


					chamado variancia. Em seguida, calcule a raiz quadrada desse valor e  

					salve em um objeto chamado desvio_padrao.  

					
e) Compare o valor de desvio_padrao com sd(airquality$Ozone,  


					na.rm=TRUE) e pesquise por que os valores não são iguais. Dica: veja a  

					documentação da função sd().  

					6. Use o data frame airquality para responder às questões abaixo.  

					a) Conte quantos NAs tem na coluna Solar.R.  

					b) Filtre a tabela airqualitycom apenas linhas em que Solar.R é NA.  

					c) Filtre a tabela airquality com apenas linhas em que Solar.R não é NA.  

				

			

		

		
			
				
					d) Filtre a tabela airquality com apenas linhas em que Solar.R não é NA e  

					Month é igual a 5.  

				

			

		

		
			
				
					
				
			

			
				
					9. Funções básicas  

					Funções são tão comuns (provavelmente você já usou funções no Excel), que  

					mesmo sem termos abordado o tema com detalhes, nós conseguimos utilizar  

					várias funções nas seções anteriores:  

					
a) função c() foi utilizada para criar vetores;  


					
b) função class() foi utilizada para descobrir a classe de um objeto;  


					
c) família de funções is.na(), is.nan(), is.infinite() e is.null foram utilizadas  


					para testar se um valor é NA, NaN, infinito ou NULL, respectivamente.  

					Diferentemente dos objetos, as funções podem receber argumentos.  

					Argumentos são os valores que colocamos dentro dos parênteses e que as  

					funções precisam para funcionar (calcular algum resultado).  

					Por exemplo, a função c() precisa saber quais são os valores que formarão o  

					vetor que ela irá criar.  

					c(1, 3, 5)  

					[1] 1 3 5  

					Nesse caso, os valores 1, 3 e 5 são os argumentos da função c(). Os  

					argumentos de uma função são sempre separados por vírgulas.  

					Funções no R têm personalidade. Cada uma pode funcionar de um jeito  

					diferente das demais, mesmo quando fazem tarefas parecidas. Por exemplo,  

					vejamos a função sum().  

					sum(1, 3)  

					[1] 4  

					
Como podemos ver, essa função retorna a soma de seus argumentos. Também  


					podemos passar um vetor como argumento, e ela retornará a soma dos  

					elementos do vetor.  

					sum(c(1, 3))  

					[1] 4  

					Já a função mean(), que calcula a média de um conjunto de valores, exige que  

					você passe valores na forma de um vetor que só vai considerar o primeiro  

					número na média  

					mean(1, 3)  

				

			

		

		
			
				
					
				
			

			
				
					[1] 1  

					# Considera todos os valores dentro do vetor na média  

					mean(c(1, 3))  

					[1] 2  

					Como cada coluna de um data frame é um vetor, podemos calcular a média de  

					uma coluna fazendo:  

					mean(mtcars$mpg)  

					[1] 20.09062  

					
Também podemos usar argumentos para modificar o comportamento de uma  


					função. O que acontece se algum elemento do vetor for NA?  

					mean(c(1, 3, NA))  

					[1] NA  

					Como a função não sabe o valor do terceiro elemento do vetor, ela não sabe  

					qual é a média desses 3 elementos e, então, devolve NA. Como é muito  

					comum termos NA nas nossas bases de dados, é muito comum tentarmos  

					calcular a média de uma coluna que tem NA e recebermos NA como resposta.  

					Na grande maioria dos casos, queremos saber a média de uma coluna apesar  

					dos NAs. Isto é, queremos retirar os NAs e então calcular a média com os  

					valores que conhecemos. Para isso, podemos utilizar o argumento na.rm =  

					TRUE da função mean().  

					mean(c(1, 3, NA), na.rm = TRUE)  

					[1] 2  

					Esse argumento diz à função para remover os NAs antes de calcular a média.  

					Assim, a média calculada é: (1 + 3)/2.  

					Claro que cada função tem os seus próprios argumentos e nem toda função  

					terá o argumento na.rm=. Para saber quais são e como usar os argumentos de  

					uma função, basta acessar a sua documentação:  

					help(mean)  

				

			

		

		
			
				
					
				
			

			
				
					Os argumentos das funções também têm nomes, que podemos ou não usar na  

					hora de usar uma função. Veja por exemplo a função seq().  

					seq(from = 4, to = 10, by = 2)  

					
[1] 4 6 8 10  


					Entre outros argumentos, ela possui os argumentos from=, to= e by=. O que  

					ela faz é criar uma sequência (vetor) de by em by que começa em from e  

					termina em to. No exemplo, criamos uma função de 2 em 2 que começa em 4 e  

					termina em 10.  

					
Também poderíamos usar a mesma função sem colocar o nome dos  


					argumentos:  

					seq(4, 10, 2)  

					
[1] 4 6 8 10  


					Para utilizar a função sem escrever o nome dos argumentos, você precisa  

					colocar os valores na ordem em que os argumentos aparecem. E se você olhar  

					a documentação da função seq(), fazendo help(seq), verá que a ordem dos  

					argumentos é justamente from=, to= e by=.  

					Escrevendo o nome dos argumentos, não há problema em alterar a ordem dos  

					argumentos:  

					seq(by = 2, to = 10, from = 4)  

					
[1] 4 6 8 10  


					Mas se especificar os argumentos, a ordem importa. Veja que o resultado será  

					diferente.  

					seq(2, 10, 4)  

					
[1] 2 6 10  


					A seguir, apresentamos algumas funções nativas do R úteis para trabalhar com  

					data frames :  

					head() - Mostra as primeiras 6 linhas.  

					tail() - Mostra as últimas 6 linhas.  

					dim() - Número de linhas e de colunas.  

					names() - Os nomes das colunas (variáveis).  

				

			

		

		
			
				
					
				
			

			
				
					str() - Estrutura do data frame. Mostra, entre outras coisas, as classes de cada  

					coluna.  

					cbind() - Acopla duas tabelas lado a lado.  

					rbind() - Empilha duas tabelas.  

					Além de usar funções já prontas, você pode criar a sua própria função. A  

					sintaxe é a seguinte:  

					nome_da_funcao <- function(argumento_1, argumento_2) {  

					# Código que a função irá executar  

					}

					Repare que function é um nome reservado no R, isto é, você não pode criar um  

					objeto com esse nome.  

					Um exemplo: vamos criar uma função que soma dois números.  

					minha_soma <- function(x, y) {  

					soma <- x + y  

					
soma # resultado retornado  


					}

					Essa função tem os seguintes componentes:  

					minha_soma: nome da função  

					x e y: argumentos da função  

					soma <- x + y: operação que a função executa  

					soma: valor retornado pela função  

					Após rodarmos o código de criar a função, podemos utilizá-la como qualquer  

					outra função do R.  

					minha_soma(2, 2)  

					[1] 4  

				

			

		

		
			
				
					
				
			

			
				
					O objeto soma só existe dentro da função, isto é, além de ele não ser colocado  

					no seu environment, ele só existirá na memória (RAM) enquanto o R estiver  

					executando a função. Depois disso, ele será apagado. O mesmo vale para os  

					argumentos x e y.  

					O valor retornado pela função representa o resultado que receberemos ao  

					utilizá-la. Por padrão, a função retornará sempre a última linha de código que  

					existir dentro dela.  

					No nosso exemplo, a função retorna o valor contido no objeto soma, pois é isso  

					que fazemos na última linha de código da função.  

					Repare que se atribuirmos o resultado a um objeto, ele não será mostrado no  

					console:  

					resultado <- minha_soma(3, 3)  

					# Para ver o resultado, rodamos o objeto `resultado`  

					resultado  

					[1] 6  

					Agora, o que acontece se a última linha da função não devolver um objeto?  

					Veja:  

					minha_nova_soma <- function(x, y) {  

					soma <- x + y  

					}

					A função minha_nova_soma() apenas cria o objeto soma, sem retorná-lo como  

					na função minha_soma(). Se utilizarmos essa nova função, nenhum valor é  

					devolvido no console:  

					minha_nova_soma(1, 1)  

					No entanto, a última linha da função agora é a atribuição soma <- x + y e esse  

					será o “resultado retornado”. Assim, podemos visualizar o resultado da função  

					fazendo:  

					resultado <- minha_nova_soma(1, 1)  

					resultado  

					[1] 2  

				

			

		

		
			
				
					É como se, por trás das cortinas, o R estivesse fazendo resultado <- soma <- x  

					+ y, mas apenas o objeto resultado continua existindo, já que os objetos soma,  

					xe y são descartados após a função ser executada.  

					Claro que, na prática, é sempre bom criarmos funções que retornem na tela os  

					seus resultados, para evitar esse passo a mais se quisermos apenas ver o  

					resultado no console.  

					Assim, a função minha_soma() costuma ser preferível com relação à função  

					minha_nova_soma().  

					Exercícios  

					Ex. 1 Qual dos códigos abaixo devolverá um erro se for avaliado?  

					
a) 3 * 5 + 10  


					
b) function <- 10  


					
c) mean(1, 10)  


					
d) (soma <- sum(1, 1))  


					Ex. 2 Crie uma função que receba um número e retorne o quadrado deste  

					número.  

					Ex. 3 Crie uma função que receba 2 números e devolva a raiz quadrada da  

					soma desses números.  

					Ex. 4 Crie uma função que receba dois valores (numéricos) e devolva o maior  

					deles.  

					Ex. 5 Use a função runif() para criar uma função que retorne um número  

					aleatório inteiro entre 0 e 10 (0 e 10 inclusive). Caso você não conheça a  

					função runif(), rode help(runif) para ler a sua documentação.  

					Ex. 6 Rode help(sample) para descobrir o que a função sample() faz. Em  

					seguida:  

					
a) use-a para escrever uma função que devolva uma linha aleatória de um  


					data frame;  

					
b) generalize a função para retornar um número qualquer de linhas, que  


					poderá ser escolhido por quem for usá-la.  

				

			

		

		
			
				
					
				
			

			
				
					10. Condicionamento if else  

					As estruturas if e else servem para executarmos um código apenas se uma  

					condição (teste lógico) for satisfeita.  

					No código abaixo, a função Sys.time(), que retorna a data/hora no momento da  

					execução, só será avaliada se o objeto x for igual a 1.  

					# Não vai executar a função Sys.time()  

					x <- 2  

					if (x == 1) {  

					Sys.time()  

					}

					# Vai executar a função Sys.time()  

					x <- 1  

					if (x == 1) {  

					Sys.time()  

					}

					[1] "2024-05-05 17:07:50 -03"  

					O R só vai executar o que está na expressão dentro das chaves {} se a  

					expressão que estiver dentro dos parênteses () retornar TRUE. Veja outro  

					exemplo:  

					
# Vai fazer a soma  


					x <- c(1, 3, 10, 15)  

					if (class(x) == "numeric") {  

					sum(x)  

					}

					[1] 29  

					# Não vai fazer a soma  

					x <- c("a", "b", "c")  

					if (class(x) == "numeric") {  

				

			

		

		
			
				
					
				
			

			
				
					sum(x)  

					}

					Nesse exemplo, a soma só é executada se a classe do objeto x for numérica,  

					isto é, se x for um vetor de números.  

					Essa verificação poderia ser colocada dentro de uma função para evitarmos  

					que ela retorne um erro.  

					minha_soma <- function(x, y) {  

					if (class(x) == "numeric" & class(y) == "numeric") {  

					x + y  

					}

					}

					# Retorna a soma  

					minha_soma(1, 2)  

					[1] 3  

					# Não retorna nada  

					minha_soma("a", "b")  

					Nesses casos, é muito comum o uso das funções return() e stop() para,  

					respectivamente, retornar um resultado antecipadamente ou parar a execução  

					da função e devolver uma mensagem de erro personalizada.  

					Um exemplo usando return().  

					# Devolvendo um resultado antecipadamente  

					minha_soma_NA <- function(x, y) {  

					if (class(x) == "numeric" & class(y) == "numeric") {  

					soma <- x + y  

					return(soma)  

					}

					NA  

					}

				

			

		

		
			
				
					
				
			

			
				
					# Retorna a soma  

					minha_soma_NA(1, 2)  

					[1] 3  

					# Retorna NA  

					minha_soma_NA("a", "b")  

					[1] NA  

					# Retorna NA  

					minha_soma_NA(1, "b")  

					[1] NA  

					Na função minha_soma_NA(), a soma só é calculada e retornada se x e y  

					forem numéricos. Caso pelo menos um dos dois não seja, o código dentro do if  

					não é executado e o valor retornado é o NA.  

					Agora, usando stop().  

					# Agora, devolvendo um erro  

					minha_soma_erro <- function(x, y) {  

					if (class(x) != "numeric" | class(y) != "numeric") {  

					stop("A classe dos objetos x e y deve ser numérica.")  

					}

					x + y  

					}

					# Retorna a soma  

					minha_soma_erro(1, 2)  

					[1] 3  

					# Retorna erro  

					minha_soma_erro("a", "b")  

					Error in minha_soma_erro("a", "b") :  

					A classe dos objetos x e y deve ser numérica.  

				

			

		

		
			
				
					
				
			

			
				
					# Retorna erro  

					minha_soma_erro(1, "b")  

					Error in minha_soma_erro(1, "b") :  

					A classe dos objetos x e y deve ser numérica.  

					Na função minha_soma_erro(), testamos no if se a classe de x ou a classe de y  

					é diferente de numeric, isto é, se pelo menos um dos dois não é um número.  

					Se esse teste retornar TRUE, a função para a sua execução e devolve a  

					seguinte mensagem de erro: “A classe dos objetos x e y deve ser numérica.”.  

					Se o teste retorna FALSE, a soma é realizada e seu resultado nos é retornado.  

					O else funciona como uma extensão do if, dando uma alternativa caso o teste  

					executado seja falso.  

					
# Vai fazer a soma  


					x <- c(1, 3, 10, 15)  

					if (class(x) == "numeric") {  

					sum(x)  

					} else {  

					NA  

					}

					[1] 29  

					# Vai retornar NA  

					x <- c(1, 3, 10, "15")  

					if (class(x) == "numeric") {  

					sum(x)  

					} else {  

					NA  

					}

					[1] NA  

					
Também podemos usar o else para encadear vários ifs. Teste o código abaixo  


					com valores positivos e negativos para x.  

					x <- 0  

				

			

		

		
			
				
					
				
			

			
				
					if(x < 0) {  

					"negativo"  

					} else if(x == 0) {  

					"neutro"  

					} else if(x > 0) {  

					"positivo"  

					}

					[1] "neutro"  

					Repare que o if no último else poderia ser omitido.  

					x <- 0  

					if(x < 0) {  

					"negativo"  

					} else if(x == 0) {  

					"neutro"  

					} else {  

					"positivo"  

					}

					[1] "neutro"  

					Exercícios  

					Ex. 1 Escreva um script em R que receba a idade de uma pessoa como  

					entrada e, em seguida, determine se ela é elegível para votar nas eleições.  

					No Brasil, a idade mínima para votar é 16 anos. Se a idade fornecida for maior  

					ou igual a 16, o script deve imprimir "Você é elegível para votar!". Caso  

					contrário, deve imprimir "Você ainda não é elegível para votar.".  

					Ex. 2 Escreva um script em R que receba um número como entrada e  

					determine se ele é positivo, negativo ou igual a zero. O script deve imprimir  

					uma mensagem correspondente para cada caso.  

				

			

		

		
			
				
					
				
			

			
				
					11. Iteradores for e while  

					O for pode ser utilizado para fazer os famosos loopings de programação, isto é,  

					repetir uma mesma tarefa para um conjunto de valores diferentes.  

					Cada repetição é chamada de iteração e o objeto que muda de valor em cada  

					iteração é chamado de iterador.  

					numero_de_colunas <- ncol(mtcars)  

					for (coluna in 1:numero_de_colunas) {  

					media <- mean(mtcars[,coluna])  

					print(media)  

					}

					[1] 20.09062  

					[1] 6.1875  

					[1] 230.7219  

					[1] 146.6875  

					[1] 3.596563  

					[1] 3.21725  

					[1] 17.84875  

					[1] 0.4375  

					[1] 0.40625  

					[1] 3.6875  

					[1] 2.8125  

					O código acima vai calcular a média de cada coluna do data frame mtcars.  

					Alguns pontos importantes:  

					No exemplo, temos 11 iterações e o objeto coluna é o iterador.  

					Como numero_de_colunas é igual a 11, a expressão 1:numero_de_colunas  

					cria uma sequência de números de 1 a 11.  

					A expressão coluna in 1:numero_de_colunas indica que o valor de coluna será  

					1 na primeira iteração, 2 na segunda iteração, 3 na terceira e assim por diante.  

					O código dentro do for não é retornado para o usuário ao fim de cada iteração.  

					Por isso, para ver os resultados no Console, usamos a função print().  

					
Também podemos salvar as médias em um vetor.  


					numero_de_colunas <- ncol(mtcars)  

					# Antes, criamos um vetor vazio.  

					medias <- c()  

				

			

		

		
			
				
					
				
			

			
				
					for (coluna in 1:numero_de_colunas) {  

					medias[coluna] <- mean(mtcars[,coluna])  

					}

					medias  

					
[1] 20.090625 6.187500 230.721875 146.687500 3.596563 3.217250  


					17.848750 0.437500 0.406250  

					[10] 3.687500 2.812500  

					Assim como o for, o while também é um iterador.  

					O código a seguir irá imprimir na tela o valor de i enquanto este objeto for  

					menor que 3. Quando a condição dentro das chaves {} não for mais respeitada,  

					o processo será interrompido.  

					i <- 1  

					while (i < 3){  

					print(i)  

					
i <- i + 1  


					}

					[1] 1  

					[1] 2  

					É importante que o valor de i seja atualizado em cada interação, caso contrário  

					a função entrará em um loop infinito. Por isso fazemos i <- i + 1 após o print.  

					Exercícios  

					Ex. 1 Por que o código abaixo retorna erro? Arrume o código para retornar o  

					valor TRUE.  

					x <- 4  

					if(x = 4) {  

					TRUE  

					}

					Ex. 2 Usando if e else, escreva um código que retorne a string "número" caso o  

					valor seja da classe numeric ou integer; a string "palavra" caso o valor seja da  

					classe character; e NA caso contrário.  

				

			

		

		
			
				
					Ex. 3 Usando apenas for e a função length(), construa uma função que calcule  

					a média de um vetor número qualquer. Construa uma condição para a função  

					retornar NULL caso o vetor não seja numérico.  

					
Ex. 4 Utilize o vetor “a” para resolver as questões a seguir:  


					x <- c(10, 3, 5, -1, 3, -4, 8, 9, -10)  

					
a) Utilize o for para imprimir as médias acumuladas do vetor a, isto é,  


					primeiro vamos imprimir 10, depois a média entre 10 e 3, depois a média  

					entre 10, 3 e 5 e assim por diante.  

					
b) Adapte o laço que você fez no item anterior para ignorar os valores  


					negativos, isto é, em caso de valor negativo, o laço não deve calcular a  

					média e não imprimir nada.  

				

			

		

		
			
				
					
				
			

			
				
					12. Matrizes fundamentais  

					As matrizes no R podem ser tratadas como vetores com duas dimensões. Por  

					serem vetores, elas só podem conter elementos de uma mesma classe. Por  

					possuírem duas dimensões, as operações de subsetting devem ser realizadas  

					utilizando a sintaxe matriz[linha, coluna].  

					Para criar uma matriz, utilizamos a função matrix(). Precisamos definir quais  

					elementos formarão a matriz e qual será o número de linhas e colunas.  

					# Uma matriz de 2 linhas e 3 colunas  

					m <- matrix(1:9, nrow = 3, ncol = 3)  

					m

					[,1] [,2] [,3]  

					[1,] 1 4 7  

					[2,] 2 5 8  

					[3,] 3 6 9  

					dim(m)  

					[1] 3 3  

					Repare que os números de 1 a 9 foram dispostos na matriz coluna por coluna  

					(column-wise), ou seja, preenchendo de cima para baixo e depois da esquerda  

					para a direita. Esse comportamento pode ser alterado se utilizarmos o  

					argumento byrow=.  

					matrix(1:9, nrow = 3, ncol = 3, byrow = TRUE)  

					[,1] [,2] [,3]  

					[1,] 1 2 3  

					[2,] 4 5 6  

					[3,] 7 8 9  

					Subsetting de matrizes é muito parecido com o de data frames.  

					# Seleciona a terceira linha  

					m[3, ]  

					[1] 3 6 9  

					# Seleciona a segunda coluna  

				

			

		

		
			
				
					
				
			

			
				
					m[ , 2]  

					[1] 4 5 6  

					# Seleciona o primeiro elemento da segunda coluna  

					m[1, 2]  

					[1] 4  

					A seguir, apresentamos algumas operações úteis para trabalhar com matrizes.  

					# Matriz transposta  

					t(m)  

					[,1] [,2] [,3]  

					[1,] 1 2 3  

					[2,] 4 5 6  

					[3,] 7 8 9  

					# Matriz identidade 3 por 3  

					n <- diag(3)  

					n

					[,1] [,2] [,3]  

					[1,] 1 0 0  

					[2,] 0 1 0  

					[3,] 0 0 1  

					# Multiplicação por escalar  

					n * 2  

					[,1] [,2] [,3]  

					[1,] 2 0 0  

					[2,] 0 2 0  

					[3,] 0 0 2  

					# Multiplicação matricial  

					m %*% n  

					[,1] [,2] [,3]  

					[1,] 1 4 7  

					[2,] 2 5 8  

					[3,] 3 6 9  

				

			

		

		
			
				
					
				
			

			
				
					# Matriz inversa de m  

					n2 <- n * 2  

					solve(n2)  

					[,1] [,2] [,3]  

					[1,] 0.5 0.0 0.0  

					[2,] 0.0 0.5 0.0  

					[3,] 0.0 0.0 0.5  

					Exercício  

					Ex. 1 Crie um script em R que receba uma matriz como entrada e retorne a  

					média de todos os seus elementos.  

				

			

		

		
			
				
					
				
			

			
				
					13. Fatores  

					Fatores são uma classe de objetos no R criada para representar as variáveis  

					categóricas numericamente. Essa classe possui um atributo especial: os levels.  

					Levels são nada mais do que as categorias possíveis de uma variável  

					categórica.  

					Como exemplo, imagine que o objeto sexo guarde uma coluna que indica o  

					sexo de uma pessoa: F para feminino e M para masculino. Normalmente, essa  

					coluna seria importada para o R como texto.  

					Podemos transformá-la em fator utilizando a função as.factor().  

					# Variável sexo como texto  

					sexo <- c("F", "M", "M", "M", "F", "F", "M")  

					sexo  

					[1] "F" "M" "M" "M" "F" "F" "M"  

					# Variável sexo, como fator  

					as.factor(sexo)  

					[1] F M M M F F M  

					Levels: F M  

					Repare que a saída do objeto sexo quando o transformamos em fator tem uma  

					informação a mais. Na última linha, visualizamos os levels desse fator, isto é,  

					um conjunto das categorias possíveis do fator sexo (no caso, F e M).  

					Por padrão, os levels são ordenados por ordem alfabética. Veremos mais  

					adiante que isso pode fazer diferença na construção de gráficos e na aplicação  

					de modelos.  

					A diferença entre fatores e texto dentro do R é como eles são representados  

					internamente. Enquanto objetos da classe character realmente são  

					representados como texto, fatores são representados como números inteiros.  

					# Em geral, não é possível transformar textos em números  

					as.numeric(sexo)  

					[1] NA NA NA NA NA NA NA  

					Warning message:  

					NAs introduzidos por coerção  

				

			

		

		
			
				
					
				
			

			
				
					# Mas podemos transforrma fatores em inteiros  

					fator <- as.factor(sexo)  

					as.numeric(fator)  

					[1] 1 2 2 2 1 1 2  

					Internamente, cada level de um fator é representado como um inteiro. No  

					exemplo anterior, o level F está sendo representado como 1 e o level M como  

					2.  

					Se um fator tiver 10 levels, teremos os inteiros de 1 a 10 representando esse  

					fator.  

					# letters é um objeto nativo do R  

					letras <- letters[1:10]  

					fator <- as.factor(letras)  

					fator  

					[1] a b c d e f g h i j  

					Levels: a b c d e f g h i j  

					as.numeric(fator)  

					
[1] 1 2 3 4 5 6 7 8 9 10  


					O texto que vemos quando avaliamos um fator (F e M em vez de 1 e 2, por  

					exemplo) é apenas uma “etiqueta” que o R coloca em cima dos inteiros. As  

					diferentes etiquetas de um fator são justamente os levels.  

					Como fatores são sempre representados internamente por inteiros sequencias  

					começando do 1 (1, 2, 3, …) e esses inteiros são sempre atribuídos conforme a  

					ordem alfabética dos levels, um erro muito comum é tentar transformar levels  

					numéricos em números:  

					
# Texto  


					vetor <- c("10", "55", "55", "12", "10", "-5", "-90")  

					vetor  

					
[1] "10" "55" "55" "12" "10" "-5" "-90"  


				

			

		

		
			
				
					
				
			

			
				
					# Fator  

					fator <- as.factor(vetor)  

					fator  

					
[1] 10 55 55 12 10 -5 -90  


					Levels: -5 -90 10 12 55  

					# Número  

					as.numeric(fator)  

					[1] 3 5 5 4 3 1 2  

					Quando transformamos o objeto vetor em um fator, o R não enxerga os  

					“números” dentro dele. Para o R, é tudo texto. Então, como nos outros  

					exemplos, cada “número” será representado por um inteiro, atribuído pela  

					ordem alfabética.  

					Uma forma de evitar esse problema é transformar o fator em texto antes de  

					transformá-lo em número.  

					# Voltando para texto  

					texto <- as.character(fator)  

					texto  

					
[1] "10" "55" "55" "12" "10" "-5" "-90"  


					# Agora sim os números originais  

					as.numeric(texto)  

					
[1] 10 55 55 12 10 -5 -90  


					Exercício  

					Ex. 1 Você é um professor e está organizando uma lista de alunos de uma  

					turma. Cada aluno possui uma categoria de desempenho: "Ótimo", "Bom",  

					"Regular" ou "Fraco". Você decidiu armazenar essas categorias como fatores  

					em R para facilitar a análise dos dados.  

					Crie um script em R que faça o seguinte:  

					Crie um vetor contendo as categorias de desempenho de 10 alunos, escolhidas  

					aleatoriamente. Converta o vetor em um fator, atribuindo os níveis na ordem:  

				

			

		

		
			
				
					
"Ótimo", "Bom", "Regular" e "Fraco". Imprima os níveis do fator. Imprima a  


					quantidade de alunos em cada categoria de desempenho.  

				

			

		

		
			
				
					14. Gráficos com R base  

					O R já vem com funções básicas que fazem gráficos estatísticos de todas as  

					naturezas.  

					Vantagens: são rápidas e simples.  

					Desvantagens: os gráficos são simplórios e geralmente é difícil gerar gráficos  

					mais elaborados.  

					Agora, mostraremos como construir alguns tipos de gráficos usando as funções  

					base do R, mas o nosso foco em visualização de dados está nas funções do  

					pacote ggplot2.  

					14.1 Gráfico de dispersão e linhas  

					Para construir um gráfico de dispersão, utilizamos a função plot(). Seus  

					principais parâmetros são:  

					x, y: vetores para representarem os eixos x e y.  

					type: tipo de gráfico. Pode ser pontos, linhas, escada, entre outros.  

					Para mais detalhes sobre os argumentos, ver help(plot).  

					N <- 100  

					x <- 1:N  

					y <- 5 + 2 * x + rnorm(N, sd = 30)  

					plot(x, y)  

				

			

		

		
			
				
					
				
			

			
				
					Figura: Gráfico de dispersão  

					No código acima, a função rnorm() gera uma amostra aleatória da distribuição  

					Normal com média 0 e desvio-padrão 30.  

					O parâmetro type = "l" indica que queremos que os pontos sejam interligados  

					por linhas.  

					plot(x, y, type = "l")  

					14.2 Histograma  

					Para construir histogramas, utilizamos a função hist(). Os principais parâmetros  

					são:  

					x: o vetor numérico para o qual o histograma será construído.  

					breaks: número (aproximado) de retângulos.  

					hist(rnorm(1000))  

					hist(rnorm(1000), breaks = 6)  

				

			

		

		
			
				
					
				
			

			
				
					Essas linhas vão gerar os dois gráficos a seguir:  

					Figura: Gráfico de histograma (1).  

				

			

		

		
			
				
					
				
			

			
				
					Figura: Gráfico de histograma (2).  

					14.3 Boxplot  

					Para construir boxplots, utilizamos a função boxplot(). Os principais parâmetros  

					são:  

					x: o vetor numérico para o qual o boxplot será construído.  

					boxplot(mtcars$mpg, col = "lightgray")  

					Observe que o argumento col= muda a cor da caixa do boxplot.  

					Para mapear duas variáveis ao gráfico, passamos um data frame para o  

					argumento data= e utilizamos a seguinte sintaxe var_numerica ~  

					var_categorica.  

					boxplot(mpg ~ cyl, data = mtcars, col = "purple")  

				

			

		

		
			
				
					
				
			

			
				
					Figura: Gráfico de boxplot.  

					14.4 Gráfico de barras  

					Para construir gráficos de barras, precisamos combinar as funções table() e  

					barplot().  

					No gráfico abaixo, primeiro criamos uma tabela de frequências com a função  

					table() e, em seguida, construímos o gráfico com a função barplot().  

					tabela <- table(mtcars$cyl)  

					tabela  

					4 6 8  

					
11 7 14  


					barplot(tabela)  

				

			

		

		
			
				
					
				
			

			
				
					Figura: Gráfico de barras.  

				

			

		

		
			
				
					15. Instalação dos pacotes  

					Existem três principais maneiras de instalar pacotes. Em ordem de frequência,  

					são:  

					
a) Via CRAN (Comprehensive R Archive Network): install.packages("nome-  


					do-pacote").  

					
b) Via Github: devtools::install_github("nome-do-usuario/nome-do-  


					repositorio").  

					
c) Via arquivo .zip/.tar.gz: install.packages("C:/caminho/nome-do-  


					pacote.zip", repos = NULL).  

					Para conseguir instalar alguns pacotes no Linux, você pode precisar instalar  

					dependências do sistema manualmente. Por exemplo, se você quer instalar o  

					pacote devtools no R, será necessário ter as bibliotecas curl, openssl, httr e  

					git2r.  

					Essas dependências geralmente podem ser instaladas no terminal por meio do  

					comando apt-get install nome-da-biblioteca.  

					Caso você não consiga instalar um pacote devido a ausência de uma  

					dependência, uma maneira de saber quais bibliotecas você precisa instalar é  

					observar as mensagens que aparecem no console durante a tentativa da  

					instalação do pacote.  

					15.1 Por meio do CRAN  

					Instale pacotes que não estão na sua biblioteca usando a função  

					install.packages("nome_do_pacote").  

					Por exemplo:  

					install.packages("magrittr")  

					Assim, de agora em diante, não precisa mais instalar. Basta carregar o pacote  

					com library(magrittr).  

					Escreva nome_do_pacote::nome_da_funcao() se quiser usar apenas uma  

					função de um determinado pacote.  

					O operador :: serve para isso. Essa forma também é útil quando se tem duas  

					funções com o mesmo nome e precisamos garantir que o código vá usar a  

					função do pacote correto.  

				

			

		

		
			
				
					15.2 Por meio do Github  

					Pessoas desenvolvedoras costumam disponibilizar a última versão de seus  

					pacotes no Github, e alguns deles sequer estão no CRAN. Mesmo assim ainda  

					é possível utilizá-los instalando diretamente pelo github. O comando é  

					igualmente simples:  

					devtools::install_github("rstudio/shiny")  

					Apenas será necessário o username e o nome do repositório (que geralmente  

					tem o mesmo nome do pacote). No exemplo acima, o username foi “rstudio” e  

					o repositório foi “shiny”.  

					Se você não é familiar com o github, não se preocupe! Os pacotes  

					disponibilizados na plataforma geralmente têm um README cuja primeira  

					instrução é sobre a instalação. Se não tiver, provavelmente este pacote não te  

					merece!  

					15.3 Por meio de arquivo compactado (zip ou targz)  

					Se você precisar instalar um pacote que está zipado no seu computador (ou  

					em algum servidor), utilize o seguinte comando:  

					install.packages("C:/caminho/para/o/arquivo/zipado/nome-do-pacote.zip", repos  

					= NULL)  

					É semelhante a instalar pacotes via CRAN, com a diferença que agora o nome  

					do pacote é o caminho inteiro até o arquivo.  

					O parâmetro repos = NULL informa que estamos instalando a partir da máquina  

					local. A aba Packages do RStudio também ajuda a administrar os seus  

					pacotes.  

				















