
  
    
  


  
    Aprendizado de máquina


    Poliana N. Ferreira


    Editora Senac São Paulo – São Paulo – 2024

  


  
    
      Capítulo 1


      Conceitos fundamentais de aprendizado de máquina

    


    A inteligência artificial (IA) está revolucionando nosso dia a dia com aplicações cada vez mais avançadas e integradas. Por exemplo, encontramos a IA em sistemas de reconhecimento facial em smartphones, tornando a segurança mais acessível e personalizada. Em assistentes virtuais, como o ChatGPT, a IA facilita a interação e o acesso à informação, agindo como um companheiro digital. Além disso, em plataformas como Netflix e Spotify, sistemas de recomendação baseados em IA analisam nossas preferências para sugerir conteúdo de forma personalizada.


    Mas como tudo isso funciona? No cerne dessas capacidades revolucionárias está o aprendizado de máquina (machine learning – ML), um campo dinâmico que é o motor por trás de muitas dessas inovações. O aprendizado de máquina é essencialmente a capacidade das máquinas de aprender a partir de dados. Diferentemente da programação convencional, na qual as regras e lógica são explicitamente definidas pelos programadores, no ML, os sistemas são treinados para reconhecer padrões e tomar decisões baseadas em dados. Esse processo de treinamento é multifacetado, envolvendo várias etapas críticas.


    Neste capítulo, vamos destrinchar todas essas etapas e temas envolvidos no processo de construção de sistemas de aprendizado de máquina: dados, treinamento, modelos, teste, validação e generalização. Com isso, formaremos uma base sólida de entendimento para nos aprofundarmos no tema e criar nossos próprios sistemas.


    1 O que é aprendizado de máquina?


    Devido às suas habilidades de aprendizado e tomada de decisões, o aprendizado de máquina é frequentemente confundido com IA, embora, na realidade, seja uma subárea desta, tal como apresentado na figura 1. Essencialmente, o aprendizado de máquina representa uma abordagem prática e cada vez mais influente para alcançar a IA (Medeiros, 2018).


    
      Figura 1 – Relação entre IA, aprendizado de máquina e aprendizado profundo


      [image: A figura apresenta um conjunto de três círculos concêntricos que ilustram a relação entre inteligência artificial, aprendizado de máquina e aprendizado profundo. O maior círculo, na cor azul clara, representa a inteligência artificial e é definido como “Um programa que pode sentir, raciocinar, agir e adaptar”. Dentro deste, há um círculo intermediário em um tom de azul mais escuro, simbolizando o aprendizado de máquina, descrito como “Algoritmos que melhoram seu desempenho à medida que são expostos a mais dados ao longo do tempo”. No centro, o círculo mais interno, em azul ainda mais escuro, representa o aprendizado profundo, especificado como “ Subconjunto de aprendizado de máquina no qual redes neurais multicamadas aprendem com grandes quantidades de dados”. Essa representação gráfica sugere uma relação de subconjunto, em que o aprendizado profundo é uma parte do aprendizado de máquina, que, por sua vez, é uma parte da inteligência artificial, indicando que cada termo é um aspecto específico dentro do campo mais amplo que o precede.]

      Fonte: Adaptado de Singh (2018).

    


    Isso porque, diferentemente da IA em geral, que inclui qualquer técnica que permite aos computadores imitar a inteligência humana, incluindo raciocínio, aprendizado, percepção e linguagem natural (Russell; Norvig, 2022), o aprendizado de máquina é especificamente focado em algoritmos e modelos estatísticos que permitem às máquinas melhorar seu desempenho em uma tarefa com base em dados (Faceli et al., 2011). Enquanto a IA pode abranger sistemas baseados em lógica e regras, o aprendizado de máquina depende do reconhecimento de padrões e da aprendizagem a partir dos dados para fazer previsões.


    
      Figura 2 – Diferença em programação tradicional e treinamento das máquinas


      [image: A figura contrasta dois conceitos: Programação tradicional, indicada como menos preferida por uma cruz vermelha sobre a figura de uma pessoa programando em um computador, e Aprendizado de máquina, ilustrado por um computador exibindo uma rede neural, simbolizando o aprendizado de máquina. A comparação sugere uma transição ou preferência pelo uso de modelos que aprendem e se adaptam automaticamente, em vez de programação manual e rígida.]

      Fonte: Adaptado de Minardi (2022).

    


    1.1 História do aprendizado de máquina


    Apesar do conceito de máquinas que aprendem já tenha estado presente há algum tempo, foi na década de 1950 que começamos a ver o aprendizado de máquina em ação (Fradkov, 2020). Arthur Samuel, um cientista da computação na IBM e pioneiro em IA e jogos de computador, cunhou o termo “Aprendizado de Máquina” em 1959, quando desenvolveu um programa de computador para jogar damas, que aprendia com a experiência (Samuel, 1959). Vale mencionar também que, no final da década de 1050, Frank Rosenblatt criou o Perceptron, um modelo inicial significativo para o início do desenvolvimento das redes neurais (Rosenblatt, 1958).


    Durante as décadas de 1960 a 1980, o aprendizado de máquina experimentou um avanço significativo em pesquisa, com a introdução de vários algoritmos que se tornariam fundamentais para o campo. As árvores de decisão (Loh, 2014), introduzidas nesse período, são estruturas que representam uma série de escolhas baseadas em dados e seus possíveis resultados. Ao mesmo tempo, o algoritmo K-nearest neighbors (KNN) (Cover; Hart, 1967) foi desenvolvido, um método simples que classifica um novo dado com base na similaridade e proximidade com dados já conhecidos. Já o K-means (MacQueen, 1967) emergiu como uma técnica para agrupar dados em conjuntos, ou clusters, com base em suas características e sem necessidade de etiquetas prévias.


    Nesse mesmo período, dois algoritmos importantes foram aprimorados: a regressão logística e o classificador Naive Bayes. A regressão logística (Cramer, 2002) é um método versátil de classificação que utiliza uma função logística para modelar a probabilidade de um exemplo pertencer a determinada classe. Ela é amplamente utilizada em problemas de classificação binária e também pode ser estendida para classificação multiclasse. O classificador Naive Bayes, por outro lado, baseado na aplicação do teorema de Bayes (1763), é um classificador probabilístico que assume a independência entre os atributos dos dados.


    O final dos anos 1990 marcou um ponto de virada com o supercomputador Deep Blue, da IBM, derrotando Garry Kasparov no xadrez (IBM, [2023?]). Deep Blue utilizava uma combinação de força bruta para avaliar milhões de posições por segundo e algoritmos sofisticados de aprendizado de máquina para aprimorar suas estratégias de jogo. Essa conquista não só provou a viabilidade de máquinas em desafios intelectuais complexos, como também inspirou uma nova onda de interesse e desenvolvimento no campo. Durante esse período, o aprendizado de máquina viu o aprimoramento de técnicas existentes e o desenvolvimento de novos métodos. Os algoritmos de boosting, introduzidos por Robert Schapire em 1990, e as florestas aleatórias, propostas por Tin Kam Ho em 1995 (Ho, 1995), são exemplos de inovações significativas dessa era.


    A popularização do deep learning por Geoffrey Hinton e Ruslan Salakhutdinov (2006) marcou o início de ainda uma nova era no aprendizado de máquina. Essas redes, com suas múltiplas camadas de processamento, são capazes de aprender representações muito complexas dos dados, abrindo caminho para avanços significativos em áreas como reconhecimento de voz, texto e imagem.


    Um marco fundamental nessa trajetória foi o ImageNet,[1] uma vasta base de dados de imagens que se tornou um recurso crucial para o treinamento e avaliação de modelos de visão computacional. O ImageNet Large Scale Visual Recognition Challenge (ILSVRC), um desafio anual iniciado em 2010, estimulou o desenvolvimento de modelos de deep learning cada vez mais eficazes e precisos. Em 2012, um modelo chamado AlexNet (Krizhevsky; Sutskever; Hinton, 2012), projetado por Alex Krizhevsky sob a orientação de Geoffrey Hinton, alcançou desempenho revolucionário no desafio, marcando um ponto de virada na comunidade de pesquisa e solidificando a relevância do deep learning.


    Além disso, o sucesso do AlphaGo, desenvolvido pela DeepMind (2016), demonstrou a eficácia da combinação de redes neurais profundas com aprendizado por reforço, estabelecendo um novo padrão para sistemas inteligentes.


    
      [image: Ícone] PARA SABER MAIS


      A história de como o AlphaGo foi desenvolvido e como derrotou o campeão do mundo no jogo é fascinante. Ela mostra o poder da criatividade que os modelos de aprendizado de máquina têm nos dias de hoje. Inclusive, foi produzido o documentário AlphaGo – The Movie | Full award-winning documentar, disponibilizado pelo canal Google Deep Mind no YouTube, em parceira com a e Netflix, contando tudo em detalhes e de forma emocionante.


      
        


        

      

    


    O avanço recente da IA generativa é outro marco notável no campo. As tecnologias de IA generativa, como as Redes Generativas Adversárias (GANs) (Goodfellow, 2014) e os modelos de linguagem baseados em transformadores (Vaswani et al., 2017), como o GPT (OpenAI, 2023; Radford et al., 2018), são exemplos de como o ML está evoluindo para além de aprender a analisar e classificar dados, mas também aprender a criar novos conteúdos em diferentes formatos, como imagens e textos. A figura 3 apresenta uma imagem gerada por meio dessas tecnologias, quando lhes foi pedida uma imagem sobre a geração de conteúdo com a IA.


    
      Figura 3 – Imagem gerada por IA (Dall-E) sobre geração de conteúdo com IA


      [image: Um robô humanoide está sentado em uma cadeira mexendo em um computador futurista. Ele está recebendo no peito uma conexão com o robô que está representado na tela, como se eles estivessem se comunicando. No fundo, há diversos grafos e imagens tecnológicas, assim como a sigla AI. A imagem é predominantemente em tons de azul.]

      Fonte: Criado pelo Dall-E – ChatGPT, modelo GPT-4, em 24 jan. 2024.

    


    Hoje, o aprendizado de máquina é uma parte integrante de diversas tecnologias, desempenhando um importante papel em setores como detecção de fraudes, previsão de tendências de mercado, análise de dados, personalização de experiências de usuário, recomendação de produtos e desenvolvimento de veículos autônomos. O futuro promete avanços ainda mais impressionantes, com o aprendizado de máquina continuando a impulsionar inovações.


    2 Dicionário do aprendizado de máquina


    Esta seção é dedicada a esclarecer, definir e explorar os termos e conceitos essenciais que constituem o universo do aprendizado de máquina (ML). Aqui, ela funcionará como um guia de referência, oferecendo explicações claras e concisas dos principais termos usados nessa área fascinante e em rápida evolução.


    2.1 Dados


    Dados em aprendizado de máquina (ML) se referem a informações cruciais que alimentam algoritmos e modelos. Eles podem assumir várias formas, incluindo números, texto, imagens e áudio. Existem três tipos principais de dados: estruturados (como tabelas e bancos de dados), não estruturados (como texto livre e mídia) e semiestruturados (com alguma organização, como JSON).


    A origem dos dados varia, indo de sensores em dispositivos físicos até registros digitais, web, redes sociais e conjuntos de dados públicos. A qualidade e representatividade dos dados são fundamentais no sucesso de projetos de ML, e a compreensão de sua origem e estrutura é essencial para desenvolvedores, engenheiros de ML e cientistas de dados.


    Em resumo, dados são a base do ML, vindo em diferentes formas e de diversas fontes. Eles são importantes na construção de modelos de aprendizado de máquina, tornando a compreensão de sua natureza e origem um aspecto vital na jornada pelo campo.


    2.2 Inputs, outputs, labels e atributos


    No contexto do aprendizado de máquina, os inputs, ou entradas de dados, são a matéria-prima essencial para a construção de modelos. Eles representam informações, variáveis ou recursos que são fornecidos como dados de entrada para um modelo de ML. Essas entradas podem ser de naturezas diversas, abrangendo desde números e valores numéricos até texto, imagens, áudio e outras formas de dados.


    Os outputs, por outro lado, são as respostas ou os resultados que um modelo de aprendizado de máquina gera com base nas entradas de dados fornecidas. Eles podem assumir várias formas, dependendo da tarefa em questão. Em problemas de classificação, os outputs são frequentemente categorias ou rótulos que indicam a classe à qual um exemplo pertence. Em problemas de regressão, eles consistem em valores numéricos que representam estimativas ou previsões. Além disso, em problemas generativos, os outputs podem incluir a criação de novos dados, como imagens, texto ou áudio, com base nas informações aprendidas pelo modelo. Essas saídas representam as respostas do modelo à tarefa específica a que ele foi projetado para resolver, seja classificando dados, fazendo previsões ou gerando novos conteúdos criativos.


    Os labels, ou rótulos, são informações cruciais, especialmente no contexto do treinamento supervisionado. Eles são associados aos exemplos de treinamento e indicam qual categoria ou valor correto corresponde a cada exemplo. Durante o processo de treinamento, o modelo utiliza esses rótulos conhecidos para aprender a fazer previsões precisas. Essa comparação entre as previsões do modelo e os rótulos reais permite que o modelo ajuste seus parâmetros internos para melhorar seu desempenho ao longo do tempo.


    Por fim, os atributos ou características são as propriedades específicas que descrevem os exemplos de dados. Eles são os elementos individuais que compõem as entradas de dados e são usados pelo modelo para extrair informações relevantes e fazer previsões. Os atributos podem variar significativamente com base no domínio do problema. Em imagens, eles podem ser representados pelos valores dos pixels. Em dados de texto, os atributos podem ser palavras, termos ou características específicas do texto. Já em dados tabulares, são os valores de cada uma das colunas presentes.


    2.3 Algoritmos


    Em aprendizado de máquina, algoritmos ocupam uma posição central. Eles representam conjuntos de regras e procedimentos matemáticos que orientam a tomada de decisões por parte dos modelos de ML. Em essência, os algoritmos servem como o cérebro por trás do ML, capacitando modelos a aprender com os dados e a realizar previsões ou classificações. Existem diversos tipos de algoritmos de ML, cada um com suas próprias características e aplicações específicas.


    2.4 Treinamento


    No aprendizado de máquina, treinamento se refere ao processo no qual um algoritmo é ajustado para aprender padrões e relações em um conjunto de dados. Durante o treinamento, o algoritmo utiliza exemplos de dados para aprender a executar tarefas específicas. Isso envolve a otimização dos parâmetros internos do algoritmo para minimizar erros ou desvios entre as previsões geradas e os dados de entrada.


    2.5 Parâmetros e hiperparâmetros


    Os parâmetros em ML são as variáveis internas de um modelo que são ajustadas durante o processo de treinamento. Esses parâmetros permitem que o modelo se adapte aos dados de treinamento, de modo a fazer previsões ou classificações precisas. Eles são essenciais para o funcionamento do modelo, pois influenciam diretamente sua capacidade de aprender e representar os padrões nos dados.


    Já os hiperparâmetros controlam aspectos do processo de treinamento e do modelo em si, como a taxa de aprendizado, o número de épocas de treinamento, a complexidade do modelo, entre outros. Os desenvolvedores ajustam os hiperparâmetros por meio de experimentação e validação para obter o melhor desempenho do modelo.


    2.6 Conjunto de dados de treino, validação e teste


    Dados de treino, validação e teste é uma divisão essencial de um conjunto de dados em ML que permite avaliar e validar o desempenho de modelos de ML. Essa divisão é projetada para garantir que o modelo seja treinado, ajustado e testado de maneira robusta e confiável.


    O conjunto de dados de treino é a porção inicial do conjunto de dados que é usada exclusivamente para treinar o modelo. O modelo aprende com exemplos presentes nesse conjunto, ajustando seus parâmetros ou pesos internos. O conjunto de dados de validação é uma parcela separada do conjunto de dados, que é usada durante o treinamento para ajustar os hiperparâmetros do modelo. Ele ajuda a encontrar a configuração ideal para o modelo, garantindo que ele não esteja superajustado (overfitting) aos dados de treino. O conjunto de dados de teste é uma parte independente do conjunto de dados que não foi vista pelo modelo durante o treinamento ou validação. É usado para avaliar o desempenho final do modelo e medir sua capacidade de generalização em dados não vistos.


    2.7 Overfitting e underfitting


    O overfitting é um fenômeno em ML que ocorre quando um modelo se adapta excessivamente aos dados de treinamento. Isso significa que o modelo se torna muito complexo e captura não apenas os padrões reais nos dados, mas também o ruído e as variações aleatórias. Como resultado, o modelo tem desempenho excelente nos dados de treino, mas sua capacidade de generalização para dados não vistos é prejudicada.


    O underfitting é o oposto do overfitting e ocorre quando um modelo é muito simples para capturar os padrões nos dados de treinamento. Isso resulta em um modelo que não consegue aprender adequadamente as relações nos dados e tem desempenho insatisfatório tanto nos dados de treino quanto nos dados de teste ou validação.


    2.8 Generalização


    A generalização é um conceito fundamental em ML que diz respeito à capacidade de um modelo de ML fazer previsões precisas em novos dados que não faziam parte do conjunto de treinamento. Em outras palavras, a generalização mede quão bem o modelo é capaz de aplicar o conhecimento adquirido durante o treinamento a situações do mundo real. Alcançar um equilíbrio entre overfitting (sobreajuste) e underfitting (subajuste) é crucial para a generalização bem-sucedida.


    2.9 Modelo


    Um modelo em ML é o resultado do processo de treinamento de um algoritmo em um conjunto de dados. Ele é uma representação matemática ou computacional das relações e dos padrões identificados durante o treinamento. Uma vez gerado, o modelo pode ser implementado em ambientes de produção para realizar tarefas específicas, como classificação, regressão, reconhecimento de padrões, entre outras. Ele é capaz de aplicar o conhecimento adquirido durante o treinamento a novos dados, permitindo automação e tomada de decisões baseadas em dados.


    3 Como o aprendizado de máquina funciona?


    A mecânica subjacente ao aprendizado de máquina envolve um processo iterativo e multifacetado, focado na construção e refinamento de modelos computacionais que podem aprender e se adaptar a partir de dados. Os passos necessários para o desenvolvimento de um sistema com aprendizado de máquina são descritos na figura 4.


    
      Figura 4 – Ciclo de vida do aprendizado de máquina


      [image: A imagem mostra diversas engrenagens conectadas, com o texto Ciclo de Vida do Aprendizado de Máquina ao centro. As engrenagens mostram números e textos, em ordem: 1 – Coleta de dados 2 – Preparo dos dados 3 – Escolha do modelo 4 – Treinamento do modelo 5 – Tunagem (aperfeiçoamento) dos parâmetros 6 – Avaliação e teste 7 – Deploy e previsões.]

      Fonte: adaptado de Mikhailov (2022).

    


    Inicialmente, a coleta e preparação de dados formam a base, exigindo um tratamento cuidadoso para garantir que os dados sejam representativos, limpos e formatados de maneira adequada para análise. Além disso, são selecionados os atributos mais relevantes para solucionar o problema proposto.


    A seleção do algoritmo é o próximo passo fundamental, em que uma estrutura matemática apropriada é escolhida com base na natureza da tarefa e das características dos dados. Diferentes modelos têm distintas capacidades e limitações, tornando a escolha um ponto-chave no processo. Essa escolha é feita com base no objetivo de cada tipo de modelo, na literatura existente da área, assim como por meio de testes de performance.


    O treinamento do modelo é onde ocorre a maior parte da aprendizagem. O cerne desse processo é a função de custo, uma ferramenta matemática que quantifica o erro do modelo, ou seja, a discrepância entre as previsões do modelo e os valores reais dos dados. Durante o treinamento, o objetivo é minimizar a função de custo. Isso é geralmente alcançado por meio de algoritmos de otimização, como o gradiente descendente, que ajustam os parâmetros do modelo de forma iterativa. O processo envolve o cálculo do gradiente da função de custo, uma medida de como o erro muda em relação a cada parâmetro, e o ajuste desses parâmetros na direção que reduz o erro. Esse processo não é trivial, especialmente em modelos complexos com muitos parâmetros. O risco de sobreajuste, que é quando o modelo se ajusta demais aos dados de treinamento e perde a capacidade de generalizar para novos dados, é uma consideração importante. Para mitigar isso, estratégias como regularização e técnicas de validação são empregadas, garantindo que o modelo mantenha uma boa generalização.


    A avaliação do modelo é um passo crítico realizado após o treinamento. Utiliza-se um conjunto de dados separado (dados de teste) para testar a eficácia do modelo, garantindo que a generalização para novos dados seja feita de maneira eficiente. Métricas de desempenho, como precisão, recall e a área sob a curva ROC, são comumente utilizadas para quantificar a performance do modelo em diferentes aspectos.


    Por fim, a implantação do modelo em um ambiente real marca a transição do aprendizado de máquina do domínio teórico para aplicações práticas. Esse passo envolve a integração do modelo treinado em sistemas existentes, em que ele pode começar a fazer previsões ou tomar decisões automaticamente. A monitoração contínua e ajustes são frequentemente necessários para manter a relevância e eficácia do modelo, especialmente em ambientes dinâmicos onde padrões de dados podem mudar com o tempo.


    
      [image: Ícone] PARA SABER MAIS


      Uma ferramenta muito boa para exemplificar o processo de coleta de dados, treino, teste e geração de modelos é a Teachable Machine, disponibilizada gratuitamente pelo Google.


      Você pode tirar fotos de dois objetos diferentes, colocar um rótulo nas fotos e treinar um modelo para, a partir de uma nova imagem, classificar o que está sendo mostrado. Ao fim, você pode exportar o modelo e utilizá-lo em quaisquer aplicações que desejar.


      
        


        

      

    


    Considerações finais


    À medida que concluímos a exploração do ML, percebemos sua importância como um dos pilares fundamentais da IA. Observamos sua evolução desde os conceitos primitivos até as técnicas sofisticadas de hoje, como o deep learning, que impulsionam inovações em inúmeros setores. A trajetória de ML é marcada por avanços que vão desde a otimização de experiências de usuário até a revolução em campos como saúde e finanças, demonstrando a versatilidade e o impacto transformador dessa tecnologia.


    Neste percurso pelo universo do aprendizado de máquina, conhecemos uma gama de termos-chave desse campo. Começando com a natureza multifacetada dos dados, estruturados, não estruturados e semiestruturados, passamos pelos intricados algoritmos que moldam o aprendizado. Discutimos a importância do treinamento, um processo em que modelos abstratos ganham a habilidade de discernir e prever, e tocamos no delicado equilíbrio entre overfitting e underfitting. A generalização surgiu como fator para entender o sucesso de modelos em ambientes desconhecidos, medindo sua capacidade de aplicar aprendizados passados a novas situações. Além disso, exploramos como os modelos de ML crescem e se adaptam, passando por validações e testes rigorosos para assegurar sua eficácia e confiabilidade. Ao acompanhar a evolução desses modelos, ficou claro que o aprendizado de máquina não é apenas uma teoria acadêmica, mas uma prática viva, com aplicações tangíveis e impactantes nos problemas complexos do mundo real.
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