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      Capítulo 1


      Inteligência artificial e aprendizado de máquina

    


    O presente capítulo conceituará o que é aprendizado de máquina, fundamentando-a na teoria da cibernética, na teoria da computação e na teoria geral dos sistemas, assim como as definições de algoritmo e modelos e sua utilização no mundo real para a resolução de problemas do cotidiano, na vida das pessoas comuns ou nas grandes corporações e governos.


    Compreendidos os fundamentos, serão abordados os algoritmos de aprendizado de máquina a partir de uma função de otimização para a resolução do problema e o que é o método de gradiente descendente, de forma a se conseguir modelos em que a máquina aprendeu sozinha a resolver problemas. Também serão vistas as duas principais atribuições de uma tarefa de aprendizado de máquina, a previsão e a classificação, que se dividem em modelos de aprendizado supervisionado e não-supervisionado.


    Por fim, veremos um algoritmo especial: a visão computacional. Ele se diferencia um pouco dos casos anteriores, dado que o processamento computacional envolvido exige técnicas mais sofisticadas, utilizando camadas de matrizes, sendo uma técnica interessante e com uma gama de aplicações que vão desde reconhecimento de imagens em um computador, separando coisas simples, como um cão de um gato, até a um sistema automatizado de separação de frutas em uma ponte rolante.


    Esperamos que, ao final deste capítulo, você possa refletir sobre as questões propostas e seja instigado a ler os demais capítulos deste livro. Bons estudos.


    1 Da teoria da cibernética à inteligência artificial


    Hoje em dia as pessoas estão encantadas com a grande quantidade de aplicativos em seus celulares smartphones, com ferramentas novas que são divulgadas rotineiramente nas redes sociais. São os apps (aplicações de celulares) que realizam funções como trocar o rosto com o de outra pessoa, distorcer o rosto e fazer caricaturas, colocar maquiagem e uma infinidade de outras traquinagens que rendem likes, engajamento ou até mesmo monetização pela internet.


    Todo esse conjunto de soluções que fazem as mais diversas aplicações, como reconhecimento de imagem, som, filtros e ferramenta de processamento de texto, são todas conectados em uma raiz comum dentro da ciência; são frutos de técnicas computacionais, da lógica pura, da matemática e de técnicas estatísticas. No entanto, essas ferramentas têm uma característica especial: elas foram treinadas com algoritmos que tentam replicar no computador a natureza dos seres vivos, que aprendem com padrões e podem tomar decisões a partir disso.


    Essa mistura entre o inspirado no vivo – entenda-se aqui a capacidade de reconhecer e classificar a partir de uma entrada; no caso, imagem ou som –, o que hoje o mercado chama de aplicativos cognitivos, tem sua origem em algoritmos bioinspirados, que podemos traduzir como um procedimento computacional inspirado na capacidade de um cérebro em reconhecer padrões.


    O conceito dos algoritmos bioinspirados tem suas raízes em uma ciência anterior denominada teoria cibernética (ou escola da cibernética). Esses estudos não eram muito lidos, ou pelo menos não eram lidos antes do boom da ciência de dados e machine learning (o nome mais conhecido de aprendizado de máquina) e da disseminação e popularização da tão falada artificial intelligence, ou IA (inteligência artificial).


    Há alguns nomes proeminentes de um seleto grupo de estudiosos, entre eles Norbert Wiener, matemático e filósofo americano, que contribuiu com diversas publicações de livros e artigos, em especial na área da matemática, teoria da informação e estatística de séries temporais. Ele escreveu uma das obras-primas da cibernética (e, portanto, daquilo que viria a se tornar hoje o avô dos serviços cognitivos), o livro Cibernética ou controle e comunicação no animal e na máquina, no ano de 1948. Wiener trabalhou com outros pesquisadores, como Claude Shannon, que desenvolveu a teoria da entropia da informação, um dos conceitos mais importantes em teoria das comunicações, física estatística, computação e aprendizado de máquina.


    Destacamos também Warren McCulloch e Walter Pitts, que escreveram o livro A logical calculus of the ideas immanent to nervous activity (1943), considerado o livro seminal para tudo que viria a se tornar inteligência artificial e se desdobrar nos algoritmos e ciências cognitivos, com contribuições também na origem da teoria das redes neurais, que se desdobraria posteriormente nos algoritmos de deep learning (CASTELLANI; HAFFERTY, 2009).


    A contribuição dos autores se encontra na necessidade de avançar na formulação de algoritmos que estavam concentrados somente na reinterpretação de fenômenos físicos; isto é, esses pensadores, na época da Segunda Guerra Mundial, aplicavam conceitos oriundos somente da matemática e da física para resolver seus problemas. A inovação propagada nos avanços da inteligência artificial consiste em observar a biologia ou a relação entre os seres e começar a replicar estes conceitos, misturando o comportamento biológico com o comportamento de máquinas, mecânicos e sociais; por isso os denominamos algoritmos bioinspirados ou sistemas cognitivos. A seguir alguns exemplos construídos ao longo do século XX, de acordo com Fister Jr. et al. (2013):


    
      	algoritmo de otimização por colônia de abelhas ou de formigas;


      	autômatos celulares;


      	redes neurais artificiais;


      	lógica neuro-fuzzy;


      	algoritmos genéticos para otimização;


      	ideia de visão computacional e reconhecimento de textos (OCR);


      	meta-heurísticas.

    


    Muitos outros pesquisadores contribuíram para o avanço do que viria a ser o campo de estudo da inteligência artificial (e da teoria dos sistemas complexos), como John Nash, na teoria dos jogos, e Ada Lovelace, abrindo espaço no século XIX para os trabalhos de Alan Turing e a máquina de Turing. O matemático John von Neumann deu contribuições para o avanço dos algoritmos computacionais. No campo da linguística, temos as contribuições de Noam Chomsky, entre outros (CASTELLANI; HAFFERTY, 2009).


    Uma vez situados a respeito dos campos que dão origem aos métodos cognitivos, vamos focar palavras-chave, como “modelo” e “algoritmo”.


    2 Algoritmos e modelagem como meio de resolver problemas do mundo real


    Quando nos deparamos com problemas a serem resolvidos, algo que necessite de pensamento humano para ser elaborado e desenvolvido, podemos solucionar esse problema de duas formas distintas: por meio de algoritmos computacionais ou por modelos matemáticos.


    Modelos matemáticos consistem em tentar escrever através de equações ou de simplificações da realidade. Por exemplo, um economista tenta modelar um mercado por meio de duas equações fundamentais: uma equação sobre oferta, isto é, aquilo que o mercado busca oferecer em um produto, e outra sobre demanda, aquilo que as pessoas estão desejosas por adquirir.


    Podemos tomar um exemplo de Gujarati, Porter e Gunasekar (2017): a interação entre a oferta e a demanda representa o mercado. A partir dessas duas constatações, temos os efeitos da interação da oferta com a demanda; por exemplo, se a oferta é maior que a demanda, há produtos sobrando no mercado e os preços caem; se a demanda está maior que a oferta, faltam produtos no mercado e os preços sobem.


    Pode parecer uma constatação simples, mas o objetivo de um modelo é simplificar a realidade de modo que os objetos lógicos possam ser escritos em um papel ou no computador e, a partir disso, realizar validações (abordagem pela linha da estatística), testar as hipóteses do modelo e fazer simulações, verificar o modelo por meio de técnicas computacionais e observar se o padrão que desenhamos aparece no modelo, constatando sua evidência empírica ou por aprendizado de máquina, em que o modelo computacional foi desenhado para aprender sozinho, e queremos validar depois se a máquina consegue, neste caso, enxergar a interação entre oferta e demanda funcionando.


    Considerando que o objetivo de um modelo é simplificar a realidade, precisamos de alguns componentes básicos para desenvolvermos um modelo, como apresentado no fluxograma da figura 1 a seguir.


    
      Figura 1 – Exemplo de input de processos


      [image: ]
    


    Todo modelo se inicia com os parâmetros de entrada, que chamamos aqui de input. Ele passa pela resolução de um modelo, seja por meio de equações ou por algoritmos, e necessariamente deve devolver um resultado, o qual denominamos output.


    Vamos fazer um exemplo mental para treinarmos a capacidade de criar um modelo mental. Suponha que um cliente queira investigar a possibilidade de abrir uma loja de limonadas no bairro em que se encontra. Que tipo de informações ele deve colher para poder abrir a loja?


    
      	Existem outros concorrentes na região? Se sim, quais são?


      	Quem são os fornecedores de limão na região? Estão em hortifrútis ou supermercados?


      	Existem pessoas dispostas a vender mais barato os limões direto dos pés?


      	Há quantas espécies de limões na região? Galego, haiti, siciliano?


      	Qual é o tipo de limonada preferida da região? É feita de qual limão?


      	A temperatura da região é quente o tempo todo?


      	Se há calor o tempo todo, mais limões serão vendidos no bairro?


      	O que acontece em dias de chuva ou de frio?


      	Poderia vender outros produtos suplementares, como caipirinha ou sorvete de limão?

    


    Uma vez em que essas informações foram colhidas, é necessário realizar alguns testes de validação; por exemplo, prototipar uma receita de limonada (ou de caipirinha ou sorvete) e colocar à venda. Verificar se a receita agrada o paladar dos consumidores e depois estimar a demanda em dias normais ou em dias de chuva ou de frio, ver se a propaganda está efetiva e finalmente iniciar o comércio.


    Este procedimento realizado antes de se iniciar qualquer coisa é denominado modelo mental. Modelos mentais são o primeiro passo antes de se iniciar qualquer tipo de trabalho, e são usados dentro da ciência como meio de realizar pesquisas que envolvam dados. Posteriormente, utilizamos outro tipo de procedimento quando estamos trabalhando com computadores orientados às máquinas: os algoritmos.


    Os algoritmos são mais ligados à realização de tarefas e envolvem uma sequência de procedimentos que possuem início e fim. Ainda no exemplo da nossa loja de limonada, qual ponto do projeto envolveria algoritmos bem-definidos? Um exemplo é a realização da limonada. Vamos pegar a receita de nossas avós e converter ela em um algoritmo:


    
      	Selecionar três limões verdes, não muito maduros.


      	Cortar na metade cada um dos limões.


      	Espremer os limões sem apertar a parte branca, para não amargar o suco.


      	Coar as sementes que caíram no vidro.


      	Adicionar 4/5 de água e relação ao volume de suco de limão.


      	Colocar 4 colheres de açúcar.


      	Mexer bem e colocar pedras de gelo.


      	Servir.

    


    Veja que, neste caso, o procedimento se inicia com o verbo “selecionar” e termina com o verbo “servir”, indicando o início e o fim do procedimento, que, neste caso, é a peça fundamental do projeto. Sem um algoritmo bem-definido, isto é, sem as etapas estarem devidamente organizadas, a tarefa não pode ser realizada. Exemplo: eu só posso misturar o suco depois que os limões forem cortados e espremidos, nunca o contrário. De forma análoga em computadores, ao construirmos modelos computacionais é necessário que antes eu defina como os algoritmos irão desenvolver uma tarefa de máquina.


    Agora você deve estar se perguntando: como essa relação entre modelos e algoritmos estão conectados com aprendizado de máquina e serviços cognitivos? Veremos isso agora.


    3 O que é aprendizado de máquina e o algoritmo de gradiente descendente


    Quando codificamos que a máquina realize uma tarefa para realizar algum outro tipo de tarefa – por exemplo, calcular a melhor taxa de juros de um financiamento de um produto, dando algumas características do cliente –, se isso não envolve algum tipo de incerteza e os parâmetros da equação são bem-definidos, temos isso que se chama de equação determinística. Dentro dela não existem incertezas e o resultado é sempre sabido.


    Ao escrevermos um tipo de equação, por exemplo, baseada na regressão linear simples, que envolve o termo a ser previsto (Y) e os termos explicativos (X1, X2, Xn), ela é denominada equação estocástica. Estocástico é um jargão da estatística e indica que os modelos têm uma natureza de erro, isto é, não se sabe exatamente se o modelo que está sendo escrito explica com exatidão o fenômeno que está sendo observado; então o modelo tenta capturar a realidade e vemos qual é a aderência à realidade. Neste caso, estamos avançando em relação à situação do modelo mental da loja de limões, em que capturamos algumas variáveis e estamos nos aproximando de um fenômeno.


    Em relação a este modelo, existem dois caminhos possíveis: 1) resolver o problema da regressão linear utilizando a metodologia da estatística – nesse caso, preciso obedecer a procedimentos estatísticos para garantir que os pressupostos de normalidade são obedecidos e depois garantir que o modelo está funcionando; ou 2) resolver o modelo por meio do aprendizado de máquina.


    O aprendizado de máquina, neste caso, é um método computacional em que a máquina escolherá qual é o ponto ótimo de aprendizado do modelo, dadas as equações que controlam os termos de erro do modelo por meio de uma equação de comportamento, que, no caso da regressão linear, será o método dos mínimos quadrados ordinários (MQO), que minimiza os erros do modelo em uma função de otimização (GUJARATI; DAMODAR; PORTER, 2017; GÉRON, 2019).


    O MQO, porém, é uma equação matemática, e nós necessitamos de um algoritmo que realize essa função. Um dos algoritmos de aprendizado de máquina é o gradiente descendente.


    Uma equação de gradiente descendente é composta por duas dimensões. Uma é da função custo que está sendo otimizada – neste caso, queremos o menor erro e uma função de peso que controla a variação do custo da função; queremos que o modelo retorne o ponto ótimo, isto é, o valor mais baixo da função de custo. A outra versão mais básica do algoritmo de gradiente descendente consiste em a máquina observar a cada iteração se está no ponto mais baixo da função de custo e avançando mais um pouco para baixo. Ela o faz sucessivamente até atingir o ponto mais baixo. Contudo, essa metodologia tem uma fragilidade: ela pode encontrar um ponto de mínimo local e ser enganada pelo algoritmo, não atingindo o mínimo global.


    Verificamos que a função acima possui dois pontos de mínimo: um ponto local e um global. O ponto de mínimo local pode enganar o algoritmo de gradiente descendente que vimos anteriormente, e precisamos de um outro algoritmo para resolver este problema: o gradiente descendente estocástico. O modo mais adequado de comparar os dois métodos é imaginar que, no primeiro, estamos andando em linha reta descendo um morro. Temos que comparar o passo anterior e o passo posterior; se tivermos certeza de que estamos descendo o morro, continue. Quando não der mais para descer, é porque chegamos no fundo do vale. Contudo, veja que temos uma visão limitada de onde estamos, e não há condições de saber se atrás daquela colina existe um vale ainda mais profundo.
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