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    Sobre o livro

    
        
        
            Os avanços recentes na área de Ciência de Dados — em especial em Machine Learning — e a disponibilidade de grandes quantidades de dados têm tornado viável e de relevância prática a incorporação de componentes de Machine Learning em sistemas de software. Esses componentes permitem às soluções de software aprender a partir dos dados e realizar predições inteligentes. Entretanto, sistemas que envolvem este tipo de componente muitas vezes são construídos sem considerar boas práticas da área de Engenharia de Software, levando muitos projetos de Ciência de Dados ao fracasso, com soluções que acabam não sendo implantadas na prática por não atenderem às necessidades dos clientes.

Com isso em vista, este livro foi cuidadosamente elaborado a partir de evidências científicas e experiências práticas dos autores em diversos projetos. O objetivo desta obra é estabelecer uma referência sobre Engenharia de Software para Ciência de Dados, compartilhando conhecimento (até então não consolidado) para capacitar profissionais interessados ou atuantes em Ciência de Dados na construção de sistemas baseados em Machine Learning, mostrando como construir esses sistemas end-to-end, adaptando e aplicando as melhores práticas da Engenharia de Software para esse contexto.

Você aprenderá a aplicar abordagens ágeis para a engenharia de sistemas inteligentes e a especificar e desenvolver sistemas baseados em Machine Learning na prática em Python, utilizando os principais algoritmos de classificação e regressão, seguindo princípios de projeto e boas práticas de codificação. Você aprenderá, ainda, a realizar o controle da qualidade de sistemas inteligentes, conhecerá alternativas para a arquitetura desses sistemas e diferentes formas de implantação de modelos. Por fim, conhecerá conceitos de gerência de configuração, DevOps e MLOps, comumente empregados nesse tipo de projeto.

O livro compila a vasta experiência dos autores envolvendo a entrega de dezenas de projetos de sistemas de software inteligentes na prática para diversas empresas, realizados por meio da iniciativa ExACTa PUC-Rio, incluindo soluções com pedidos de patente depositados e premiados (Reconhecimento à Inovação CENPES 2021, Inventor Petrobras 2022, entre outros). Os autores são pesquisadores consolidados nas áreas de Engenharia de Software e Ciência de Dados e pioneiros na interseção entre essas áreas, sendo protagonistas no estabelecimento da Engenharia de Software para Ciência de Dados no Brasil. 

Em 2021, os autores criaram o primeiro curso de extensão em Engenharia de Software para Ciência de Dados do país, formando centenas de alunos em diversas turmas oferecidas pela PUC-Rio, tanto abertas quanto in-company. Atualmente, a disciplina faz parte do currículo das pós-graduações lato sensu em Ciência de Dados e Analytics e em Engenharia de Software e do elenco de disciplinas da pós-graduação stricto sensu (mestrado e doutorado) do Departamento de Informática da PUC-Rio. Além de auxiliar profissionais da área, este livro pode ser utilizado como referência bibliográfica para disciplinas com propósito similar em outras instituições.





Público-alvo e pré-requisitos

Este livro é indicado para profissionais das diversas áreas de conhecimento que gostariam de aprender a desenvolver aplicações de Ciência de Dados, em particular com ênfase em Machine Learning, seguindo boas práticas da Engenharia de Software. Isso inclui desenvolvedores e desenvolvedoras de software que queiram expandir seu conhecimento para Ciência de Dados; cientistas de dados que queiram profissionalizar suas práticas de desenvolvimento de software; profissionais envolvidas(os) em iniciativas de transformação digital das suas empresas; e estudantes que desejem iniciar ou aprofundar seus estudos em Engenharia de Software para Ciência de Dados.

Para melhor aproveitar o conteúdo deste livro, é recomendado que o(a) leitor(a) tenha noções de conceitos matemáticos e de lógica de programação. Os conceitos teóricos apresentados serão complementados com exemplos práticos na linguagem Python.

Código-fonte

Todos os códigos e dados utilizados neste livro estão disponíveis no repositório do GitHub: https://github.com/profkalinowski/livroescd.
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Parte I – Introdução à Engenharia de Software e à Ciência de Dados




    Capítulo 1

Introdução à Engenharia de Software

    
        
        
            Para aqueles que vêm de uma área de conhecimento diferente da Computação, a primeira coisa que devem estar se questionando é: o que é essa tal de Engenharia de Software? De forma resumida, Engenharia de Software é a aplicação de princípios usados no campo da Engenharia, que geralmente lida com sistemas físicos, para a especificação, projeto, desenvolvimento, teste, implantação e gerenciamento de sistemas de software.

Considerando a construção de sistemas de software, programação é uma parte importante do processo, mas não é tudo! Precisamos também investir esforços em entender o que programar (requisitos), como programar (arquitetura e projeto), se o que foi programado está certo (revisões e teste de software) e como implantar a solução de forma eficiente em operação (DevOps).





    



        
        
    
    




1.1 Precisamos de Engenharia de Software?

Há diversos fatores envolvidos na produção de software do "mundo real", como custo, prazo e qualidade. Em função do tamanho do software, esses fatores podem ser difíceis de garantir! É muito mais fácil, por exemplo, estimar o esforço para o desenvolvimento de uma pequena agenda pessoal do que para um sistema de gestão integrada envolvendo dados de várias áreas de negócio.

De fato, há diversas evidências científicas que apontam benefícios da aplicação de boas práticas da Engenharia de Software no custo, prazo e qualidade de projetos de software. Em uma investigação realizada ao longo de oito anos junto a centenas de empresas desenvolvedoras de software (TRAVASSOS; KALINOWSKI, 2014), observamos benefícios de aumento da produtividade e de redução de retrabalho decorrentes de investimentos em princípios de engenharia para desenvolver um software correto por construção. Ademais, os esforços de manutenção tendem a ser significativamente reduzidos quando um software é construído com os devidos cuidados de arquitetura e projeto da solução.

Estima-se que, em projetos de software, o esforço de retrabalho esteja entre 30% e 40% do esforço total do projeto. Isso seria inimaginável para projetos em áreas como a Engenharia Civil. Assim, a aplicação de boas práticas da Engenharia de Software costuma dar resultados imediatos. Por exemplo, recentemente aumentamos a produtividade de uma das nossas empresas parceiras ao reduzir o retrabalho para um terço do que era antes da nossa intervenção. Basicamente o que fizemos foi trazer boas práticas para a especificação dos sistemas e o seu controle da qualidade.

1.2 Precisamos de Engenharia de Software para Ciência de Dados?

Sabemos que, hoje, soluções baseadas em software permeiam as nossas vidas em quase todos os aspectos. Além disso, os avanços contemporâneos em Machine Learning (ML) e a disponibilidade de grandes quantidades de dados têm tornado viável e de relevância prática incorporar componentes de ML em sistemas de software. Esses componentes permitem às soluções de software aprender a partir dos dados e realizar classificações, predições, agrupamentos e associações inteligentes. Daqui em diante, chamaremos esses sistemas de Sistemas de Software Inteligentes.

Anos atrás, havia um questionamento se fazer software não era mais arte do que engenharia, considerando que a criatividade da pessoa programadora é uma parte importante do processo. Esse mito foi desconstruído para sistemas convencionais com base em evidências diversas, reforçando a importância e os benefícios da Engenharia de Software. Hoje, é comum escutarmos o mesmo argumento para sistemas de software inteligentes, em particular para a construção dos componentes de ML, que muitas vezes envolve modelos construídos por profissionais de outras áreas que não a Computação em si, como biólogos, economistas, estatísticos, entre outros.

Ao comparar software com arte, precisamos pensar nas consequências de um software conter defeitos que resultem em falhas quando submetido à operação. Em geral, soluções são embutidas em sistemas de software para permitir sua sistematização e aplicação em larga escala. Dessa forma, softwares que apresentam falhas em operação podem literalmente sistematizar o caos. Embora muitas vezes isso não seja claro para a sociedade como um todo, as consequências de falhas podem ser ainda mais drásticas no caso de sistemas de software inteligentes.

Como primeiro exemplo, podemos recordar o desastre de Fukushima de 2011, o segundo pior desastre nuclear da história, com um terremoto de magnitude 9 que devastou a usina, teve 154 mil pessoas evacuadas e mais de 18 mil mortes. O que subsidiou a decisão de se construir uma usina nuclear que suportasse um terremoto de magnitude 8,6 foi um modelo de Machine Learning de regressão linear, construído em cima de dados de treinamento, mas que se adaptou em excesso a esses dados (o que conhecemos como overfitting) e fez a predição de um terremoto de magnitude 9 a cada 13 mil anos. Se o modelo fosse construído sem o overfitting, seria esperado um terremoto de magnitude 9 a cada 300 anos, e certamente a usina teria sido construída de forma a se preparar adequadamente.

Outro exemplo foi um caso ocorrido com um cientista de dados no Rio de Janeiro, que foi preso por engano após um sistema de reconhecimento facial tê-lo identificado equivocadamente como um miliciano. Ele ficou preso por 22 dias até que o problema fosse detectado. Caso similar ocorreu também em Detroit, exemplificando sistemas que não apresentam a qualidade que deveriam ter. Nesses casos há, ainda, questões éticas no uso desse tipo de sistema, já que sistemas de reconhecimento facial tendem a ter mais facilidade na classificação para pessoas de pele mais clara. Aspectos éticos devem ser sempre considerados na construção de sistemas de software inteligentes, evitando que se cometam injustiças. 

Finalmente, não é difícil encontrar notícias a respeito de acidentes envolvendo carros autônomos, em alguns casos provocando mortes de pessoas. De fato, imaginem as consequências de termos inúmeros carros autônomos com falhas em seus modelos de tomada de decisão rodando nas ruas. É um exemplo da sistematização do caos que mencionamos anteriormente.

Entretanto, temos também exemplos de softwares inteligentes bem-sucedidos, como o Smart Tocha, desenvolvido na iniciativa ExACTa PUC-Rio em cocriação com a Petrobras e que teve seu pedido de patente depositado recentemente, além de ter recebido o prêmio Inventor Petrobras 2022. O Smart Tocha aplica técnicas de análise de imagens e aprendizado de máquina em imagens da queima na tocha das refinarias para atuar automaticamente no sistema de controle para regular a injeção de vapor. A implantação desta solução (hoje presente em diversas refinarias), elaborada seguindo boas práticas da Engenharia de Software apresentadas neste livro, está gerando, por refinaria, uma economia de energia constante equivalente ao consumo de uma cidade de 20 mil habitantes.

Além dos riscos já exemplificados, há impactos econômicos também na manutenção desses sistemas. Sculley et al. (2014), no artigo Machine Learning: The High-Interest Credit Card of Technical Debt, chamam a atenção para a facilidade de gerar custos extremamente elevados de manutenção nesse tipo de sistema. Na prática, apenas uma pequena parte do código de um sistema de software inteligente é composta pelo código específico de Machine Learning, mas a infraestrutura de software requerida para o sistema como um todo tende a ser vasta e complexa (SCULLEY et al., 2015) e deve ser pensada aplicando as melhores práticas de Engenharia de Software para viabilizar sua manutenção. Cabe ressaltar ainda que, embora normalmente corresponda à menor parte do sistema, o código de Machine Learning tende a ser o mais frequentemente modificado na prática (TANG et al., 2021). De fato, são muitos os problemas e dificuldades reportados pelas empresas para a construção de sistemas de software inteligentes (KALINOWSKI et al., 2023).

Enquanto sistemas de software inteligentes que envolvem aprendizado de máquina são de fato sistemas de software, suas características os tornam difíceis de testar e muitas vezes o que sabemos sobre como projetar sistemas não se aplica diretamente à engenharia de sistemas de software inteligentes (OZKAYA, 2020). Sem dúvida, a Engenharia de Software pode apoiar a especificação, a arquitetura, o projeto, a construção e o controle da qualidade de sistemas de software inteligentes, melhorando a qualidade desses sistemas e evitando consequências potencialmente desastrosas para nossa sociedade, como as exemplificadas. Entretanto, as práticas da Engenharia de Software tradicional claramente necessitam de adaptações para que possam ser aplicadas neste contexto, o que fica ainda mais evidente com a recente inclusão da Engenharia de Software para sistemas inteligentes envolvendo inteligência artificial e aprendizado de máquina na agenda nacional prioritária americana para pesquisa em Engenharia de Software (CARLETON et al., 2022).

Considerando esta necessidade, este livro é o primeiro a buscar abordar end-to-end como a Engenharia de Software pode ser aplicada para sistemas inteligentes, desde a especificação dos sistemas até a sua implantação. O conteúdo considera pesquisas de vanguarda na interseção entre Engenharia de Software e Ciência de Dados e experiências práticas vivenciadas na iniciativa ExACTa PUC-Rio, que produziu e entregou dezenas de sistemas inteligentes para parceiros da indústria de diferentes setores de negócio. Estamos convictos de que o conteúdo aqui apresentado poderá ajudar a melhorar a prática profissional nesta área tão importante, auxiliando as empresas de software a melhorar a qualidade dos sistemas inteligentes que constroem para a sociedade.

1.3 Processo de Engenharia de Software

Uma das metas da Engenharia de Software é definir uma abordagem ou um processo, isto é, definir a maneira como o software será construído, incluindo as boas práticas a serem seguidas durante a construção. Assim, o processo de Engenharia de Software tem como objetivo garantir a produção de software de alta qualidade em acordo com as necessidades dos seus usuários finais (escopo adequado), com cronograma e custo previsíveis. 

Normalmente esse processo é composto por um conjunto de atividades que seguem um modelo de ciclo de vida, bem definidas, com dependências entre si e ordem de execução, com responsáveis e artefatos de entrada e saída. É desejável ainda que as atividades tenham uma descrição sistemática das tarefas a serem realizadas. 

Os modelos de ciclo de vida mais amplamente conhecidos são:


	Modelo Cascata;

	Modelo Incremental;

	Modelo Evolutivo;

	Ciclo de vida associado ao Scrum.






[image: Modelos de ciclo de vida mais conhecidos. ]Figura 1.1: Modelos de ciclo de vida mais conhecidos.



O modelo cascata assume a execução sequencial das atividades e, em geral, se mostra adequado apenas para projetos pequenos — por exemplo, que envolvam menos de 200 horas. Isso porque ele presume que é possível realizar toda a especificação de uma só vez, validá-la e então seguir para a atividade seguinte. Na prática, essa natureza sequencial raramente consegue ser seguida em projetos de médio ou grande porte. O modelo incremental e o evolutivo apresentam alternativas.

No modelo incremental, os requisitos são segmentados em uma série de incrementos. A cada incremento, é produzida uma versão operacional do software, e o processo se repete até que um produto completo seja produzido. A segmentação de requisitos é usualmente planejada a priori. Dessa forma, um menor custo e menos tempo são necessários para se entregar a primeira versão, e os riscos associados ao desenvolvimento são menores, devido ao tamanho reduzido de cada incremento. O número de solicitações de mudança nos requisitos também pode diminuir, devido ao curto tempo de desenvolvimento dos incrementos. Esse é o modelo de ciclo de vida utilizado nas variantes do processo unificado. 

Processo unificado é um nome genérico para uma família de modelos de processos orientados a plano iterativos (as iterações são planejadas a priori) e incrementais. O mais conhecido entre esses modelos de processo é o Rational Unified Process (RUP), que é um refinamento do processo unificado criado pela Rational Software (atualmente da IBM).

A figura a seguir ilustra a dinâmica do modelo incremental. Nesta figura, um pintor faz entregas parciais de uma pintura completa. Note que cada parte é "entregue" de forma completamente finalizada.




[image: Exemplo de modelo incremental.]Figura 1.2: Exemplo de modelo incremental.



No modelo evolutivo, são desenvolvidas versões parciais que atendem aos requisitos conhecidos inicialmente. A primeira versão é então usada para refinar os requisitos para uma segunda versão, e assim por diante. A partir do conhecimento sobre os requisitos obtido com o uso, continua-se o desenvolvimento, evoluindo o produto. Esse ciclo de vida tende a se mostrar adequado quando os requisitos não podem ser completamente especificados de início, e o uso do sistema pode aumentar o conhecimento sobre o produto e melhorar os requisitos. Mas é preciso ter cuidado na sua aplicação. Além de poder gerar muito retrabalho, os usuários podem não entender a natureza da abordagem e se decepcionar quando os resultados não são satisfatórios.

A figura a seguir ilustra a dinâmica do modelo evolutivo. Nesta figura, um pintor faz evoluções recorrentes em uma pintura completa. Note que cada entrega é uma evolução da versão anterior.




[image: Exemplo de modelo evolutivo.]Figura 1.3: Exemplo de modelo evolutivo.



O ciclo de vida associado ao Scrum é o mais amplamente utilizado atualmente. Por essa razão, tendo em vista a formação objetiva e focada no mercado, ele será o mais detalhado neste livro. De fato, teremos uma seção inteira sobre a gestão ágil de projetos de software nos próximos capítulos, mas, por enquanto, basta compreender a natureza desse ciclo de vida. 

O Scrum é um framework de gestão ágil iterativo e incremental / evolutivo bastante aplicado no contexto de desenvolvimento de software. A dinâmica do Scrum está ilustrada na figura a seguir.




[image: Ciclo de vida associado ao Scrum.]Figura 1.4: Ciclo de vida associado ao Scrum.



É possível ver que o ciclo de vida do Scrum utiliza tempo fixo (sprints) em vez de escopo fixo para determinar seus incrementos. Cada sprint corresponde a uma iteração que entrega incrementos e/ou evoluções de um software, conforme prioridade planejada para agregar valor ao negócio. Um backlog do produto é um conjunto de requisitos, priorizado pelo Product Owner, responsável por conhecer as necessidades do cliente. 

Entregas de um conjunto fixo de itens do backlog ocorrem em sprints. Os itens do backlog que serão tratados em cada sprint (backlog do sprint) são definidos em uma sessão de planejamento do sprint. Durante o sprint, ocorrem breves reuniões diárias, em que cada participante fala sobre o progresso conseguido, o trabalho a ser realizado e/ou o que o(a) impede de seguir avançando. Ao final de um sprint, ocorre a revisão e a retrospectiva, nas quais todos os membros da equipe revisam a entrega e refletem sobre o sprint passado. O Scrum é facilitado por um Scrum Master, que tem como função primária remover qualquer impedimento à habilidade de uma equipe de entregar o objetivo do sprint. 

Agora que já compreendemos as dinâmicas típicas de processos e abordagens de desenvolvimento de software, veremos que tipos de práticas mais específicas a Engenharia de Software contempla.

1.4 Práticas de Engenharia de Software

Existem diversos modelos de referência, normas e corpos de conhecimento que organizam práticas de Engenharia de Software. 

Entre os modelos de referência, destacamos o modelo de referência brasileiro, que é o Modelo MPS para Software (MPS-SW), do programa para a Melhoria do Processo de Software Brasileiro (MPS.BR), e o Capability Maturity Model Integration (CMMI), da Information Systems Audit and Control Association (ISACA), principal modelo de referência internacional. 

Entre as normas, a ISO 12207 – Systems and Software Engineering - Software Life Cycle Processes – representa a norma ISO mais significativa para a Engenharia de Software. Além disso, existe um corpo de conhecimento organizado pela IEEE Computer Society, o Software Engineering Body of Knowledge (SWEBOK).

Como existe uma certa correspondência e compatibilidade entre as práticas propostas por esses modelos, normas e corpos de conhecimento, ilustraremos as práticas de Engenharia de Software com base no MPS-SW. É importante ressaltar que existe evidência científica de que os resultados da adoção de boas práticas contidas nesses tipos de modelo de referência tendem a ser positivos na prática (KALINOWSKI et al., 2015).

Essencialmente, o MPS-SW contempla boas práticas da Engenharia de Software, organizadas em processos. A figura a seguir, extraída do Guia Geral de MPS para Software de 2021 (SOFTEX, 2021), apresenta os processos de projeto e os processos organizacionais desse modelo. Esses processos fornecem uma boa visão geral de tópicos relevantes para o mercado estudados no contexto da Engenharia de Software.




[image: Processos de projeto e processos organizacionais do MPS-SW. Fonte: Softex, 2021. ]Figura 1.5: Processos de projeto e processos organizacionais do MPS-SW. Fonte: Softex, 2021.



É possível observar que os processos de projeto contemplam processos mais voltados para a gestão e a engenharia do software, enquanto os processos organizacionais podem ser vistos como processos de apoio para o bom funcionamento dos projetos.

Em relação aos processos de projeto, eles organizam práticas de Gerência de Projetos (incluindo práticas de planejamento e estimativa e para acompanhamento dos projetos), Engenharia de Requisitos (incluindo práticas para a especificação de software e a gestão de mudanças), Projeto e Construção de Produto (incluindo práticas relacionadas com a modelagem, codificação e testes unitários de componentes), Integração do Produto (incluindo práticas para determinar a estratégia de integração de componentes e os testes de integração) e Verificação e Validação (incluindo práticas de revisão e teste de sistemas e de aceitação). Ao longo do livro, daremos uma visão geral dessas práticas com ênfase na adaptação para a sua aplicação moderna na construção de sistemas de software inteligentes.

Em relação aos processos organizacionais, enfatizaremos aspectos mais práticos relacionados com a Gerência de Configuração (incluindo práticas de controle de versões e de mudanças), por ser um processo fundamental para o bom andamento de projetos de software. Informações para os demais processos poderão ser encontradas no modelo, que tem seus guias gratuitamente disponíveis on-line.

Um problema comum é confundir os modelos de referência com métodos. Os modelos não limitam os métodos, técnicas ou ferramentas a serem adotados para o desenvolvimento. É possível, por exemplo, implementar as exigências do modelo de referência MPS-SW com base em métodos orientados a plano (como o RUP) ou ágeis (como o Scrum). O que os modelos contêm é um conjunto de boas práticas, sem delimitar a forma como essas práticas devem ser realizadas.

Se você quiser se aprofundar em Engenharia de Software de maneira geral, recomendamos os livros de Engenharia de Software moderna de Jacobson et al. (2019), Sommerville (2019), Valente (2020) e Farley (2021). O livro que você tem em mãos se diferencia dos citados por ser o primeiro a enfatizar como a Engenharia de Software pode ser aplicada para sistemas inteligentes envolvendo Ciência de Dados, refletindo pesquisas de vanguarda e experiências práticas vivenciadas na iniciativa ExACTa PUC-Rio que, ao longo dos últimos anos, produziu e entregou dezenas de sistemas inteligentes para parceiros da indústria de diferentes setores de negócio, incluindo soluções patenteadas. 


        
        

    



        
        
    
    


        
        

    Capítulo 2

Introdução à Ciência de Dados

    
        
        
            Este capítulo apresentará conceitos introdutórios relacionados à Ciência de Dados e algumas definições de termos importantes. Também falaremos sobre tipos de dados e tipos de problemas de Ciência de Dados. Finalmente, apresentaremos e discutiremos o esquema básico de um projeto de Ciência de Dados.

2.1 Banco de dados ou "bando" de dados?

Nosso cenário mundial atual é caracterizado pela criação e crescimento de inúmeras bases de dados, diariamente, em fluxo contínuo e em velocidade exponencial. Em 2017, estimava-se que cerca de 90% dos dados armazenados na web tivessem sido gerados nos 2 anos anteriores. Em 2021, a internet já alcançava mais de 60% da população mundial e a quantidade total de dados gerados no mundo foi estimada em cerca de 79 zettabytes (79 trilhões de GB). 

Esses dados são gerados, em sua maioria, de aplicativos e websites de redes sociais, bancos, e-commerce e sistemas internos de empresas, formando o que conhecemos como Big Data, ou seja, dados de alto volume, alta velocidade e/ou alta variedade.




[image: Grande variedade de dados gerados diariamente. ]Figura 2.1: Grande variedade de dados gerados diariamente.



Para processar e obter informação útil a partir desses dados, é necessário automatizar diversas tarefas de coleta, processamento e análise de dados para tomada de decisão, uma vez que, devido ao grande volume de dados disponível, torna-se inviável realizar essas tarefas manualmente. Nesse contexto, surge a Inteligência Artificial, que visa simular o comportamento de um cérebro humano utilizando máquinas.

De forma mais técnica e de acordo com a definição do Gartner Group (https://www.gartner.com/en), Data Mining (mineração de dados) é o processo de descoberta de novas e significativas correlações, padrões e tendências em grandes volumes de dados, por meio do uso de técnicas e reconhecimento de padrões, estatística e outras ferramentas matemáticas. Para encontrar padrões, o processo de Data Mining utiliza muitas vezes as técnicas de Machine Learning (aprendizado de máquina), uma subárea da Inteligência Artificial que se concentra na descoberta de padrões ou de fórmulas matemáticas que expliquem o relacionamento entre os dados, e estuda formas de automatização de tarefas inteligentes que seriam difíceis de serem realizadas por humanos.

Apesar de as técnicas de reconhecimento de padrões e de análise exploratória de dados utilizadas em Data Mining e Machine Learning serem antigas e em sua grande parte provenientes da Estatística, elas só passaram a ser efetivamente usadas para exploração de dados nos últimos anos, devido a fatores como: maior volume de dados disponível, criação e popularização de Data Warehouses (grandes armazéns de dados, com arquitetura de dados voltada para a tomada de decisão), recursos computacionais potentes, forte competição empresarial e criação de diversos softwares.

Por sua vez, o conceito de Data Science, ou Ciência de Dados, é mais amplo: refere-se à coleta de dados de várias fontes para fins de análise, com o objetivo de apoiar a tomada de decisões, utilizando geralmente grandes quantidades de dados, de forma sistematizada. Quase sempre, além de olhar para os dados passados para entender o comportamento deles – atividade conhecida como Business Intelligence (BI) –, deseja-se também realizar análises de forma preditiva, por exemplo, utilizando técnicas de Data Mining e/ou Machine Learning.

Assim, Ciência de Dados não é uma ferramenta, mas um conjunto de métodos com o objetivo de apoiar decisões de negócio baseadas em dados, sendo a etapa de preparação dos dados brutos, limpeza e análise de dados fundamental para a etapa seguinte, de análise descritiva ou diagnóstica (com Business Intelligence) ou análise preditiva (aplicação de algoritmos de Machine Learning), permitindo a partir daí uma análise prescritiva. Dessa forma, é possível gerar um produto que agregue valor ao negócio, ou seja, aplicar a ciência para aprender com os dados, e não simplesmente executar os algoritmos ou técnicas de Business Intelligence ou Machine Learning. 

Para trabalhar com Ciência de Dados, como o nome já indica, precisamos de dados, e quanto mais dados, melhor (desde que sejam dados com qualidade), pois será mais fácil de encontrar os padrões ou fórmulas matemáticas que os expliquem. Esses dados podem ser oriundos de fontes (estruturadas ou não) como planilhas, documentos, imagens, bancos de dados (relacionais ou não) e Data Warehouses e, na prática, têm qualidade ruim, sendo necessário gastar um tempo considerável na sua preparação, limpeza e enriquecimento.

Assim, para ser capaz de realizar todas as etapas necessárias para efetivamente gerar valor ao negócio a partir de dados brutos, consideramos que o(a) profissional de Ciência de Dados deve ter uma formação multidisciplinar, unindo disciplinas como Estatística, Programação, Machine Learning, Banco de Dados e Inteligência Artificial.

2.2 Aplicações de Ciência de Dados

Como aplicações de Ciência de Dados já utilizadas no mundo real, podemos citar: 


	No governo dos EUA, a identificação de padrões de transferência de fundos internacionais de lavagem de dinheiro do narcotráfico e prevenção de atentados;

	Na área do varejo, a utilização de dados do histórico de compras e preferências dos clientes para definir, por exemplo, a melhor organização de prateleiras. Isso pode facilitar as vendas casadas, a definição de hábitos de consumo e a previsão de necessidades de produtos/serviços em determinada região ou para determinado público-alvo, por exemplo;

	Na área da Saúde, a investigação da relação entre doenças e perfis profissionais, socioculturais, hábitos pessoais e locais de moradia, para melhor entendimento das doenças e tratamentos;

	Na área de Geologia, a identificação de litologia das rochas;

	No nosso dia a dia, também é fácil perceber diversas dessas aplicações – por exemplo, sugestão de livros na Amazon ou de filmes na Netflix; detecção automática de e-mails spam pelo Gmail e ligações de operadoras de cartão de crédito para confirmar transações suspeitas.



2.3 Knowledge Discovery in Databases (KDD)

É importante observar que, em problemas de Ciência de Dados, o valor dos dados armazenados está diretamente ligado à capacidade de se extrair conhecimento de alto nível a partir deles – ou seja, gerar, a partir dos dados brutos, informação útil para tomada de decisão (conhecimento). Uma das etapas que mais agrega valor é o processo conhecido como Knowledge Discovery in Databases (KDD), ou descoberta de conhecimento em bases de dados, que consiste em transformar dados brutos em informações úteis, gerando conhecimento para a organização. Para tal, são comumente utilizados sistemas de apoio à decisão, que auxiliam os usuários na tomada de decisão.

KDD pode ser definido como um processo de várias etapas, não trivial, interativo e iterativo, para identificação de padrões compreensíveis, válidos, novos e potencialmente úteis a partir de grandes conjuntos de dados. Essa definição mostra que a descoberta de conhecimento é um processo complexo e composto de várias etapas, que necessita do envolvimento de atores como o analista de dados (para construir modelos) e o especialista de domínio (para interpretar os resultados). 

Para isso, assume-se como premissa que há um conjunto de dados (também chamado de dataset) que pode envolver n atributos (também chamados de campos, colunas, variáveis), representando o hiperespaço. Quanto maior o valor de n e o número de registros (também chamados de linhas, transações, exemplos, instâncias), maior o conjunto de dados a ser analisado e, geralmente, maior é a sua complexidade.

Em KDD, pode-se dividir o processo de construção dos modelos em duas grandes etapas, que são conhecidas por diversos nomes na literatura. Costuma-se dizer que se está aprendendo – ou então treinando, construindo, formulando, induzindo um modelo de conhecimento – a partir de um conjunto de dados quando se procura por padrões nestes dados, em geral utilizando um ou mais algoritmos de Data Mining ou Machine Learning. Finalmente, quando se faz uma estimativa – ou então teste, predição – dos valores desconhecidos para atributos do conjunto de dados, diz-se que o modelo está sendo aplicado.

Suponha que temos uma base histórica de clientes e suas características como idade, renda, estado civil, valor solicitado do empréstimo e se pagou ou não o empréstimo. Esses dados são ditos rotulados, porque contêm a informação da classe a que cada cliente pertence (bom pagador/mau pagador) e são usados para a construção do modelo. A partir do momento em que novos clientes solicitarem um empréstimo, podemos utilizar o modelo construído com os dados rotulados para prever se cada novo cliente será bom ou mau pagador e, assim, apoiar a decisão do gestor. Portanto, pode-se dizer que a principal etapa do processo de KDD é o aprendizado, ou seja, a busca efetiva por conhecimentos novos e úteis a partir dos dados. 

Todo processo de KDD deve ser norteado por objetivos claros. Deve-se definir previamente a tarefa a ser executada e a expectativa dos conhecedores do domínio (por exemplo, taxa de erro aceitável, necessidade de o modelo ser transparente para os especialistas, natureza das variáveis envolvidas etc.). Vale a pena ressaltar que KDD é um processo, e focar apenas nos resultados obtidos pode levar à desconsideração da complexidade da extração, organização e apresentação do conhecimento extraído. É um processo muito mais complexo que "simplesmente" a descoberta de padrões interessantes: envolve o entendimento do problema e estabelecimento dos objetivos, a negociação com os "donos" dos dados que se quer analisar, os recursos computacionais e profissionais disponíveis, a dificuldade de trabalhar com dados incompletos, inconsistentes e/ou incertos e a apresentação adequada dos resultados para os interessados.

2.4 Tipos de dados

A facilidade de trabalhar com dados está ligada a quanto eles são estruturados. Dados não estruturados, como arquivos, fotos e tweets, são mais difíceis de trabalhar do que dados estruturados, como planilhas e tabelas de um banco de dados. Há ainda os dados semiestruturados, como os e-mails, compostos por campos estruturados (como data de envio, remetente, destinatário e título) e não estruturados (como anexos e a mensagem em si). 

Estima-se que pelo menos 80% dos dados do mundo sejam não estruturados, o que traz uma complexidade adicional para utilizá-los para extração de conhecimento. Os dados estruturados são mais comumente armazenados em bancos de dados relacionais e Data Warehouses, enquanto os dados não estruturados podem ser armazenados em Data Lakes.

De forma simplificada, um banco de dados relacional armazena dados em tabelas relacionadas entre si. Já um Data Warehouse é um repositório de dados orientado por assunto, integrado, não volátil, variável com o tempo, que favorece a extração de relatórios e análises para apoiar as decisões gerenciais. Finalmente, um Data Lake é um repositório único de dados brutos da empresa, que utiliza processamento e armazenamento distribuído devido ao grande volume de dados que comumente armazena. Nos bancos de dados relacionais e nos Data Warehouses, os dados são limpos e organizados em um único esquema antes do seu armazenamento e a análise é feita através de consultas diretamente no banco de dados (relacional ou Data Warehouse). Nos Data Lakes, os dados são armazenados em seu formato bruto e selecionados e organizados de acordo com a necessidade.

2.5 Tipos de problemas

Ciência de Dados pode englobar análises descritivas (O que aconteceu?), diagnósticas (Por que isso aconteceu?), preditivas (O que acontecerá?) ou prescritivas (O que deve ser feito?). Para as análises descritivas e diagnósticas, geralmente utilizamos técnicas de Business Intelligence (BI), enquanto, para a análise preditiva, podemos utilizar técnicas de Machine Learning (ML). Assim como para o processo de KDD, especificamente em Machine Learning, o aprendizado através dos dados é o objetivo principal. Aprendizado é a capacidade de se adaptar, modificar e melhorar seu comportamento e suas respostas, sendo uma das propriedades mais importantes dos seres inteligentes (humanos ou não).

Os problemas de Machine Learning podem ser agrupados de acordo com suas características. Os principais grandes tipos de aprendizado, o supervisionado e o não supervisionado, serão detalhados a seguir.

Aprendizado supervisionado

No aprendizado supervisionado, o modelo é construído a partir dos dados de entrada (também chamados de dataset), que são apresentados para um algoritmo na forma de pares ordenados (entrada – saída desejada). Dizemos que esses dados são rotulados, pois sabemos de antemão a saída esperada para cada entrada de dados. Nesse caso, o aprendizado (ou treinamento) consiste em apresentarmos para o algoritmo um número suficiente de exemplos (também chamados de registros ou instâncias) de entradas e saídas desejadas (já rotuladas previamente). Assim, o objetivo do algoritmo é aprender uma regra geral que mapeie as entradas nas saídas corretamente, o que consiste no modelo final. Os dados de entrada podem ser divididos em dois grupos:


	
X, com os atributos (também chamados de características) a serem utilizados na determinação da classe de saída (também chamados de atributos previsores ou de predição);

	
Y, com o atributo para o qual se deseja fazer a predição do valor de saída categórico ou numérico (também chamado de atributo-alvo, ou target).



É comum que particionemos os dados de entrada (rotulados) em dois conjuntos: o conjunto de treinamento, que servirá para construir o modelo, e o conjunto de teste (também chamado na literatura de conjunto de validação), que servirá para verificar como o modelo se comportaria em dados não vistos, de forma que possamos ajustá-lo, se necessário, para a construção final do modelo a ser aplicado em novos dados que ainda não conhecemos a saída esperada. A figura a seguir ilustra o funcionamento do aprendizado supervisionado:




[image: Esquema do aprendizado supervisionado. ]Figura 2.2: Esquema do aprendizado supervisionado.



As principais categorias de problemas de aprendizado supervisionado são classificação e regressão. Um exemplo do problema de classificação é a detecção de clientes com perfis fraudulentos. Imagine a seguinte situação: um determinado cliente deseja obter um empréstimo de R$ 1000,00. O gestor desse sistema poderia se perguntar: "Será que esse cliente vai pagar o empréstimo?", ou, ainda, "Qual é o melhor modelo de financiamento para este cliente (juros, prazo etc.)?". Esse é um problema típico de classificação, pois se deseja classificar um cliente em uma das possíveis classes do problema, por exemplo, bom pagador/mau pagador ou juros/prazo/outros.

Já o problema de regressão é parecido com o de classificação, com a diferença de que, em vez de o objetivo ser determinar uma classe, tenta-se prever um valor estimado. Um exemplo de problema de regressão é a predição do valor estimado das vendas em uma nova filial de uma determinada cadeia de lojas. Se essa questão for mapeada em um problema de classificação, as respostas possíveis poderiam ser alto, médio ou baixo. Se mapeada em um problema de regressão, as respostas poderiam ser valores monetários.

Aprendizado não supervisionado

No aprendizado não supervisionado, por sua vez, não existe a informação dos rótulos históricos, ou seja, não temos as saídas desejadas a serem estimadas e, por esse motivo, dizemos que nossos dados são não rotulados. Assim, o algoritmo não recebe durante o treinamento os resultados esperados, devendo descobrir por si só, por meio da exploração dos dados, os possíveis relacionamentos entre eles. Nesse caso, o processo de aprendizado busca identificar regularidades entre os dados a fim de agrupá-los ou organizá-los em função das similaridades que apresentam entre si. Como não temos dados rotulados, não há necessidade de realizar particionamento em conjuntos de treino e teste. A figura a seguir ilustra o funcionamento do aprendizado não supervisionado:




[image: Esquema do aprendizado não supervisionado. ]Figura 2.3: Esquema do aprendizado não supervisionado.



São exemplos de problemas de aprendizado não supervisionado a clusterização (ou agrupamento) e a associação. O problema de clusterização tem o objetivo de agrupar os dados de interesse. Por exemplo, se quiséssemos determinar localidades promissoras para abertura de novas filiais de uma loja, os bairros de uma cidade poderiam ser agrupados em localidades mais ou menos promissoras. Nesse caso, como não temos os rótulos de dados, é importante que os grupos formados sejam avaliados por um especialista de negócio. Já o problema de associação pode ser exemplificado pela oferta de novos serviços e produtos para clientes. Por exemplo, em um sistema de e-commerce, poderíamos nos perguntar: "Quem observa esse produto tem interesse em ver qual outro?", ou, ainda, "Quem observa esse produto costuma comprar qual outro?".

De forma análoga ao que observamos quando falamos de KDD, apesar de a essência principal de Machine Learning consistir na construção de algoritmos de aprendizado, essa não é a única etapa em que devemos nos concentrar. É muito importante que entendamos bem o problema a ser resolvido para que possamos traçar os objetivos principais. Em seguida, será necessário coletar e analisar os dados adequados para o problema e prepará-los, pois na maioria das vezes eles virão com informações faltantes, incompletas ou inconsistentes. 

Após essas etapas, podemos construir o modelo de Machine Learning, que deve ser avaliado e criticado e, se necessário, voltar à etapa de coleta e análise de dados, para a obtenção de mais dados, ou mesmo retornar à etapa de construção do modelo, usando diferentes estratégias. Quando se chegar a um modelo satisfatório para o problema, será necessário apresentar os resultados para o demandante e distribuir o modelo em ambiente produtivo, não esquecendo de monitorá-lo periodicamente para verificar se continua com bom desempenho e gerando bons resultados.

2.6 Esquema básico de um projeto de Ciência de Dados

A figura a seguir ilustra o esquema básico de um projeto de Ciência de Dados, que pode ser resumido em sete etapas:




[image: Esquema básico de um projeto de Ciência de Dados. ]Figura 2.4: Esquema básico de um projeto de Ciência de Dados.



Um projeto de Ciência de Dados começa com uma necessidade ou ideia, compondo a etapa de definição do problema. Nessa etapa inicial, deve-se primeiro ter em mente o problema que se deseja resolver, e, em seguida, definir os objetivos, bem como elencar as perguntas que os gestores desejam responder. 

A segunda etapa consiste em levantar as informações necessárias e efetivamente coletar e analisar os dados para resolver os problemas levantados na etapa anterior. Esses dados são geralmente (mas não obrigatoriamente) organizados em um ou mais bancos de dados, que podem ser bancos de dados relacionais, Data Warehouses, Data Marts ou Data Lakes. A partir daí, podem ser realizadas operações de ETL – Extraction (extração), Transformation (transformação), Loading (carga) – a partir dos dados de origem, com a finalidade de prepará-los para os modelos que serão construídos futuramente. 

A terceira etapa, na qual são realizadas as atividades de pré-processamento dos dados, é a mais demorada e trabalhosa de um projeto de Ciência de Dados, e estima-se que consuma pelo menos 70% do tempo total do projeto. Pode ser necessário remover ou complementar dados faltantes; corrigir ou amenizar dados discrepantes (outliers) e desbalanceamento entre classes, e selecionar as variáveis e instâncias mais adequadas para compor o(s) modelo(s) que serão construídos na etapa seguinte.

A quarta etapa consiste em elencar os modelos possíveis e passíveis para cada tipo de problema, estimar os parâmetros que compõem os modelos, baseando-se nas instâncias e variáveis pré-processadas na etapa anterior, e avaliar os resultados de cada modelo, usando métricas e um processo justo de comparação. 

A seguir, na quinta etapa, são realizadas as atividades de pós-processamento: deve-se combinar as heurísticas de negócio com os modelos ajustados na etapa anterior e fazer uma avaliação final, tendo em vista os pontos fortes e dificuldades encontradas na implementação de cada um dos modelos. 

Chega-se então à sexta etapa, a apresentação de resultados. Nela, recomenda-se relatar a metodologia adotada para endereçar a solução às demandas dos gestores; comparar os resultados do melhor modelo com o benchmark atual (caso haja) e planejar os passos para a implementação da solução de proposta. 

Na sétima  etapa, busca-se a geração de valor ao empreendimento, tanto qualitativamente (por exemplo, listar os ganhos operacionais e de recursos humanos) quanto quantitativamente (por exemplo, calculando o ROI – Return on Investment).

É importante ressaltar que, por mais que se fale em Ciência de Dados em temas como Machine Learning e Inteligência Artificial, o papel do ser humano é fundamental na formulação dos objetivos, na escolha de técnicas de pré-processamento de dados e algoritmos utilizados, na parametrização dos algoritmos para a construção dos modelos, sempre usando a sua experiência, conhecimento e intuição para tomar as melhores decisões, bem como o método científico a fim de garantir a confiabilidade dos resultados obtidos. Além disso, soluções de Ciência de Dados continuam sendo projetos de software e devem ser construídos e mantidos seguindo os preceitos da Engenharia de Software, visando reduzir retrabalho e assegurar que esses projetos sejam entregues no prazo, dentro do custo estipulado e com a qualidade pretendida.


        
        

    



        
        
    
    


        
        


Parte II – Abordagens e especificação de sistemas inteligentes




    Capítulo 3

Abordagens para a engenharia de sistemas inteligentes

    
        
        
            Neste capítulo, abordaremos métodos ágeis, que são os mais utilizados pelo mercado, com considerações específicas para projetos de Ciência de Dados. Ao longo deste capítulo, daremos uma visão geral dos princípios ágeis e dos principais métodos para a gestão ágil de projetos, aplicados a projetos de Ciência de Dados. Na sequência, falaremos dos conceitos BizDev, DevOps, experimentação contínua, MLOps e DataOps, que se mostram particularmente relevantes em contextos de inovação e de soluções que envolvem sistemas inteligentes. Por fim, falaremos da abordagem Lean R&D (KALINOWSKI et al., 2020), que temos utilizado com sucesso nesse tipo de projeto na iniciativa ExACTa PUC-Rio.

3.1 O Manifesto Ágil e princípios ágeis

O Manifesto Ágil é uma declaração de valores e princípios essenciais para o desenvolvimento de software. O documento foi criado em fevereiro de 2001, quando 17 profissionais que já praticavam métodos ágeis se reuniram no estado norte-americano de Utah. Embora esses profissionais utilizassem abordagens e métodos diferentes, eles compartilhavam dos mesmos fundamentos e decidiram escrever um documento que serviria como grito de guerra aos novos processos de desenvolvimento de software: o Manifesto Ágil (BECK et al., 2001). Essencialmente, esse documento serviu como base para definir o que é e o que não é desenvolvimento ágil de software. Os quatro valores fundamentais do Manifesto Ágil são:


	
Indivíduos e interações mais que processos e ferramentas;

	
Software em funcionamento mais que documentação abrangente;

	
Colaboração com o cliente mais que negociação de contratos;

	
Responder a mudanças mais que seguir um plano.



Ou seja, mesmo havendo valor nos itens à direita, valorizamos mais os itens à esquerda.

Contendo 12 princípios, o Manifesto Ágil tornou-se uma espécie de guia que orienta as escolhas de métodos e ferramentas de times ágeis de projetos. Segue uma descrição dos 12 princípios incluídos no Manifesto Ágil.


	Nossa maior prioridade é satisfazer o cliente através da entrega contínua e adiantada de software com valor agregado;

	
Mudanças nos requisitos são bem-vindas, mesmo que tardiamente no desenvolvimento. Processos ágeis tiram vantagem das mudanças visando vantagem competitiva para o cliente;

	
Entregar frequentemente software funcionando, de poucas semanas a poucos meses, com preferência à menor escala de tempo;

	
Pessoas de negócio e desenvolvedores devem trabalhar diariamente em conjunto por todo o projeto;

	Construa projetos em torno de indivíduos motivados. Dê a eles o ambiente e o suporte necessário e confie neles para fazer o trabalho;

	O método mais eficiente e eficaz de transmitir informações para e entre uma equipe de desenvolvimento é através de conversa face a face;

	
Software funcionando é a medida primária de progresso;

	Os processos ágeis promovem desenvolvimento sustentável. Os patrocinadores, desenvolvedores e usuários devem ser capazes de manter um ritmo constante indefinidamente;

	Contínua atenção à excelência técnica e bom design aumenta a agilidade;

	
Simplicidade, maximizar a quantidade de trabalho não realizado é essencial;

	As melhores arquiteturas, requisitos e designs emergem de equipes auto-organizáveis.

	Em intervalos regulares, a equipe reflete sobre como se tornar mais eficaz e então refina e ajusta seu comportamento de acordo.



Cerca de 20 anos depois do Manifesto Ágil, em 2021, um conjunto internacional de pesquisadores, incluindo um dos autores deste livro, revisitou o que significa desenvolvimento ágil em uma pesquisa junto a desenvolvedores de diversos países (KUHRMANN et al., 2022). Nessa pesquisa, foi possível confirmar a predominância contemporânea de desenvolvimento ágil e concluiu-se, que na percepção dos desenvolvedores, o grau de agilidade depende mais do alinhamento das práticas (gestão de backlog, integração contínua, desenvolvimento orientado a testes, entre outras) com os princípios ágeis do que dos métodos em si (Cascata, RUP, Scrum). Entretanto, o método predominante entre equipes ágeis é o Scrum, detalhado a seguir.

3.2 Visão geral do Scrum

Como vimos anteriormente, o Scrum é um framework de gestão ágil que utiliza tempo fixo (sprints) em vez de escopo fixo para determinar seus incrementos. Neste capítulo, vamos detalhar um pouco mais o Scrum, entendendo seus pilares, os papéis envolvidos e as cerimônias, discutindo particularidades para o contexto de Ciência de Dados.

Pilares do Scrum

O Scrum se baseia em três pilares: transparência, inspeção e adaptação:


	
Transparência: Aspectos significativos devem estar visíveis aos responsáveis pelos resultados. Ou seja, idealmente, todos os artefatos relacionados com o produto que está sendo construído e sua gestão devem estar disponíveis para toda a equipe Scrum;

	
Inspeção: Usuários Scrum devem, frequentemente, inspecionar os artefatos Scrum e o progresso para detectar variações. Essa inspeção dos artefatos ocorre tanto ao longo das cerimônias do Scrum quanto em atividades como reuniões para o refinamento do backlog ou revisão de código.

	
Adaptação: Se um ou mais aspectos desviou do esperado, o processo ou o material que está sendo produzido deve ser ajustado. A possibilidade constante de adaptação é a essência dos métodos ágeis. É possível adaptar, por exemplo, o que será construído ao atualizar o backlog do produto, ou, ainda, adaptar o processo ou a forma de trabalho com base na retrospectiva da sprint.



Note que a aplicação impulsiona uma atuação da equipe com visão crítica, capaz de lidar com mudanças e sugerir mudanças para melhorar a produtividade da equipe como um todo. Aplicando esses pilares de forma consistente, é possível dar vida a um bom processo.

Papéis no Scrum

Os papéis envolvidos no Scrum são o Product Owner, o Scrum Master e a Equipe de Desenvolvimento.




[image: Papéis no Scrum. ]Figura 3.1: Papéis no Scrum.



O Product Owner (PO) foca no retorno de investimento (ROI) e no valor agregado para o cliente. Ele é o único que edita e gerencia o backlog do produto. A equipe deve respeitar suas decisões, ao passo que suas decisões devem sempre considerar os pontos de vista dos diferentes interessados (stakeholders). Conforme ilustrado na figura a seguir, além de ser responsável pelo backlog do produto, o PO deve buscar entender (bem) o produto, os objetivos de negócio, as necessidades dos interessados, ter visão para o produto e atuar próximo à equipe de desenvolvimento.




[image: Product Owner. ]Figura 3.2: Product Owner.



O Scrum Master, por sua vez, cuida do processo. Ele aplica o Scrum, facilita os eventos e remove impedimentos do time. É parte do seu papel ensinar a correta aplicação do processo e liderar o time rumo aos objetivos do PO. Conforme ilustrado na figura a seguir, o Scrum Master deve atuar como um líder servidor (que ajuda a realizar, mostra como fazer e remove impedimentos), como um coach e professor (que orienta e ensina sobre o processo) e como um facilitador das cerimônias.




[image: Scrum Master. ]Figura 3.3: Scrum Master.



Por fim, a equipe de desenvolvimento deve buscar ser proativa e autogerenciável em relação ao atendimento das tarefas do backlog do sprint. A equipe deve ter atuação multifuncional (dentro do possível de sua expertise) e assumir responsabilidade compartilhada pelo desenvolvimento. 

Cerimônias do Scrum

Para entender bem a dinâmica do Scrum, é fundamental entender suas cerimônias, que serão detalhadas a seguir.

O sprint corresponde um período fixo de tempo (normalmente de duas semanas) durante o qual um incremento utilizável do produto é criado. Para viabilizar o desenvolvimento em sprints, as seguintes cerimônias são realizadas: 


	Planejamento do sprint;

	Reunião diária;

	Desenvolvimento do sprint;

	Revisão do sprint;

	Retrospectiva do sprint.



A figura a seguir relembra a dinâmica geral do Scrum vista no capítulo 1. As cerimônias serão detalhadas na sequência.




[image: Cerimônias do Scrum. ]Figura 3.4: Cerimônias do Scrum.



1. Planejamento do sprint

Durante o planejamento do sprint (Sprint Planning), o objetivo do sprint é definido e o trabalho a ser realizado é planejado. Isso envolve priorizar entre os itens do backlog do produto aqueles que devem ser desenvolvidos primeiro, analisar quais itens estão prontos para entrar no sprint (de acordo com a definition of ready) e analisar o que pode ser incluído, considerando as estimativas e a capacidade da equipe. Além da equipe Scrum, essa cerimônia conta, idealmente, com a participação de representantes do cliente. O resultado do planejamento é o backlog do sprint.

Na verdade, é comum que alguns itens do backlog que se revelarem prioritários, e que ainda não tenham sido detalhados ou estimados, sejam detalhados em tarefas e estimados pela equipe durante essa cerimônia, utilizando práticas como o Planning Poker (COHN, 2006). Entretanto, idealmente, o detalhamento e a estimativa dos itens do backlog prioritários são realizados previamente em sessões de refinamento do backlog conduzidas pelo PO, deixando o foco do planejamento na escolha dos itens prioritários e no ajuste do que será incluído no sprint.

2. Desenvolvimento do sprint

O desenvolvimento do sprint (Sprint Execution) tem início assim que a equipe finaliza o planejamento dele e concorda com o conteúdo do próximo. É importante ressaltar que ninguém diz à equipe de desenvolvimento em qual ordem ou como fazer o trabalho previsto no backlog do sprint. São os membros da equipe de desenvolvimento que definem seu próprio trabalho (ao escolherem tarefas do sprint para realizar) e devem se auto-organizar para alcançar o objetivo do sprint. Todo o desenvolvimento é acompanhado também pelo Scrum Master e pelo PO em reuniões diárias da equipe Scrum.

3. Reunião diária

A reunião diária (Daily Scrum), como o nome indica, envolve uma reunião diária de 15 minutos para que a equipe de desenvolvimento possa sincronizar as atividades e criar um plano para as próximas 24 horas. Idealmente, essas reuniões são realizadas sempre no mesmo horário. Durante elas, cada participante é solicitado a responder brevemente a três perguntas:


	O que eu fiz ontem?

	O que eu vou fazer hoje?

	Tenho algum impedimento?



Este é também o momento em que o Scrum Master assegura que o status de todas as tarefas esteja atualizado na ferramenta de gestão ágil. Para isso, normalmente se utiliza um recurso das ferramentas de gestão ágil conhecido como board. O board mostra as tarefas do sprint que se encontram pendentes, em andamento e concluídas, organizadas por item do backlog. Para assegurar a curta duração das reuniões diárias, a equipe não deve utilizar esse momento para discutir alternativas de solução para eventuais problemas mencionados. O Scrum Master deverá assegurar que reuniões separadas sejam marcadas entre os envolvidos para esse tipo de discussão.

4. Revisão do sprint

A revisão do sprint (Sprint Review) é uma atividade de inspeção e adaptação realizada no final do sprint para verificar o alcance dos objetivos do sprint. Ela envolve inspecionar e fazer o aceite dos itens do backlog do sprint que foram concluídos durante o sprint (de acordo com a definition of done). Como nem sempre todos os itens do backlog do sprint terão sido concluídos ou serão aceitos, a sprint review pode resultar em adaptações para o backlog do produto.

Assim como o planejamento, além da equipe Scrum, essa cerimônia conta idealmente com a participação de representantes do cliente. Note que a participação do cliente na revisão é um fator-chave para uma colaboração bem-sucedida. As pessoas que não estão na equipe Scrum se aproximam do que está sendo desenvolvido e ajudam a guiar sua direção. A revisão do sprint representa uma oportunidade agendada e fundamental para inspecionar e adaptar o produto — e isso deve estar claro para todas as partes envolvidas.

5. Retrospectiva do sprint

Por fim, a retrospectiva do sprint (Sprint Retrospective) é uma oportunidade para a equipe refletir sobre melhorias a serem aplicadas no próximo sprint. Essa reflexão envolve analisar o que foi bom, o que poderia melhorar e pensar em ações concretas para melhoria que poderiam ser aplicadas no próximo sprint. 
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