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Nota de boas vindas 

Bem-vindo e saudações! Estamos muito satisfeitos por ter você aqui enquanto embarcamos em uma exploração emocionante do vasto mundo da inteligência artificial. A IA é uma tecnologia extraordinária que revolucionou a nossa compreensão e interação com o mundo que nos rodeia. Numerosos especialistas preveem que a IA terá um impacto profundo na humanidade, rivalizando com os efeitos 

transformadores de invenções monumentais como o fogo, a roda e a agricultura. 

A influência da IA permeia todos os aspectos das nossas vidas, muitas vezes sem que percebamos. Vejamos, por exemplo, o Google Maps, que há muito emprega técnicas clássicas de IA para fornecer direções precisas e eficientes. Além disso, o mercado Amazon, as previsões meteorológicas e o formidável mecanismo de pesquisa Google dependem de intrincados sistemas de IA para aprimorar suas funcionalidades. 

Nas páginas deste livro notável, nos aprofundaremos nos princípios fundamentais que sustentam esses intrincados sistemas de IA e exploraremos as abordagens matemáticas por trás deles. Juntos, embarcaremos numa viagem emocionante às profundezas da IA, descobrindo o seu imenso potencial e desvendando os mistérios que existem dentro dela. Obrigado por se juntar a mim nesta emocionante expedição ao cativante mundo da IA. 

Este livro é para mim? 

Já que você está aqui, a resposta é um sonoro sim! Então, vamos nos aprofundar nos detalhes. Esteja você intrigado com os fundamentos do Python, ansioso para construir redes neurais a partir do zero, curioso sobre as otimizações matemáticas que impulsionam esses sistemas de IA exclusivos ou interessado em construir um pipeline de IA completo, este livro oferece tudo o que você precisa saber. frentes. 

Nosso guia abrangente visa desmistificar os conceitos básicos de Redes Neurais, proporcionando uma compreensão profunda e ao mesmo tempo garantindo uma experiência de aprendizagem envolvente. Acreditamos em aprender fazendo, por isso este livro incorpora sessões práticas para envolver e cativar ativamente nossos leitores. 

Prepare-se para embarcar em uma jornada cativante que irá capacitá-lo com o conhecimento e as habilidades necessárias para compreender o funcionamento interno da IA. Com foco na praticidade e uma base sólida em Python, este livro irá equipá-lo com as ferramentas necessárias para construir, otimizar e implantar redes neurais e dar vida aos seus projetos de IA. 

Junte-se a nós nesta aventura esclarecedora enquanto desvendamos as complexidades das redes neurais e despertamos sua paixão pela IA. Então, prepare-se para explorar, experimentar e se destacar! 

Engenheiros de software 

Este livro se adapta perfeitamente aos engenheiros de software que desejam mergulhar na IA. Ele oferece amplas oportunidades para explorar e praticar conceitos de IA enquanto aproveita a linguagem de programação Python. Você obterá insights valiosos e habilidades práticas, desde algoritmos até implementação de produtos na vida real. Descubra como criar soluções baseadas em IA e liberar seu potencial no emocionante campo da IA. 

Entusiastas e engenheiros de aprendizado de máquina 

Este livro aumentará sua compreensão se você já for bem versado em IA e tiver uma base sólida. Oferece uma oportunidade de se aprofundar nos conceitos de IA, fornecendo treinamento prático que permite construir projetos do zero. Ao participar de exercícios práticos, você obterá uma compreensão mais abrangente da IA e aprimorará suas habilidades. Prepare-se para expandir seu conhecimento e experiência ao embarcar em uma jornada prática de exploração e aprendizado. 

Pesquisadores de IA 

Este livro atende pesquisadores de IA, oferecendo explicações claras de conceitos matemáticos usados em algoritmos de IA. Ele também orienta a escrita de código em nível de produção, abordando um desafio comum que os pesquisadores enfrentam. 

Expanda sua compreensão da IA e aprimore sua capacidade de aplicá-la de maneira eficaz em cenários da vida real com este recurso valioso. 

Qual é o objetivo do livro?  

• 

Apresente aos nossos leitores os fundamentos do Python e como usá-lo para fins de IA. 

• 

Ajude os leitores a compreender conceitos matemáticos complexos, 

fornecendo-lhes uma análise fácil das equações matemáticas, que podem mais tarde ser aplicadas para compreender a matemática complexa por trás dos sistemas modernos de IA. 

• 

Permita que nossos leitores escrevam conceitos matemáticos por trás de algoritmos de IA em um formato de código, implementando coisas do zero, sem usar bibliotecas de alto nível, como TensorFlow ou PyTorch. 

Como este livro está estruturado?  

Este livro tem como objetivo compreender de forma abrangente as Redes Neurais Artificiais (RNA) e orientar os leitores na construção de modelos de RNA usando Python. Além disso, explora as aplicações práticas da RNA em diversas indústrias e áreas acadêmicas. 

O livro começa com uma introdução às Redes Neurais e depois cobre os fundamentos do Python e as bibliotecas relevantes usadas na modelagem de RNA. A seguir, introduz gradualmente os conceitos teóricos que servem de base para o restante do livro, incluindo redes neurais de camada única e multicamadas, vetores e pesos e modelos de regressão linear. 

A seção central do livro concentra-se na construção de modelos de RNA. Tudo começa com a construção de redes neurais do zero, incluindo exemplos detalhados de codificação. Em seguida, são discutidas a adição de camadas de entrada e saída ao modelo de RNA e técnicas para salvar, restaurar e ajustar os hiperparâmetros do modelo. Posteriormente, descobriremos a excelente biblioteca TensorFlow e como escrever modelos NN usando uma biblioteca de alto nível. 

Na parte final do livro, os leitores se aprofundarão no treinamento e na compilação de modelos de EAD. Por fim, o livro conclui demonstrando aplicações de IA no mundo real, fornecendo aos leitores o conhecimento necessário para compreender novos conceitos de IA e se envolver em pesquisas em IA, ao mesmo tempo que lhes permite implementar e compreender tecnologias de IA de ponta. 

Ao concluir este livro, os leitores adquirirão as habilidades necessárias para aplicar efetivamente a RNA na prática e desenvolverão uma base sólida para explorar conceitos e técnicas avançadas de IA. 

Preciso saber mais alguma coisa antes de começar?  

O conhecimento básico de Python e IA é excelente, mas não se preocupe; cobriremos tudo, desde a configuração de sua máquina até a construção de itens que podem ser utilizados em uma aplicação do mundo real. 

As ferramentas e tecnologias que abordaremos neste livro incluem Python, Redes Neurais, Operações Matemáticas, Processamento de Imagens, TensorFlow, Keras, Numpy e VS Code. 

Sem mais delongas, vamos começar. 



Prefácio 

Este livro fornece uma exploração abrangente da Inteligência Artificial (IA), começando com uma compreensão fundamental de sua história, desenvolvimentos significativos e evolução em vários subcampos. Os capítulos iniciais estabelecem a base teórica, delineando entre IA e Deep Learning e elucidando os conceitos e modelos básicos como redes inspiradas em neurônios. Progredindo sequencialmente, oferece insights práticos sobre a configuração de fluxos de trabalho Python para desenvolvimento de IA, com foco na instalação de pacotes essenciais e na configuração de ambientes de desenvolvimento. Ele apresenta bibliotecas Python básicas e conceitos de programação cruciais para o desenvolvimento de IA e ciência 

de dados, melhorando a compreensão por meio de web scraping, regex e discussões multithreading. 

Seguindo em frente, o livro se aprofunda em tópicos avançados, abrangendo conceitos eficazes de treinamento de redes neurais, técnicas de redução de dimensionalidade e aprendizado não supervisionado. Os leitores são orientados na construção de redes neurais do zero, enfatizando a compreensão de várias estruturas de dados e a implementação de redes multicamadas usando NumPy. Os capítulos subsequentes exploram intensamente as redes neurais convolucionais (CNN) e fornecem insights sobre o TensorFlow e o Keras, destacando os contrastes entre o TensorFlow e outras estruturas de aprendizagem profunda. Os capítulos finais centram-se na estruturação do código de aprendizagem profunda, na construção de pipelines de segmentação de imagens ponta a ponta e na apresentação dos mais recentes avanços e técnicas em IA, garantindo que os leitores estejam bem familiarizados com os desenvolvimentos de ponta na área. 

Capítulo 1:Este capítulo apresenta a IA, destacando suas fases e subcampos evolutivos. O objetivo é transmitir uma compreensão da história da IA e como ela divergiu em vários domínios, enfatizando o comportamento inteligente como aprendizagem, raciocínio e linguagem. Ele discute as diferenças entre IA e Deep Learning, ilustra os primeiros modelos de rede inspirados em neurônios e menciona desenvolvimentos significativos como o ChatGPT. 

Capítulo 2:Este capítulo serve como um guia prático para configurar o ambiente Python para desenvolvimento de IA, incluindo a instalação de pacotes necessários e configuração de ambientes como Anaconda e VS Code. Ele também introduz os conceitos de Programação Orientada a Objetos (OOP) cruciais para o 

desenvolvimento. 

Capítulo 3:Este capítulo discute várias bibliotecas e técnicas Python essenciais para cientistas de dados, com foco em web scraping, expressões regulares, multithreading, multiprocessamento e apresentando os fundamentos do Pandas. 

Capítulo 4:Este capítulo se aprofunda nos conceitos fundamentais vitais para o treinamento de redes neurais, como funções de ativação, overfitting, compensação entre viés e variância e o princípio dos aproximadores universais. Ele introduz conceitos como função de polarização radial e a maldição da dimensionalidade, fornecendo insights sobre o domínio das redes neurais. 

Capítulo 5:Este capítulo elucida técnicas de redução de dimensionalidade e aprendizagem não supervisionada, abordando tópicos como PCA, agrupamento, aprendizagem semissupervisionada e aprendizagem autossupervisionada. Ele também explora o espaço de versão e a otimização por meio de SVM, esclarecendo diferentes formas de SVM e o Kernel Trick. 

Capítulo 6:Este capítulo adota uma abordagem prática para ilustrar a construção de redes neurais do zero. Ele discute a codificação de neurônios, compreendendo várias 

estruturas de dados como listas, arrays e tensores, e fornece insights sobre a criação de redes multicamadas usando NumPy. 

Capítulo 7:Este capítulo se aprofunda na otimização de pesos por meio de derivadas e retropropagação. Ele detalha a matemática e a implementação da retropropagação e apresenta vários otimizadores como SGD e Adam, enfatizando redes de treinamento ponta a ponta. 

Capítulo 8:Este capítulo discorre sobre Redes Neurais Convolucionais (CNN), detalhando sua operação, extração de recursos e tipos, e apresenta várias redes baseadas em CNN, como VGG 16, ResNet e outras. Ele discute diferentes tipos de convolução e fornece insights sobre o dimensionamento de redes conv por meio da Efficient Net Architecture. 

Capítulo 9:Este capítulo fornece uma visão geral do TensorFlow e Keras, comparando o TensorFlow com outras estruturas de aprendizado profundo, como PyTorch e Theano. Ele fornece insights sobre os componentes internos e vários componentes do TensorFlow, discutindo camadas, ativações, otimizadores e funções de perda, e ilustra a construção de uma rede de múltiplas entradas e saída única com retornos de chamada personalizados. 

Capítulo 10:Este capítulo se concentra na estruturação do código de aprendizado profundo e na construção de um pipeline de segmentação de imagens ponta a ponta. 

Ele enfatiza a estrutura do projeto, documentação, depuração e registro, e introduz técnicas de segmentação como UNet e Attention Gates. 

Capítulo 11:O capítulo final investiga conceitos e modelos avançados de IA, incluindo RNN, LSTM, mecanismos de autoatenção, detecção de objetos com YOLO e modelos generativos como VAE e GANs. Ele fornece uma compreensão detalhada de diferentes modelos de IA, como DALLE-2, e explica o uso da autoatenção para transformadores em Processamento de Linguagem Natural (PNL). 

Este livro serve como um guia completo, começando com os fundamentos e a história da IA, aprofundando-se em aspectos práticos e conceitos fundamentais e concluindo com os avanços mais recentes na área. 



Baixando os pacotes de códigos e imagens coloridas 

Por favor, siga o link para baixar o 

Pacotes de códigodo livro: 

https://github.com/OrangeAVA/Ultimate-Neural-Network-

Programming-with-Python 

Os pacotes de códigos e imagens do livro também estão hospedados em 

 https://rebrand.ly/553a52 

Caso haja uma atualização no código, ele será atualizado no repositório existente do GitHub. 



AVALIAÇÕES 

Por favor, deixe um comentário. Depois de ler e usar este livro, por que não deixar um comentário no site onde o comprou? Os leitores em potencial poderão então ver e usar sua opinião imparcial para tomar decisões de compra. Nós da Orange Education adoraríamos saber o que você pensa sobre nossos produtos, e nossos autores podem aprender com seus comentários. Obrigado! 

Para obter mais informações sobre a Orange Education, visitewww.orangeava.com.  



CAPÍTULO 1 

Compreendendo a história da IA 

Conhecer o contexto histórico e o contexto é importante para se apaixonar por qualquer tecnologia ou assunto. Sem experiência e contexto suficientes, você sempre pode se perguntar: por que estou lendo isso? Ao longo deste capítulo, abordamos a quem este livro se destina e como ele irá ajudá-lo, seja você um pesquisador, desenvolvedor ou entusiasta de IA. Desde a compreensão da inspiração inicial até o primeiro conjunto de blocos matemáticos para construir redes neurais, este capítulo oferece tudo. 

Estrutura 

Este capítulo aborda os seguintes tópicos: 

• 

Como a IA evoluiu ao longo de décadas 

• 

Diferentes casos de uso de IA 

• 

Diferenciando IA, ML e DL 

• 

Perceptron multicamadas 

Evolução da IA 

Embora muitos estejam familiarizados com o conceito de inverno da IA, a narrativa completa da evolução da IA ao longo das décadas ainda precisa ser descoberta pela maioria. Para compreender os meandros do campo, é crucial compreender os fundamentos e a notável jornada que nos trouxe até aqui. O início da IA remonta à década de 1960, quando pesquisadores pioneiros mergulharam no domínio da criação de máquinas inteligentes. Embora a Conferência de Dartmouth, em 1956, seja amplamente considerada como o nascimento da IA, foi durante a década de 1960 que foram feitos avanços substanciais, impulsionando o campo para a frente. 

A história inicial da IA 

Os primeiros pesquisadores de IA concentraram-se na criação de sistemas que pudessem resolver problemas simbolicamente, usando raciocínio lógico e abordagens baseadas em regras. Um dos principais desenvolvimentos foi o General Problem Solver (GPS) criado por Allen Newell e Herbert A. Simon. O GPS foi uma das primeiras tentativas de construir um sistema de resolução de problemas que pudesse raciocinar e planejar suas ações. A ideia era que eles pudessem representar o mundo inteiro através de símbolos e lógica perfeita, e se alguém pudesse fazer isso, poderia treinar um sistema para navegar naquele mundo, mas era quase impossível construir tal sistema devido à natureza aleatória inerente de coisas. Por exemplo, muitas coisas não podem ser escritas usando uma lógica perfeita; assim, a criação de um modelo mundial com excelentes capacidades de raciocínio estava fadada ao fracasso, pelo menos em certas áreas. Outra conquista notável foi a criação do programa ELIZA por Joseph Weizenbaum. ELIZA era um programa de computador que simulava uma conversa com um ser humano e demonstrava capacidades de processamento de linguagem natural. 

Vamos tentar entender isso com mais detalhes através de um conceito denominado explosão combinatória. É um fenômeno na IA onde o número de estados ou combinações possíveis cresce exponencialmente à medida que o tamanho do problema aumenta. Refere-se à rápida expansão do espaço de busca ou à complexidade de um problema à medida que mais variáveis ou opções são introduzidas. 

Na IA, a explosão combinatória representa um desafio significativo porque leva à intratabilidade computacional e dificulta a exploração razoável de todas as soluções possíveis. À medida que aumenta o número de variáveis, restrições ou escolhas, o número de estados potentes cresce exponencialmente. Esta explosão de possibilidades muitas vezes excede os recursos computacionais disponíveis para resolver o problema de forma eficaz. Planejamento e busca e descoberta de medicamentos são alguns problemas que representam o problema da explosão combinatória. Vamos entender esse problema por meio de um exemplo e por que o sistema inicial de IA falhou. 



Exemplo para entender o conceito 

 Considere a foto de uma cadeira representada por uma matriz de recursos 10x10. Cada ponto desta matriz pode assumir um valor que varia de 0 a 256. Consequentemente, o número total de combinações possíveis neste espaço de busca é calculado multiplicando 256 por ele mesmo 100 vezes (256¹⁰⁰). Este número astronômico significa a magnitude do espaço de busca.  

 Para colocar em perspectiva, a enormidade deste espaço ultrapassa o número de átomos presentes em todo o universo. Por outras palavras, devem ser necessários mais átomos no universo para extrair amostras suficientes deste vasto espaço de pesquisa para compreender a distribuição subjacente.  

 Em essência, tentar explorar e analisar todo o 256¹ ⁰⁰o espaço é uma tarefa intransponível devido ao seu tamanho incompreensível, ultrapassando as limitações de recursos e viabilidade atuais. Mas ainda fazemos isso de alguma forma por meio de redes neurais. 



Figura 1.1:Explosão combinatória (Fonte de imagem) 

Durante a década de 1970, um desenvolvimento significativo na IA foi o advento de sistemas baseados em conhecimento e a ascensão de sistemas especialistas. O objetivo 

principal dos pesquisadores era encapsular a experiência humana em sistemas baseados em regras, empregando-os para diagnósticos médicos e tomada de decisões. 

Uma conquista notável durante este período foi a criação do MYCIN, um sistema especialista desenvolvido por Edward Shortliffe especificamente para o diagnóstico de doenças infecciosas. O MYCIN mostrou o potencial da IA no combate a domínios de problemas complexos. No entanto, o progresso neste campo foi dificultado por limitações no poder computacional e pela necessidade de mais dados disponíveis. 

Como resultado, o interesse na investigação em IA diminuiu no final da década. 

No final da década de 1970 e início da década de 1980, uma descoberta inovadora estava no horizonte, preparada para revolucionar o campo da IA. Durante esse período, os cientistas começaram a explorar abordagens alternativas para treinar sistemas de IA. Mas, infelizmente, embora tenham sido investidos esforços significativos na criação de sistemas de IA que imitassem o cérebro humano, todos estes esforços ainda não alcançaram o sucesso desejado. 

O desenvolvimento mais crucial na história da IA 

No entanto, um ponto de viragem significativo chegou quando Geoff Hinton propôs uma ideia totalmente revolucionária: a retropropagação de erros. Partindo da noção de ensinar as máquinas a se comportarem como o cérebro humano, Hinton defendeu uma abordagem orientada para resultados. Em vez de esperar que as máquinas fizessem previsões corretas desde o início, o conceito envolvia permitir que a máquina fizesse previsões incorretas e depois melhorá-las iterativamente. 

Esta mudança de paradigma marcou um momento crucial na IA. O conceito 

deRetropropagação[1],  desenvolvido por Rumelhart, Hinton e Williams, formou a espinha dorsal de todo o campo da IA. Hoje, é amplamente reconhecido como algoritmo de retropropagação, uma técnica fundamental no treinamento de redes neurais. 

A introdução da retropropagação trouxe uma nova perspectiva, enfatizando a correção iterativa das previsões da máquina. Esta abordagem inovadora abriu possibilidades sem precedentes para os sistemas de IA, permitindo-lhes aprender e adaptar-se aos seus erros. Como resultado, o campo da IA embarcou numa trajetória transformadora que continua a moldar os seus avanços. Nos capítulos posteriores deste livro, nos aprofundaremos no algoritmo Backpropagation e examinaremos seu funcionamento interno, implementando-o do zero. 

Ao longo do livro, continuaremos fornecendo links para ótimas palestras e séries de vídeos para desenvolver a intuição sobre as ideias apresentadas neste livro. Aqui está uma excelente série de minivídeos do canal 3blue1brown no YouTube para entender as ideias centrais por trás do NN:Série 3Blue1Brown NN [2].  







Figura 1.2:Inspirando-se nas redes neurais do cérebro (Fonte de imagem) 

A IA começou a evoluir para novos campos 

Durante a década de 1990, a pesquisa em IA mudou para aplicações práticas e para a integração de tecnologias de IA em diversos domínios. As técnicas de aprendizado de máquina, incluindo árvores de decisão, máquinas de vetores de suporte e redes bayesianas, ganharam destaque significativo durante esta era. Simultaneamente, os avanços no processamento de linguagem natural (PNL) impulsionaram o 

desenvolvimento de sistemas como o Watson da IBM, que alcançou fama ao vencer o game show Jeopardy em 2011. 

Os campos da robótica e da visão computacional também experimentaram progressos notáveis, encontrando aplicações na automação industrial e no desenvolvimento de veículos autônomos. O advento da Internet e a abundância de dados disponíveis levaram ao surgimento de abordagens baseadas em dados e de mineração de dados. 

As técnicas de IA encontraram uso prático em diversas áreas, desde detecção de fraudes e sistemas de recomendação até a melhoria dos mecanismos de pesquisa. 

Durante este período, assistimos a uma transição notável de sistemas de IA baseados em regras para métodos estatísticos e probabilísticos, facilitando o desenvolvimento de soluções mais escaláveis e adaptáveis. 



IA começa a assumir sua forma moderna 

No início dos anos 2000, a IA conheceu uma convergência com campos como a neurociência computacional e a ciência cognitiva, promovendo a investigação interdisciplinar. Durante esse período, testemunhamos um avanço significativo com o surgimento do aprendizado profundo, um subcampo do aprendizado de máquina que utiliza redes neurais com múltiplas camadas. Como resultado, a aprendizagem profunda revolucionou as capacidades da IA, alcançando um sucesso sem precedentes em tarefas como reconhecimento de imagem, reconhecimento de fala e 

processamento de linguagem natural. Além disso, a disponibilidade de extensos conjuntos de dados rotulados e os avanços nas unidades de processamento gráfico (GPUs) aceleraram o desenvolvimento e a adoção de algoritmos de aprendizagem profunda, aumentando o potencial da IA para resolver problemas complexos e impulsionando novos avanços neste campo. 

Com um pouco mais de contexto histórico, estamos prontos para nos aprofundarmos no assunto técnico. 



Figura 1.3:Como a IA progrediu ao longo do tempo (Fonte de imagem) 

Compreendendo o comportamento inteligente 

O objetivo de todo sistema de IA é comportar-se de forma inteligente; definir o que é inteligência é uma grande tarefa. No entanto, tentamos associar diferentes tarefas como sinais de inteligência. A verdadeira natureza da inteligência ainda é um mistério, mas existem vários resultados ou comportamentos que podemos dizer que são gerados a partir de alguma forma de inteligência; xadrez e raciocínio são dois exemplos. Nesta seção, abordamos o papel da IA no xadrez, no raciocínio, no pôquer e assim por diante, que consideramos um resultado do comportamento inteligente. 



IA vence humanos no xadrez 

Antes de nos aprofundarmos na definição técnica e nos componentes da IA, é essencial ponderar algumas questões fundamentais. Primeiro, o que realmente consideramos inteligente? Jogar xadrez é uma prova definitiva de comportamento inteligente? 

Conversar como um ser humano ou a capacidade de raciocinar se qualifica como uma forma de inteligência? O conceito de inteligência permanece indefinido e defini-lo revela-se mais complicado do que a maioria imagina. Quando a IA alcança avanços significativos, eles são frequentemente atribuídos a hacks inteligentes ou ao aumento do poder computacional. No entanto, este também pode ser o caso da inteligência humana. Os dias de hoje podem, sem dúvida, apresentar um comportamento inteligente, mas permanece incerto se pode ser considerado verdadeiramente inteligente. Um exemplo notável é a partida de 1997 em que Gary Kasparov, o campeão mundial de xadrez, foi derrotado pelo sistema da IBM denominado sistema Deep Blue. O Deep Blue dependia do envolvimento humano e de regras específicas do xadrez; demonstrou um comportamento que pode ser considerado inteligente, embora não necessariamente a própria inteligência. Aqui está o vídeo de Kasparov jogando xadrez com IA:Xadrez IA vs. Kasparov [3].  



Figura 1.4:Gary Kasparov (campeão mundial de xadrez) x Deep Blue (Fonte de 

imagem) 

IA aprendendo raciocínio e linguagem 

Em outra ocasião, a IBM apresentou novamente ao mundo um sistema inteligente chamado Watson; ficou famoso ao vencer um game show de perguntas e respostas chamado Jeopardy! em 2011. Ao superar os campeões humanos, o Watson 



demonstrou o potencial dos sistemas de IA para compreender e processar a linguagem natural em um nível que superou as capacidades humanas. Esta conquista inovadora capturou a atenção global e despertou um interesse generalizado na IA. A principal tecnologia do Watson era o processamento de linguagem natural e a análise de dados. Mais tarde, isso inaugurou a era da computação cognitiva. Demonstrou a capacidade dos sistemas de IA de analisar grandes quantidades de dados não estruturados, compreender questões complexas e fornecer respostas precisas. Este avanço abriu caminho para que os sistemas de IA se destacassem em tarefas que exigem habilidades cognitivas, como compreensão da linguagem, raciocínio e tomada de decisões. Aqui está o vídeo da IA jogando Jeopardy lançado pela pesquisa da IBM:Perigo de IA da IBM [4].  





Figura 1.5:IBM Watson jogando e vencendo o jogo Jeopardy contra humanos (Fonte 

de imagem) 

IA começa a jogar pôquer 

Em 2017, um sistema de IA chamado Libratus venceu jogadores humanos no pôquer. 

Pesquisadores da Carnegie Mellon University o desenvolveram para jogar pôquer Texas Hold 'em heads-up e sem limite. O pôquer é um jogo de informações incompletas, ao contrário do xadrez ou do Go, o que o torna um desafio significativo para a IA. Libratus tem sido um marco neste domínio, pois foi a primeira IA a vencer jogadores profissionais de pôquer em um torneio completo em 2017. Sua abordagem inclui três módulos: um módulo de aprendizagem por reforço para estratégia, um solucionador de final de jogo para cenários específicos e um módulo de aprendizagem por reforço para estratégia, um solucionador de final de jogo para cenários específicos e um módulo de autoaperfeiçoamento que analisa a estratégia da IA para selar 



possíveis vazamentos. O sucesso do Libratus representa uma conquista significativa na capacidade da IA de gerenciar incertezas e cenários complexos de tomada de decisão. Aqui está um vídeo do Engadget explicando o pôquer de IA:Pôquer Libratus 

AI [5].  



Figura 1.6:Libratus AI derrotando humanos no pôquer (Imagem: Wikimedia Commons)Fonte de imagem) 

Conquistando GO e Dota 2 

AlphaGo e OpenAI Five são os outros dois excelentes sistemas de IA que fazem muito barulho em todo o mundo. Sugerimos que você leia tanto o OriginalAlfa GO 

[6]eOpenAI cinco [7]artigos, pois ambos alcançaram algo notável e introduziram muitas ideias novas para treinar sistemas inteligentes que podem vencer humanos em GO e Dota 2. Para quem não conhece AlphaGo, é um sistema de IA para jogar um jogo chamado GO; é um jogo extremamente complexo com 10.300 combinações possíveis, muito maior que o número de átomos do universo. Por outro lado, OpenAI Five é um sistema para jogar um jogo online para vários jogadores chamado DOTA2. O jogo Dota 2 apresenta novos desafios para os sistemas de IA, tais como horizontes de tempo alargados, informação imperfeita e espaços complexos e contínuos de acção estatal, todos desafios que se tornarão cada vez mais centrais para sistemas de IA mais capazes. 



Observação:Os humanos venceram novamente as máquinas no GO, aproveitando informações de ataques adversários; vá e leia issopapel [8]do MIT. 



Figura 1.7:Jogo de tabuleiro GO (Fonte de imagem) 

Uma experiência com ChatGPT 

Por último, tenho certeza que você já conhece ou encontrou o ChatGPT. Tive uma experiência intrigante com o ChatGPT quando pedi para ele me entrevistar sobre um de meus artigos. Surpreendentemente, a conversa correu muito bem. Embora sistemas de IA como o ChatGPT não sejam perfeitos, suas capacidades de compreensão melhoraram significativamente nos últimos anos. Compartilho isso para fornecer a você uma perspectiva mais ampla do campo antes de me aprofundar nos aspectos fundamentais da IA. É essencial compreender o panorama geral e reconhecer os avanços alcançados até agora. 





















Figura 1.8:Minha entrevista com ChatGPT 

Isso cobre a história e alguns desenvolvimentos interessantes, antigos e recentes, nas últimas décadas. 



Diferença entre Inteligência Artificial, Aprendizado de Máquina e Aprendizado Profundo 

Nas últimas seções, examinamos o contexto histórico da IA e quais são os diferentes casos de uso em que a IA está sendo usada ou já superou os humanos na exibição de comportamento inteligente. A partir deste capítulo, iremos mais técnicos e construiremos uma compreensão matemática e prática desses conceitos. Então, vamos começar definindo os termos Inteligência Artificial, Aprendizado de Máquina e Aprendizado Profundo. 



Figura 1.9:O aprendizado profundo é um subconjunto do aprendizado de máquina e o aprendizado de máquina é um subconjunto da inteligência artificial 

Definindo formalmente os termos de IA 

Na realidade, existem muitas maneiras de definir ou compreender esses termos. Ainda assim, vejo-os como um subconjunto dentro de um subconjunto, sendo a camada superior a inteligência artificial e a última camada a aprendizagem profunda. Por exemplo, uma definição concisa de Inteligência Artificial: o esforço para automatizar tarefas intelectuais normalmente executadas por humanos. A IA é um campo geral que abrange aprendizado de máquina e aprendizado profundo, mas inclui muitas outras abordagens que não envolvem aprendizado. 

O aprendizado de máquina surge da capacidade de um computador superar as limitações de instruções explicitamente programadas e aprender de forma autônoma como executar uma determinada tarefa. Um computador pode apresentar um comportamento inesperado? Em vez de os programadores criarem manualmente regras para o processamento de dados, um computador pode aprender 



automaticamente essas regras analisando os dados? Esta questão introduz um novo paradigma de programação. Na programação tradicional de IA simbólica, os seres humanos inserem regras (um programa) e dados a serem processados de acordo com essas regras, produzindo respostas. No entanto, os humanos inserem os dados e as soluções esperadas no aprendizado de máquina, e o sistema gera as regras. Estas regras podem então ser aplicadas a novos dados para criar respostas novas e originais. 



Figura 1.10:Diferença entre programação clássica e aprendizado de máquina Aprendizado de máquinaopera através de treinamento em vez de programação explícita. Em vez de receber instruções predefinidas, um sistema de aprendizado de máquina é exposto a vários exemplos relevantes para uma tarefa específica. Ao analisar estes exemplos, o sistema identifica padrões e estruturas estatísticas que lhe permitem formular regras para automatizar a tarefa em questão. Por exemplo, se você quiser automatizar o processo de marcação de fotos de suas férias, poderá fornecer um sistema de aprendizado de máquina com um grande conjunto de dados de fotos já marcadas por humanos. O sistema aprenderia então regras estatísticas para associar imagens específicas às tags correspondentes, permitindo a marcação automatizada no futuro. 

A aprendizagem automática e a estatística matemática partilham uma forte ligação, mas divergem em aspectos cruciais. Ao contrário das estatísticas tradicionais, o aprendizado de máquina concentra-se principalmente no tratamento de conjuntos de dados grandes e complexos. Esses conjuntos de dados podem ser vastos, contendo milhões de imagens, cada uma composta por dezenas de milhares de pixels. 

Consequentemente, técnicas estatísticas clássicas como a análise Bayesiana tornam-se impraticáveis em tais cenários. Como resultado, a aprendizagem automática, particularmente a aprendizagem profunda, tende a ter uma ênfase limitada na teoria matemática, necessitando potencialmente de fundamentos teóricos mais aprofundados. Em vez disso, adota uma abordagem orientada para a engenharia, priorizando a experimentação prática e a validação empírica em vez de provas teóricas rigorosas. Em essência, a aprendizagem automática é uma disciplina que depende fortemente de demonstrações práticas e evidências empíricas para apoiar a sua ideia de aprendizagem e inteligência. Exemplos de algoritmos de aprendizado de máquina incluem máquinas de vetores de suporte, regressão logística, árvores de decisão e assim por diante. 

Aprendizado profundoé um subcampo específico de aprendizado de máquina e um conceito relativamente novo. É necessária uma postura totalmente nova em relação à aprendizagem; em vez de aprender regras estatísticas diretamente, cria uma representação de dados alimentados através de múltiplas camadas, criando 

posteriormente representações cada vez mais profundas, daí o nome 'Aprendizagem Profunda'. Outros nomes apropriados para o mesmo são aprendizagem de representações em camadas e aprendizagem de representações hierárquicas. O 

aprendizado profundo moderno geralmente envolve dezenas ou até centenas de camadas sucessivas de representações — e todas elas são aprendidas 

automaticamente a partir da exposição aos dados de treinamento. Enquanto isso, outras abordagens de aprendizado de máquina tendem a se concentrar no aprendizado de apenas uma ou duas camadas de representações dos dados; portanto, às vezes são chamados de aprendizagem superficial. À medida que avançamos no livro, criaremos uma rede neural profunda do zero. 

Aprendendo representações de dados 

O aprendizado profundo é um subconjunto do aprendizado de máquina que se concentra no aprendizado de representações úteis de dados de entrada por meio da exposição a exemplos conhecidos. Para realizar o aprendizado de máquina, são necessários três elementos: 

• 

Pontos de dados de entrada (como arquivos de som ou imagens) 

• 

Exemplos da saída esperada (como transcrições geradas por humanos ou tags de imagem, como uma imagem de gato ou de cachorro) 

• 

Uma forma de medir o desempenho do algoritmo para fornecer feedback para ajuste e aprendizagem 

A ideia central no aprendizado de máquina e no aprendizado profundo é transformar os dados de entrada para que a representação gerada possa ser mapeada para uma saída específica. Em outras palavras, transforme os dados de modo que a diferença entre a produção real e a prevista seja mínima. Basicamente, é uma maneira diferente de representar ou codificar dados. Por exemplo, podemos escrever dois de várias maneiras: 2 (Decimal), II (Romano) e 10 (Binário); todas essas são apenas maneiras diferentes de representar a mesma ideia de dois. A distinção entre codificações geradas por IA e representações tradicionais de ML ou DL reside em sua estrutura e interpretabilidade humana. As representações ML ou DL podem não aderir a um formato rígido ou de fácil leitura, pois são influenciadas pelos dados de entrada e pelo algoritmo empregado para gerá-los. Por exemplo, considere imagens coloridas que podem ser codificadas em formatos como RGB ou HSV. Embora esses formatos representem os mesmos dados, eles oferecem vantagens distintas para tarefas específicas. Por exemplo, RGB facilita a seleção de pixels vermelhos, enquanto HSV 

simplifica o ajuste do brilho. Os modelos de aprendizado de máquina identificam representações apropriadas que melhoram a adequação dos dados para uma determinada tarefa, como a classificação. Consulte a figura a seguir para ver a disparidade entre codificações fixas e aprendidas. 





Figura 1.11:Representando Dois usando codificações/representações fixas e enxutas É crucial reconhecer que as representações aprendidas podem apresentar variações substanciais em tamanho e valor, dependendo do algoritmo empregado para sua geração. Mesmo ao aplicar o mesmo algoritmo, as representações podem divergir para diferentes pontos de dados, especialmente se forem feitas alterações no conjunto de dados restante. Nas representações aprendidas, o valor atribuído a um ponto de dados específico é influenciado pela codificação de outros pontos de dados, enfatizando assim a interconectividade e a interdependência do espaço de representação aprendido. 

Exemplo para entender o conceito 

 Para ilustrar isso, vamos considerar um exemplo usando um algoritmo de aprendizado de máquina para reconhecimento de imagem. Suponha que temos um conjunto de dados de imagens contendo diferentes animais, como cães, gatos e pássaros. O algoritmo visa aprender representações que possam classificar com precisão essas imagens em suas respectivas categorias.  

 Durante o processo de treinamento, o algoritmo analisa as características das imagens e cria representações aprendidas para cada ponto de dados. Estas representações são valores numéricos que capturam características essenciais das imagens relevantes para a tarefa de classificação. Por exemplo, certas representações eruditas podem enfatizar a presença de pelos ou penas, o formato das orelhas ou o arranjo das asas.  

 As representações aprendidas podem mudar se modificarmos o conjunto de dados adicionando ou removendo imagens. Por exemplo, se introduzirmos novas imagens de peixes no conjunto de dados, o algoritmo poderá ajustar as suas representações aprendidas para acomodar esta nova categoria. Consequentemente, as representações atribuídas a animais vistos anteriormente, como cães, gatos e pássaros, também podem ser influenciadas pela inclusão de imagens adicionais.  

 Além disso, dentro destas representações aprendidas, a codificação de um ponto de dados específico pode depender das codificações de outros pontos de dados. Por exemplo, em uma rede neural profunda onde as representações são aprendidas hierarquicamente, a codificação de uma imagem em uma camada superior pode ser influenciada pelas codificações de múltiplas imagens em camadas inferiores. Essa interdependência 

 permite que o modelo capture relacionamentos e dependências complexas dentro do conjunto de dados.  

 Em resumo, as representações aprendidas podem variar em tamanho e valor dependendo do algoritmo utilizado e podem ser sensíveis a alterações no conjunto de dados. Além disso, a codificação de um determinado ponto de dados pode depender das codificações de outros pontos, permitindo que o modelo capture relações intrincadas dentro dos dados.  

Subcampos de IA 

IA é um termo amplo e tentamos dar uma diferença clara entre seus três componentes principais: IA, ML e DL. Mas ainda devemos mergulhar mais fundo e categorizar ainda mais esses sistemas para completar nossos subdomínios de IA do mapa mental. 

Embora todos os três: Inteligência Artificial (IA), Aprendizado de Máquina (ML) e Aprendizado Profundo (DL) sejam campos interconectados, ainda podemos tentar organizá-los em suas subcategorias: 

Inteligência Artificial (IA) 

A IA pode ser dividida em dois tipos principais: IA Narrow, que é projetada para executar uma tarefa restrita (por exemplo, reconhecimento facial ou comandos de voz), e IA Geral, que se destina a realizar qualquer tarefa intelectual que um ser humano possa realizar. . Aqui estão alguns subcampos: 

• 

 Sistemas especializados: Imitar a capacidade de tomada de decisão de um especialista humano. 

• 

 Processamento de Linguagem Natural (PNL): Computadores interagindo com a linguagem humana. Nos últimos tempos, toda a PNL migrou para métodos baseados em DL. 

• 

 Reconhecimento de fala: Traduzir a linguagem falada para a forma escrita. 

• 

 Visão Computacional: Permitir que os computadores entendam e interpretem informações visuais do mundo real. 

• 

 Robótica: Projetar máquinas capazes de realizar ações complexas de forma autônoma ou semiautônoma. 

• 

 Planejamento e Navegação: Algoritmos para planejamento e navegação em sistemas de IA, frequentemente utilizados em robótica. 

Aprendizado de máquina (ML) 

Machine Learning é um método de análise de dados que automatiza a construção de modelos analíticos. É um ramo da IA baseado na ideia de que os sistemas podem aprender com os dados, identificar padrões e tomar decisões com o mínimo de intervenção humana. Aqui estão alguns subcampos: 

• 

 Aprendizagem Supervisionada: O modelo aprende com dados rotulados. Os exemplos incluem regressão, máquinas de vetores de suporte, árvores de decisão e florestas aleatórias. 

• 

 Aprendizagem não supervisionada: O modelo aprende com dados não rotulados. Os exemplos incluem algoritmos de agrupamento (como k-means) e técnicas de redução de dimensionalidade (como PCA). 

• 

 Aprendizagem semissupervisionada: O modelo aprende com dados rotulados e não rotulados. 

• 

 Aprendizagem por Reforço: O modelo aprende a tomar decisões recebendo recompensas pelas boas escolhas e penalidades pelas más. É frequentemente usado em jogos e robótica. 

• 

 Métodos de conjunto: Eles combinam vários modelos de aprendizado de máquina para melhorar os resultados. Os exemplos incluem ensacamento, reforço e empilhamento. 

Aprendizado profundo (DL) 

Deep Learning é um subcampo do aprendizado de máquina preocupado com algoritmos inspirados na estrutura e função do cérebro, chamados de redes neurais artificiais. É uma técnica de implementação de aprendizado de máquina que utiliza redes neurais artificiais com múltiplas camadas (daí o deep learning). Aqui estão alguns subcampos: 

• 

 Redes Neurais Convolucionais (CNNs): Usado principalmente para tarefas de processamento de imagens, como reconhecimento de imagens. 

• 

 Redes Neurais Recorrentes (RNNs): Projetado para problemas e tarefas de previsão de sequência que exigem memória de informações passadas, como previsão de séries temporais e tradução de idiomas. 

• 

 Redes de memória de longo e curto prazo (LSTMs): Um tipo de RNN que pode aprender e lembrar em longas sequências, amplamente utilizado em 

modelagem e tradução de linguagem. 

• 

 Redes Adversariais Gerativas (GANs): Composta por duas redes, uma gera e avalia dados. Eles normalmente são usados para gerar imagens realistas, mas também podem ser usados para diversos fins. 

• 

 Codificadores automáticos: Usado para tarefas como detecção de anomalias e redução de dimensionalidade, bem como aprendizagem de representações de dados eficientes. 

• 

 Transformadores: Usados principalmente em tarefas de processamento de linguagem natural, eles melhoraram significativamente a tradução e geração de texto. 

Lembre-se de que esses campos se sobrepõem e se cruzam de muitas maneiras, e os avanços em um geralmente levam a melhorias em outros. Examinar todos esses subtópicos é um livro em si. Mas ainda quero dar uma ideia do que está acontecendo na IA. Todos os desenvolvimentos atuais de IA estão acontecendo principalmente em 

EAD. GANs e Transformers são as manias da indústria no momento. No que diz respeito à análise estatística, como no setor bancário, testes de medicamentos e assim por diante, os métodos baseados em ML ainda são os reis. No entanto, a DL é relativamente muito pobre na explicação do seu comportamento. Assim, as pessoas em setores com regulamentações rígidas ainda preferem ML em vez de DL devido à explicabilidade ou interpretabilidade de seus resultados. 

Nos capítulos posteriores do livro, examinaremos os conceitos básicos de Transformers e GANs. Ambos estão causando grandes ondas na indústria. Como resultado, é muito provável que tudo o que você encontrar seja baseado em qualquer um dos dois, de DALL-E a ChatGPT. 

Modelos iniciais de redes inspiradas em neurônios 

A ideia de imitar neurônios cerebrais para criar sistemas inteligentes não é nova. Mas formalizar essa ideia para realmente fazê-la funcionar foi bastante difícil. Tornar as redes treináveis e aprendidas por meio do algoritmo Backpropagation foi nada menos que um golpe de gênio da parte de Hinton. Vamos começar nossa jornada entendendo o desenvolvimento das primeiras redes inspiradas em neurônios. 

Compreendendo os neurônios biológicos 

Se você fizer uma pesquisa rápida na internet, encontrará alguns artigos afirmando que os neurônios artificiais são iguais aos neurônios biológicos. Quero esclarecer que os neurônios artificiais não são semelhantes aos biológicos, mas são representações matemáticas dos neurônios biológicos. Embora eu não seja biólogo, tenho certeza de que os neurônios biológicos não usam retropropagação para aprender coisas. Os neurônios biológicos inspiram os neurônios artificiais, e é aí que termina a semelhança. 

Uma estimativa é que o cérebro humano contém mais de 1.011 neurônios e 1.014 

sinapses no sistema nervoso humano. A comutação biológica de neurônios é muito mais lenta do que a comutação de transistores de um computador, mas a conectividade é maior do que nos supercomputadores atuais. 

Um neurônio biológico tem três partes principais: 

• 

Corpo celular do neurônio 

• 

Extensões ramificadas chamadas dendritos para receber entradas 

• 

Um axônio que transporta a saída do neurônio para os dendritos de outros neurônios 





Figura 1.12:Neurônios biológicos (Fonte de imagem) 

Modelo McCulloch-Pitts de um neurônio 

Um modelo simples e popular para neurônios é o modelo McCulloch-Pitts. No entanto, deve-se saber que esta é uma forte abstração matemática da realidade. Então, vamos entender esse modelo com mais detalhes. 

Componentes do modelo McCulloch-Pitts: 

• 

Entrada:O neurônio MCP recebe entrada binária (0 ou 1) de vários outros neurônios, assim como um neurônio biológico recebe sinais de vários outros neurônios. 

• 

Pesos:Cada uma dessas entradas está associada a um peso, que pode ser positivo (excitatório) ou negativo (inibitório). Na forma mais simples do modelo, esses pesos não são ajustáveis, ao contrário das redes neurais artificiais modernas, onde os pesos são ajustáveis e aprendidos por meio de treinamento. 

• 

Função de ativação:O neurônio calcula uma soma ponderada de suas entradas e então aplica uma função de limiar. Se a soma for maior ou igual ao limite, o neurônio dispara (produz 1); se a soma for menor que o limite, o neurônio não dispara (gera 0). 







Figura 1.13:Modelo de neurônio McCulloch-Pitts (w1, w2…, wn não são treináveis aqui) 

Exemplo para entender o conceito 

 Vamos considerar um neurônio MCP simples com três sinais de entrada. Suponhamos que o limite esteja definido como 2.  

1.  Temos três entradas: I1 = 1, I2 = 0, I3 = 1. 

2.  Essas entradas estão associadas a pesos: W1 = -1 (inibitório), W2 = 1 

(excitatório), W3 = 2 (excitatório). 

3.  O neurônio calcula a soma ponderada das entradas: Soma = I1*W1 + I2*W2 + 

I3*W3 = 1*(-1) + 0*1 + 1*2 = 1. 

4.  A soma ponderada (1) é comparada com o limite (2). Desde 1 <2, a saída do neurônio é 0, ou seja, o neurônio não dispara. 

Este é um exemplo muito básico de um neurônio MCP. Lembre-se de que o modelo simplifica drasticamente os neurônios biológicos e as modernas redes neurais artificiais. Por exemplo, os pesos em um neurônio MCP são estáticos e não mudam, enquanto nas redes neurais modernas os pesos são ajustados durante o treinamento por meio de um processo chamado retropropagação. Além disso, a natureza binária das entradas, saídas e pesos do modelo MCP também é uma simplificação. Na maioria das redes neurais artificiais modernas, essas quantidades têm valor real. 

Assim, o MCP deu início à ideia de redes neurais, mas devido ao seu peso não treinável, é um modelo inútil na maioria dos cenários do mundo real. Então, eles precisavam transformar essa ideia tornando os pesos adaptáveis e treináveis. 

Perceptron multicamadas (MLP) 

Um Perceptron Multicamadas (MLP) é uma rede neural artificial composta por múltiplas camadas de neurônios (também chamados de nós ou perceptrons), onde cada neurônio em uma camada está conectado a todos os neurônios da camada anterior. Consiste em pelo menos três camadas – uma camada de entrada, uma ou mais camadas ocultas e uma camada de saída. 

MLPs são usados em problemas de aprendizagem supervisionada para regressão (previsão de uma saída contínua) e classificação (predição de uma saída discreta). 

Exemplo para entender o conceito 

 Considere um MLP simples com dois neurônios de entrada, uma camada oculta com dois neurônios e um neurônio de saída. Vamos supor que estamos tentando resolver um problema de classificação binária. Veja como isso pode funcionar: 1.  Temos duas entradas,  x1 e x2. 

2.  Essas entradas são passadas para a camada oculta, onde cada neurônio aplica pesos w às entradas e adiciona um viés b. Os pesos e vieses são parâmetros que o MLP aprenderá durante o treinamento. Cada neurônio j na camada oculta calcula uma soma ponderada: zj = w1j *x1 + w2j*x2 + bj. 

3.  Cada neurônio na camada oculta aplica então uma função de ativação à soma ponderada para introduzir não linearidade no modelo. Uma escolha comum de função de ativação é a função ReLU (Rectified Linear Unit), que é máximo(0, z). 

Por exemplo, vamos denotar a saída do neurônio j na camada oculta após aplicar a função de ativação como hj. 

4.  As saídas da camada oculta h1 e h2 são então passados para o neurônio de saída, que aplica seus pesos e polarização para calcular uma soma ponderada: saída = w1output*h1 + w2output*h2 + boutput. 

5.  Para um problema de classificação binária, o neurônio de saída geralmente usa a função de ativação sigmóide para comprimir a saída entre 0 e 1: saída = 1 / (1 + 

exp(-zoutput)). Esta saída pode ser interpretada como a probabilidade da classe positiva. 

 Vamos escrever os pontos anteriores de forma concisa matematicamente, com duas entradas e dois neurônios ocultos com um neurônio de saída.  

 Vamos denotar os pesos das entradas do neurônio j na camada oculta como w1j e w2j, e os vieses como bj. Além disso, os pesos da camada oculta para a saída como w1output e w2output e o viés como boutput. 

1. Z1 oculto= w11*x1 + w21*x2 + b2 

2.  h1= max(0, z1hidden) (ativação ReLU) 

3.  z2oculto= w12*x1 + w22*x2 + b2 

4.  h2= max(0, zhiden) (ativação ReLU) 

5.  saída= w1saída *h1 + w2saída *h2 + saída 





6.  saída = 1 / (1 + exp(-zsaída))(Ativação sigmóide) 





Figura 1.14:NN simples com duas entradas e dois neurônios ocultos Este diagrama mostra a representação das redes neurais descritas nas equações anteriores. Mas as redes do mundo real têm centenas e milhares de neurônios com várias camadas. O diagrama a seguir mostra uma rede neural muito mais realista que pode resolver tarefas simples como classificação ou regressão em algumas matrizes de entrada simples. 



Figura 1.15:Uma rede neural profunda de 4 camadas 





Quero que os leitores entendam isso não apenas com exemplos, mas também com equações matemáticas generalizadas. Então, vamos ver como defini-lo de uma forma matemática generalizada. 

Sabemos que as redes neurais funcionam com matrizes, e aqui está a aparência da notação matriz-vetor da definição anterior. Aqui a entrada é x ∈ Rm, a saída é y ∈ R l e as matrizes de interconexão são W ∈ R lx n_h, V ∈ R n_ hxm para a camada de saída e camada oculta, respectivamente. Finalmente, o vetor de polarização é β ∈ R n_h e consiste nos valores limite dos nh neurônios ocultos. 



Muitas pessoas têm dificuldade para compreender equações matemáticas, então vamos entender o que essas representações significam. 

x∈ Rm : R representa o conjunto dos números reais, e o sobrescrito m indica que x é um vetor de comprimento m. Cada elemento do vetor x é um número real. 

C∈ R lx n_h : representa que a variável W pertence ao conjunto de matrizes reais com dimensões l linhas e nh colunas. 

V∈ R n_h xm : R representa o conjunto dos números reais, e o sobrescrito nh xm indica que “V” é uma matriz com nh linhas e m colunas. Cada elemento da matriz V é um número real. 

não: n neurônios ocultos. 

σ(X): Função de ativação para entrada X. 

A notação anterior é mais compacta do que a notação elemento a elemento. Por exemplo, aqui está a mesma equação representada na notação elemento a elemento. 



Acima está um exemplo simples de um MLP com uma camada oculta. Na prática, as MLPs podem ter muitas camadas ocultas e muitos neurônios em cada camada. Além disso, diferentes tipos de funções de ativação podem ser usados. 

Os parâmetros do MLP (pesos e vieses) são aprendidos durante o treinamento, minimizando uma função de perda que mede a diferença entre as previsões do MLP e os resultados verdadeiros. Isso normalmente é feito usando um algoritmo de otimização como descida gradiente estocástica, que veremos nos próximos capítulos. 

Observação:Você pode visitar todos os links e referências mencionados neste capítulo digitalizando o código QR fornecido no final. É altamente recomendável visitar as referências mencionadas, pois tentamos mantê-las no mínimo e adicioná-las apenas em locais onde achamos que os usuários deveriam se aprofundar nesses tópicos. 

Conclusão 

Dando as boas-vindas aos leitores e explicando como utilizar o livro de maneira adequada, seguido dos desenvolvimentos da IA durante diferentes décadas e como eles impulsionaram o campo em uma determinada direção. Definir formalmente IA, ML e DL é frequentemente usado de forma intercambiável, por isso é essencial saber a diferença entre eles. A seguir, discutimos a representação/codificação de dados seguida pelos subcampos AI, ML e DL. Isso destaca como esses modelos manipulam os dados para nos fornecer os resultados desejados. Por fim, apresentamos o MCP e o MLP e explicamos a matemática por trás deles usando exemplos simples. Estas foram as primeiras formas de redes neurais atuais. 

No próximo capítulo, discutiremos Python e seus componentes essenciais. Python é a principal linguagem para desenvolvimento de IA, portanto, adquirir habilidade e conhecimento para o desenvolvimento de projetos na vida real é muito importante. 

Também configuraremos os ambientes necessários para trabalhar com bibliotecas relacionadas à IA. Vejo você em breve!!! 

 “O objetivo da IA é substituir a intuição humana por algoritmos de máquina, mas fazê-lo de uma forma que respeite as complexidades e sutilezas da inteligência humana.” - Fei-Fei Li 
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Can you elaborate on that? What do you mean by changing the pixels belonging to the.
highest gradient and looking at the segmentation maps? How did this help you evaluate the
robustness of differentloss functions?

S0, we trained three models, one with Binary loss, second with Dice loss and third one with
binary + dice loss. The model trained with Binary  Dice loss can preserve the segmentation
maps much better than other two models

Isee. S0 you trained these three models on the same data, but with different loss functions,
and then evaluated the performance of each model on a segmentation task by looking at
the quality o the segmentation maps they produced. Can you provide more details on this
process and how you quantiied the performance of the different models? What were the
main findings from this experiment?

Dice metric was used to evaluate it And the main finding was Dice loss gives more precise
segmentation maps, and binary loss gives much more robustness. And combining the two.
loss functions gives more accurate and mote robust results
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I see. S0 you trained these three models on the same data, but with different loss functions,
and then evaluated the performance of each model on a segmentation task by looking at
the qualiy of the segmentation maps they produced. Can you provide more details on this
process and how you quantified the performance of the different models? What were the
‘main indings from this experiment?

Dice metrc was used to evaluate it And the main finding was Dice loss gives more precise
Segmentation maps, and binary loss gives much more robustness. And combining the two
loss functions gives more accurate and more obust results

1 see. So you used the Dice metic to evaluate the performance of the different models on £
the segmentation task, and found that the model trained with Diceloss performed better in
terms of the quality of the segmentation maps it produced. You also found that the model
tained with binary loss was more robust, meaning it was less sensitive to changes in the

input data. And finaly, you found that combining the two loss functions resulted in the most
accurate and robust model.Is that correct? Can you provide more details on how you

combined the two loss functions and how this improved the performance of the model?
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Ask a few more questions from my paper.

Sure,

1 be happy to ask more questions. Can you discuss the limitations of your study?

What are some potential avenues for future research n this area?

Next step i that instead of changing the individua pixels, we would lie to try change the
entire image at once and then see the resut.

That sounds interesting. So you're suggesting that a potential avenue for future research in
this area would be to evaluate the robustness of different loss functions in the context of
‘more global perturbations to the input data,rather than justlocal perturbations at the pixel
level. I that correct? Can you explain why this would be a valuable direction for future
research, and what benefits it might provide?
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