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			Capítulo 1


História das redes neurais


			1.1 Introdução


			O fascínio que temos referente à forma como o cérebro humano aprende, como conseguimos verbalizar nossas ideias, executar equações e recordar momentos da vida é muito grande e praticamente inerente à humanidade. 


			Ao longo dos séculos emergiu a possibilidade de se criar um mecanismo que conseguisse reproduzir algumas das características do pensamento humano, algo que conseguisse interagir conosco, conversar, realizar cálculos e testes. Estes anseios remontam a mais de 700 anos, quando histórias sobre figuras místicas que pudessem auxiliar a humanidade na execução de tarefas eram muito interessantes. 


			Um dos exemplos mais conhecidos é o do Golem, presente na cultura judaica, que se refere a um ser místico concebido com material inanimado que obtém vida por meio de um ritual divino. Mais recentemente temos o conto Frankenstein, história publicada em 1818 que retrata um ser humanoide que ganha vida mediante um experimento do estudante de medicina Victor Frankenstein.


			Nessa perspectiva, a realidade que vivemos atualmente é um futuro inimaginável para Mary Shelley, autora de Frankenstein ou para o rabino Loew ben Bezalel, associado com o criador da lenda do Golem. Vivemos uma era em que convivemos com máquinas que conseguem identificar pessoas e objetos, algoritmos que podem descobrir qual o tipo de animal retratado em uma fotografia, interpretar um texto de entrada e então gerar novas imagens – e até mesmo produzir um roteiro de filme ou um escrever um novo livro.


			O salto evolutivo da tecnologia é enorme, com impactos em todos os segmentos de negócio e em diversas tarefas rotineiras que temos. Em menos de 50 anos, conseguimos superar as expectativas mais otimistas quanto ao ponto tecnológico em que estamos. E isso não somente em um ponto da computação, mas em vários. Por exemplo, em 2006, a empresa Google apresentou a problemática big data, um fenômeno associado com um grande volume de dados produzidos com uma velocidade muito grande e que apresentavam uma variedade de informações. Desde então tecnologias que conseguissem atuar nesse problema foram sendo desenvolvidas e apresentadas, como sistemas de armazenamento distribuídos.


			Esses dados coletados e armazenados poderiam demorar anos para serem analisados e para se obter o valor deles, porém tivemos outro segmento tecnológico que evoluiu em conjunto com o big data, que é a ciência de dados, a data science, e com ela o aprendizado de máquina e a inteligência artificial.


			Tendo muitos dados para serem trabalhados, surgiu a real necessidade de dispor de meios de analisá-los de forma automatizada, de forma prática e com coerência e exatidão. Então o segmento referente à análise de dados teve um impulso muito grande e conseguiu apresentar resultados significativos em muito pouco tempo.


			Assim, o uso de redes neurais artificiais, que visam substituir funções executadas pela capacidade lógica do ser humano, evoluiu também, tornando viável a exploração de diversos dados, apresentando resultados surpreendentes.


			O uso dessas redes neurais para realizar busca em imagens ou vídeos, percorrendo cenas atrás de chapas de veículos ou de rostos de pessoas, só é possível devido à evolução na qualidade dos dispositivos digitais de captura de imagem.


			Na Figura 1.1, vemos a representação de uma rede neural artificial, na qual os círculos representam os neurônios artificiais que se encontram conectados entre si por meio das camadas da rede, identificadas como camada de entrada, camada oculta e camada de saída.


			Figura 1.1 – Rede neural artificial
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			Fonte: Elaborada pelo autor, 2025.


			Então, quando tratamos do potencial das redes neurais, devemos compreender que seu uso e sua finalidade são devidos a um grande conjunto da obra, ou seja, a que outras tecnologias tenham uma evolução simultânea, propiciando um ambiente oportuno em que a necessidade das redes neurais é real e pode ser empregada. Com isso, justificando investimentos e pesquisas neste segmento da tecnologia.


			Muito do que temos dessa tecnologia de redes neurais é fruto de inúmeros experimentos, pesquisas e horas dedicadas aos estudos, além da criatividade das pessoas em querer ultrapassar o limite do convencional e expandir os avanços da ciência.


			Vamos iniciar nossa jornada rumo à compreensão do que são as redes neurais artificiais, sua origem, possibilidades de uso e formas de emprego. Juntos, iremos entender como foram o surgimento e a evolução das máquinas que realizam atividades intelectuais humanas.


			1.2 História das redes neurais


			Muitos pesquisadores conceituam o marco inicial das redes neurais com a publicação feita pelo neurofisiologista Warren McCulloch junto ao matemático Walter Pitts, em 1943, sobre o funcionamento de neurônios artificiais e uma proposta de uma rede neural artificial utilizando circuitos elétricos.


			Contudo, esse não foi o primeiro projeto da humanidade com a finalidade de replicar o cérebro humano utilizando recursos artificiais. Ocorreram eventos anteriores que merecem ser listados como indicativos do interesse da humanidade em ter um artefato que conseguisse reproduzir as funções cerebrais.


			Para iniciarmos nossa jornada, devemos regredir até o século XVII, mais precisamente ao ano de 1642, quando o filósofo e matemático francês Blaise Pascal (1623-1662), com apenas 19 anos, utilizou mecanismos de engrenagens para construir um equipamento que pudesse substituir o ábaco, um instrumento milenar utilizado para realizar equações.


			O resultado de Pascal ficou conhecido como a primeira calculadora que fazia somas e subtrações, sendo chamada de Pascalina, tornando-se um marco histórico, pois demonstrou ser possível construir equipamentos que realizassem as ações intelectuais executadas pelo cérebro humano. Com isso, evidenciou o interesse na época de compreender o pensamento.


			Seguindo essa linha de raciocínio, anos depois da apresentação da Pascalina, o filósofo e matemático alemão Gottfried Wilhelm Leibniz (1646-1716) desenvolveu e aperfeiçoou o sistema binário, o qual é o fundamento da ciência da computação atual. 


			Além dessa contribuição, Leibniz tinha como objetivo construir uma máquina que pudesse representar o raciocínio por meio da manipulação de alavancas. Nesse contexto, em 1673, conseguiu aprimorar a calculadora de Pascal, adicionando as funções de multiplicação e divisão, ficando conhecida como a Máquina de Leibniz.


			Após essas duas contribuições, tivemos uma lacuna de quase dois séculos, quando então, em 1837, ocorreu um evento muito importante para a tecnologia: a proposta de uma máquina programável apresentada por Ada Lovelace (1815-1852) e Charles Babbage (1791-1871), denominada Máquina Analítica.


			A proposta dessa máquina era fazer cálculos por meio do uso de funções e, apesar de nunca ter sido construída, Lovelace escreveu sobre ela, introduzindo a primeira proposta de um algoritmo da história por meio de um script que demonstrava como a máquina poderia calcular ao processo de Bernoulli. O processo de Bernoulli é uma sequência finita ou infinita de variáveis aleatórias binárias que indicam quando um determinado evento ocorre.


			Essas contribuições foram muito importantes como forma de evidenciar o interesse em reproduzir capacidades lógicas intelectuais para dispositivos mecânicos. Mais de 100 anos depois, tivemos outro evento que impactou na origem dos computadores e das redes neurais modernas.


			Em 1943, Warren McCulloch (1898-1969) e Walter Pitts (1923-1969) apresentaram um modelo que relacionava o cérebro com máquinas, sendo esta uma proposta inicial para as redes neurais artificiais que considerava em seus fundamentos a matemática e algoritmos com lógica de limiar. 


			Nesse modelo, apresentaram a concepção de neurônios artificiais e de como estes neurônios poderiam funcionar por meio da modelagem de uma rede neural artificial simples construída com circuitos elétricos. Na Figura 1.2, vemos um exemplo do diagrama das redes de McCulloch e Pitts. 


			Figura 1.2 – Diagrama das redes de McCulloch e Pitts
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			Fonte: Elaborada pelo autor, 2025.


			Nessa figura, vemos a representação de cada neurônio por meio de um círculo que envia um pulso de saída para outro neurônio que deve receber duas entradas. Foram idealizados dois tipos de conexões: as conexões excitatórias, representadas por círculos pretos na ponta, e as conexões inibitórias, representadas por um arco conectado a uma ponta do neurônio.


			Em 1949, o pesquisador Donald Olding Hebb (1904-1985) apresentou uma hipótese de aprendizagem de neurônios biológicos em que considerava que as vias neurais eram fortalecidas conforme fossem sendo usadas. Ou seja, quando dois neurônios disparam ao mesmo tempo, a conexão entre eles é intensificada.


			Pouco depois, em 1950, Alan Turing (1912-1954) apresentou o Teste de Turing, que tinha como finalidade verificar a inteligência das máquinas pela verificação da capacidade de um dispositivo apresentar um comportamento equivalente a um ser humano. 


			A proposta do teste era verificar se uma máquina poderia ou não pensar. Com essa premissa, o teste consistia em realizar um jogo da imitação, no qual três pessoas se encontrariam em salas isoladas, e uma delas atuaria como juiz e as outras duas pessoas deveriam realizar um diálogo entre si.


			O funcionamento do teste era da seguinte forma: as duas pessoas de gêneros diferentes deveriam trocar mensagens de texto datilografadas entre si. O juiz tinha como função determinar o gênero das pessoas conforme as mensagens que recebia delas. Em um certo momento, sem que o juiz soubesse quando, uma das pessoas seria substituída por uma máquina, e o teste se manteria.


			Dessa forma, seria verificado se o juiz conseguiria ou não reconhecer que estava lendo mensagens que foram escritas por um equipamento eletrônico. Ao final do teste seria identificado se a máquina conseguiria imitar o pensamento humano e assim passar despercebido pelo juiz.


			A Figura 1.3 apresenta uma representação de como ocorria o teste de Turing logo após a substituição de uma das pessoas pela máquina. O juiz não deveria perceber que ocorreu esta troca, acreditando ainda estar acompanhando o diálogo entre dois seres humanos.


			Figura 1.3 – Teste de Turing
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			Fonte: Elaborada pelo autor, 2025.


			Em 2014 (64 anos depois), um computador conseguiu passar no teste de Turing em um evento organizado pela Universidade de Reading, na Royal Society, em Londres, Reino Unido. O programa em questão era um chatbot, um software de inteligência artificial com a habilidade da comunicação, desenvolvido pelo pesquisador russo Vladimir Veselov e pelo pesquisador ucraniano Eugene Demchenko (chamado de Eugene Goostman). Esse programa conseguiu convencer um terço dos 30 juízes de que era um menino de 13 anos.


			Continuando a nossa jornada, em 1956, o cientista estadunidense John McCarthy (1927-2011) criou o termo inteligência artificial para nomear a Conferência de Dartmouth, em New Hampshire, Estados Unidos. Essa foi a primeira vez que esse termo foi utilizado, dando início a um novo campo do conhecimento que procurava produzir modelos matemáticos que conseguissem simular o funcionamento do cérebro.


			Dois anos depois, em 1958, o pesquisador Frank Rosenblatt (1928-1971) apresentou o Perceptron, o primeiro neurônio artificial, o precursor das redes neurais artificiais atuais.


			A proposta do Perceptron era atuar com o reconhecimento de padrões, empregando o uso de pesos e outras características que foram incorporadas nas redes neurais atuais. A solução de Rosenblatt apresentava somente uma camada e classificava os valores de entrada entre aqueles pertencentes a uma das duas classes cadastradas. Sendo esta uma limitação do Perceptron: a de trabalhar conjunto de dados apresentando apenas duas possibilidades de saída.


			Na Figura 1.4, vemos a representação de um Perceptron com suas camadas e funções internas.


			Figura 1.4 – Perceptron


			[image: ]


			Fonte: Elaborada pelo autor, 2025.


			No ano seguinte, em 1959, Bernard Widrow (1929- ) e Marcian Hoff (1937- ), engenheiros da Universidade de Stanford, publicaram um trabalho que considera redes neurais artificiais mais evoluídas daquelas que utilizam apenas o Perceptron. Em sua solução existiam unidades de saída com funções de transferência lineares.


			Widrow e Hoff introduziram um novo conceito que foi chamado de regra de Widrow-Hoff, ou algoritmo Least Mean Square (LMS). Esta rede neural ficou conhecida como Adaline (do inglês ADAptive LINear Element).


			Em seguida, surgiu a primeira rede neural artificial, a Madaline, que utiliza múltiplos elementos Adaline. A proposta da Adaline era a de também identificar padrões binários e atuar com previsibilidade, estimando para uma determinada entrada qual deveria ser o próximo valor.


			Em 1964, surgiu o Eliza, desenvolvido por Joseph Weizenbaum (1923-2008), sendo o primeiro chatbot do mundo. Um chatbot é um programa de computador que consegue conversar com seres humanos utilizando linguagem natural, no caso de Eliza, utilizava palavras-chave.


			A evolução das redes neurais corria bem, até que em 1969 os matemáticos Marvin Minsky (1927-2016) e Seymour Papert (1928-2016) analisam o Perceptron matematicamente e, com isso, conseguiram demonstrar que, apesar da proposta, o modelo não conseguiria resolver problemas importantes, por exemplo, situações em que fosse necessário o uso de processamento de operadores XOR. 


			Após essa constatação sobre o Perceptron, ocorreu uma estagnação na pesquisa de redes neurais, até que, em 1974, Paul John Werbos (1947-1994) descreveu o algoritmo de treinamento de uma rede neural artificial por meio de retropropagação (“backpropagation”), possibilitando que redes neurais com múltiplas camadas pudessem ter capacidade de aprendizado.


			Ao longo dos anos, outros estudos foram sendo publicados, porém somente duas décadas depois, em 1979, é que surgiu um trabalho de relevância para a história, o Neocognitron, apresentado pelo cientista da computação Kunihiko Fukushima enquanto trabalhava na NHK Science & Technical.


			O Neocognitron é uma rede neural artificial hierárquica de múltiplas camadas que tinha a capacidade de reconhecer padrões visuais por meio do aprendizado. Uma das tarefas executadas pelo Neocognitron foi no reconhecimento de caracteres manuscritos, além da identificação de outros padrões. Vemos como o Neocognitron atuava com imagens na Figura 1.5.


			Figura 1.5 – Neocognitron
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			Fonte: Elaborada pelo autor, 2025.


			Em 1982, ocorreu outro evento com impactos na história das redes neurais, gerados pela apresentação de um documento de John Hopfield, da Caltech, para a Academia Nacional de Ciências. Em seus escritos, Hopfield apresentou maneiras de criar dispositivos utilizando as redes neurais.


			Em 1985, os pesquisadores Geoffrey Hinton (1947- ) e Terrence Joseph Sejnowski (1947- ) desenvolveram a Máquina Boltzmann, que recebeu este nome como homenagem ao cientista austríaco Ludwig Boltzmann. Ela era um tipo de rede neural recorrente na qual os neurônios assumem apenas valores binários:


			Figura 1.6 – Máquina de Boltzmann
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			Fonte: Elaborada pelo autor, 2025.


			No ano seguinte, em 1986, David Everett Rumelhart (1942-2011), Geoffrey Everest Hinton (1947- ) e Ronald J. Williams propuseram o Multilayer Perceptron, uma rede neural multicamadas que utilizava o Perceptron.


			As diferenças existentes entre esta solução e o Perceptron são as funções de ativação não serem lineares, mas sim diferenciáveis, permitindo trabalhar com valores de neurônios não binários. 


			Também em 1986, David Rummelhart introduziu o conceito de Redes Neurais Recorrentes (RNN). As RNN permitem melhorar uma rede, principalmente quando se trabalha com dados sequenciais.


			A divisão da rede neural recorrente em três camadas pode ser vista na Figura 1.7:


			Figura 1.7 – Redes neurais recorrentes
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			Fonte: Elaborada pelo autor, 2025.


			Em 1987, ocorreu a primeira Conferência Internacional sobre Redes Neurais do Institute of Electrical and Electronic Engineers (IEEE), demonstrando a importância e a seriedade com que o assunto estava sendo tratado.


			Em seguida, em 1992, Juyang Weng introduz o método Cresceptron, utilizado com a finalidade de reconhecer objetos 3D existentes em cenas desorganizadas.


			As Redes Neurais Recorrentes de Longa Memória (Long Short Term Memory – LSTM) foram apresentadas em 1997 pelos cientistas da computação alemães Sepp Hochreiter (1967- ) e Jürgen Schmidhuber (1963- ). A LSTM tinha como base as RNN, porém com o uso da memória melhorado, conseguindo assim solucionar parcialmente o problema do gradiente evanescente.


			A característica de ser recorrente fez com que essa rede se sobressaísse em relação às demais soluções da época. Na Figura 1.8, vemos a sua representação.


			Figura 1.8 – Redes neurais recorrentes de longa memória
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			Fonte: Elaborada pelo autor, 2025.


			Já em 1998, Yann LeCun (1960- ) anuncia a LeNet-5, uma rede neural convolucional. As redes neurais convolucionais (do inglês Convolutional Neural Network – CNN) são preparadas para trabalhar com dados de imagem – conseguem reconhecer padrões em imagens por meio da aplicação de filtros.


			Temos um exemplo de como o tratamento de imagem funciona na rede convolucional na Figura 1.9. A última etapa, totalmente conectada, é que realiza a compreensão do que foi identificado na imagem.


			Figura 1.9 – Rede neural convolucional
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			Fonte: Elaborada pelo autor, 2025.


			Apesar de já existirem as redes neurais recorrentes e convolucionais, somente em 2006 é que o termo Aprendizado Profundo (deep learning) foi introduzido por Geoffrey Hinton e Ruslan Salakhutdinov, sendo então uma nova área do aprendizado de máquina, que faz parte da composição da inteligência artificial e utiliza redes neurais artificiais com várias camadas ocultas.


			A concepção de ter uma rede neural com várias camadas internas é o diferencial das redes profundas com as demais até o momento vistas. Na Figura 1.10 vemos sua representação.


			Figura 1.10 – Rede neural profunda
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			Fonte: Elaborada pelo autor, 2025.


			O ano de 2009 foi importante para o uso das redes neurais, pois foi identificado que, quando se utiliza como entrada um conjunto de dados de considerável volume, não é preciso treinar as redes neurais, e a taxa de acerto é muito boa.


			Outro evento que ocorreu em 2009 foi o lançamento do Waymo, o projeto de carro autônomo do Google que foi testado na cidade de Phoenix, no Arizona, nos Estados Unidos da América. O Waymo utiliza sensores para conseguir identificar o caminho e os obstáculos existentes no cenário real.


			Em 2011, o computador Watson DeepQA da IBM conseguiu vencer os dois maiores campeões humanos em um jogo de perguntas e respostas de um programa de TV chamado Jeopardy. O nome Watson foi em homenagem ao primeiro CEO da IBM, Thomas J. Watson Sr, e o computador conseguia compreender questões colocadas em linguagem natural e respondê-las com muito mais precisão do que qualquer tecnologia de pesquisa padrão e sem estar conectado à Internet.


			Nesse mesmo ano de 2011, ocorreu o lançamento do SIRI pela empresa Apple. O SIRI é um assistente pessoal que reconhece a fala e realiza tarefas simples. Foi integrado no iPhone ٤S e se tornou parte do sistema operacional da Apple, o iOS.


			Em 2012, Alex Krizhevsky, Ilya Sutskever (1986- ) e Geoffrey Everest Hinton (1947- ) desenvolveram o AlexNet, uma rede neural convolucional que consegue reconhecer e analisar padrões em grandes conjuntos de dados de imagens. 


			A forma como a imagem é tratada tridimensionalmente é vista na Figura 1.11.


			Figura 1.11 – Representação da funcionalidade da AlexNet
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			Fonte: Elaborada pelo autor, 2025.


			Em 2014, ocorreram três eventos relevantes para as redes neurais artificiais, o primeiro, como já vimos, foi o surgimento do chatbot Eugene, de Eugene Goostman, que conseguiu a proeza de passar no teste de Turing fazendo com que outras pessoas acreditassem se tratar de um adolescente humano de 13 anos de idade.


			Ainda em 2014, o Google comprou a empresa de inteligência artificial DeepMind, do Reino Unido. Por meio desta aquisição, o Google desenvolveu o algoritmo: AlphaGo. Este algoritmo consegue interagir com o complexo jogo de tabuleiro Go e, em 2016, consegue vencer o campeão mundial de Go, Lee Sedol, em um torneio ocorrido em Seul.


			Figura 1.12 – Tabuleiro do jogo Go
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			Fonte: Elaborada pelo autor, 2025.


			Por fim, Ian J. Goodfellow (1987- ) projetou, em 2014, as Generative Adversarial Networks (GAN), podendo ser traduzidas como redes adversárias generativas. Uma GAN pode criar novos dados e informações com as mesmas estatísticas dos dados de treinamento.


			A GAN tem como propósito principal utilizar duas redes que competem entre si. Uma rede é o Gerador, a qual cria novos dados, já a segunda rede é o Discriminador, em que são mostrados e gerados os dados reais, e é ele quem decide a que categoria pertencem, melhorando, assim, a qualidade dos dados gerados.


			Em 2015, o cientista de dados Olaf Ronneberger criou a U-Net, uma rede neural convolucional que apresentava uma estratégia de rede e treinamento que pode ser treinada a partir de poucas imagens e ainda superar o melhor método da época: uma rede convolucional de janela deslizante. Além de usar poucas imagens, era mais rápida, ampliando as possibilidades de uso das CNN. A arquitetura da U-Net é vista na Figura 1.13.


			Figura 1.13 – Arquitetura da U-Net
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			Fonte: Elaborada pelo autor, 2025.


			Outras evoluções quanto ao conceito das redes neurais ocorreram, cada uma apresentando melhorias significativas que foram aos poucos incorporadas nas aplicabilidades das redes neurais. Por exemplo, em 2017, Geoffrey Hinton, junto a Sara Sabour e Nicholas Frosst, apresentou a Capsulenet, uma nova proposta de rede neural chamada Rede Cápsula, que apresenta melhores resultados para tarefas específicas do que a CNN.


			Ainda em 2017, uma equipe da Google chamada de Google Brain apresentou o modelo Transformers, que é uma rede neural que consegue aprender o contexto, e com isso entender o relacionamento existente em dados sequenciais, como, por exemplo, as palavras existentes em textos.


			Já em 2018, ocorreu uma evolução do Transformers por meio do BERT (Bidirecional Encoder Representations from Transformers – Representações de Codificador Bidirecional de Transformadores), apresentado por Jacob Devlin com outros pesquisadores do Google. O BERT é um modelo de linguagem baseado na arquitetura do Transformers, que apresenta grande melhoria com relação aos modelos anteriores utilizados para atuar com o processamento de linguagem natural (PLN).


			Como resultado do uso do Transformers da Google, em 2020, ocorreu o lançamento pela OpenAI do Generative Pre-trained Transformer 3 (GPT-3), que utilizou a arquitetura Transformers para redes neurais. Com o uso do GPT é que foi desenvolvido o ChatGPT, que é uma ferramenta de PLN que permite gerar conversas similares às dos seres humanos com o chatbot.


			Em 2022, surgiu o Stable Diffusion, originário de pesquisas provenientes da Universidades Ludwig Maximilian, de Munique e de Heidelberg, na Alemanha. O Stable Diffusion é um modelo de inteligência artificial generativa (IA generativa) que recebe um prompt de texto como entrada e consegue produzir imagens realistas a partir dele.


			Muito se evoluiu ao longo das décadas. Apesar de o livro ser focado nas redes neurais, é importante salientar que o estado atual da inovação tecnológica depende também de outras evoluções que ocorreram em paralelo, como as melhorias na conectividade, no armazenamento de dados e no processamento de informações.


			Todos esses fatores compõem o estado da arte com que nos deparamos hoje, com a possibilidade de utilizar as técnicas mais avançadas de inteligência artificial em computadores pessoais com acesso à internet.


			Nos próximos capítulos iremos compreender as principais tecnologias e os conceitos associados com as redes neurais, e também como podemos utilizá-las em determinadas tarefas.


			1.3 Conclusões


			A humanidade está vivenciando uma evolução muito rápida das tecnologias associadas com inteligência artificial. É importante esclarecer que essas ideias inovadoras não surgiram tão recentemente quanto muitas vezes é possível acreditar.


			Elas foram o produto de inúmeros estudos e pesquisas advindo do interesse da humanidade em querer desenvolver um mecanismo que consiga reproduzir o raciocínio humano.


			Diversas contribuições foram sendo perpetradas por grandes pesquisadores, dentre elas, neste capítulo, listamos as principais contribuições, porém devemos ressaltar que muitas outras pesquisas e descobertas também ocorreram, as quais foram importantes para a evolução tecnológica em si. Contudo, acabaram sendo acobertadas por eventos de maior importância.


			A história das redes neurais e sua evolução retrata bem o interesse e a superação humana em querer alcançar seus objetivos. Com isso, conseguem obter resultados impactantes que alteram todo o rumo da humanidade.
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