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Prefácio 





Em tempos de grandes avanços tecnológicos concomitantes  às  intensas modificações antrópicas nos ecossistemas naturais,  as  ciências  das  áreas de meio ambiente e biodiversidade são fundamentais para a conservação, a  manutenção e a recuperação desses ecossistemas.  Nesse contexto, a Ecologia  é uma ciência de suma importância para gerar informações básicas acerca da interação de organismos com o meio em que vivem. Essas informações podem, então, ser aplicadas em criação de planos e em políticas para conservação  de ecossistemas naturais.  A Ecologia Vegetal desempenha esse papel com relação a  todos os tipos  de  fisionomias e ecossistemas constituídos majoritariamente por plantas. 



Todavia, para conduzir estudos ecológicos robustos e com riqueza de informações sobre seus objetos de investigação, o uso de ferramentas analíticas igualmente eficazes é necessário. Diante disso, o rápido avanço de análises estatísticas nas últimas duas décadas tem sido um proponente fundamental para o avanço e a consolidação da Ecologia como uma área com seus próprios parâmetros científicos. O aprimoramento e o desenvolvimento constante de linguagens de programação computacional em importantes 

‘ softwares’ (p. ex. Python e R) têm ajudado a subsidiar tal avanço. Inclusive, uma subárea surgiu e tem sido referida como Ecologia Computacional. 



Dentre os principais métodos de análises estatísticas, os modelos de regressão (lineares e não lineares) desempenham papel crucial nas mais diversas ciências, auxiliando na busca por respostas sobre a influência ou efeito causal entre variáveis. Muito tem sido alcançado com o  desenvolvimento de modelos de regressão cada vez mais precisos e específicos para distintos tipos de distribuição de dados. Uma parte considerável disso tem sido feita para pacotes no  ‘ software’  R, que é o mais amplamente difundido e utilizado mundialmente para análises estatísticas, visto ser livre e receber constante atualização de seus pacotes pelos desenvolvedores e contribuições até mesmo de usuários. 



O presente livro traz um compêndio dos métodos de modelagem de regressão no R 

mais comumente utilizados aplicados à Ecologia. O fazemos empregando-os em exercícios práticos, baseados em dados reais de fisionomias de Mata Atlântica do Sudeste e Nordeste do Brasil e de ecossistemas do Sul e Oeste da Alemanha. Justificam o uso de dados dessas regiões para os exemplos de modelagem de regressão a contínua redução da Mata Atlântica a esparsos fragmentos florestais, e; os problemas causados por invasão de planta exótica altamente agressiva nos ecossistemas alemães. 
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Os dados reais, que foram randomizados para serem publicados e disponibilizados livremente  pelos autores, anteriormente foram utilizados em cursos de modelagem estatística. Diante de uma crescente demanda por um material didático mais consistente e acessível, a proposta prática e direta do presente livro se mostrou atrativa, necessária e viável. Ademais, muito pouco sobre o tema tem sido abordado de forma prática em língua portuguesa, visto que larga parte do conteúdo acerca de estatística, em geral, é publicado em inglês. 



Nessa segunda edição, nós ainda trazemos outras possibilidades para seleções de modelos, modelos ajustados para correlações espaciais e temporais, ajustes não lineares e exemplo de modelo baseado em algoritmo de  machine learning.  Com este material, esperamos auxiliar na ampliação da disseminação do conhecimento prático e aplicado da estatística na Ecologia e áreas correlatas, rompendo fronteiras e limitações ainda existentes para vários pesquisadores e estudantes de pós-graduação,  sobretudo,  no Brasil,  como também de outros países lusófonos. Por fim, desejamos auxiliar no aumento do intercâmbio entre pesquisadores dessa área do conhecimento através da troca de aprendizado. 
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INTRODUÇÃO 

 

 

Em diversas áreas científicas como, por exemplo, nas ciências agronômicas, ambientais, biológicas, biomédicas e florestais, é comum o interesse em conhecer o grau de influência de uma variável sobre outra. Isto é, como uma ou mais variáveis podem fazer uma determinada variável aumentar ou diminuir em sua distribuição de valores. Assim, podemos chamar como dependente (ou resposta) a variável da qual desejamos predizer valores a partir da influência de outras variáveis (Gotelli; Ellison, 2011). Já as variáveis influenciadoras da variável dependente são chamadas  de independentes ou preditivas (Gotelli; Ellison, 2011). Esse tipo de abordagem analítica é uma técnica estatística denominada regressão, a qual pode seguir uma tendência linear ou não na sua distribuição dos dados na relação entre as variáveis (dependente e preditiva). 



A regressão simples (apenas uma variável dependente e uma preditiva) e, principalmente, a múltipla (mais do que uma variável preditiva) (Freedman, 2009) têm fornecido importante suporte para o avanço na compreensão de relações causais entre fatores, fenômenos e variáveis do mundo natural (Hinkle et al., 2003). Nas áreas da Botânica, Ecologia e Engenharia Florestal, por exemplo, a regressão linear é um método quase obrigatório de uso em grande parte das situações analíticas. Suponha-se que em um estudo há a necessidade de verificar quais dentre um grupo determinado de variáveis preditivas (p. ex., densidade de árvores por hectare, taxa de mortalidade e recrutamento) influenciam o estoque de biomassa de uma floresta. Nesse caso, a regressão múltipla é a ferramenta usual para responder tal questão. 



Devido à importância de modelos de regressão para o rápido desenvolvimento da ciência, diversos avanços têm sido alcançados e propostos para o aumento da robustez desses modelos. Tais avanços permitiram, principalmente nas últimas duas décadas, a elaboração de uma vasta gama de modelos de regressão que atendem à  distintas realidades de dados. Há atualmente  modelos que comportam dados com distintas distribuições de erros ao invés de abrangerem unicamente a distribuição normal (Bolker et al., 2009; Crawley, 2012; Thiele, Markussen, 2012; Bates et al., 2015). Também existem modelos adequados para tratamento de dados relacionados espacialmente (autocorrelação espacial) (Dormann et al., 2007) e modelos que ajustam tendências não lineares entre as variáveis dependente e preditiva (Turner; Firth, 2015). Todo esse rápido avanço nos modelos de regressão tem permitido responder várias questões de níveis mais superficiais até  os  mais complexos. Um bom exemplo para destacar a eficiência dos modelos de regressão é a possibilidade que temos de selecionar todas as combinações possíveis entre 7 



as variáveis e elencar o melhor modelo como aquele com a combinação mais parcimoniosa entre elas (Burnham; Anderson, 2002). 



Todavia, uma parcela considerável desse veloz e constante aprimoramento na modelagem de regressão se deve ao esforço de inúmeros e qualificados pesquisadores, os quais se empreendem no desenvolvimento de pacotes para tal tipo de estatística executáveis no  software R. O R, por ser um  software livre, fornece a cada ano ou a cada parcela de meses várias atualizações que provêm melhorias nos algoritmos computacionais, aumentando a eficiência dos pacotes e de suas funções. Além disso, há centenas de fóruns livres sobre o R na internet nos quais os usuários trocam experiências para solucionar questões analíticas, aumentando ainda mais o leque de possibilidades para o seu uso correto e eficiente. 



O conteúdo a ser abordado nas aplicações práticas deste livro envolverá a aplicação de modelos de regressão no R sobre dados de vegetação. Esses dados de vegetação são aqui investigados num contexto de Ecologia Vegetal. Para tal, utilizamos dados randomizados a partir de dados reais coletados em Floresta Atlântica brasileira e ecossistemas da Alemanha invadidos por espécies de ervas denominadas ‘ Hogweed’, que também são problemáticas em várias outras partes da Europa. Todos os dados fazem parte do  script BIOVEG (Diniz; Thiele, 2020) de análises estatísticas no R aplicadas à Ecologia Vegetal. Portanto, ao utilizar essa  atual  versão do referido  script   serão abordados os modelos de regressão mais amplamente utilizados não somente nessa, mas em diversas outras áreas cientificas. 
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Descrição de dados 





Os dados utilizados para embasar os exemplos práticos para cada método de regressão abordado são  oriundos de dados reais da Mata Atlântica brasileira e ecossistemas alemães de vegetação temperada. Os dados originais foram randomizados e tiveram identidades de nomes de áreas de estudos alterados para denominações genéricas. A parte dos dados utilizados para o presente conteúdo sobre regressão faz parte de uma compilação maior de métodos estatísticos aplicados à Ecologia Vegetal presentes no BIOVEG, publicado por Diniz e Thiele (2020). Para baixar livremente o  conteúdo do BIOVEG acesse a publicação completa de Diniz e Thiele (2020) pelo link em sua referência na sessão “Literatura Citada” ao final do presente livro. 



A parte mais extensa dos dados utilizados para as presentes modelagens de regressão advém de amostragens de Mata Atlântica. Esses dados foram  coletados e adquiridos pelo primeiro autor no período entre  2011  e 2018, a partir de campanhas de campo e consultorias florestais que participou. A maior parte das amostragens que subsidiaram os presentes dados são alocadas no sudeste e uma parte menor no nordeste do Brasil. O método de amostragem utilizado em todas as fontes das quais os dados são oriundos foi o de alocação de parcelas (“plots”) constituídas por subparcelas quadradas (ou seja, as unidades amostrais) contíguas de 10 x 10 metros. Deste modo, a base de dados foi padronizada em três áreas de estudo (genericamente nomeadas) com parcelas de 50 

subparcelas de 10 x 10 metros e pertencentes a três fitofisionomias florestais: Floresta de Galeria, Floresta Ombrófila e Floresta Semidecídua. Também foram alterados ligeiramente os graus das coordenadas geográficas de cada área de estudo para evitar sobreposição com eventuais dados publicados  ou que se encontram no prelo. Essas coordenadas subsidiaram cálculos de coordenadas locais para cada subparcela. 



Para cada subparcela das florestas de Mata Atlântica, foram tiradas medidas de diâmetro e área basal de árvores maiores ou iguais a 10 e 15 cm de diâmetro (variação em centímetros em função de inventários utilizando um dos dois critérios). As subparcelas também tiveram a riqueza de espécies e suas  abundâncias  contabilizadas. Em escala temporal, foram calculadas taxas anuais de mortalidade e recrutamento de indivíduos arbóreos para cada subparcela, calculadas a partir de inventários com medições intervalares a cada quatro ou cinco anos, dependendo da área de estudo. Além disso, o BIOVEG inclui para essas florestas dados climáticos (médias de precipitação e temperatura) e ambientais (parâmetros do solo: pH, P, K, Ca, Mg e Al). 
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Área de Floresta Atlântica Alto-montana no sudeste do Brasil. Foto: Écio Souza Diniz. 





A outra parte dos dados utilizados advém do banco de dados “hogweed”, também disponibilizado no BIOVEG2, que se refere à espécie de planta “Giant Hogweed” 

( Heracleum mantegazzianum,     Sommier & Levier),  planta herbácea perene monocárpica perene da família Apiaceae que é um problema real na Europa (Booy  et al., 2005) e na América do Norte (Pysek et al., 2007) devido à sua natureza agressivamente invasiva e aos produtos químicos fitotóxicos encontrados em sua seiva. Originalmente os dados foram coletados entre 2002 e 2003 levando-se em conta 201 parcelas de 25 m² distribuídas em 20 áreas de estudo localizadas no Sul e Oeste da Alemanha. O método de amostragem utilizado foi o “relevés” de Braun-Blanquet, os quais incluíram medidas de altura da vegetação e da cobertura da camada herbácea. Adicionalmente, foram avaliadas a altura e a porcentagem de cobertura de plantas da “Giant Hogweed”. Para cada área de estudo, foram coletadas cinco amostras de solo a 20 cm de profundidade, as quais foram homogeneizados e peneirados. A partir dessas amostras foram extraídos dados sobre os principais nutrientes das plantas: nitrogênio total (N-Perc), disponibilidade de fósforo da planta em mg/100g (P_mg_100g) e potássio em mg/ 100g (K_mg_100g). Adicionalmente, foram obtidas as altitudes das áreas de estudo com GPS e inclinação e exposição com o uso de inclinômetro e compasso. 
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