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    “O acaso é um conceito mais fundamental que a causalidade.”




    Max Born
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    Prefácio




    Este texto originou-se de uma apostila do primeiro autor1, das notas de aula de Análise Bayesiana de Decisão, disciplina oferecida ao Programa de Pós-Graduação em Oceanografia Biológica da Universidade Federal do Rio Grande (FURG) e de minicursos ministrados na Universidade Estadual de Santa Cruz (UESC), Bahia e no Centro Patagônico de Investigação (CENPAT) em Puerto Madryn, Argentina. Foi em um desses cursos que os dois autores estabeleceram os primeiros contatos que evoluíram para trabalhos conjuntos e, finalmente, motivaram a confecção deste livro, que é uma introdução à Probabilidade e Estatística com enfoque bayesiano, e que pode ser utilizado como livro-texto em cursos de graduação e de pós-graduação.




    Os princípios conceituais da estatística Bayesiana já são bem conhecidos há pelo menos 40 anos entre estatísticos. No entanto, o reconhecimento das suas potencialidades práticas e, sua divulgação entre profissionais de outras áreas das ciências é mais recente. Nestas áreas a estatística bayesiana tem despertado um interesse crescente, particularmente em ecologia. A popularização dos computadores e de aplicativos para realizar operações matemáticas complexas, ajudam a explicar o crescimento do uso do enfoque bayesiano na resolução de problemas aplicados. Particularmente, a linguagem e ambiente para análise estatística denominado de R, que está se difundindo rapidamente por sua excelência, é especialmente atraente para a prática estatística sob enfoque bayesiano. Em virtude do livro ser orientado para aplicações, o R acaba por ser utilizado intensamente no decorrer de vários capítulos. O texto foi construído de tal forma que o conteúdo estatístico e o uso do R são apresentados simultaneamente. Dessa maneira, esperamos ter produzido um texto que motive os leitores a “colocarem a mão na massa”, ao mesmo tempo em que aprendem os conceitos estatísticos de que necessitam.




    A nossa formação acadêmica e experiência prática nas áreas de dinâmica de populações animais e de recursos naturais renováveis, explicam a temática predominante nos exemplos que ilustram o texto. No entanto, a formulação dos conceitos estatísticos envolvidos é suficientemente genérica para tornar o texto abrangente e estimulante para leitores de outras áreas do conhecimento. Com este texto pretendemos quebrar o mito de que a análise bayesiana é um tema complexo, reservado exclusivamente aos especialistas. Pois, com base na nossa experiência docente, sabemos que o tema pode ser ensinado eficientemente a estudantes em geral, desde a graduação. Nosso objetivo é encorajar não-estatísticos a utilizarem essa abordagem bayesiana em todas as suas potencialidades.




    É comum, não só entre estudantes de graduação, a percepção equivocado de que análise estatística se resume à escolha apropriada de um dentre vários procedimentos expressos em fórmulas matemáticas misteriosas, colecionados em “manuais2 de métodos” e, alimentados com os dados adequados. Os resultados destes cálculos matemáticos são posteriormente confrontados com tabelas estatísticas, por vezes ainda mais misteriosas, de onde se extrai o veredito sobre rejeição ou não, de alguma hipótese previamente formulada. Já no enfoque bayesiano de inferência estatística, é enfatizada a unidade conceitual entre as diversas formas de análise de dados, e há um enfoque na resposta à pergunta de relevância científica, o que reconduz a análise estatística ao seu devido lugar, que é ser parte integral do método científico e não somente uma coleção de ferramentas.




    Fazer ciência consiste de um processo dinâmico de aprendizagem sob incerteza que, no contexto deste livro, será modelada com o teorema de Bayes. Por isso, diferentemente de muitos textos convencionais de introdução à estatística, as distribuições de probabilidades são abordadas de maneira mais abrangente, uma vez que elas assumem papel central na análise bayesiana de dados. Aos leitores que já conhecem os fundamentos clássicos de probabilidade e estatística, vai um alerta e talvez a maior novidade do presente texto: a conceituação de probabilidades como quantificação do raciocínio lógico em substituição à interpretação frequentista convencional. Probabilidade como lógica, formalizado por Jeffreys (1961), é diferente da axiomatização proposta por Kolmogorov, popularizada nos livros convencionais de estatística. Essa distinção no entendimento de probabilidades é necessária para compreender as diferenças filosóficas entre os dois enfoques de inferência estatística, o bayesiano e o convencional. Apesar das diferenças na interpretação de probabilidades, os aspectos operacionais do cálculo de probabilidades não se modificam, de modo que habilidades adquiridas no estudo da estatística convencionais, quando trazidas para a leitura do nosso texto, facilitam o entendimento de alguns elementos técnicos. Apesar disso, é importante ressaltar que o conhecimento prévio do cálculo de probabilidades não é um pré-requisito para acompanhar o livro.




    Agradecemos aos estudantes que, ao longo dos anos, utilizaram versões preliminares deste texto e forneceram comentários críticos que nos ajudaram na elaboração do livro. Particularmente, os estudantes Anne Rufino, Abel Machado e Heloíse Pavanato. Também destacamos os colegas Ênio Jelihowsky, Susana Pedraza e Simone Rabelo da Cunha, pelas conversas, sugestões e leitura crítica ao longo do processo de construção do texto. No entanto, destacamos que as opiniões aqui expressas e eventuais erros remanescentes, são exclusivamente de nossa responsabilidade. Comentários, críticas e sugestões serão sempre muito bem-vindas e podem ser endereçadas a Paul Gerhard Kinas (labest@gmail.com) ou a Humber Agrelli Andrade (humber.andrade@gmail.com).


    




    

      

        1 Publicada em 2002 na série de Cadernos de Oceanografia num convênio[Proin] Capes-FURG, sob o título “Introdução à Estatística Bayesiana”


      




      

        2 Os manuais hoje estão parcialmente substituídos por softwares que procuram mecanizar ao máximo o procedimento de análise estatística.


      


    


  




  

    Capítulo 1




    Introdução




    
1.1 Panorama Geral




    Para efetuar uma análise estatística dispõe-se de dois paradigmas alternativos: o convencional (freqüentista) e o bayesiano que é tema deste livro. O paradigma convencional dominou as análises estatísticas na maior parte do século passado. Em boa medida isto se deve aos brilhantes estatísticos que desenvolveram os seus fundamentos teóricos e os popularizaram nas Universidades, criando uma ferramenta poderosa que foi responsável por boa parte dos avanços científicos nos últimos 150 anos.




    Diferentemente da estatística convencional, em que somente se admite probabilidade num contexto restrito a fenômenos que podem ser medidos por freqüências relativas, no paradigma bayesiano entende-se que probabilidade é uma medida racional e condicional de incerteza. Uma medida do grau de plausibilidade de proposições quaisquer, as quais não precisam necessariamente estar associadas a fenômenos medidos por freqüência relativa. Por exemplo, no paradigma bayesiano admite-se falar da probabilidade de extinção de uma espécie, o que não seria admissível sob o paradigma convencional. De certa forma o termo ‘probabilidade’ no contexto bayesiano está mais próximo do entendimento que se tem dele popularmente, na linguagem cotidiana.




    A inferência estatística é o processo formal utilizado para fazer afirmações genéricas com base em informações parciais. Essas afirmações são probabilísticas pois se caracterizam por incluir componentes de incerteza. Na perspectiva bayesiana, a inferência estatística sobre qualquer quantidade de interesse é descrita como a modificação que se processa nas incertezas à luz de novas evidências. É o Teorema de Bayes que permite quantificar esta modificação.




    De modo geral, os métodos bayesianos contêm como casos particulares, muitos dos procedimentos usados em estatística convencional, permitem estender consideravelmente a aplicabilidade da estatística e, englobam na mesma estrutura formal o importante processo de tomada de decisão sob incerteza. Mas, se o paradigma bayesiano tem tantas vantagens, por que então os procedimentos estatísticos convencionais ainda predominam em aplicações? Uma razão é histórica e fruto do sucesso da aplicação dos métodos estatísticos no desenvolvimento das ciências durante o século XX e que, por conseguinte, influenciaram muitas gerações de cientistas. Outra razão está no grande volume de livros com enfoque convencional em comparação aos poucos livros introdutórios com enfoque bayesiano disponíveis no mercado. Mas, talvez a razão mais importante, seja a aparente dificuldade computacional atribuída ao enfoque bayesiano. Destacamos “aparente” para ressaltar que, se isso representava uma limitação real há algumas décadas, não se justifica mais nos dias atuais.




    O rápido crescimento do uso do paradigma bayesiano em ciências aplicadas ao longo das duas últimas décadas, foi facilitado pelo surgimento de vários programas para efetuar as computações estatísticas. Entre esses, destaca-se o sistema R (programa de livre distribuição e de código aberto) que será nosso aliado permanente neste livro. O sistema R proporciona uma ampla opção de funções para manipulação de dados, cálculos estatísticos e representações gráficas. Simultaneamente, o sistema R apresenta uma linguagem de programação simples mas poderosa, que permite estender as possibilidades do sistema com a adição, a qualquer tempo, de novas funções. Muitas extensões agrupadas em bibliotecas estão disponíveis via internet. Particularmente, faremos uso de bibliotecas que facilitam o cálculo em computações bayesianas. Todos os cálculos mostrados no decorrer do livro poderão ser replicados com o uso destas bibliotecas e de códigos que constam no próprio texto ou na lista de exercícios resolvida que consta no site que acompanha o livro.




    Apresentamos a seguir as idéias centrais de uma análise bayesiana com o uso de um exemplo. Detalhes técnicos serão omitidos neste exemplo introdutório. O objetivo é ilustrar as potencialidades básicas do método, destacar algumas diferenças em relação a uma análise convencional e mostrar a forma com que o sistema R será utilizado nesse livro juntamente com o desenvolvimento dos conteúdos. Em capítulos posteriores elementos tratados superficialmente aqui, serão abordados de maneira mais aprofundada.




    
1.2 Estudo de maturidade sexual do peixe-galo




    Em estudos de biologia de populações de peixes, muitas vezes os cientistas têm interesse em relacionar o tamanho de uma fêmea com a sua maturidade sexual. Uma das formas de abordagem é determinar o comprimento em que cerca de 50% das fêmeas estão sexualmente maturas (LT-50), freqüentemente denominado de “tamanho de primeira maturação” na literatura especializada. Particularmente, para o peixegalo (Zenopsis conchifera), um recurso pesqueiro de interesse econômico, essa informação pode ajudar a estabelecer estratégias de manejo que garantam sua exploração sustentável. Conhecer o LT-50 pode ser necessário, por exemplo, para definir a malha das redes ou o tamanho dos anzóis que são apropriados na pesca. O propósito básico é permitir que uma porção razoável das fêmeas atinjam maturidade sexual e reproduzam antes de serem capturadas e comercializadas.




    Conforme apresentado na Tabela 1.1 os dados disponíveis referem-se ao comprimento e a maturidade de 17 fêmeas capturadas em determinada região da costa sul do Brasil. De cada i-ésima classe de comprimento sabe-se o número total de fêmeas (ni) e o número total de fêmeas maturas (yi).




    Tabela 1.1: Número de total e de fêmeas maturas por classe de comprimento (cm).
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    Se pi denota a probabilidade de que uma fêmea da classe i esteja sexualmente matura, então, conforme veremos oportunamente, é bastante razoável supor que yi segue um modelo binomial Bin(ni , pi). O modelo binomial é um dos vários modelos probabilísticos que será estudado com mais detalhes no capítulo 3. Faremos a premissa bastante razoável de que fêmeas maiores tem maior probabilidade de estarem maturas. A probabilidade de uma fêmea estar matura pi deve estar no intervalo [0, 1]. Um modelo para este caso seria pi = ß0 + ß1 · xi, em que xi é o ponto médio da classe de comprimento i e ß0 + ß1 são constantes. No entanto este modelo linear simples é inadequado pois à medida que xi assume valores muito reduzidos ou elevados, os valores correspondentes de pi poderiam transpor os limites do intervalo [0, 1]. A restrição quanto aos valores da probabilidade pi, dificulta o seu uso como variável resposta em um modelo de regressão linear. O uso da transformação1 log(pi/(1 − pi)), denominada de função logit de pi, elimina este problema. Tudo isso resulta na formulação de um modelo logístico para as probabilidade pi.
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    Na equação acima, a inclusão do comprimento médio (x) tem como propósito a centralização da regressão logística. Isto facilita a interpretação dos parâmetros ß0 + ß1. O parâmetro ß0 é a transformada logit da probabilidade de que uma fêmea com comprimento igual à média (x) esteja sexualmente matura. O parâmetro ß1 é o incremento médio no logit de pi para cada centímetro adicionado ao comprimento. Se o tamanho da fêmea de fato tem influência sobre a probabilidade de que ela esteja matura, então ß1 deverá ter um valor positivo. Por outro lado, ß1 = 0 indicaria que variações no comprimento da fêmea não modificam as probabilidades de maturidade.




    A solução para o cálculo do xi que corresponde ao LT-50 pode ser obtida se pi é substituído por 0.5 (50%) na equação dada acima. Vemos então que a solução é:
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    A relação entre o modelo e os dados da Tabela 1.1 é formalizada pela função de verossimilhança que será estudada com mais detalhes no capítulo 4. No caso do modelo binomial esta função é
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    Cada valor pi é função dos parâmetros (ß0 + ß1) e do comprimento xi:
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    Em uma análise estatística convencional, o par (ß0, ß1) que produzir o maior valor possível para a função L(·) é denominado estimador de máxima verossimilhança.Este estimador é obtido por métodos numéricos específicos que estão disponíveis no R.




    Iniciamos o uso do R com a criação de ‘objetos’ contendo o ponto médio das classe (x), o número de fêmeas (n), e o número de fêmeas maturas (y). Fazemos isso usando a seguinte sintaxe:
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    Alertamos que mais adiante há explicações e um pequeno tutorial sobre o uso do R. Por hora atenha-se aos elemento básicos da análise e não às tecnicalidades necessárias para executá-la.




    Vejamos agora a relação entre a proporção de maturos e o comprimento (Figura 1.1). Fica evidente que a proporção de fêmeas maturas tem uma relação positiva com os comprimentos.
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    Figura 1.1: Relação entre o comprimento e a proporção de fêmeas maturas de peixe-galo.




    Como mencionado anteriormente, para facilitar a interpretação das estimativas que obteremos na análise, iremos centralizar os dados de comprimento. Para isso simplesmente usaremos o comprimento menos a média que é 32.5. Os pontos médios centralizados são armazenados no ‘objeto’ xc.
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    Construímos então uma tabela com os dados de interesse que armazenamos em um ‘objeto’ denominado galo:
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    Criamos também uma ‘objeto’ denominado de resposta contendo o número de fêmeas maturas (y) e imaturas (n-y):
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    A análise convencional para obter os estimadores de máxima verossimilhança de ß0 e ß1 consiste em ajustar uma regressão logística. A função glm disponível no R permite obter as estimativas, seus erros padrão, níveis descritivos (p-valores) e várias outras características que não de interesse aqui.
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    Consta abaixo um resumo dos resultados da análise:
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    As estimativas de máxima verossimilhança são ß0 = 1.1630 e ß1 = 0.2669, como disposto no quadro acima logo abaixo da coluna intitulada Estimate. No entanto nenhum desses valores é considerado estatisticamente distinto de zero em um teste de hipótese convencional (ex: α = 0.05) uma vez que os valores de p associados a eles, localizados na coluna intitulada Pr(>|Z|) são respectivamente 0.3078 e 0.0671, ambos maiores que 0.05. Um valor ß1 = 0 indica desvinculação entre maturidade sexual e comprimento. Um valor ß0 = 0 indicaria que p = 0.5 quando x = 32.5 cm, ou seja, sugeriria 32.5 cm como sendo LT-50. Esta impossibilidade de que valores iguais a zero para ambas as estimativas sejam descartados se explica pelos erros padrão relativamente grandes associados às suas estimativas. O cálculo do intervalo de confiança mostrado abaixo é realizado de acordo com a estatística convencional com a suposição de uma distribuição normal assintótica para modelar as incertezas sobre a estimativa de ß1. Vemos que em virtude dos erros padrões elevados o intervalo de confiança (95%) (−0.019, 0.553) inclui o zero.
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    Como LT-50 depende dos dois parâmetros desconhecidos, o seu valor estimado pode ser obtido substituindo esses parâmetros pelas respectivas estimativas de máxima verossimilhança para ß0 e ß1. Temos então que:
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    Neste caso é recomendável calcular também o erro padrão para quantificar a precisão e possibilitar a construção de intervalos de confiança. Esta medida, no entanto, não é facilmente obtida pois requer que o analista tenha um conhecimento razoável de estatística teórica2. Por isso na prática muitas vezes é simplesmente omitida dos resultados.




    Em uma análise bayesiana o cálculo da precisão para LT-50 começa pela exploração das incertezas sobre as estimativas de ß0 e ß1, das quais LT-50 depende. Isto é feito através da exploração das distribuições posteriores de ß0 e ß1. Essa distribuição congrega todo o conhecimento que temos sobre os parâmetros, o conhecimento existente a priori antes da realização do experimento, e o conhecimento obtido com o experimento, expresso na verossimilhança. Nos capítulos 4 e 5 descrevemos em detalhe os procedimentos pelos quais essas distribuições são calculadas e, no capítulo 8 mostramos de maneira explícita como ela pode ser obtida com o uso de simulações para um problema de regressão logística. Por hora, basta saber que, aplicando os procedimentos que vamos estudar mais adiante, se obtem facilmente uma amostra da distribuição posterior de ß0 e ß1.




    Como estamos lidando com dois parâmetros temos uma distribuição de probabilidade posterior conjunta. Assim, a amostra dela corresponde a pares de valores para ß0 e ß1. Considere que dispomos de uma amostra de 3000 destes pares de valores armazenados no objeto do R denominado de ambeta. A título de ilustração são mostradas abaixo três destas amostras.
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    Na Figura 1.2 mostramos o diagrama de dispersão dessa amostra sobreposto a um gráfico de contornos que indica as áreas do plano ß0 x ß1 com maior densidade de amostras.




    Vemos na Figura 1.2 que o núcleo com maior densidade está localizado em aproximadamente ß0 ≈ 1.5 ×ß1 ≈ 0.3. A Figura sugere também que o valor de ß1 é maior que 0, contradizendo a conclusão sugerida em um teste de hipótese da estatística convencional. Isto se deve à forte assimetria na forma da distribuição posterior que é observada na disperção dos pontos em torno da região de maior densidade. Este fenômeno não é captado na análise convencional.
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    Figura 1.2: Contornos de densidade de probabilidade para a distribuição conjunta de ß0 e ß1, sobreposto a uma amostra simulada dessa distribuição. As linhas de contorno correspondem a freqüências equivalentes a 0.01, 0.25, 0.50 e 0.95 da máxima freqüência observada. A análise se refere ao problema do peixe-galo Zenopsis conchifera.




    Prosseguindo com a análise poderíamos nos perguntar afinal qual é a probabilidade de que ß1 seja maior que zero? Poderíamos também fazer perguntas similares sobre LT-50. Para responder, basta explorar a amostra que dispomos (ambeta) da distribuição conjunta de ß0 e ß1. A inferência para ß1 pode processar-se de várias maneiras. Iniciamos pela apresentação da distribuição posterior marginal na Figura 1.3.
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    Praticamente toda a área entre a linha contínua e o eixo da abcissa está sobre valores positivos de ß1. Portanto, em resposta à pergunta sobre a probabilidade de que ß1 seja maior que zero, podemos dizer que é quase igual a 1, tratando-se de uma proposição praticamente certa. O cálculo dos percentis 2.5% e 97.5% para a amostra simulada permite quantificar o intervalo que contém os 95% valores mais prováveis de ß1 como sendo (0.113, 0.795) que sugere claramente um valor positivo para esse parâmetro.
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    Figura 1.3: Distribuição posterior marginal para ß1.




    A comparação deste intervalo com o intervalo convencional de 95% de confiança obtido anteriormente a partir dos resultados da regressão logística (−0.019, 0.553), mostra a relevância da forma assimétrica da distribuição posterior no processo de inferência.




    A distribuição posterior do parâmetro de interesse, LT-50, também pode ser obtida facilmente. Basta calcular a estimativa −(ß0/ ß1)+32.5 para os 3000 pares simulados (ß0, ß1) de que já dispomos. A estimativa de LT-50 na forma de sua distribuição de probabilidade posterior está na Figura 1.4.
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    Também computamos os percentis 2.5%, 50% e 97.5%, a média e o desvio padrão da distribuição posterior.
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    Até aqui o foco da análise estava orientado à determinar o valor de LT-50 a partir das informações fornecidas pelas 17 fêmeas de peixe-galo. A distribuição posterior apresentada na Figura 1.4 de fato descreve com riqueza de detalhes o que sabemos sobre este parâmetro à luz dos dados de que dispomos. Mas, o objetivo real deste estudo possivelmente não se esgota na inferência. Normalmente é de interesse utilizar-se dosresultados para escolher que decisão deve ser tomada, que ação deve ser a escolhida entre as diferentes alternativas de manejo para o recurso pesqueiro, que no caso é o peixe-galo.
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    Figura 1.4: Distribuição posterior para LT-50.




    Vamos descrever o processo de análise bayesiana de decisão com um exemplo fictício porém realista. O peixe-galo é capturado primordialmente com redes de emalhe. O tamanho de malha dessa rede3 determina o tamanho dos peixes que são capturáveis. Vamos denominar isto de seletividade da rede. Se a malha é muito pequena, a rede selecionará peixes menores, o que é indesejável por que os peixes são capturados antes de terem peso e tamanho com bom valor de mercado. Por outro lado, uma rede com malha muito grande, também pode ser indesejável uma vez que muitos peixes que poderiam ter sido capturados são predados por outros peixes, ou mesmo morrem de outras causas naturais (ex: senilidade). Além de atender as questões de mercado, um bom manejo deve preocupar-se também com a sustentabilidade biológica da espécie. Imaginemos que estabeleceu-se como objetivo primordial do manejo, capturar preferencialmente indivíduos que já atingiram maturidade sexual. Isto se traduz em privilegiar um tamanho de malha que selecione peixes com comprimento médio superior a LT-50.




    Vamos supor que três tipos de rede (A, B, e C) com tamanhos crescentes de malha são propostas como alternativas. Com devemos proceder para decidir por uma delas? Inicia-se a análise bayesiana de decisão com a elaboração de uma tabela decisória, como a mostrada na Tabela 1.2.




    O parâmetro de interesse (LT-50) pertence a uma das classes de comprimento que definem as colunas da Tabela 1.2 . As probabilidades associadas a cada um destes intervalos — objeto prob.classes.lt abaixo — foram calculadas a partir da amostra simulada da distribuição posterior de LT-50, usando a freqüência relativa em cada uma das classes, observada nos 3000 resultados da simulação.




    Tabela 1.2: Tabela decisória para o problema do peixe-galo. As letras maiúsculas na coluna da esquerda representam três diferentes tipos de redes de pesca. A primeira linha contém as classes de comprimento (cm). A última linha contém as probabilidades de que o LT-50 pertença a cada uma das classes de comprimento. Os números no corpo da tabela representam as perdas associadas a cada par (tipo de rede e classe a que pertence o LT-50).
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    Descrevemos a seguir como as perdas (números do corpo da Tabela 1.2) associadas a cada par “rede” e “classe de comprimento” foram obtidos. Considera-se que escolher rede A (primeira linha da tabela) é a melhor opção (perda = 0) se LT-50 estiver na faixa de comprimento de 20 a 25 cm. Se, no entanto, LT-50 for menor que 20 cm, considera-se que há alguma perda (perda = 1) pois uma rede com malha um pouco menor que a da A seria mais adequada. Por outro lado, se LT-50 estiver na classe de 25 a 30 cm, então a rede A é comparativamente mais prejudicial (perda = 2) pois retiraria indivíduos ainda imaturos da população. Esta perda aumenta sempre mais à medida que LT-50 esteja em alguma das classes referentes a comprimentos ainda maiores. Considerações similares foram usadas para atribuir as perdas associadas às redes B e C dispostas nas outras duas linhas da tabela4.




    A comparação entre redes para cada uma das classes de comprimento pode ser feita dentro das colunas. Por exemplo, supondo que LT-50 esteja na classe de 30 a 35 cm, uma situação que tem probabilidade razoável de ocorrer (0.229), então a rede B é a melhor escolha, seguida por C (perda = 1) e por A que, neste caso, é a pior escolha (perda = 4).




    Repare na importância crucial da incerteza sobre LT-50 quando da escolha entre as redes. Se, pudéssemos eliminar a incerteza antes de decidir, isto é, se pudéssemos saber em qual das colunas da tabela está o verdadeiro LT-50, seria muito fácil escolher. Bastaria selecionar a rede com a menor perda na coluna correspondente. Seria a rede A nas primeiras duas classes, B nas duas classes seguintes e C nas duas classes de maior comprimento. A impossibilidade de conhecer LT-50 no momento da escolha dificulta a tomada de decisão.




    A idéia da análise bayesiana de decisão é simples. Para cada uma das redes, basta ponderar as potenciais perdas pelas respectivas probabilidade de ocorrência e então somar esse valores para obter a perda esperada correspondente. A rede com a menor perda esperada será a melhor opção.




    Para resolver a questão começamos por criar o objeto decisao que contém as alternativas quanto à escolha da rede. Para calcular as perdas esperadas, criamos uma matriz com as perdas da Tabela 1.2, a qual é denominada de perdas. Para cada uma das linhas desta matriz fazemos o produto entre os valores de perdas e as probabilidades (objeto prob.classes.lt obtido anteriormente) e depois os somamos para obter a perda esperada. Todo o procedimento descrito acima corresponde a uma multiplicação matricial, que no R é simplesmente indicado com a simbologia %*%.
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    O resultado sugere a rede B como sendo a melhor decisão pois apresenta a menor perda esperada 0.94, integrada sobre toda a incerteza sobre a classe a que pertence o LT-50. É curioso verificar que, à luz das informações disponíveis sobre LT-50 e por conta das perdas favorecerem uma precaução com a sustentabilidade biológica (ao penalizar mais os erros que resultam em retirada de animais ainda imaturos), a rede A mostra-se como uma alternativa pior que a rede C. Este resultado é fruto da relação entre perdas e probabilidades e apenas se manifesta no momento da avaliação das alternativas. Não cremos que seja facilmente percebido fora da estrutura formalizada que utilizamos.




    Decisões têm caráter dinâmico, podendo se alterar com mudanças na matriz de perdas ou nas probabilidades. O importante é destacar que, uma vez estruturada uma tabela decisória, qualquer mudança é facilmente incorporada e há garantia de consistência nas decisões a longo prazo. Finalmente, destaca-se que a análise bayesiana de decisão pode ser vista como um bônus do enfoque bayesiano e que preenche uma lacuna que a estatística convencional deixa em aberto.




    
1.3 Introdução ao uso do R




    Nesta seção são apresentados alguns comandos básicos para a criação e manipulação de “objetos” no ambiente do R. Partimos do princípio que o(a) leitor(a) tem o programa apropriadamente instalado, independentemente do sistema operacional utilizado (Linux ou Windows). O uso que faremos do R será sempre a partir de “linhas de comando” que poderão ser executadas diretamente no console do programa ou a partir de interfaces de editores de texto.




    Uma vez iniciado o R deve aparecer o sinal > no console, que indica o início de uma linha de comando. Em um primeiro momento é importante verificar se estamos trabalhando no diretório desejado, e mudá-lo caso isto seja necessário. Para isto podemos usar os comandos getwd() e setwd(). Segue um exemplo para o sistema de trabalho de um dos autores. Variações sobre como se deve indicar o diretório entre as aspas podem ocorrer em função do sistema operacional utilizado.
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    Após a execução do getwd() foi indicado que estamos trabalhando no diretório “livro”. Com a execução do setwd() foi realizada a mudança do diretório. O último comando, getwd(), foi utilizado somente para mostrar ao(à) leitor(a) como verificar se a mudança foi realizada corretamente.




    Vejamos agora como criar um objeto em que está armazenado um número qualquer, como por exemplo o peso de uma ave:
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    Ao acionarmos o “enter” após a digitação da linha de comando indicada acima estamos criando o objeto x, no qual está armazenado o valor 3. O sinal <serve para atribuir ao objeto da esquerda, o elemento que está a direita. Os espaços em branco utilizados antes e depois do sinal de atribuição não são necessários e servem somente para deixar o comando mais legível.




    Para visualizarmos na tela o conteúdo do objeto x basta digitar o nome do mesmo e acionar a tecla “enter”.
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    Vemos então que aparece o valor 3 e entre colchetes a “posição” em que ele está armazenado no objeto. Como x contém um único escalar, temos a indicação única da posição [1].




    Resultados de operações básicas como soma, subtração, multiplicação, divisão e potências podem ser obtidos com os símbolos +, -, *, / e ^. Vejamos um exemplo:
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    Poderíamos também estar interessados em criar um vetor que representasse uma sequência de números, como por exemplo um contador com as horas decorridas desde o início até o final de um experimento, em intervalos de meia hora (0,5 horas ou 30 minutos).
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    Os argumentos da função seq() usada acima são o valor inicial, o valor final, e o intervalo entre valores para a seqüência de números. O vetor criado foi armazenado no objeto y. Abaixo veremos muitas outras funções e em muitos casos teremos dúvidas sobre como organizar os argumentos de tal forma que a função seja adequadamente executada. Em outros casos estaremos interessados nos detalhes sobre as operações e sobre o objeto que pode ser gerado ao executarmos uma determinada função. Uma maneira de verificar estes e outros detalhes sobre as funções é digitar ? antes do ‘nome’ dela e acionar o “enter” (ex: ?seq).




    Vamos voltar à criação e manipulação de objetos. Em muitas situações temos interesse em saber a dimensão dos objetos de que dispomos. Poderíamos por exemplo querer saber o comprimento do vetor y indicado acima. Como ele é pequeno bastaria fazer uma contagem direta dos números impressos na tela. No entanto, há a função length(), que pode ser usada inclusive quando estamos lidando com vetores maiores:
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    Podemos acessar um elemento específico dentre os vários armazenados em um objeto com a indicação do posicionamento dele entre colchetes. Por exemplo, vemos abaixo que os valores armazenados na segunda e na quinta posição em y são 1.5 e 3.0.
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    Nem sempre estaremos lidando com vetores que são seqüências monótonas de valores. Para criar um outro objeto que contém um vetor de valores quaisquer (ex: número de ovos em ninhos de aves) podemos usar a função c():
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    Poderíamos criar um segundo vetor (dm) contendo uma informação como por exemplo o diâmetro médio dos ovos em centímetros:
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    Para visualizar na tela, em colunas paralelas, as informações sobre os dois vetores criados acima podemos usar o comando cbind():
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    Como não atribuímos a saída da função cbind() a nenhum objeto utilizando o sinal <-, os vetores ovos e tipo impressos na tela dispostos em paralelo não foram na verdade agregados para compor um objeto contendo a matriz. Para criar um objeto dados, que contêm as informações dos dois vetores podemos proceder da seguinte forma:
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    Dessa forma criamos um objeto que é uma matriz com duas colunas, cujos nomes são ovos e dm. Para visualizarmos esta matriz basta digitar o nome dela e acionar o “enter”, e se quisermos verificar a sua dimensão podemos usar a função dim():
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    Para visualizar os nomes dos objetos criados até então procedemos com:
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    O comando ls() sem qualquer argumento entre os parênteses, produz uma lista completa de todos os objetos objetos existentes no ambiente de trabalho. À medida que avançamos com as análises, serão criados vários objetos que após serem utilizados, podem se mostrar desnecessários. Considere a título de ilustração que desejamos descartar os objetos x e y. Para isto podemos executar:
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    Suponha agora que temos interesse em avaliar a relação entre o número e o diâmetro médio dos ovos nos cinco ninhos amostrados. Em um primeiro momento seria uma boa idéia fazer uma inspeção visual das informações usando um diagrama de dispersão para as variáveis ovos e dm:
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    A função plot() usada acima resulta na abertura de uma janela que deve conter um gráfico similar ao mostrado na Figura 1.5.
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    Figura 1.5: Diagrama de dispersão para as variáveis diâmetro (dm) e quantidade de ovos.




    Nota-se que há uma correlação negativa entre ovos e dm. No R há funções para cálculo de vários dos elementos usuais de análises estatísticas, incluindo a correlação que pode ser obtida por:
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    Suponha que seja conveniente ajustar um modelo de regressão linear para as duas variáveis. A função lm() poderia então ser usada da seguinte forma:
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    Como não foi utilizado o sinal de atribuição (<-) não foi gerado um objeto e sim uma impressão na tela dos resultados parciais dos modelo linear. O objeto a esquerda do sinal ~ é tomado como variável resposta enquanto que o da esquerda é a variável explanatória. Caso desejássemos criar um objeto com os resultados da regressão, o procedimento seria:
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    O objeto criado acima contém uma série de elementos relativos ao modelo linear ajustado. Para visualizarmos os nomes dos componentes de modelo usamos:
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    Cada um dos elementos pode ser acessado simplesmente se fizermos uso da “posição” em que o mesmo se encontra armazenado no objeto. Por exemplo, se estivéssemos interessados nos valores ajustados acessaríamos o elemento da quinta posição, indicada entre colchetes:
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    O símbolo $ também pode ser usado para especificar que se deseja acessar um componente específico de um objeto. Podemos então acessar os graus de liberdade da seguinte forma:
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    Em alguns casos há elementos nos resultados dos ajustes de modelos que são de uso corriqueiro. Para estes há funções especialmente designadas para extraí-los. Por exemplo, os coeficientes, que são as estimativas dos parâmetros (intercepto e inclinação no caso do modelo linear) podem ser extraídos com: coef():
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    A função summary() é uma outra opção para a exploração de objetos resultantes do ajuste de modelos:




    [image: 101832.png]




    Note que a função summary() faz uso dos elementos do objeto modelo para produzir novos resultados que podem ser mostrados na tela (como indicado acima) ou podem, caso desejado, serem armazenados em um novo objeto se utilizado o sinal de atribuição <-.




    Na verdade a função summary() pode ser aplicada a uma série de objetos dife-




    rentes, incluindo vetores, matrizes e mesmo modelos. Para cada caso serão realizadas operações apropriadas para a estrutura do objeto que está sendo avaliado com a função. Por exemplo, vimos acima a saída gerada com a aplicação de summary() a um modelo linear. Logo abaixo está o resultado de uma aplicação da função a uma matriz:
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    Vemos então que neste caso é apresentado um resumo estatístico (a média, a mediana, o mínimo, o máximo, o primeiro e o terceiro quartil) das variáveis armazenadas nas colunas da matriz.




    Vamos encerrar aqui esta primeira sessão do R. Vejamos os objetos que temos no




    ambiente de trabalho:
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    Podemos salvar o ambiente de trabalho com estes componentes executando a função save.image() antes de sairmos do programa. Uma outra opção é simplesmente executar o comando de saída do programa, q(), e então deverá aparecer uma mensagem que possibilitará que tudo seja salvo antes que o R seja encerrado.
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    Este pequeno tutorial acima serve apenas para que o(a) leitor(a) tenha uma noção inicial. O aprendizado sobre como usar o R deve ocorrer à medida que o(a) leitor(a) for desenvolvendo os exercícios e reeditando as partes do livro em que aparecem códigos para as análises estatísticas. No entanto, recomenda-se que seja feito um estudo dos manuais disponíveis no site http://cran.r-project.org/, ou mesmo de algum livro entre os vários já publicados sobre o uso do R. Não citaremos títulos em particular mas o(a) leitor(a) pode facilmente encontrar diversas opções nos sites destinados à comercialização de livros.




    
1.4 Sobre os demais capítulos




    Esperamos que este primeiro capítulo tenha servido para dar ao(à) leitor(a) uma idéia geral sobre as principais feições que caracterizam uma abordagem bayesiana, bem como mostrar o R como ferramenta estatística. Os detalhes técnicos referentes à análise do exemplo do peixe-galo foram propositadamente omitidos. Nos próximos capítulos, e à medida que avançamos nos conteúdos, retomaremos o exemplo para fornecer os detalhes teóricos e técnicos pertinentes.




    Segue um roteiro sobre os temas que serão abordados nos demais capítulos. No capítulo 2 examinamos o significado bayesiano de probabilidades como uma medida numérica da incerteza. Apresentamos algumas propriedades importantes dessa medida e possíveis mecanismos para efetuar aferições. Embora matematicamente simples, este capítulo é conceitualmente importante. Pois, é no significado de probabilidade que o paradigma bayesiano e o convencional se distinguem.




    No capítulo 3 fazemos uma compilação dos modelos probabilísticos mais utilizados em ciências e engenharias. A familiaridade com esses modelos é necessária para adquirir desenvoltura na aplicação da estatística bayesiana. Na maioria dos livros de estatística convencional com nível de dificuldade semelhante a este, o(a) leitor(a) raramente encontra algumas das distribuições aqui apresentadas, as quais serão muito úteis nas aplicações que faremos. A sintaxe do R para efetuar tanto cálculos probabilísticos quanto a simulação de dados dessas distribuições também será explorada. Após estudar os capítulos 2 e 3 o(a) leitor(a) terá adquirido uma bagagem de ferramentas teóricas e práticas que facilitarão a construção de modelos probabilísticos, necessários para equacionar apropriadamente as análises estatísticas de problemas nas mais variadas áreas do conhecimento.




    Os próximos dois capítulos são dedicados à construção de distribuições de probabilidades posteriores. Primeiramente, no capítulo 4 examinamos situações que podem ser facilmente resolvidas de maneira analítica. Trata-se de situações em que as distribuições de probabilidades envolvidas constituem famílias conjugadas. No capítulo 5 examinamos as demais situações e mostramos como fazer para obter posteriores com uso de simulação estocástica.




    Uma vez conhecidos os diversos modelos probabilísticos e a maneira de usá-los para obter distribuições posteriores, passamos no capítulo 6 a tratar de inferência estatística propriamente dita. Verificamos que, no contexto bayesiano, fazer inferência consiste tão somente em explorar de diferentes formas e com distintos propósitos a distribuição posterior. Para ajudar a relacionar a inferência bayesiana com sua alternativa convencional, estabeleceremos relações com intervalos de confiança e testes de hipótese.




    No capítulo 7 abordamos os modelos lineares, examinando a abordagem bayesiana para as regressões lineares simples e múltipla e também para a análise de variância. No capítulo 8 estendemos essas idéias e fornecemos uma introdução aos modelos lineares generalizados e aos modelos não-lineares. Encerramos com o capítulo 9 em que tecemos algumas considerações finais sobre temas relevantes, não abordados neste livro, mas que devem ser considerados pelos leitores que desejam continuar seus estudos sobre modelagem estatística e a abordagem bayesiana.




    Exercícios




    O gabarito com o desenvolvimento completo de todos os exercícios, deste e dos demais capítulos, está disponível na página https://sites.google.com/site/ humberandrade. Esperamos que esse material possa auxiliar os leitores em seus estudos.




    1.1.Análise dos dados sobre a maturação do peixe-galo.




    a.Crie vetores para as variáveis total e maturos, e também um objeto x com os valores correspondentes aos pontos médios das classes de comprimento. Para isso use as informações da Tabela 1.1.




    b.Calcule a proporção de fêmeas maturas observada em cada classe de comprimento e armazene os resultados em um vetor pobs.




    c.Mais acima vimos que as estimativas de máxima verossimilhança para os parâmetros do modelo logístico são ß0 = 1.1630 e ß1 = 0.2669. Também foi visto que o modelo que relaciona estas estimativas e a proporção de fêmeas maturas é:
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    Utilize estas informações para calcular o vetor “p” que deve conter a estimativa da proporção de fêmeas maturas por classe de comprimento segundo o modelo ajustado. A função exp() pode ser usada para o cálculo de exponenciais.




    a.Use a função plot() e construa um diagrama de dispersão para visualizar a relação entre o comprimento (vetor x com o ponto médio das das classes) e a proporção de fêmeas maturas, objeto pobs.




    b.Sobreponha aos dados observados uma linha com as estimativas obtidas com o ajuste do modelo. Para isso use o comando lines(x,p) logo após à linha de comando com a função plot() utilizada para construir o diagrama de dispersão.




    1.2.Simulação de dados de comprimento e peso de um organismo qualquer. O modelo usado será p = α · compß em que p e comp são as variáveis peso (kg) e comprimento (cm) respectivamente. A título de exemplo os parâmetros para essa simulação são α = 0.00001 e ß = 3.




    a.Crie uma seqüência de números de 40 a 80 em com intervalos de regulares iguais a 1 e armazene no objeto comp. Este vetor representará uma simulação de comprimentos de peixes.




    b.Utilize as informações indicadas no enunciado para calcular o que deve ser o peso esperado (p) segundo o modelo indicado acima. Faça um diagrama de dispersão para as comprimento e peso.




    c.O gráfico obtido no item anterior não representa uma amostra muito realista de uma relação comprimento-peso. Vamos agora criar um “erro” de tal forma que obteremos algo um pouco mais razoável. Para isto podemos usar:




    [image: 102263.png]




    Este vetor, de tamanho igual ao do vetor comp, é constituído de uma amostra aleatória de uma distribuição normal com média 0 e desvio padrão 0.25. Adicione o erro ao peso (p) para criar um vetor de peso com ruído (pr). Finalmente faça um diagrama de dispersão para comp e pr.




    1.3.Estimativa dos parâmetros com o uso de um modelo uma regressão linear. No exercício anterior fizemos uma simulação simples de uma amostra de relação entre comprimento (objeto comp) e peso (objeto pr). Vamos fazer uso desta “amostra” para tentar estimar os parâmetros α e ß do modelo pr = α * compß. Para isto considere que o modelo pode ser parametrizado como log pr = α' + ß' · log c, em que α' = log α e ß' = ß.




    a.Utilize as funções log() e lm() para modelar os dados e estimar os coeficientes α' e ß'.




    b.Use a inversa da função log() para obter o valor de α a partir de α'. Compare os valores obtidos com os “verdadeiros” utilizados para a simulação dos dados (α = 0.00001 e ß = 3). Dica: Para converter α' em α visite a “ajuda” sobre a função do logarítmo com o auxílio do comando ? e você encontrará o que precisa.




    c.Use a fórmula da relação comprimento-peso, o vetor com os comprimentos (comp) e os valores estimados de α e ß para criar um objeto ppred que deve conter predições do peso médio esperado por classe de comprimento.




    d.Construa um gráfico em que as previsões (ppred) são representadas como uma linha sobreposta aos dados simulados comp e pr.


    




    

      

        1 O símbolo log(·) será usado para indicar um logarítmo na base natural e.


      




      

        2 Seria necessário calcular a variância da função −ß0 / ß1 +x¯ e eventualmente assumir uma distribuição normal assintótica para LT-50.


      




      

        3 Usualmente medido como a distância entre nós opostos.


      




      

        4 O sistema e os critérios adotados para determinar as perdas poderiam ser outros. Mostramos apenas um exemplo.
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> X <= Ccll2.25,42.95,32.95,02.0]
> n <= c(3,5,4,5)
>y <- ¢c(0,1,3,5)
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> plot (x,y/n, xlal
+ xlim=c(10,70),yli

Comprimento (cm)",ylab="Proporgao”,
(0,1),pch=16)
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> classes.lt <- cut(lt>50,breaks=c(0,20,25,30,35,40,100),
+ right=F)
> prob.classes.lt <- table(classes.lt)/length(1t50)
> prob.classes.lt
classes.lt

[0,20) [20,25) [25,30) [30,35) [35,40) ([40,100)
0 005333 0.125333 0.607000 0.234000 0.024000 0.004333
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p =expl(fo + B1(xz — 32.5))/(1 + exp(Bo + B1(x — 32.5)))
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> cor (ovos, dm)
11 -0.97411
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> summary (dados)
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1st Qu.:1
Median :1.
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> dados

ovos dm
1,1 3 1.5
[2,] 12.2
[3,] 2 1.8
(4,1 12.3
5,1 12.1
> dim(dados)

111 5 2
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> decisao <- c("A7,"B%,7CT)
> perdas <- matrix(c(1,3,4,0,2,3,2,1,2,4,0,1,6,2,0,8,4,2),
+ ncol=6)

> perda.esp <- perdas%x%prob.classes.lt

> cbind (decisao, perda.esp)

decisao

"2.334"
"0.939"
"1.854"
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> modelolo]
Sfitted.values

1 2 3 4 5
1 48125 2 19375 1 83750 2 19375 2 19375
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> length(y)
1 7
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> modelosdf.residual
111 3
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> ambeta(l:3,]
betal betal
1 1.52155 0.447795
2 1.49447 0.382833
3 3 10884 0 302350
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> 1t50 <= -ambetal[,l]/ambetal,2] + 32.5
> plot (density (1t50),xlab="LT-50", xlim=c (15, 45) ,main:
+ yvlab=expression (p (paste ("LT-50", " | ", dados))))
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> 1lm(dm~ovos)

Call:
lm(formula = dm ~ ovos)

Coefficients:
(Intercept) ovos
5 5500 —0 2562
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> quantile (1to0,c(.025,.5,.975))
2.5% 50% 97.5%

22.65524 28.10375 35.25076

> c(mean (1t50),sd(1t50))

(11 28.277080 3.174402
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> names (modelo)

[1] "coefficients" “residuals" "effects" "rank"

[5] "fitted.values" "assign" "qr" "df.residual”
191 "xlevels" "eall" "terms" "model™
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> summary (galo.glm)

Call:

glm(formula = resposta ~ x, family = binomial)

Deviance Residuals:
1 2 3 4

-0.30255 0.10586 ~-0.05545 0.03226
Coefficients:

Estimate Std. Error z value
(Intercept) 1.1630 1.1404 1.020
X 0.2669 0.1458 1.831

Signif. codes: 0 "%’ 0.001 “%x" 0.01

Pr(>lzl)
0.3078
0.0671

*

0.05 .

0.1

(Dispersion parameter for binomial family taken to be 1)

Null deviance: 14.00544 on 3 degrees of freedom
0.10686 on 2 degrees of freedom

Residual deviance:
AIC: 7.6181
Number of Fisher Scoring iterations: 6

1
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> am <= c(l.5,2.4,1.8,2.3,2.1)
> dm
(1] 1.5 2.2 1.8 2.3 2.1
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> betal <= coef(galo.glm) (2]

> se.betal <- sqrt(vcov(galo.glm)[2,2])

> c(betal+gnorm(.025) xse.betal,betal+qnorm(.975) «se.betal)
x x

-0 0188124 0 5526272
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> ovos <= c(3,1,4,1,1)
> OVOS
11 31211
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> plot(density(ambetal,<]),xlab=expression(betall]),
4+ ylab=expression(p(paste(beta[l],"|",dados))),mai
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> ylal
[1] 1.5
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> summary (modelo)

Call:
Im(formula = dm ~ ovos)

Residuals:
1 2 3 4
0.01875 0.00625 -0.03750

Coefficients:

Estimate Std. Error t value
(Intercept) 2.55000 0.08539 29.863
ovos -0.35625 0.04774 -7.463

Signif. codes: 0 "%’ 0.001 "%’ 0.01

5

0.10625 -0.09375

Pr(>Itl)
8.25e-05
0.00498

*

0.05

Residual standard error: 0.08539 on 3 degrees of

Multiple R-squared: 0.9489,Adjusted R-squared: 0.
p-value:

F-statistic: 55.7 on 1 and 3 DF,

.

*%

0.1

freedom

9319
0.004981

1
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al)
[1] "/media/hda2/livro"
> setwd ("/media/hda2/livro/exercicios")
> getwd ()
[1] "/media/hda2/livro/exercicios"
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> coerl (modelo)
(Intercept) ovos
2 55000 —0 35695
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> 2#X72-X/ (x+3) +1
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> quantile (ambeta(,z],c(.025,.375)]
2.5% 97.5%
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> cbind(ovos, dm)

ovos dm
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