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    1. INTRODUÇÃO




    1.1 Motivação




    A evolução da Internet trouxe um crescimento exponencial nos dados disponibilizados através da World Wide Web. De acordo com a NetCraft (2018), foram identificadas mais de 1,5 bilhão de páginas da Internet em mais de 200 milhões de domínios únicos, o que gera uma enorme concorrência durante a tentativa de obtenção de informações a partir de mecanismos de busca. Isso acontece devido aos sistemas tradicionais de busca não fornecerem um serviço individualizado que considere o perfil do usuário, obtendo resultados independentemente de seus interesses pessoais (DENG; HUANG; XU, 2014).




    Sites como a Netflix, um dos principais serviços on-line de transmissão de filmes e séries de TV por assinatura, e Amazon, uma das principais lojas virtuais da Internet, possuem milhares de itens em seus catálogos, criando uma grande sobrecarga de conteúdos disponíveis para a escolha do usuário. Para tratar desse problema, ambos os sites utilizam de Sistemas de Recomendação (WEI et al., 2017), oferecendo sugestões de itens disponíveis diretamente em seus catálogos.




    Os Sistemas de Recomendação (RS) têm como objetivo sugerir itens que possam ser relevantes ao usuário de acordo com suas preferências (DENG; HUANG; XU, 2014). Seu princípio considera que a obtenção de recomendação através de fontes confiáveis é um componente crítico do processo natural de decisão humana. Dessa forma, os Sistemas de Recomendação assumem o papel de oferecer ao usuário indicações de itens que possam ser de seu interesse.




    Tais sistemas possuem uso nos mais diferentes tipos de aplicações. Em sistemas de comércio eletrônico, por exemplo, podem sugerir itens de compra ao usuário considerando seu histórico de compra e identificando, assim, itens de interesse que possam se relacionar com compras que foram efetuadas no passado (WEI et al., 2017), enquanto sites de notícia podem, por exemplo, recomendar assuntos relacionados a outros conteúdos acessados anteriormente pelo usuário.




    Segundo Shah et al. (2017), entre os tipos mais utilizados de Sistemas de Recomendação, estão os Sistemas de Recomendação por Filtragem Colaborativa (Colaborative Filtering), que realizam recomendações através da similaridade entre os usuários, e os Sistemas de Recomendação Baseados em Conteúdo (Content-Based), ou seja, aqueles que realizam recomendações através da similaridade entre itens. Ambos os sistemas dependem de informações prévias do usuário para que as recomendações possam ser feitas. No caso da Netflix, dados como avaliações de filmes feitas ou metadados de filmes assistidos, ambos pelo usuário, são utilizados para a recomendação personalizada.




    Entretanto, a escassez desses dados influencia diretamente na qualidade das recomendações. Ao se tentar sugerir itens para um usuário do qual não se tem informações prévias, os Sistemas de Recomendação podem gerar recomendações que não se relacionem com o perfil de interesse do usuário ou não gerar recomendação alguma. Esse tipo de problema é identificado como Cold-Start Problem, aparecendo com frequência nos estudos relacionados a Sistemas de, conforme indicam Nadimi-Shahraki e Bahadorpour (2014); Deng; Huang; Xu (2014); Gomez-Uribe e Hunt (2015); Shah et al. (2017); e Pandey e Rajpoot (2016).




    De acordo com Pandey e Rajpoot (2016), o Cold-Start Problem acontece quando o sistema não consegue gerar recomendações de itens em duas situações específicas: quando um novo item é adicionado ao Sistema de Recomendação e não possui nenhuma avaliação; ou quando um usuário sem histórico de avaliação entra no sistema. Para Lika, Kolomvatsos e Hadjiefthymiades (2014), o Cold-Start Problem é comum em Sistemas de Recomendação, sendo também o aumento da qualidade das recomendações em situações de Cold-Start um desafio-chave para sistemas do tipo.




    Uma possível alternativa adotada para lidar com o Cold-Start Problem é solicitar que o usuário avalie itens no início do uso do sistema (MASTHOFF, 2011), ou forçar esse usuário a responder perguntas que permitam associá-lo a estereótipos ou a outros conjuntos de usuários (como dados demográficos ou de idade, por exemplo). Nadimi-Shahraki e Bahadorpour (2014) sugerem um método que obrigue o novo usuário a avaliar itens previamente, antes de entrar no sistema. Enquanto essa é considerada uma das formas mais diretas para se obter informações do usuário, é necessário que haja uma estratégia bem definida para que os itens disponibilizados para seleção pelo usuário possam de fato aumentar a qualidade da recomendação. Entretanto, com esse método, existe a possibilidade de insatisfação do cliente por conta da necessidade de uma avaliação inicial, já que isso exige seu esforço, podendo levá-lo a avaliar os itens de forma incorreta ou a desistir do uso do sistema.




    Trabalhos como de Pandey e Rajpoot (2016) sugerem o uso de metadados do usuário, como dados demográficos, para a recomendação de itens por similaridade de usuário. Porém, sistemas web que não obrigam o registro do usuário para seu uso tendem a ter pouco ou quase nenhum dado para agrupamento de usuários similares, impossibilitando, assim, a recomendação personalizada de itens. Como alternativa, sistemas de comércio eletrônico utilizam o histórico de navegação do usuário para identificar padrões de compras e, dessa maneira, sugerir itens similares aos itens comprados (CHOU et al., 2010).




    Avaliando essas situações, é possível considerar como uma alternativa para lidar com o Cold-Start Problem a recomendação de itens para o usuário conforme seu histórico de navegação. Dessa forma, é possível realizar recomendações sem o uso de dados do perfil do usuário (por exemplo, sem que ele tenha realizado um cadastro no sistema).




    O uso do histórico de navegação para recomendação exige a identificação de padrões a partir das páginas ou sites navegados pelo usuário. Por exemplo, se uma página X foi acessada com frequência antes de os usuários acessarem a página Y, então a página Y tem maior relevância na recomendação para usuários que acessaram a página X.




    O reconhecimento de padrões é uma área relacionada à Inteligência Artificial e ao Aprendizado de Máquina, em que algoritmos de aprendizado são utilizados para identificar padrões em dados de entrada de forma automatizada. Nesse contexto, as Redes Neurais se mostram como uma das alternativas mais conhecidas para reconhecimento de padrões, podendo aprender a classificar dados de acordo com um conjunto de treinamento através do Aprendizado Supervisionado (BISHOP, 2006).




    No caso, as Redes de Aprendizado Profundo (Deep Learning Networks) têm obtido sucesso em tarefas de reconhecimento de imagem, de falas e de texto, nas quais dados não estruturados são processados através de diversas camadas convolucionais, atraindo o interesse de pesquisas para uso de Aprendizado Profundo em Sistemas de Recomendação (TAN; XU; LIU, 2016; WEI et al., 2017; HEINZ; BRACHER; VOLLGRAF, 2017; Chu et al., 2017; FU et al., 2018).




    Considerando que a principal característica dos dados de histórico de navegação é o seu formato como dados sequenciais (ou seja, a navegação entre uma página e outra deve ser levada em consideração), estudos como os de Hidasi et al. (2015) sugerem o uso de Redes Neurais Recorrentes devido ao tipo de entrada do sistema. Nesse processo, cada estado de navegação do usuário – cada página visitada, por exemplo – produzirá uma saída (no caso, uma recomendação), que depende dos estados anteriores. Por possuir uma memória interna capaz de armazenar entradas anteriores, as Redes Neurais Recorrentes permitem um maior entendimento da sequência de dados e de seu contexto se comparadas a outros algoritmos. Dessa forma, aplicar o histórico de navegação como entrada de uma Rede Neural Recorrente permite a geração de recomendações independentemente do histórico de avaliações ou dados de perfil do usuário (TAN; XU; LIU, 2016).




    1.2 Problema




    Apesar de estudos como o de Tan, Xu e Liu (2016) fortalecerem o uso de Redes Neurais Recorrentes como alternativa para Sistemas de Recomendação a partir do histórico do usuário, ainda é necessário entender quais arquiteturas de Redes Neurais Recorrentes podem se adequar a esse contexto.




    Através da revisão sistemática realizada neste trabalho, foram identificados três tipos de arquiteturas que aparecem com frequência nos estudos obtidos: Redes de Memória de Longo Prazo (LSTM); Redes de Unidades Recorrentes de Bloqueio (GRU); e Redes Híbridas, que constituem uma arquitetura que utiliza ambas as redes citadas anteriormente.




    Muitos desses estudos mostram propostas de novas arquiteturas baseadas nessas citadas, comparando os resultados através de diferentes métricas de avaliação. Porém, os trabalhos revisados não comparam as arquiteturas entre si, ou seja: não foi possível identificar um trabalho que realizasse a comparação dos resultados entre uma rede que utilize Memória de Longo Prazo com uma que utilize Unidades Recorrentes de Bloqueio ou Híbrida. Tal comparação é crucial para entender as vantagens e as desvantagens do uso de cada arquitetura para o contexto da recomendação por dados do histórico de navegação.




    Logo, surge a definição do seguinte problema:




    • Falta de avaliações que comparem os resultados de Redes de Memória de Longo Prazo, Redes de Unidades Recorrentes de Bloqueio e Redes Híbridas para recomendação a partir do histórico de navegação.




    1.3 Objetivo




    Considerando os problemas listados no item anterior, este trabalho tem o seguinte objetivo primário:




    • Avaliar a eficiência de Redes de Memória de Longo Prazo, de Redes de Unidades Recorrentes de Bloqueio e de Redes Híbridas no contexto da recomendação de itens através do histórico de navegação do usuário.




    Para que os resultados das redes sejam avaliados e comparados, é necessária a construção de protótipos que utilizem cada uma das arquiteturas de Redes Neurais Recorrentes citadas no objetivo primário. Tais protótipos devem utilizar a mesma base de dados como insumo e terem as mesmas métricas utilizadas para a avaliação dos resultados obtidos.




    Dessa forma, é levantado o seguinte objetivo específico:




    • Construção de protótipos que utilizem arquiteturas de Redes de Memória de Longo Prazo, de Redes de Unidades Recorrentes de Bloqueio e de Redes Híbridas para que seja possível realizar a avaliação dos resultados.




    Para a avaliação dos resultados de cada protótipo, serão utilizadas as métricas de Revocação, Precisão e F1-Score, identificadas com frequência entre os estudos obtidos na revisão sistemática deste trabalho. Como insumo do sistema de recomendação, será utilizada a base de dados de um site chinês de live streaming, conforme proposto no trabalho de Fu et al. (2018).




    1.4 Contribuição




    Estudos como o de Nadimi-Shahraki e Bahadorpour (2014) exigem que o usuário responda uma série de perguntas antes do uso do sistema, enquanto outros trabalhos como o de Pandey e Rajpoot (2016) utilizam dados demográficos obtidos pelo cliente. Porém, o referido usuário pode se insatisfazer pela demora do tempo de resposta ou pelo grande número de perguntas realizadas, podendo, ainda, não liberar o uso de informações demográficas e outros tipos de dados que considere confidenciais.




    Diferente desses processos, o método adotado por este trabalho não exige o uso de perguntas ou informações extras do usuário, exceto seu histórico de navegação que será armazenado conforme o indivíduo utilizar o sistema. Sendo assim, esse método contribui também para a implantação de Sistemas de Recomendação sem a necessidade de dados pessoais do usuário.




    A revisão sistemática realizada para este trabalho também pode servir como contribuição para outros trabalhos similares, permitindo, assim, identificar os principais autores e estudos ligados ao uso de Redes Neurais em Sistemas de Recomendação e possibilitando a expansão dos estudos através da modificação dos protocolos anexados.




    Por fim, a construção de protótipos e a análise dos resultados permitirá identificar as vantagens e as desvantagens entre Redes de Memória de Longo Prazo, Redes de Unidades Recorrentes de Bloqueio e Redes Híbridas dentro do contexto de recomendações a partir do uso do histórico de navegação do usuário, podendo contribuir para estudos ou para a implantação de sistemas que estejam dentro desse tema.




    1.5 Metodologia




    A seguir, estão descritas as atividades necessárias para a realização desta pesquisa, bem como seu referencial teórico:




    • Revisão bibliográfica: a revisão bibliográfica consiste no levantamento bibliográfico dos principais fundamentos relacionados a este projeto. Os estudos utilizados nesta revisão foram selecionados a partir de bases de pesquisas de grande relevância para a área científica, relacionando os seguintes tópicos: Sistemas de Recomendação e seus diferentes tipos; Métricas de Avaliação de Sistemas de Recomendação; Cold-Start Problem; Aprendizado de Máquina; Redes Neurais; Redes Neurais Recorrentes; e Histórico de Navegação;




    • Revisão sistemática: uma revisão sistemática foi realizada para a construção do Estado da Arte deste trabalho a partir de um protocolo definido no Apêndice A, com o objetivo de identificar o uso de Histórico de Navegação em Redes Neurais Recorrentes, as arquiteturas de Redes Neurais Recorrentes mais frequentemente utilizadas e as Métricas de Avaliação mais comuns para Redes Neurais Recorrentes;




    • Definição e aplicação da arquitetura proposta: a partir dos resultados obtidos na revisão para o Estado da Arte, os trabalhos de Anil et al. (2018), Ruocco; Skrede; Langseth (2017), Kong; Li; Lv (2018), Korotaev; Lyadova (2018), Fu et al. (2018) e Chu et al. (2017) foram utilizados para propor protótipos de uma Rede de Memória de Longo Prazo, de uma Rede de Unidades Recorrentes de Bloqueio e de uma Rede Híbrida que unifique ambos os modelos;




    • Aplicação da arquitetura proposta: foram desenvolvidos protótipos de Sistemas de Recomendação que utilizem as arquiteturas de Rede de Memória de Longo Prazo, de Rede de Unidades Recorrentes de Bloqueio e de Redes Híbridas. Como insumo do sistema de recomendação, foi utilizada a base de dados do Live Streaming, conforme proposto no trabalho de Fu et al. (2018);




    • Avaliação dos resultados: os resultados das recomendações de cada modelo serão avaliados a partir das métricas de Revocação, de Precisão e de F1-Score, identificadas com frequência nos demais trabalhos revisados dentro do Estado da Arte;




    • Conclusão e trabalhos futuros: apresentação da conclusão do trabalho e sua continuidade para melhoria em trabalhos futuros.


  




  

    2. REVISÃO BIBLIOGRÁFICA




    Esta seção conta com os principais conceitos e fundamentos sobre os demais itens de interesse explorados neste trabalho. Nos itens a seguir, são definidos os conceitos de Sistemas de Recomendação, juntamente com suas principais aplicações e os problemas mais comuns encontrados. Também são definidos os principais conceitos de Aprendizado de Máquina, de Redes Neurais e de Redes Neurais Recorrentes, além das suas aplicações em Sistemas de Recomendação.




    2.1 Sistemas de Recomendação




    Os Sistemas de Recomendação (SR) têm o objetivo de sugerir itens ao usuário a partir do uso de técnicas e ferramentas, de forma que possa orientar sua tomada de decisão (RICCI et al., 2011). Apesar de a área de pesquisa existir desde meados dos anos 90 (KUMAR et al., 1998), os Sistemas de Recomendação têm se tornado cada vez mais populares atualmente em sistemas web, especialmente em sistemas de comércio eletrônico, oferecendo ao usuário itens que ele possa ter interesse. Sites como Facebook ou Amazon, por exemplo, utilizam tais sistemas para sugerir novos itens de compras ou para a sugestão de outros usuários com gostos similares (RICCI et al., 2011).




    Em seu trabalho, Ricci et al. (2011) citam alguns dos motivos pelos quais os provedores de serviço utilizam os SR. São eles:




    • Aumento do número de itens vendidos: a venda de itens adicionais baseados no gosto do usuário;




    • Vendas de itens mais diversos: seleção de itens que podem ser difíceis de ser encontrados devido ao tamanho do catálogo;




    • Aumento da satisfação do usuário: caso o usuário se interesse pelas recomendações, ele poderá ter um aumento de satisfação com o sistema;




    • Aumento da fidelidade do usuário: caso o usuário entenda as recomendações como relevantes, ele passará a confiar mais no sistema que está utilizando;




    • Melhor entendimento do que o usuário quer: coleta de informações das preferências do usuário de forma explícita ou preditas pelo sistema.




    A princípio, os SR partem da premissa de que um usuário tem o costume de optar por recomendações de outras pessoas durante uma tomada de decisão. Dessa forma, os algoritmos voltados para SR foram originados para alavancar recomendações produzidas por uma comunidade de usuários para um usuário específico (RICCI et al., 2011). Segundo Shah et al. (2017), as recomendações podem ser classificadas em dois tipos: personalizadas, nas quais diferentes usuários recebem diferentes recomendações; e não-personalizadas, nas quais diferentes usuários recebem as mesmas recomendações.




    Existem diferentes tipos de SR que diferem entre o domínio, o aprendizado utilizado e o algoritmo implementado (RICCI et al., 2011). Enquanto alguns estudos apresentam apenas as classes de sistemas baseadas em conteúdo ou em filtragem colaborativa, como os de Shah et al. (2017) e Khatwani; Chandak (2016), Ricci et al. (2011) citam a seguinte classificação entre os SR:




    • Baseados em conteúdos;




    • Filtragem colaborativa;




    • Demográficos;




    • Baseados em conhecimento;




    • Baseados em comunidade;




    • Híbridos.




    2.1.1 Sistemas de Recomendação Baseados em conteúdos




    Os Sistemas de Recomendação baseados em conteúdos têm como objetivo a recomendação de itens similares aos que o usuário gostou, avaliou ou interagiu no passado, analisando a descrição de documentos ou de itens no histórico de interação do usuário e construindo um modelo ou perfil de itens de interesse (LOPS; GEMMIS; SEMERARO, 2011). O processo consiste na relação de atributos do usuário a atributos de um item, gerando, dessa forma, um conjunto de itens que refletem melhor as suas preferências.




    Segundo Lops, Gemmis e Semeraro (2011), são necessárias técnicas e estratégias específicas para que o sistema seja capaz de relacionar o perfil de um usuário a uma representação de itens, descrevendo três passos para que a recomendação possa ser realizada: a análise de conteúdo, que pré-processa o conteúdo adquirido para formatá-lo adequadamente para as próximas etapas; o aprendizado de perfil, que generaliza a informação para construir um modelo de interesses do usuário; e o componente de filtragem, que utiliza o modelo de interesses do usuário para relacioná-lo com os itens do sistema e gerar as recomendações.
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    Figura 1 – Arquitetura de um sistema de recomendação por conteúdo. (LOPS; GEMMIS; SEMERARO, 2011).




    2.1.2 Sistemas de Recomendação por Filtragem Colaborativa




    Filtragem Colaborativa é considerada uma das técnicas de recomendação mais famosas e usadas em Sistemas de Recomendação (RICCI et al., 2011). Seu conceito se baseia no uso do histórico da pontuação dada por um usuário para um ou mais itens, a fim de identificar alguma similaridade entre os usuários.




    A principal suposição da abordagem de filtragem colaborativa é de que se um usuário A possui gostos similares ao do usuário B em um determinado assunto, então A tem mais chances de ter gostos similares ao B em outros assuntos do que um usuário aleatório. Por exemplo, se os usuários A e B avaliam positivamente um item x, e B avalia positivamente um item y, então A tem grandes chances de também ter y como recomendação.




    Segundo Yao et al. (2015), os métodos de filtragem colaborativa podem ser agrupados em duas classes principais: métodos baseados em memória e métodos baseados em modelos.




    2.1.2.1 Sistemas de Recomendação por Filtragem Colaborativa Baseada em Memória




    Métodos de filtragem colaborativa baseados em memória utilizam as avaliações fornecidas por um usuário em relação a um item específico, que são armazenadas em um banco de dados (ZHANG et al., 2014). Em essência, tais algoritmos se baseiam no conceito de recomendação por “boca a boca”, no qual uma pessoa confia em uma recomendação de outra pessoa que tenha gostos parecidos com o seu.




    De acordo com Al-bashiri et al. (2018), a abordagem dos algoritmos de filtragem colaborativa baseados em memória é de computar a relação entre usuários e os itens, para produzir uma pontuação que prediz a chance de um usuário adquirir um item no futuro e de prover recomendações correspondentes. Entre os principais métodos de filtragem colaborativa baseados em memória, está a recomendação baseada em usuário, que gera recomendações de acordo com a similaridade entre usuários, e a baseada em item, que computa similaridades entre um espaço de itens para encontrar relações fortes daqueles que já tenham sido avaliados pelo usuário.




    2.1.2.1.1 Sistemas de Recomendação por Filtragem Colaborativa Baseada em Usuário




    A principal abordagem dos algoritmos de filtragem colaborativa baseada em usuário é prever a avaliação de um usuário para um item que ele ainda não avaliou, de acordo com seu histórico de avaliações e de preferências, comparando sua relação com outros usuários de uma mesma base de dados.




    Supondo a predição da preferência de um usuário u por um item i, que ele não avaliou, é levado em consideração a matriz de avaliação N, dada pela avaliação de cada usuário para cada item da base de dados.




    Tabela 1 – Exemplo da matriz de avaliação, em uma escala de 1 a 5 pontos. Valores demarcados por “?” representam itens não avaliados pelo usuário. (EKSTRAND; RIEDL; KONSTAN, 2011). Adaptado pelo autor.
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    A partir da matriz de avaliação N, é necessária a geração de uma matriz M de similaridade entre usuários, definida a partir de uma métrica de distância que mede a similaridade entre dois usuários. Segundo Ekstrand, Riedl e Konstan (2011), o método de Pearson Correlation demonstra os melhores resultados, computando a correlação estatística entre avaliações em comum de dois usuários para determinar sua similaridade.
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    em que:




    (X,Y) define um par de variáveis aleatórias




    σX é a variância padrão de σX




    σY é a variância padrão de σY




    μX é a média de μX




    μY é a média de μY




    E é a esperança




    Através da matriz M de similaridade entre usuários, é possível realizar a predição da avaliação de itens ainda não avaliados. Isso é feito a partir da média ponderada da soma da avaliação de todos os outros usuários, na qual o peso é definido pela similaridade entre eles.
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    em que:




    U é o conjunto de usuários da base




    N é o conjunto de usuários vizinhos de u,sendo N ⊆ U




    s(u,u') é o valor da similaridade entre o usuário u e o usuário u'
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    Com a predição das avaliações dos itens, pode-se ordenar os valores em ordem decrescente para recomendar os itens que tenham maior valor de avaliação, tendo, assim, maiores chances de se adequar às preferências do usuário.




    2.1.2.1.2 Sistemas de Recomendação por Filtragem Colaborativa Baseada em Item




    Diferente da Filtragem Colaborativa Baseada em Usuário, a Filtragem Colaborativa Baseada em Item tem como principal abordagem o cálculo da similaridade entre itens para a recomendação. Se tais itens tendem a ter os mesmos usuários que os avaliaram, então eles são similares, e é esperado que os usuários tenham preferências por tais itens (EKSTRAND; RIEDL; KONSTAN, 2011).




    A similaridade entre itens deve ser representada através de uma matriz esparsa N, na qual itens sem similaridade são representados pelo valor 0. Para tal, são utilizados os valores de recomendação entre dois itens a partir de usuários que avaliaram ambos e, em seguida, é utilizado o método de similaridade pela função cosseno, considerado o método mais eficiente para cálculo de similaridade na Filtragem Colaborativa Baseada em Item, conforme definida pela equação a seguir:
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    em que x e y representam vetores de tamanho dimensional n.




    A predição de um item para um usuário é realizada através do cálculo da média ponderada da soma das avaliações dadas pelo usuário para os itens similares ao item desejado, em que o peso é definido pela similaridade entre os itens. Tal qual o método de Filtragem Colaborativa Baseada em Usuário, pode-se ordenar os valores em ordem decrescente para recomendar os itens que tenham maior valor de avaliação.




    Tabela 2 – Filmes avaliados e não avaliados pelo usuário e seus respectivos valores de acordo com o método de similaridade pela função cosseno. Fonte: Ekstrand, Riedl e Konstan (2011). Adaptado pelo autor.
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    2.1.2.2 Sistemas de Recomendação por Filtragem Colaborativa Baseada em Modelo




    O método de Filtragem Colaborativa Baseada em Modelo utiliza as avaliações dos usuários para construir um modelo preditivo capaz de representar as características latentes entre usuários e itens, permitindo classificá-los em classes (KOREN; BELL, 2011). O modelo, então, é treinado com os dados disponíveis e usado para predizer as avaliações de usuários para novos itens.




    Os autores Do, Nguyen e Nguyen (2010) citam cinco técnicas mais comuns para se trabalhar com Filtragem Colaborativa Baseada em Modelo: Clustering, Classification, Latent Model, Markov Decision Process (MDP) e Matrix Factorization. De acordo com Koren e Bell (2011), a técnica de Matrix Factorization ganhou popularidade graças a sua precisão e sua escalabilidade, tornando-se um dos principais métodos para modelagem das preferências do usuário através da Decomposição de Valor Singular (SVD).




    2.1.3 Sistemas de Recomendação Demográficos




    Os Sistemas de Recomendação Demográficos utilizam as informações demográficas do perfil do usuário para gerar recomendações, com a suposição de que diferentes recomendações devem ser geradas para diferentes nichos demográficos (RICCI et al., 2011). Já no estudo de Aggarwal (2016), são apresentados resultados de trabalhos relacionados a Sistemas de Recomendação demográficos, nos quais uma página da Internet gera recomendações e guia a navegação do usuário a partir dos dados demográficos coletados, enquanto Pandey e Rajpoot (2016) apresentam uma pesquisa de marketing, mostrando que dados demográficos podem ser usados para recomendação de itens.




    De acordo com Aggarwal (2016), tais Sistemas de Recomendação Demográficos não produzem um resultado satisfatório quando são utilizados sozinhos, sendo mais bem aproveitados como componentes de sistemas híbridos, geralmente combinados com Sistemas de Recomendação Baseados em Conhecimento para aumentar sua robustez.




    2.1.4 Sistemas de Recomendação Baseados em Conhecimento




    Em Sistemas de Recomendação Baseados em Conhecimento, as avaliações do usuário não são levadas em consideração para gerar a recomendação. Em vez disso, as avaliações dependem de um processo que utiliza uma base de conhecimento para relacionar requisitos do usuário com descrições de itens e do uso de restrições que especificam os requisitos do usuário (AGGARWAL, 2016).




    Segundo Ricci et al. (2011), esses tipos de SR dependem de uma função de similaridade para estimar o quanto a necessidade do usuário bate com as recomendações, de tal forma que a similaridade é mensurada como a utilidade da recomendação gerada para o usuário. Ricci et al. (2011) também citam que os Sistemas de Recomendação Baseados em Conhecimento tendem a funcionar bem no começo, mas que podem ser superados por outros métodos caso não utilizem componentes de aprendizado.




    2.1.5 Sistemas de Recomendação Baseados em Comunidade




    Os Sistemas de Recomendação Baseados em Comunidade, também chamados de Sistemas de Recomendação Social, utilizam informações da relação social do usuário a partir das avaliações de seus amigos para, assim, gerar suas recomendações. A popularidade das redes sociais garantiu um crescente interesse em Sistemas de Recomendação Social, uma vez que dados de redes sociais permitem identificar a relação entre amigos para, em seguida, identificar possíveis recomendações (RICCI et al., 2011).




    2.1.6 Sistemas de Recomendação Híbridos




    Os Sistemas de Recomendação Híbridos são sistemas que combinam duas ou mais técnicas de recomendação, visando compensar as desvantagens de uma técnica com as vantagens de outra (RICCI et al., 2011). Um exemplo disso são os Sistemas de Recomendação por Filtragem Colaborativa Baseada em Item, que sofrem da falta de recomendação quando ninguém avaliou um item ainda, e podem ser compensadas com recomendações baseadas em conteúdo ao utilizar similaridades de texto e encontrar semelhanças de itens a partir de metadados.




    De acordo com Ekstrand, Riedl e Konstan (2011), esses Sistemas de Recomendação Híbridos podem ser classificados da seguinte forma:




    • Recomendação ponderada: adquire uma pontuação produzida por diferentes Sistemas de Recomendação, combinando-os para gerar recomendações para o usuário;




    • Recomendação alternada: alterna entre diferentes Sistemas de Recomendação e usa um SR específico para obter o melhor resultado dependendo do contexto;




    • Recomendação mista: similar à recomendação ponderada, apresenta o resultado de diferentes Sistemas de Recomendação juntos, porém podendo, ou não, combiná-los em uma única listagem;




    • Recomendação por combinação de recurso: usa múltiplas fontes de recomendação como entrada para um único sistema de metarrecomendação;




    • Recomendação em cascata: encadeia a saída de um SR na entrada de outro;




    • Recomendação por aumento de recurso: usa a saída de um SR como um recurso de entrada de outro;




    • Recomendação por metanível: treina um modelo utilizando um SR e usa esse modelo como entrada de outro SR.




    2.2 Métricas de Sistemas de Recomendação




    A avaliação de SR é extremamente necessária quando se é desejado identificar a qualidade das recomendações geradas pelo sistema. De acordo com Anástacio (2018), a qualidade das recomendações é algo muito discutido dentro da literatura de SR, uma vez que o mecanismo de recomendação, capaz de prever opiniões entre usuários e itens, está presente na maioria deles.




    Segundo Shani e Gunawardana (2011), a qualidade da avaliação é independente de uma interface para o usuário e pode ser medida por um experimento offline. O conceito de qualidade de uma recomendação é diferente da predição do comportamento de um usuário sem recomendações e é próximo da recomendação da verdadeira predição do sistema em si.




    Entre as métricas de avaliação de precisão mais utilizadas, está o Erro Médio Absoluto (MAE) e a Raiz do Erro Médio Quadrático (RMSE), conforme descritos nos itens a seguir.




    2.2.1 Erro Médio Absoluto




    O Erro Médio Absoluto (MAE) é, essencialmente, uma medida da diferença entre duas variáveis contínuas de observações pareadas que representam o mesmo fenômeno. Considerando um gráfico de dispersão de n pontos, no qual o ponto i possui as coordenadas ([image: ], [image: ]), o MAE é a média da distância entre cada ponto e sua linha de origem (WILLMOTT; MATSUURA, 2005).




    Em Sistemas de Recomendação, o MAE é a média da diferença absoluta entre valores de recomendações gerados pelo sistema e valores de recomendações de uma base de teste com valores reais de recomendação para um usuário (SHANI; GUNAWARDANA, 2011), conforme definido pela equação a seguir:




    

      [image: ]

    




    em que:
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    2.2.2 Raiz do Erro Médio Quadrático




    A métrica de Raiz do Erro Médio Quadrático (RMSE), tal qual o MAE, também serve para medir as diferenças entre os valores preditos por um modelo e os valores observados, agregando a magnitude dos erros em predições em uma única medida.




    Porém, diferentemente da métrica de MAE, o RMSE utiliza a raiz quadrada da média da diferença quadrática entre valores de recomendações gerados pelo sistema e valores de recomendações de uma base de teste com valores reais de recomendação para um usuário (SHANI; GUNAWARDANA, 2011), conforme definido pela equação a seguir:
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    2.2.3 Raiz do Erro Médio Quadrático X Erro Médio Absoluto




    De acordo com Shani e Gunawardana (2011), quando comparado ao MAE, o RMSE desproporcionalmente penaliza erros largos. Como os erros em RMSE são elevados antes de serem calculados, o RMSE pondera pesos maiores para erros maiores, indicando que o método pode ser mais útil quando erros maiores são particularmente indesejáveis, conforme apresentado na Tabela 3.




    Tabela 3 – 5 casos hipotéticos de erro, e seus correspondentes totais, MAE e RMSE, nos quais cada [image: ](j = 1,2,3,4) é um erro hipotético. Fonte: Willmott e Matsuura (2005). Adaptado pelo autor.
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    Enquanto parte da literatura sugere o uso de ambas as métricas, estudos como o de Willmott e Matsuura (2005) sugerem que eles devem ser interpretados de acordo com o tamanho dos erros de predição do modelo.




    2.3 Limitações de métodos de Sistemas de Recomendação




    A qualidade das recomendações em SR pode variar muito de acordo com as limitações dos diferentes tipos de SR. Segundo Shani e Gunawardana (2011), alguns sistemas podem prover recomendações com alta qualidade, mas apenas para uma pequena porção dos itens que eles possuem uma maior quantidade de informação.




    Entre os problemas mais conhecidos na literatura de Sistemas de Recomendação, está o Cold-Start Problem, descrito em detalhes no item a seguir.




    
2.3.1 Cold-Start Problem





    O Cold-Start Problem está relacionado ao problema de se gerar recomendações quando há falta de avaliações no sistema. Uma vez que não existem avaliações suficientes para se identificar itens ou usuários relacionados, o sistema fica impossibilitado de gerar recomendações personalizadas.




    De acordo com Bobadilla et al. (2012), o Cold-Start Problem acontece em três situações diferentes: com nova comunidade; com novos itens; ou com novos usuários, conforme detalhado nos itens a seguir.




    
2.3.1.1 Cold-Start Problem por nova comunidade





    O Cold-Start Problem por nova comunidade é, essencialmente, o problema de se gerar recomendações quando o sistema é inicializado, não possuindo, assim, nenhum dado de avaliação que o Sistema de Recomendação possa utilizar para se gerar recomendações personalizadas. Nesse caso, o sistema possui tanto as desvantagens do problema por novos itens quanto por novos usuários.




    As soluções mais comuns adotadas nesse tipo de situação são encorajar as avaliações através de outros meios (por exemplo, forçando o usuário a avaliar itens antes do uso do sistema) ou não utilizar Sistemas de Recomendação por Filtragem Colaborativa até que haja avaliações suficientes para a geração de recomendações.




    
2.3.1.2 Cold-Start Problem por novos itens





    O problema de recomendação por novos itens acontece pelo fato de que itens que entraram em um sistema normalmente não possuem avaliações, o que impede a geração da recomendação pelo sistema. Dessa forma, um item que não é recomendado passa desapercebido por usuários do sistema que, por sua vez, não o recomendam por não ter noção da sua existência. Isso pode gerar um círculo vicioso, no qual um conjunto de itens nunca é recomendado pela falta de avaliações.




    O trabalho de Hou, Pan e Liu (2018) coloca a falta de qualidade de avaliações de itens dentro do problema de Cold-Start por itens. Nesse caso, o termo “popularity bias” indica que itens que são mais populares tendem a receber maior interação que itens que não são populares, afetando suas avaliações. Portanto, itens que são mais populares tendem a receber avaliações com maior qualidade do que itens que são menos populares, dificultando o processo de recomendação do sistema.




    De acordo com Madhukar (2014), o Cold-Start Problem para itens de um sistema pode ser resolvido através do uso de Sistemas de Recomendação Baseados em Conteúdo, uma vez que tais sistemas não dependem de recomendação e não são afetados pelo número de interações em um item, podendo relacioná-lo a outros itens de um mesmo sistema através de seus atributos. Já Bobadilla et al. (2012) sugerem o uso de um mesmo conjunto de usuários para sempre que houver a necessidade de avaliar itens novos ou com pouca popularidade.




    
2.3.1.3 Cold-Start Problem por novos usuários





    O problema da recomendação para novos usuários é um dos maiores problemas de Sistemas de Recomendação (BOBADILLA et al., 2012). Ele ocorre quando um usuário ingressa em um sistema, mas ainda não deu avaliações o suficiente para gerar recomendações personalizadas. O problema pode infligir a perda de interesse do usuário pelo sistema, já que ele pode entender que este não está funcionando como deveria.




    A estratégia mais comum para se lidar com Cold-Start Problem por novos usuários é solicitar a ele informações iniciais para, assim, gerar um perfil e obter informações de avaliação de outros usuários com atributos parecidos. Porém, a quantidade de informações adquiridas influencia diretamente na busca por usuários similares e o questionamento de muitas informações pode desmotivá-lo a utilizar o sistema.




    Outra estratégia comum baseia-se em solicitar que o usuário avalie itens iniciais para permitir o uso do sistema. No entanto, isso pode levar o cliente a avaliar itens que não condigam com sua real preferência ou itens com os quais ele não obteve nenhuma interação, apenas para garantir o uso do sistema.




    Pesquisas atuais apresentam o uso de técnicas de Aprendizado de Máquina (Machine Learning) para predizer a avaliação de um usuário, podendo inseri-lo em um cluster de outros usuários ou utilizando de fatorização de matrizes para criar uma matriz de relacionamento entre usuários e itens. Da mesma forma, sistemas híbridos ganharam popularidade na comunidade na tentativa de reduzir as desvantagens da filtragem colaborativa por usuários através de outros tipos de Sistemas de Recomendação.




    2.4 Aprendizado de Máquina




    Aprendizado de Máquina é uma área da Inteligência Artificial com o objetivo de desenvolver técnicas computacionais de aprendizado para criação de sistemas capazes de adquirir conhecimento de forma automática (MONARD; BARANAUSKAS, 2003), utilizando de experiências bem-sucedidas para a tomada de decisão em problemas futuros.




    Em sua obra, Mitchell (1997) define formalmente o Aprendizado de Máquina como um programa de computador capaz de aprender pela experiência E, com respeito a algum tipo de tarefa T e performance P, se sua performance P nas tarefas em T, na forma medida por P, melhoram com a experiência E. Como exemplo, um programa capaz de aprender a jogar xadrez pode assumir uma tarefa T, como “aprender a jogar xadrez”; uma performance P, como “percentual de jogos vencidos contra oponentes”; e uma experiência E, como “jogar jogos de treino contra si mesmo”.




    O processo de Aprendizado de Máquina aplica o conceito de indução utilizado pelo cérebro humano, obtendo conclusões genéricas a partir de um conjunto de exemplos. Segundo Monard e Baranauskas (2003), a inferência indutiva é um dos métodos mais utilizados para derivação de novo conhecimento, na qual um conceito é aprendido a partir de hipóteses geradas de exemplos conhecidos, podendo ou não preservar a verdade. Dessa forma, a indução deve ser utilizada com cuidado, uma vez que se os exemplos não forem bem escolhidos, as hipóteses podem ter pouco valor.




    O aprendizado indutivo pode ser dividido em Aprendizado Supervisionado, Aprendizado Semissupervisionado, e Aprendizado Não-Supervisionado, classificado de acordo com os métodos adotados no processo de generalização do conhecimento.




    

      [image: ]

    




    Figura 2 – Hierarquia do aprendizado indutivo conforme o grau de supervisão (MONARD; BARANAUSKAS, 2003).




    No Aprendizado Supervisionado são utilizadas técnicas para que algoritmos indutores façam inferências a partir de um conjunto de treinamento com exemplos rotulados. Nesse processo, os exemplos utilizados possuem um resultado conhecido, além de serem definidos por um conjunto de atributos e por um valor de classe, ao qual o exemplo pertence. Na prática, um agente observa um exemplo de pares de entrada e de saída e aprende uma função que mapeie uma entrada para uma saída (RUSSELL; NORVIG, 2009).




    Em seu trabalho, Russell e Norvig (2009) definem formalmente uma tarefa de Aprendizado Supervisionado da seguinte forma:




    Dado um conjunto de treinamento com N pares de exemplo de entrada e saída [image: ]onde cada [image: ] foi gerado por uma função desconhecida [image: ], descobrir uma função h que se aproxima da função verdadeira f.




    Na fórmula, x e y podem assumir qualquer valor, independentemente de serem números ou não, e h representa uma hipótese. O aprendizado é realizado a partir da busca de uma hipótese que se aproxime dos valores de um conjunto de testes fornecido. É dito que uma hipótese generaliza bem se ela prediz corretamente os valores de novos exemplos.



OEBPS/Images/3.jpg
7, € amédia das avaliagdes dada pelo usuério u





OEBPS/Images/15.jpg
(wi) é um par de usuario — item





OEBPS/Fonts/MyriadPro-BoldIt.ttf


OEBPS/Images/16.jpg
T é um conjunto de predigdes reais de valores conhecidos





OEBPS/Fonts/MinionPro-Regular.ttf


OEBPS/Images/23.jpg





OEBPS/Images/25.jpg





OEBPS/Fonts/MyriadPro-Regular.ttf


OEBPS/Fonts/MinionPro-BoldIt.ttf


OEBPS/Fonts/MyriadPro-Bold.ttf


OEBPS/Images/4.jpg
! é a média das avaliacdes dada pelo usuario u’






OEBPS/Images/24.jpg





OEBPS/Images/capa.jpg
REDES NEURAIS

PARA SISTEMAS
DE RECOMENDACAO

uso de Redes Neurais Recorrentes para
tratamento de Cold-Start Problem

MARIO TOLEDO






OEBPS/Images/1.jpg
_ELX = )Y — )]
pX,Y -

OxOy





OEBPS/Images/18.jpg
Tui € um conjunto de predicdes geradas pelo sistema





OEBPS/Fonts/MyriadPro-It.ttf


OEBPS/Fonts/Cambria.ttf


OEBPS/Images/21.jpg
Ty é um conjunto de predigdes reais de valores conhecidos





OEBPS/Fonts/Consolas.ttf


OEBPS/Images/2.jpg
s(uu’
S’ € NSy, —
Ty e N






OEBPS/Images/17.jpg





OEBPS/Images/22.jpg





OEBPS/Images/8.jpg





OEBPS/Images/29.jpg
(x1,71), (x2,¥2), .. (X0, V),





OEBPS/Images/expediente.jpg
CONSELHO EDITORIAL

Alexandre G. M. F. de Moraes Bahia
André Luis Vieira Eldi

Antonino Manuel de Almeida Pereira
Antdnio Miguel Simdes Caceiro
Bruno Camilloto Arantes

Bruno de Almeida Oliveira
Bruno Valverde Chahaira
Catarina Raposo Dias Carneiro
Christiane Costa Assis

Cintia Borges Ferreira Leal
Eduardo Siqueira Costa Neto
Elias Rocha Gongalves

Evandro Marcelo dos Santos
Everaldo dos Santos Mendes
Fabiani Gai Frantz

Flavia Siqueira Cambraia
Frederico Menezes Breyner
Frederico Perini Muniz

Giuliano Carlo Rainatto

Helena Maria Ferreira

Izabel Rigo Portocarrero

Jamil Alexandre Ayach Anache
Jean George Farias do Nascimento
Jorge Douglas Price

José Carlos Trinca Zanetti

Jose Luiz Quadros de Magalhaes
Josiel de Alencar Guedes
Juvencio Borges Silva

Konradin Metze

Laura Dutra de Abreu

Leonardo Avelar Guimaraes
Lidiane Mauricio dos Reis

DIALETICA

EDITORA

Ligia Barroso Fabri

Livia Malacarne Pinheiro Rosalem
Luciana Molina Queiroz

Luiz Carlos de Souza Auricchio
Marcelo Campos Galuppo
Marcos André Moura Dias
Marcos Antonio Tedeschi

Marcos Pereira dos Santos
Marcos Vinicio Chein Feres

Maria Walkiria de Faro C Guedes Cabral
Marilene Gomes Durédes

Mateus de Moura Ferreira

Milena de Cassia Rocha
Mortimer N. S. Sellers

Nigela Rodrigues Carvalho

Paula Ferreira Franco

Pilar Coutinho

Rafael Alem Mello Ferreira

Rafael Vieira Figueiredo Sapucaia
Rayane Araljo

Regilson Maciel Borges

Régis Willyan da Silva Andrade
Renata Furtado de Barros
Renildo Rossi Junior

Rita de Cassia Padula Alves Vieira
Robson Jorge de Aratijo

Rogério Luiz Nery da Silva
Romeu Paulo Martins Silva
Ronaldo de Oliveira Batista
Vanessa Pelerigo

Vitor Amaral Medrado
Wagner de Jesus Pinto





OEBPS/Images/Figura1.jpg
Componente de
aprendizagem do
conteudo

Foadback da

d

Analisador Usuario
do Contetdo ativo u

Fonte de
Informagao

Componente de
Filtragem






OEBPS/Images/9.jpg
x-y
[lxI] - Tlyl]





OEBPS/Images/10.jpg





OEBPS/Images/20.jpg
(wi) é um par de usuario — item





OEBPS/Images/19.jpg
T é um conjunto que representa a base de testes





OEBPS/Images/7.jpg
|IxI| - |Ix1]





OEBPS/Images/creditos.jpg
te
zida
ja mecdnico ou

0s reservados. Nenhuma par

Todos os d
desta edi¢
em qualquer meio ou forma,

» pode ser utilizada ou reprod

eletrénico, fotocdpi

gravagdo etc. - nem
tema de banco de
jzagéio da editora.

apropriada ou estocada em

dados, sem a expressa autori

Copyright © 2022 by Editora Dialética Ltda.
Copyright © 2022 by Mario Toledo

EQUIPE EDITORIAL

Editores

Profa. Dra. Milena de Cassia de Rocha
Prof. Dr. Rafael Alem Mello Ferreira
Prof. Dr. Tiago Aroeira

Prof. Dr. Vitor Amaral Medrado

Designer Responsavel
Daniela Malacco
Produtora Editorial
Jiilia Noffs

Controle de Qualidade
Maria Laura Rosa

Capa

Larissa Brito
Diagramagao

Larissa Brito

By

DIALETICA

EDITORA

B /editoradialetica

editoradialetica

www.editoradialetica.com

Preparagao de Texto

Anna Moraes

José Romulo Moreira Jénior
Revisdo

José Rémulo Moreira Jdnior
Assistentes Editoriais

Jean Farias

Larissa Teixeira

Ludmila Azevedo Pena
Thaynara Rezende
Estagiarios

Diego Sales

Lais Silva Cordeiro

Maria Cristiny Ruiz

Conversdo para ePub: Cumbuca Studio

Dados Internacionais de Catalogagao na Publicagao (CIP)

T649r Toledo, Mario.

Redes Neurais para Sistemas de Recomendag@o : uso de Redes Neurais
Recorrentes para tratamento de Cold-Start Problem / Mario Toledo. - Sdo

Paulo : Editora Dialética, 2022.
E-book: 1 MB. ; EPUB.

Inclui bibliografia.
ISBN 978-65-252-6326-7

1. Redes Neurais. 2. Sistemas de Recomendagdo. 3. Cold-Start Problem.

1. Titulo.

CDD 004
CDU 004

Ficha catalografica elaborada por Mariana Brand3o Silva CRB -1/3150





OEBPS/Images/28.jpg





OEBPS/Images/11.jpg
Vi





OEBPS/Images/Figura2.jpg
Aprendizado
de Maquina

Aprendizado

Aprendizado
Néio-Supervisionado

Semissupervisionado

Aprendizado
Supervisionado

Grau de Supervisdo





OEBPS/Fonts/MinionPro-Bold.ttf


OEBPS/Fonts/MinionPro-It.ttf


OEBPS/Images/26.jpg





OEBPS/Images/13.jpg
=i 6 um conjunto de predigdes geradas pelo sistema





OEBPS/Images/6.jpg
x-y





OEBPS/Images/30.jpg





OEBPS/Images/rosto.jpg
REDES NEURAIS

PARA SISTEMAS
DE RECOMENDACAO

uso de Redes Neurais Recorrentes para
tratamento de Cold-Start Problem

MARIO TOLEDO

5o

DIALETICA






OEBPS/Images/27.jpg





OEBPS/Images/12.jpg
1
AE=2" -
T (ui)et





OEBPS/Images/14.jpg
T é um conjunto que representa a base de testes





OEBPS/Images/31.jpg





OEBPS/Images/5.jpg
ry; € a avaliagio dada pelo usuario u' ao item i





