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			Introdução

			Os números não têm como falar por si mesmos. Somos nós que falamos por eles. Nós os imbuímos de significado.

			Nate Silver, O sinal e o ruído1

			Por que precisamos da estatística

			Harold Shipman foi o mais prolífico assassino condenado na Grã-Bretanha, embora não se encaixe no perfil arquetípico de um serial killer. Médico de família com modos gentis, trabalhando num subúrbio de Manchester, entre 1975 e 1998 ele injetou, em pelo menos 215 de seus pacientes mais idosos, uma enorme dose de opiáceos. Por fim, cometeu o erro de forjar o testamento de uma de suas vítimas para herdar algum dinheiro: a filha da vítima era advogada, houve suspeitas e uma análise forense do computador de Shipman mostrou que ele vinha alterando o prontuário de seus pacientes para fazê-los parecer mais doentes do que de fato estavam. Era bem conhecido como um dos primeiros entusiastas da tecnologia, mas não dispunha de conhecimento tecnológico suficiente para saber que toda alteração que fazia gerava um marcador temporal (aliás, um bom exemplo de dados revelando significado oculto).

			Quinze de seus pacientes que não haviam sido cremados foram exumados, e níveis letais de diamorfina, a forma medicinal da heroína, foram encontrados em seus corpos. Em 1999, Shipman foi julgado por quinze assassinatos, mas optou por não apresentar defesa e não proferiu uma única palavra durante o julgamento. Foi considerado culpado e condenado à prisão perpétua. Um inquérito público foi aberto para determinar que crimes ele poderia ter cometido além daqueles pelos quais fora julgado, e se teria sido possível pegá-lo antes. Por acaso, fui um de uma série de estatísticos chamados para prestar depoimento nesse inquérito público, que acabou concluindo que ele sem dúvida assassinara 215 pacientes, e possivelmente mais 45.2

			Este livro enfoca o uso da ciência estatística[1] para responder ao tipo de pergunta que surge quando queremos entender melhor o mundo — e algumas dessas perguntas estarão destacadas no texto. Para compreendermos melhor o comportamento de Shipman, a primeira pergunta natural é:

			Que tipo de pessoas Harold Shipman assassinou, e quando morreram?

			O inquérito público forneceu detalhes de idade, gênero e data de morte de cada vítima. A figura 0.1 é uma visualização bastante sofisticada desses dados, mostrando um gráfico de dispersão da idade da vítima em relação à sua data de morte, com o sombreado dos pontos indicando se a vítima era homem ou mulher. Gráficos de barras foram acrescentados aos eixos para mostrar o padrão das idades (em intervalos de cinco anos) e o padrão dos anos nos quais ele cometeu os assassinatos.
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				figura 0.1 Um gráfico de dispersão mostrando a idade e o ano de morte das 215 vítimas confirmadas de Harold Shipman. Os gráficos de barras foram acrescentados aos eixos para revelar o padrão das idades e o padrão dos anos nos quais ele cometeu os assassinatos.

			

			Se dedicarmos algum tempo para examinar a figura, poderemos tirar algumas conclusões. Há mais pontos escuros que claros, então as vítimas de Shipman foram principalmente mulheres. O gráfico de barras à direita da figura mostra que a maioria de suas vítimas estava na casa dos setenta e oitenta anos, mas a distribuição dos pontos revela que, embora inicialmente todas fossem idosas, alguns casos de pessoas mais jovens apareceram com o passar dos anos. O gráfico de barras no alto mostra claramente uma lacuna em torno de 1992, quando não houve assassinatos. Até essa data, Shipman vinha trabalhando num consultório conjunto com outros médicos; mas então, possivelmente ao sentir que suspeitavam dele, saiu para abrir uma clínica própria. Depois disso, suas atividades se aceleraram, como demonstra o gráfico de barras no alto.

			Essa análise das vítimas identificadas pelo inquérito levanta outras questões sobre a forma como ele cometeu seus assassinatos. Alguma evidência estatística é fornecida pelos dados sobre a hora da morte de suas supostas vítimas, conforme registrado nos atestados de óbito. A figura 0.2 é um gráfico de linha comparando as horas do dia em que os pacientes de Shipman morreram com o horário das mortes de uma amostra de pacientes de outros médicos de família locais. O padrão não requer uma análise muito complexa: a esmagadora maioria dos pacientes de Shipman tendia a morrer no começo da tarde.
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				figura 0.2 As horas nas quais os pacientes de Harold Shipman morreram, em comparação com as horas em que morreram pacientes de outros médicos de família locais. O padrão não requer uma análise estatística sofisticada.

			

			Os dados não podem nos dizer por que os pacientes tendiam a morrer nessa hora, porém investigações posteriores revelaram que Shipman fazia suas visitas domiciliares depois do almoço, e que costumava ficar a sós com seus pacientes idosos. Ele lhes oferecia uma injeção dizendo que era para deixá-los mais confortáveis, mas na verdade era uma dose letal de diamorfina: depois que o paciente morria tranquilamente na sua frente, ele alterava seu prontuário de modo a sugerir que havia sido uma morte natural esperada. Dame Janet Smith, que presidiu o inquérito público, mais tarde comentou: “Ainda acho indescritivelmente assustador, simplesmente indescritível, impensável e inimaginável, que ele pudesse viver dia após dia fingindo ser um médico atencioso, enquanto carregava na bolsa sua arma letal… que sacava sem rodeios”.

			Shipman corria algum risco, já que um único exame post-mortem o teria exposto. Mas, considerando a idade dos pacientes e as causas aparentemente naturais da morte, nenhum exame era realizado. E os motivos para os assassinatos nunca foram esclarecidos: Shipman não depôs no julgamento, nunca falou sobre seus delitos com ninguém, nem mesmo com a família, e cometeu suicídio na prisão, convenientemente a tempo de sua esposa receber sua pensão.

			Podemos pensar nesse tipo de trabalho iterativo, exploratório, como estatística “forense”, e nesse caso foi literalmente verdade. Não há nenhuma matemática, nenhuma teoria, apenas uma busca por padrões que possam levar a mais questões interessantes. Os detalhes dos delitos de Shipman foram determinados usando evidência específica para cada caso individual, mas essa análise de dados sustentou uma compreensão geral de como ele procedia em seus crimes.

			Mais adiante, no capítulo 10, veremos se a análise estatística formal poderia ter ajudado a pegar Shipman mais cedo.[2] Por enquanto, sua história demonstra claramente o grande potencial de se utilizar dados para entender melhor o mundo e para fazer julgamentos melhores. É disso que a ciência estatística trata.

			Transformando o mundo em dados

			Uma abordagem estatística dos crimes de Harold Shipman exigiu que nos distanciássemos da longa lista de tragédias individuais pelas quais ele foi responsável. Todos aqueles detalhes pessoais, únicos, da vida e da morte das pessoas tiveram que ser reduzidos a um conjunto de fatos e números que pudessem ser enumerados e representados em gráficos. À primeira vista, isso pode parecer frio e desumanizador, mas, se quisermos usar a ciência estatística para iluminar o mundo, nossas experiências diárias precisam ser transformadas em dados, e isso significa categorizar e rotular eventos, registrar medições, analisar os resultados e comunicar as conclusões.

			O simples fato de categorizar e rotular, porém, pode representar um sério desafio. Tomemos a seguinte pergunta básica, que deveria ser do interesse de todos os que se preocupam com o meio ambiente:

			Quantas árvores existem no planeta?

			Antes mesmo de começar a pensar sobre como poderíamos proceder para responder a essa pergunta, precisamos estabelecer um fator básico: o que é uma “árvore”? Você pode sentir que reconhece uma árvore ao vê-la, mas seu julgamento pode diferir consideravelmente do de outras pessoas, que poderiam considerá-la um arbusto ou uma moita. Assim, para transformar experiência em dados, temos que começar com definições rigorosas.

			Acontece que a definição oficial de árvore diz que se trata de uma planta de caule lenhoso com diâmetro suficientemente grande na altura do peito, o que é conhecido como dap — diâmetro à altura do peito.[3] O Serviço Florestal dos Estados Unidos exige que uma planta tenha dap maior que 12,7 centímetros para que seja declarada oficialmente como árvore, porém a maior parte das autoridades usa um dap de 10 centímetros.

			Em todo caso, é impossível sair pelo planeta, medir individualmente cada planta de caule lenhoso e contar quantas atendam a esse critério. Assim, os pesquisadores que investigaram essa questão adotaram uma abordagem mais pragmática: primeiro, escolheram uma série de áreas com um tipo de paisagem em comum, conhecidas como biomas, e contaram o número médio de árvores encontradas por quilômetro quadrado. Em seguida, utilizaram imagens de satélite para estimar a área total do planeta coberta por cada tipo de bioma, realizaram modelagens estatísticas complexas e acabaram por chegar a uma estimativa total de 3,04 trilhões de árvores sobre o planeta. Isso já parece muito, só que eles avaliaram que esse número costumava ser duas vezes maior.[4] 3

			Se as autoridades divergem em relação àquilo que chamam de árvore, não surpreende que a definição de conceitos mais nebulosos seja ainda mais desafiadora. Para pegar um exemplo extremo, a definição oficial de desemprego no Reino Unido foi mudada pelo menos 31 vezes entre 1979 e 1996.4 A definição de produto interno bruto (pib) está sendo continuamente revista, como quando o comércio de drogas ilegais e a prostituição foram incorporados ao pib britânico em 2014; as estimativas usaram algumas fontes de dados inusitadas — os preços para as diferentes atividades de prostituição, por exemplo, foram extraídos do Punternet, um site que avalia tais serviços.5

			Até mesmo nossos sentimentos mais pessoais podem ser codificados e submetidos à análise estatística. Durante um ano, de outubro de 2016 a setembro de 2017, 150 mil pessoas no Reino Unido foram indagadas, como parte de uma pesquisa: “De modo geral, que nota você daria para o quanto se sentiu feliz ontem?”.6 Numa escala de 0 a 10, a resposta média foi 7,5, o que representou uma melhora em relação a 2012, quando a média foi 7,3; isso pode estar relacionado com a recuperação econômica desde o colapso financeiro de 2008. Os resultados mais baixos foram registrados pela faixa etária de 50 a 54 anos, e os mais altos, entre 70 e 74, um padrão típico para o Reino Unido.[5]

			Mensurar a felicidade é difícil, ao passo que decidir se alguém está vivo ou morto é algo bem mais objetivo: como demonstrarão os exemplos neste livro, sobrevivência e mortalidade são uma preocupação comum na ciência estatística. Nos Estados Unidos, porém, cada estado tem suas próprias definições legais de morte, e, embora a Lei de Determinação Uniforme da Morte tenha sido promulgada em 1981 para tentar estabelecer um modelo comum, algumas pequenas diferenças permanecem. Alguém que tenha sido declarado morto no Alabama poderia, ao menos em princípio, deixar de estar legalmente morto caso estivesse do outro lado da fronteira estadual, na Flórida, onde a certidão de óbito precisa ser assinada por dois médicos qualificados.7

			Esses exemplos mostram que a estatística é sempre, em alguma medida, construída com base em julgamentos, e que seria uma ilusão pensar que toda a complexidade da experiência pessoal pode ser inequivocamente codificada e colocada numa planilha ou em algum outro software. Por mais desafiador que seja definir, contar e mensurar características de nós mesmos e do mundo ao nosso redor, isso tudo continua sendo simplesmente informação, e apenas o ponto de partida para uma compreensão real do mundo.

			Os dados têm duas limitações como fonte de tal conhecimento. Em primeiro lugar, são quase sempre uma medida imperfeita daquilo em que estamos realmente interessados: perguntar quanto as pessoas estavam felizes na semana passada numa escala de zero a dez dificilmente engloba o bem-estar emocional da nação. Em segundo lugar, qualquer coisa que escolhamos mensurar difere de um lugar para outro, de uma pessoa para outra, de um tempo para outro, e o problema é extrair percepções significativas de toda essa variabilidade aparentemente aleatória.

			Durante séculos a ciência estatística se defrontou com esses desafios, e teve um protagonismo nas tentativas científicas de compreender o mundo. Ela forneceu a base para a interpretação dos dados, sempre imperfeitos, para distinguir relações importantes a partir da variabilidade de fundo que faz de nós seres particulares. Mas o mundo está sempre mudando, com novas perguntas sendo formuladas e novas fontes de dados tornando-se acessíveis. Assim, a ciência estatística também teve que mudar.

			As pessoas sempre fizeram cálculos e mensurações, mas a estatística moderna como disciplina começou na década de 1650, quando, como veremos no capítulo 8, pela primeira vez a probabilidade foi entendida apropriadamente, por Blaise Pascal e Pierre de Fermat. Dada essa sólida base matemática para lidar com a variabilidade, o progresso foi então notavelmente rápido. Quando combinada com dados sobre as idades em que as pessoas morriam, a teoria da probabilidade forneceu uma base firme para calcular pensões e pecúlios. A astronomia foi revolucionada quando os cientistas captaram a forma como a teoria da probabilidade podia lidar com a variabilidade nas medições. Entusiastas vitorianos ficaram obcecados com a coleta de dados sobre o corpo humano (e sobre todo tipo de coisas) e estabeleceram uma forte conexão entre análise estatística e genética, biologia e medicina. Então, no século xx, a estatística se tornou mais matemática e, para a tristeza de muitos alunos e praticantes, virou sinônimo de aplicação mecânica de um pacote de ferramentas estatísticas, muitas das quais batizadas com os nomes de estatísticos excêntricos e polêmicos que conheceremos mais adiante no livro.

			Essa visão comum da estatística como sendo basicamente um “pacote de ferramentas” enfrenta hoje importantes desafios. Primeiro, estamos na era da ciência de dados, na qual grandes e complexos conjuntos de dados são coletados de fontes rotineiras, tais como monitores de tráfego, postagens em mídias sociais e compras pela internet, e usados como base para inovações tecnológicas, como a otimização de roteiros de viagens, propaganda direcionada ou a criação de sistemas de recomendação de compras — daremos uma olhada em algoritmos baseados em “big data” no capítulo 6. O estudo da estatística é visto cada vez mais como apenas um componente necessário para que se possa ser um cientista de dados, junto com habilidades em gestão de dados, programação e desenvolvimento de algoritmos, que não dispensam um conhecimento apropriado do assunto em questão.

			Outro desafio para a visão tradicional da estatística tem a ver com o enorme aumento na quantidade de pesquisas científicas sendo realizadas hoje, sobretudo nas ciências biomédicas e sociais, combinado com a pressão para publicar em revistas acadêmicas de alto nível. Isso tem levantado dúvidas acerca da confiabilidade de parte da literatura científica; alega-se que muitas “descobertas” não podem ser reproduzidas por outros pesquisadores — por exemplo a contínua discussão quanto à postura assertiva conhecida popularmente como “pose de poder” ser capaz de induzir alterações hormonais e outras mudanças.8 O uso inapropriado de métodos estatísticos padronizados tem recebido boa parcela da culpa pela chamada crise de replicação e reprodutibilidade na ciência.

			Com a crescente disponibilidade de conjuntos maciços de dados e softwares de análise amigáveis, poderíamos talvez pensar que o estudo de métodos estatísticos é hoje menos necessário. Isso seria extremamente ingênuo. Longe de nos libertar da necessidade de capacitação estatística, o maior volume de dados e o crescimento da quantidade e da complexidade de estudos científicos tornam ainda mais difícil chegar a conclusões apropriadas. Um número maior de dados significa que precisamos estar ainda mais conscientes do valor efetivo da evidência.

			A análise intensiva de conjuntos de dados extraídos de atividades rotineiras, por exemplo, pode aumentar a possibilidade de falsas descobertas. Isso pode ocorrer basicamente por dois motivos: um viés sistemático inerente às fontes de dados e o excesso de análises relatando apenas aquilo que parece mais interessante, prática também conhecida como “dragagem de dados”. Para poder criticar trabalhos científicos publicados e, mais ainda, as reportagens com que nos deparamos todos os dias nos meios de comunicação, devemos estar bastante cientes dos perigos do relato seletivo, da necessidade de alegações científicas serem replicadas por pesquisadores independentes e do perigo de extrapolar interpretações de um estudo isolado para fora de seu contexto.

			Todas essas percepções podem ser reunidas sob a rubrica “alfabetização em dados”, que descreve a habilidade não só de realizar análises estatísticas sobre problemas do mundo real, mas também de compreender e criticar quaisquer conclusões tiradas por outros com base em estatísticas. Porém, melhorar a alfabetização em dados significa mudar a forma como a estatística é ensinada.

			Ensinando estatística

			Gerações de estudantes sofreram para atravessar áridos cursos de estatística baseados na aprendizagem de um conjunto de técnicas a serem aplicadas em diferentes situações, mais afeitos à teoria matemática do que à compreensão dos motivos que levam ao uso das fórmulas e aos desafios que surgem quando tentamos usar dados para responder a perguntas.

			Felizmente, isso está mudando. As necessidades da ciência de dados e da alfabetização em dados exigem uma abordagem mais focada no problema, na qual a aplicação de ferramentas estatísticas é vista como apenas um componente de um ciclo completo de investigação. A estrutura ppdac foi sugerida como forma de representar um ciclo de resolução de problemas e será adotada neste livro.9 A figura 0.3 baseia-se num exemplo da Nova Zelândia, líder mundial em ensino de estatística nas escolas.
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				figura 0.3 O ciclo de resolução de problemas ppdac, passando por Problema, Plano, Dados, Análise e Conclusão e Comunicação, e recomeçando um novo ciclo.

			

			O primeiro estágio do ciclo é a especificação de um Problema; a inquirição estatística sempre começa com uma pergunta, por exemplo o padrão dos assassinatos de Harold Shipman ou o número de árvores no mundo. Mais adiante examinaremos problemas que variam do benefício esperado de diferentes terapias após uma cirurgia de câncer de mama às razões para homens velhos terem orelhas grandes.

			É tentador passar por cima da necessidade de um Plano cuidadoso. A questão de Shipman exigia tão somente compilar o maior número possível de dados sobre suas vítimas. Mas, no caso da contagem do número de árvores do mundo, era necessário prestar meticulosa atenção a definições precisas e a como executar as medições, uma vez que conclusões dignas de confiança só podem ser tiradas de um estudo concebido de maneira apropriada. Infelizmente, na pressa de obter dados e começar a análise, muitas vezes a atenção ao plano é deixada de lado.

			Coletar bons Dados requer o tipo de habilidades de organização e codificação que vêm sendo consideradas cada vez mais importantes na ciência de dados, sobretudo quando se trata de dados provenientes de fontes rotineiras, que podem exigir muito polimento antes de estarem prontos para ser analisados. Os sistemas de coleta de dados podem ter mudado ao longo do tempo, pode ser que haja erros óbvios, e assim por diante — a expressão “dados achados” comunica perfeitamente a ideia de que eles podem ser bem “sujos”, como objetos achados na rua.

			O estágio de Análise tem sido tradicionalmente a principal ênfase dos cursos de estatística, e cobriremos neste livro uma gama de técnicas analíticas; mas às vezes tudo de que se precisa é de uma visualização útil, como a da figura 0.1. Por fim, a chave para uma boa ciência estatística é tirar Conclusões apropriadas, que reconheçam plenamente as limitações da evidência, e comunicá-las de forma clara, como nas ilustrações gráficas dos dados de Shipman. As conclusões, por sua vez, costumam levar a mais perguntas, e então o ciclo se reinicia, como quando começamos a examinar a hora do dia em que os pacientes de Shipman morreram.

			Embora na prática possa não ser seguido precisamente, o ciclo ppdac apresentado na figura 0.3 ressalta que as técnicas formais para análise estatística representam apenas uma parte do trabalho do estatístico ou do cientista de dados. A ciência estatística é muito mais do que um ramo da matemática envolvendo fórmulas obscuras com as quais gerações de estudantes se debateram (a maior parte das vezes com muita relutância).

			Este livro

			Quando eu era um estudante na Grã-Bretanha nos anos 1970, havia apenas três canais de tv, os computadores eram do tamanho de um armário de duas portas e a coisa mais próxima que tínhamos da Wikipédia estava numa engenhoca portátil imaginária que aparecia no Guia do mochileiro das galáxias, de Douglas Adams. Para nos aperfeiçoar, portanto, tínhamos que recorrer aos livros da Pelican, e suas icônicas lombadas azuis podiam ser vistas nas estantes de qualquer universitário.

			Como eu estudava estatística, minha coleção Pelican incluía Facts from Figures [Fatos a partir de números], de M. J. Moroney (1951), e Como mentir com estatística, de Darrell Huff (1954). Essas veneráveis publicações venderam centenas de milhares de exemplares, refletindo tanto o nível de interesse em estatística quanto a desanimadora falta de opções na época. Esses clássicos se sustentaram admiravelmente bem ao longo dos 65 anos seguintes, mas a época atual exige uma abordagem diferente para o ensino da estatística, baseada nos princípios que acabamos de apresentar.

			O presente livro, portanto, utiliza a resolução de problemas do mundo real como ponto de partida para introduzir ideias estatísticas. Algumas dessas ideias podem parecer óbvias, mas algumas são mais sutis e talvez exijam algum esforço mental, embora não requeiram habilidades matemáticas. Em comparação com os textos tradicionais, este livro enfatiza conceitos em vez de aspectos técnicos, e apresenta apenas algumas poucas equações, bastante inofensivas, apoiadas por um Glossário. Os softwares são parte vital do trabalho de qualquer estatístico ou cientista de dados, mas não são o foco aqui — existem tutorais gratuitos para linguagens de programação de livre acesso, tais como R e Python.

			As perguntas apresentadas em destaque podem ser todas, em certa medida, respondidas por meio da análise estatística, embora difiram amplamente em seu escopo. Algumas são importantes hipóteses científicas, que questionam por exemplo a existência do bóson de Higgs ou de evidência convincente para a percepção extrassensorial. Outras são perguntas sobre serviços de saúde, que procuram saber, por exemplo, se hospitais mais movimentados têm taxas de sobrevivência mais elevadas ou se o exame para detecção de câncer de ovário é benéfico. Às vezes, queremos apenas estimar quantidades, tais como o risco de câncer apresentado por sanduíches de bacon, o número de parceiros sexuais de uma pessoa na Grã-Bretanha ao longo da vida e os benefícios de se ingerir estatina diariamente.

			E algumas questões são apenas interessantes, tais como identificar o sobrevivente mais sortudo do Titanic; saber se Harold Shipman poderia ter sido pego antes; ou avaliar a probabilidade de um esqueleto encontrado num estacionamento em Leicester ser de Ricardo iii.

			Este livro é dirigido tanto a estudantes de estatística que estejam buscando uma introdução não técnica para assuntos básicos como para leitores em geral que queiram estar mais informados sobre as estatísticas com que se deparam no trabalho ou na vida cotidiana. Minha ênfase é na utilização hábil e cuidadosa da estatística: os números podem parecer fatos duros e frios, mas as tentativas de medir árvores, felicidade e morte já demonstraram que eles precisam ser tratados com delicadeza.

			A estatística pode trazer clareza e compreensão dos problemas com que nos defrontamos, mas também ser usada de maneira abusiva, muitas vezes para promover opiniões ou simplesmente para chamar atenção. A capacidade de avaliar a confiabilidade de argumentos estatísticos parece ser crucial no mundo moderno, e espero que este livro possa ajudar as pessoas a questionarem os números com que se deparam em sua vida diária.

            
            resumo

            
                	Transformar experiências em dados não é um processo direto, e os dados são inevitavelmente limitados em sua capacidade de descrever o mundo.

                	A ciência estatística tem um longo histórico de sucesso, mas vem mudando com o aumento da disponibilidade de dados.

                	A habilidade no manejo de métodos estatísticos é uma parte importante na vida de um cientista de dados.

                	O ensino de estatística está deixando de focar nos métodos matemáticos e passando para um foco baseado num ciclo inteiro de resolução de problemas.

                	O ciclo ppdac fornece um arcabouço conveniente: Problema — Plano — Dados — Análise — Conclusão e Comunicação.

                	A alfabetização em dados é uma qualificação-chave no mundo moderno.

            

            






		
			1. Colocando as coisas em proporção: dados classificatórios e porcentagens

			O que aconteceu com as crianças que passaram por cirurgia cardíaca em Bristol entre 1984 e 1995?

			Joshua L. tinha dezesseis meses de idade e sofria de transposição das grandes artérias, uma forma severa de doença cardíaca congênita na qual os vasos principais vindos do coração estão ligados ao ventrículo errado. Ele precisava de uma cirurgia para “inverter” as artérias, e, pouco depois das sete horas da manhã do dia 12 de janeiro de 1995, seus pais se despediram dele e observaram enquanto era levado para a mesa de operação na Royal Bristol Infirmary. Mas os pais de Joshua não sabiam que, desde o começo da década de 1990, vinham circulando histórias sobre as baixas taxas de sobrevivência cirúrgica naquele hospital. Ninguém lhes dissera que enfermeiros tinham deixado a unidade para não ter que continuar informando aos pais que seus filhos haviam morrido, nem que na noite anterior houvera uma reunião até altas horas na qual se debatera se a operação de Joshua deveria ser cancelada.1

			Joshua morreu na mesa de operação. No ano seguinte, o Conselho Geral de Medicina (órgão regulador da profissão) deu início a uma investigação após queixas dos pais de Joshua e de outros pais enlutados, e em 1998 dois cirurgiões e o ex-diretor executivo do hospital foram considerados culpados de grave má conduta médica. Mas a inquietação pública não arrefeceu, e foi ordenada a abertura de um inquérito oficial, no qual uma equipe de estatísticos recebeu a sombria tarefa de comparar as taxas de sobrevivência em Bristol com as de outras cidades no Reino Unido entre 1984 e 1995. Fui incumbido de comandar essa equipe.

			Primeiro tivemos que determinar quantas crianças tinham passado por cirurgia cardíaca e quantas haviam morrido. Isso parece fácil, mas, como mostramos no capítulo anterior, a simples contagem de eventos pode ser um desafio. O que é uma “criança”? O que conta como “cirurgia cardíaca”? Quando a morte pode ser atribuída à cirurgia? E, mesmo com essas definições já estabelecidas, poderíamos determinar a quantidade de cada um desses eventos?

			Consideramos “criança” qualquer indivíduo com menos de dezesseis anos, e centramos nosso foco na cirurgia “de peito aberto”, na qual o funcionamento do coração é interrompido e sua função é substituída por uma máquina de circulação extracorpórea. Por vezes podia haver múltiplas operações por paciente admitido, mas elas foram consideradas como um único evento. Foram contabilizadas as mortes ocorridas até trinta dias após a operação, estivesse ou não a criança no hospital, e estando ou não relacionadas à cirurgia. Sabíamos que a morte era uma medida imperfeita da qualidade do resultado, pois ignorava crianças que sofriam lesão cerebral ou alguma outra sequela como resultado da cirurgia, mas não tínhamos os dados para resultados de prazo mais longo.

			Nossa principal fonte de dados era a base nacional da Hospital Episode Statistics (hes), constituída por dados administrativos inseridos no sistema por programadores mal remunerados. A hes goza de má reputação entre os médicos, mas tinha a grande vantagem de poder ser vinculada a registros nacionais de óbitos. Havia também um sistema paralelo de dados submetidos diretamente a um registro criado pela associação profissional dos cirurgiões, o Cardiac Surgical Registry (csr).

			Essas duas fontes de dados, embora supostamente tratassem da mesma prática, mostravam considerável discordância: para o período 1991-5, a hes dizia ter havido 62 mortes em 505 operações de peito aberto (14%), enquanto o csr informava 71 mortes em 563 operações (13%). Havia nada menos que outras cinco fontes locais de dados disponíveis, desde registros de anestesias até anotações pessoais dos próprios cirurgiões. Bristol estava inundada de dados, mas nenhuma das fontes podia ser considerada a “verdadeira”, e ninguém assumira a responsabilidade por analisar e tomar providências em relação aos resultados de cirurgias.

			Calculamos que, se os pacientes em Bristol tivessem o mesmo risco médio predominante em outras partes do Reino Unido, a expectativa ali teria sido de 32 mortes durante o período, em vez das 62 registradas pela hes, o que reportamos como “trinta mortes em excesso” entre 1991 e 1995.[1] Os números exatos variavam de acordo com as fontes de dados, e pode parecer extraordinário que não tenhamos conseguido chegar a estabelecer sequer os fatos básicos sobre o número de operações e seu resultado, embora os atuais sistemas de registro devam ser melhores.

			Esses achados tiveram grande cobertura da imprensa, e o inquérito de Bristol levou a uma importante mudança no monitoramento do desempenho clínico: a profissão médica deixou de ser confiável em termos de policiar a si mesma, e foram estabelecidos mecanismos para reportar publicamente dados hospitalares de sobrevivência — embora, como veremos agora, a forma como esses dados são exibidos possa ela própria influenciar a percepção do público.

			Comunicando contagens e proporções

			Dados que registram a ocorrência ou não de determinados eventos são conhecidos como dados binários, pois só podem assumir dois valores, geralmente rotulados de sim ou não. Conjuntos de dados binários podem ser sintetizados a partir do número de vezes e da porcentagem dos casos em que o evento ocorreu.

			Este capítulo enfatiza a importância da apresentação básica de estatísticas. De certa forma, estamos pulando para o último passo do ciclo ppdac, no qual as conclusões são comunicadas. Embora a forma dessa comunicação não tenha sido tradicionalmente considerada como um tópico importante na disciplina, o crescente interesse na visualização de dados reflete uma mudança nessa atitude. Assim, tanto neste capítulo como no próximo vamos nos concentrar em formas de apresentação dos dados que nos permitam captar a essência do que está acontecendo sem a necessidade de fazer uma análise detalhada. Começaremos por alternativas de apresentação que, muito por causa do inquérito de Bristol, estão agora disponíveis ao público.

			A tabela 1.1 mostra os resultados para cerca de 13 mil crianças que passaram por cirurgia cardíaca no Reino Unido e na Irlanda entre 2012 e 2015.2 Nesse intervalo, 263 bebês morreram em até trinta dias após a operação, e cada uma dessas mortes representou uma tragédia para a família envolvida. Será de pouco consolo para elas saber que as taxas de sobrevivência melhoraram significativamente desde o inquérito de Bristol, girando hoje em torno de 98%, de modo que agora existe uma perspectiva mais esperançosa para famílias de crianças que vão enfrentar cirurgias cardíacas.
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				tabela 1.1 Resultados de cirurgias cardíacas em crianças em hospitais do Reino Unido e da Irlanda, entre 2012 e 2015, em termos de sobrevivência ou não trinta dias após o procedimento.

			

			Uma tabela pode ser considerada uma espécie de gráfico, e seu desenho requer uma escolha cuidadosa de cor, fonte e linguagem para garantir engajamento e legibilidade. A resposta emocional do público também pode ser influenciada pela escolha das colunas a serem exibidas. A tabela 1.1 mostra os resultados em termos tanto de sobreviventes como de mortes, mas nos Estados Unidos são reportadas as taxas de mortalidade em cirurgias cardíacas em crianças, ao passo que o Reino Unido fornece as taxas de sobrevivência. Isto é conhecido como enquadramento negativo ou positivo, e seu efeito geral sobre como nos sentimos é intuitivo e bem documentado: “5% de mortalidade” soa pior do que “95% de sobrevivência”. Reportar o número real de mortes, bem como a sua porcentagem, também pode aumentar a impressão de risco, uma vez que esse total poderia então ser imaginado como uma multidão de pessoas reais.

			Um exemplo clássico de como alternativas de enquadramento podem modificar o impacto emocional de um número foi uma propaganda que apareceu no metrô de Londres em 2011, proclamando que “99% dos jovens londrinos não cometem atos graves de violência juvenil”. Essa peça publicitária tinha presumivelmente a intenção de tranquilizar os passageiros em relação à cidade, mas poderíamos reverter seu impacto emocional com duas simples alterações. Primeiro, a afirmação significa que 1% dos jovens londrinos comete atos graves de violência. Segundo, uma vez que a população de Londres é estimada em 9 milhões de pessoas, com mais ou menos 1 milhão na faixa etária entre 15 e 25 anos, isto significa que, se as considerarmos “jovens”, há cerca de 10 mil jovens seriamente violentos na cidade. Apresentada desse modo, a informação não soa nada tranquilizadora. Note os dois truques usados para manipular o impacto da estatística: converter o enquadramento positivo em negativo, e então transformar uma porcentagem em um número real de pessoas.

			Idealmente, deveríamos apresentar tanto o enquadramento positivo quanto o negativo se quiséssemos fornecer informação imparcial, embora ainda assim a ordem das colunas possa influenciar a forma como a tabela é interpretada. A ordem das linhas de uma tabela também precisa ser cuidadosamente considerada. A tabela 1.1 mostra os hospitais ordenados por número de cirurgias realizadas, mas, se tivéssemos optado por ordená-los com base em suas taxas de mortalidade, por exemplo, com a mais elevada na primeira linha, isto poderia dar a impressão de que essa é uma forma válida e importante de se comparar hospitais. Esse tipo de tabela comparativa é muito apreciado pela mídia e até mesmo por alguns políticos, mas pode ser grosseiramente enganoso: não só porque as diferenças podem se dever a uma variação casual, mas porque os hospitais podem estar recebendo casos de tipos muito diferentes. Na tabela 1.1, por exemplo, poderíamos desconfiar que Birmingham, um dos maiores e mais renomados hospitais infantis do país, recebe os casos mais graves, e portanto seria injusto, para colocar de forma delicada, enfatizar suas taxas de sobrevivência geral, aparentemente pouco impressionantes.[2]

			As taxas de sobrevivência podem ser apresentadas num gráfico de barras horizontais, como aquele que é mostrado na figura 1.1. Uma escolha crucial é onde iniciar o eixo horizontal: se os valores começarem em 0%, todas as barras terão quase o comprimento inteiro do gráfico, o que mostrará claramente as elevadas taxas de sobrevivência, mas as linhas serão indistinguíveis entre si. Porém um velho truque de gráficos enganosos é começar o eixo em, digamos, 95%, o que fará com que os hospitais pareçam extremamente diferentes, mesmo que as variações sejam atribuíveis somente ao acaso.

			
				[image: ]
				figura 1.1 Gráfico de barras horizontais das taxas de sobrevivência em trinta dias para treze hospitais. A escolha do começo do eixo horizontal (aqui, 86%) pode ter um efeito decisivo na impressão transmitida pelo gráfico. Se o eixo começar em 0%, todos os hospitais parecerão indistinguíveis, ao passo que, se começarmos em 95%, a diferença parecerá enganosamente dramática. Em vez de um gráfico de barras, talvez seja melhor usar pontos para os pontos de dados quando o eixo não começa em zero.

			

			A escolha do início do eixo, portanto, apresenta um dilema. Alberto Cairo, autor de influentes livros sobre visualização de dados,3 sugere que se deve começar sempre com uma “linha de base lógica e significativa”, que, nessa situação, parece difícil de identificar — minha escolha arbitrária de 86% representa mais ou menos a sobrevivência inaceitavelmente baixa em Bristol vinte anos atrás.

			Comecei este livro com uma citação de Nate Silver, fundador da plataforma de base de dados FiveThirtyEight e que ganhou fama ao prever acuradamente o resultado da eleição presidencial americana de 2008; ele expressou de forma eloquente a ideia de que os números não falam por si sós — somos nós os responsáveis por lhes dar significado. Isso implica que a comunicação é uma parte fundamental do ciclo de resolução de problemas, e demonstrei nesta seção que a mensagem de um conjunto de simples proporções pode ser influenciada por como escolhemos apresentá-las.

			Agora precisamos introduzir um conceito importante e conveniente que nos ajudará a ir além das perguntas simples do tipo sim/não.

			Variáveis categóricas

			Uma variável é definida como qualquer medição que pode assumir diferentes valores em diferentes circunstâncias; é um termo abreviado muito útil para todos os tipos de observações que compreendem dados. Variáveis binárias são questões de tipo sim/não, tais como se alguém está vivo ou morto, ou se é mulher ou não: esses dois atributos variam entre as pessoas e podem, mesmo no caso do gênero, variar entre pessoas em épocas diferentes. Variáveis categóricas são medidas que podem assumir duas ou mais categorias, as quais podem ser:

			
					Categorias não ordenadas: tais como o país de origem de uma pessoa, a cor de um carro, ou o hospital no qual uma operação acontece.

					Categorias ordenadas: tais como a hierarquia militar.

					Números que foram agrupados: tais como os níveis de obesidade, frequentemente definida em termos do índice de massa corporal (imc).[3]


			

			Quando se trata de apresentar dados categóricos, os gráficos circulares permitem que se tenha uma ideia do tamanho de cada categoria em relação ao círculo inteiro, porém muitas vezes são visualmente confusos, em especial quando tentam mostrar categorias demais ou usam representações tridimensionais que distorcem áreas. A figura 1.2 apresenta um exemplo bastante medonho desse tipo de gráfico oferecido pelo Microsoft Excel, mostrando as proporções dos 12 933 pacientes cardíacos infantis da tabela 1.1 que são tratados em cada hospital.
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				figura 1.2 A proporção de todas as cirurgias cardíacas em crianças realizadas em cada hospital, exibidas num gráfico circular 3D do Excel. Este desagradável gráfico torna as categorias mais perto da frente maiores, impossibilitando uma comparação visual entre os hospitais.

			

			A utilização de múltiplos gráficos circulares não costuma ser uma boa ideia, pois as comparações ficam prejudicadas pela dificuldade de avaliar o tamanho relativo de áreas de diferentes formatos. Um gráfico de barras, verticais ou horizontais, é uma base melhor para comparações. A figura 1.3 mostra um exemplo mais simples e mais claro, em um gráfico de barras horizontais, das proporções sendo tratadas em cada hospital.
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				figura 1.3 Porcentagem de todas as cirurgias cardíacas em crianças realizadas em cada hospital: uma representação mais clara usando um gráfico de barras horizontais.

			

			Comparando duas proporções

			Vimos como um conjunto de proporções pode ser elegantemente comparado por meio de um gráfico de barras, então seria razoável presumir a trivialidade de comparar duas proporções. Mas, quando essas proporções representam estimativas dos riscos de sofrer algum dano, então a maneira como esses riscos são comparados torna-se um assunto sério e polêmico. Eis uma pergunta típica:

			Qual é o risco de câncer associado ao consumo de sanduíches de bacon?

			Estamos todos familiarizados com manchetes sensacionalistas na mídia nos advertindo de que algo corriqueiro aumenta o risco de alguma ocorrência assustadora: são histórias do tipo “gatos causam câncer”, como gosto de chamá-las. Em novembro de 2015, por exemplo, a Agência Internacional de Pesquisa em Câncer (Iarc, na sigla em inglês), da Organização Mundial da Saúde, introduziu a carne processada no “Grupo i de carcinogênicos”, colocando-a na mesma categoria dos cigarros e do amianto. Isso inevitavelmente provocou manchetes assustadoras, como “Bacon, presunto e salsichas implicam o mesmo risco de câncer que cigarros, advertem especialistas”, do Daily Record.4

			A Iarc tentou abafar a grita enfatizando que a classificação de Grupo i tinha a ver com a confiança de que havia de fato um risco aumentado de câncer associado ao consumo de carne processada, embora não informasse a real magnitude do risco. Ainda em seu comunicado à imprensa, a Iarc reportou que o consumo diário de cinquenta gramas de carne processada estava associado a um aumento de 18% no risco de desenvolver câncer de intestino. Isso parece preocupante, mas será que a preocupação se justifica?

			O número 18% é conhecido como risco relativo, uma vez que representa o aumento no risco de desenvolver câncer intestinal entre um grupo de pessoas que consomem cinquenta gramas de carne processada por dia (por exemplo, um sanduíche com duas fatias de bacon) e um grupo que não consome. Comentadores de estatísticas pegaram esse risco relativo e o reenquadraram como risco absoluto, o que significa uma alteração na proporção real em cada grupo de quem se esperaria que sofresse o evento adverso.

			Eles concluíram que, em circunstâncias normais, seria de esperar que cerca de 6 em cada 100 pessoas que não comem bacon diariamente tivessem câncer de intestino ao longo da vida. Se 100 pessoas similares comessem diariamente um sanduíche de bacon, então, segundo o relatório da Iarc, seria de esperar que 18% a mais contraíssem câncer intestinal. O que representa um aumento de 6 para 7 casos em 100.[4] Isso significa um caso a mais de câncer intestinal em todos aqueles 100 ávidos consumidores de bacon, um número que não soa tão impressionante quanto o risco relativo (o aumento de 18%), e que serviria para colocar esse risco em perspectiva. Precisamos distinguir o que é realmente perigoso daquilo que parece perigoso.5

			O exemplo do sanduíche de bacon ilustra a vantagem de comunicar riscos usando frequências esperadas. Em vez de discutir porcentagens ou probabilidades, simplesmente perguntamos: “O que isso significa para 100 (ou 1000) pessoas?”. Estudos psicológicos têm mostrado que o uso dessa técnica melhora a compreensão: na verdade, dizer apenas que o hábito de comer carne processada todos os dias leva a um “aumento de 18% no risco” pode ser considerado um expediente manipulativo, uma vez que tal fraseado dá uma impressão exagerada da importância do perigo.6 A figura 1.4 recorre a arranjos de ícones para representar diretamente as frequências esperadas de câncer intestinal em 100 pessoas.

			Na figura 1.4 os ícones “com câncer” estão espalhados de maneira aleatória entre os 100. Se por um lado essa disposição revela um aumento na impressão de imprevisibilidade, por outro deve ser usada apenas quando há um único ícone adicional ressaltado. Não deve haver necessidade de contar os ícones para fazer uma rápida comparação visual.
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				figura 1.4 O exemplo do sanduíche de bacon ilustrado por arranjos de ícones, mostrando o risco incremental de se consumir bacon todos os dias. Em circunstâncias normais, das 100 pessoas que não consomem bacon, 6 (ícones em preto) desenvolverão câncer de intestino. Entre as 100 que consomem bacon todos os dias, haverá 1 caso adicional (ícone hachurado).[5]

			

			Outras formas de comparar duas proporções são mostradas na tabela 1.2, que apresenta os riscos de consumidores e não consumidores de bacon.
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				tabela 1.2 Exemplos de métodos para comunicar o risco de desenvolver câncer intestinal ao longo da vida, consumindo ou não diariamente um sanduíche de bacon. O “número necessário para tratar” é o número de pessoas que precisam comer um sanduíche de bacon todos os dias para que se possa esperar um caso adicional de câncer do intestino (e assim talvez fosse melhor defini-lo como o “número necessário para comer”).

			

			“1 em x” é uma maneira comum de exprimir risco, como quando dizemos “1 em 16 pessoas” para representar um risco de 6%. Não é recomendável, porém, usar múltiplos enunciados desse tipo, que para algumas pessoas podem acabar gerando dificuldades de comparação. Por exemplo, quando se perguntou a uma série de pessoas “Que risco é maior, 1 em 100, 1 em 10 ou 1 em 1000?”, cerca de um quarto delas respondeu incorretamente: o problema é que o número maior está associado a um risco menor, e é necessária alguma destreza mental para manter as coisas claras.


			Tecnicamente, a chance de um evento é a razão entre a probabilidade de ele ocorrer e a probabilidade de não ocorrer. Por exemplo: uma vez que a cada 100 não consumidores de bacon 6 vão desenvolver câncer de intestino e 94 não, a chance de desenvolver câncer intestinal nesse grupo é de 6∕94, à qual às vezes nos referimos como “6 para 94”. O conceito costuma ser usado no mercado de apostas no Reino Unido, mas também encontra ampla utilização na modelagem estatística de proporções; isso significa que a pesquisa médica geralmente expressa os efeitos associados a tratamentos ou comportamentos em termos de razões de chance. Embora extremamente comuns na literatura de pesquisa, razões de chance são uma forma bastante intuitiva de sintetizar diferenças em risco. Se os eventos forem bastante raros, então as razões de chance serão numericamente próximas dos riscos relativos, como no caso dos sanduíches de bacon, mas, para eventos comuns, podem ser muito diferentes dos riscos relativos. O exemplo a seguir mostra como isso pode ser confuso para os jornalistas (e outros).

			Como um aumento de 85% para 87% pode ser chamado de um aumento de 20%?

			As estatinas são amplamente reconhecidas como redutoras do colesterol, e portanto do risco de ataques cardíacos e acidentes vasculares cerebrais (avcs). Alguns médicos, porém, têm manifestado preocupação no que diz respeito a seus efeitos colaterais. Um estudo publicado em 2013 revelou que 87% das pessoas que tomavam estatinas relatavam dores musculares, em comparação com 85% daquelas que não tomavam. Examinando as opções para comparar riscos mostradas na tabela 1.2, poderíamos reportar ou um aumento de 2% no risco absoluto, ou um risco relativo de 0,87∕0,85 = 1,02, ou seja, um aumento relativo de 2 pontos percentuais no risco. As chances nos dois grupos são dadas por 0,87∕0,13 = 6,7 e 0,85∕0,15 = 5,7; e assim a razão de chance é 6,7∕5,7 = 1,18: exatamente a mesma dos sanduíches de bacon, mas com base em riscos absolutos muito diferentes.

			O Daily Mail interpretou equivocadamente essa razão de chance de 1,18 como um risco relativo, e produziu uma manchete alardeando que as estatinas “aumentam o risco [de ataques cardíacos e avcs] em até 20%”, uma leitura desastrosa e grave daquilo que o estudo de fato revela. Mas nem toda a culpa pode ser atribuída aos jornalistas: o resumo do artigo científico referente ao estudo mencionava apenas a razão de chance, sem especificar que correspondia a uma diferença entre riscos absolutos de 85% e 87%.7

			Isso ressalta o perigo de usar razões de chance em quaisquer situações fora de contextos científicos, e a vantagem de sempre reportar riscos absolutos como grandeza relevante para o público, sejam eles referentes a bacon, estatinas ou qualquer outra coisa.

			Os exemplos neste capítulo demonstraram como a tarefa aparentemente simples de calcular e comunicar proporções pode se tornar uma questão complexa. É preciso que ela seja realizada com cuidado e consciência, e que o impacto de sínteses de dados numéricos ou gráficos seja explorado num trabalho conjunto com psicólogos capazes de avaliar a percepção das diversas alternativas de formatos. A comunicação é uma parte importante do ciclo de resolução de problemas, e não deve ser apenas uma questão de preferência pessoal.

            
            resumo

            
                	Variáveis binárias são perguntas do tipo sim/não que, agrupadas em conjuntos, podem ser sintetizadas como proporções.

                	O enquadramento positivo ou negativo de proporções pode modificar seu impacto emocional.

                	Os riscos relativos tendem a transmitir uma importância exagerada; em nome da clareza, devem ser comunicados também os riscos absolutos.

                	As frequências esperadas promovem compreensão e um senso de importância apropriado.

                	As razões de chance surgem a partir de estudos científicos, mas não devem ser usadas para comunicação geral.

                	O tipo de gráfico a ser utilizado precisa ser escolhido com cuidado, considerando o seu impacto.

            

            






		
			2. Sintetizando e comunicando números. Montes de números

			Podemos confiar na sabedoria de multidões?

			Em 1907, Francis Galton, primo de Charles Darwin e polímata inventor da previsão meteorológica, da identificação usando impressões digitais e da eugenia,[1] escreveu uma carta à prestigiosa revista científica Nature sobre sua visita à Exposição de Gado e Aves na cidade portuária de Plymouth, onde viu um enorme boi em exibição e competidores pagando seis pence numa loteria para adivinhar quanto o pobre animal pesaria depois que fosse abatido e as entranhas, removidas. Ele pegou 787 dos bilhetes que haviam sido preenchidos e optou pelo valor médio de 547 quilos como a escolha democrática, uma vez que todas as demais estimativas foram consideradas “altas ou baixas demais pela maioria dos votantes”. O peso da carcaça acabou sendo aferido em 543 quilos, um número notavelmente próximo de sua escolha baseada nos 787 votos.1 Galton intitulou sua carta “Vox Populi” (a voz do povo), mas esse processo de tomada de decisões é hoje mais conhecido como sabedoria das multidões.

			Galton executou o que agora poderíamos chamar de síntese de dados: pegou um monte de números escritos em bilhetes e os reduziu a um único peso estimado de 547 quilos. Neste capítulo, examinaremos as técnicas que foram desenvolvidas no século xx para sintetizar e comunicar as montanhas de dados que se tornaram disponíveis. Veremos que sínteses numéricas de localização, dispersão, tendência e correlação estão intimamente relacionadas com a maneira como os dados podem ser apresentados graficamente num papel ou numa tela. E analisaremos a suave transição entre simplesmente descrever os dados e buscar contar uma história por meio de um infográfico.

			Começaremos essa análise com minha própria tentativa de um experimento do tipo sabedoria das multidões que demonstra muitos dos problemas que aparecem quando o mundo real, indisciplinado, capaz de tanta estranheza e tanto erro, é usado como fonte de dados.

			A estatística não se preocupa apenas com eventos sérios como casos de câncer e cirurgias. Num experimento bastante trivial, o divulgador de matemática James Grime e eu postamos um vídeo no YouTube no qual pedimos que as pessoas tentassem adivinhar o número de balas de goma num frasco. Você mesmo talvez queira fazer esse exercício ao ver a foto na figura 2.1 (o verdadeiro número será revelado mais tarde). Novecentas e quinze pessoas mandaram seus palpites, que variaram de 219 a 31 337, e neste capítulo veremos como tais variáveis podem ser representadas em gráficos e sintetizadas em números.

			
				[image: ]
				figura 2.1 Quantas balas de goma há nesse frasco? Fizemos esta pergunta num vídeo no YouTube e recebemos 915 palpites. A resposta correta será mostrada mais tarde.

			

			Para começar, a figura 2.2 mostra três maneiras de apresentar o padrão dos valores fornecidos pelos 915 respondentes. Esses padrões podem receber várias denominações: distribuição de dados, distribuição amostral ou distribuição empírica.[2]

			
				[image: ]
				figura 2.2 Diferentes maneiras de mostrar o padrão dos 915 palpites para o número de balas de goma do frasco: (a) diagrama de pontos, com um ligeiro deslocamento para evitar a sobreposição dos pontos; (b) boxplot; (c) histograma.

			

			a) O diagrama de pontos mostra cada dado como um ponto, com um ligeiro deslocamento aleatório para impedir que múltiplos palpites do mesmo número se sobreponham, obscurecendo o padrão geral. No caso em questão, ele mostra claramente um grande número de palpites na faixa de até mais ou menos 3000, e então uma “cauda” longa de valores até mais de 30 000, com um aglomerado exatamente nos 10 000.

			b) O boxplot sintetiza algumas características essenciais da distribuição de dados.[3]

			c) O histograma simplesmente conta quantos pontos de dados existem em cada conjunto de intervalos, proporcionando uma ideia grosseira do formato da distribuição.

			Essas imagens transmitem de imediato características distintas. A distribuição de dados é altamente enviesada — ou seja, não é nem aproximadamente simétrica em torno de algum valor central — e tem uma longa “cauda à direita” devido à ocorrência de alguns valores muito altos. A série vertical de pontos no diagrama de pontos também mostra alguma preferência por números redondos.


			Mas há um problema com todos esses gráficos. O padrão dos pontos mostra que toda a atenção está focada em palpites extremamente elevados, com o grosso dos números espremido na extremidade esquerda. Será que podemos apresentar os dados de alguma maneira mais informativa? Poderíamos por exemplo descartar os valores extremamente altos como sendo ridículos (quando analisamos originalmente esses dados, excluí de forma bastante arbitrária todos os palpites acima de 9000). Como alternativa, poderíamos transformar os dados de modo a reduzir o impacto desses extremos, digamos representando-os graficamente naquilo que se chama escala logarítmica, na qual o espaço entre 100 e 1000 é o mesmo que entre 1000 e 10 000.[4]

			A figura 2.3 mostra um padrão um pouco mais claro, com uma distribuição bastante simétrica e sem pontos extremos. Isso nos poupa de excluir pontos, o que não costuma ser uma boa ideia, a menos que haja erros patentes.

			
				[image: ]
				figura 2.3 Representações gráficas dos palpites sobre a quantidade de balas de goma, exibidos em escala logarítmica. (a) Diagrama de pontos; (b) boxplot; (c) histograma. Todas mostram um padrão razoavelmente simétrico.

			


			Não existe uma maneira “correta” de apresentar conjuntos de números: cada tipo de gráfico que usamos tem alguma vantagem: os diagramas de pontos mostram pontos individuais, os boxplots são convenientes para sínteses visuais rápidas e os histogramas oferecem uma boa ideia do formato subjacente da distribuição de dados.

			Variáveis que são registradas como números surgem em dois tipos diferentes:

			
					
Variáveis discretas: quando as medições se restringem aos números inteiros 0, 1, 2… Por exemplo, o número de homicídios por ano, ou o palpite sobre o número de balas de goma num frasco.

					
Variáveis contínuas: medições que podem ser feitas, ao menos em princípio, com a precisão que se deseje. Por exemplo, altura e peso, que podem variar tanto de uma pessoa para outra quanto ao longo do tempo. Essas medidas, é claro, podem ser arredondadas para números inteiros de centímetros ou quilogramas.
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