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					Introdução

			

			A Inteligência Artificial (IA) pode ser o maior evento da história da civilização. Todos os aspectos da vida serão transformados. Com esses termos, Stephen Hawking resumiu o impacto da revolução tecnológica que estamos vivendo, no discurso de inauguração do Center for the Future of Intelligence, centro de pesquisa interdisciplinar da Universidade de Cambridge dedicado à inteligência artificial. Segundo ele, o surgimento de uma IA poderosa “será a melhor ou a pior coisa que já aconteceu à humanidade” e acertar nessa empreitada “é crucial para o futuro da nossa civilização e da nossa espécie” (University of Cambridge, 2016). 

			Tanto a expectativa como a preocupação em relação à IA têm aumentado progressivamente nas últimas décadas. A regulação da IA tornou-se uma prioridade global a partir dos anos 2020, como reconheceu a Cúpula do Grupo dos Sete (G7) em maio de 2023 ao estabelecer o “Processo de IA de Hiroshima” (G7 Hiroshima Summit, 2023). Em julho do mesmo ano, o Secretário-Geral da Organização das Nações Unidas (ONU) também atestou a importância da regulação, em pronunciamento na primeira reunião do Conselho de Segurança dedicada a debater IA (UN Press, 2023). 

			A saúde é um dos setores nos quais as transformações impulsionadas pela IA prometem ser mais significativas. A era digital tem introduzido tecnologias com o potencial de modificar de forma substancial as práticas e os serviços de saúde, influenciando as estruturas dos sistemas de saúde em todo o mundo. A implementação da IA na saúde oferece oportunidades sem precedentes para melhorar a qualidade dos cuidados e das ações preventivas tanto no nível individual quanto populacional, ampliar o acesso à saúde, reduzir custos e explorar novas fronteiras em prevenção, diagnóstico e tratamento (Matheny et al., 2022). Até meados da década de 2020, embora a assimilação da IA na área da saúde tenha ocorrido de maneira mais gradual do que em outros setores, tem-se formado um consenso sobre sua inevitável integração em diversos domínios da medicina e da saúde pública (Sahni; Carrus, 2023). 

			A regulação tem sido vista como elemento central para a efetiva incorporação da IA no setor da saúde (Lancet, 2023). A estruturação de marcos regulatórios específicos para a IA na saúde é considerada medida essencial para que essa tecnologia seja usada de forma segura, transparente, responsável e justa. Há crescente compreensão de que essa regulação exige novas estruturas de governança e uma abordagem global (WHO, 2021), seguindo a tendência que vem sendo observada em relação à regulação da IA em geral (Bremmer; Suleyman, 2023).

		

	
		
			
					
estágio atual de discussão

			

			Regulamentos e políticas para desenvolvimento ético, implementação e uso de tecnologias de IA na saúde estão em fase de elaboração em diferentes níveis e por diversas entidades nacionais e internacionais. Mas ainda não há leis específicas em vigor. A evolução muito acelerada do panorama da IA tem deixado essa atividade cada vez mais complexa. 

			A Organização Mundial da Saúde (OMS) tem liderado o processo para definição de uma estratégia global de saúde digital a fim de apoiar os sistemas nacionais de saúde, conforme aprovado por unanimidade pelos Estados Membros na 71ª Assembleia Mundial da Saúde (WHO, 2018). Nessa estratégia, insere-se a preparação de uma estrutura de governança e regulação da IA na saúde. 

			Em outubro de 2023, a OMS publicou o primeiro documento resultante do seu “Grupo de Trabalho sobre Considerações Regulatórias sobre IA para a Saúde”, quadro multidisciplinar composto por gestores públicos e representantes de autoridades reguladoras, da academia e da indústria. Trata-se de uma abordagem inicial ao objeto em áreas temáticas abrangentes, que ainda não tem intenção de ser uma orientação ou diretriz política e regulatória. A proposta é colaborar em parceria com grupos nacionais e internacionais estabelecidos, tendo como escopo a potencial convergência e a harmonização regulatória para a IA aplicada à saúde (WHO, 2023). 

			A OMS pretende, entre outras medidas, trabalhar de maneira coordenada com entidades intergovernamentais para identificar e formular leis e políticas, considerando a iniciativa de elaborar uma legislação modelo para ser usada como referência por governos que pretendam criar regulações próprias para IA na saúde (WHO, 2021). Algumas organizações internacionais têm contribuído ativamente nesse campo, como o Fórum Internacional de Reguladores de Dispositivos Médicos (IMDRF – International Medical Device Regulators Forum), a Organização Internacional para Padronização (ISO – International Organization for Standardization), a Organização para a Cooperação e Desenvolvimento Econômico (OCDE), entre outras. 

			No atual momento do debate, busca-se definir princípios gerais que possam ser aplicados para regulação da IA na saúde em diferentes contextos: nos países de baixa, média e alta renda, nos setores público e privado, por governos e organizações internacionais. 

			Esse é o desafio para os próximos anos. 

		

	
		
			
					
objetivos 

			

			Este livro tem dois objetivos principais: 

			
					
identificar fundamentos éticos e jurídicos para a construção teórica de um paradigma geral de regulação da IA na saúde; e 


					caracterizar e analisar diretrizes para a elaboração desse paradigma regulatório para a IA na saúde. 

			

			Para atingir esse escopo, definem-se os seguintes objetivos específicos: 

			
						propor princípios gerais para a regulação da IA na saúde que possam ser adaptados para aplicação em diferentes contextos e países; 

						identificar tendências regulatórias e perspectivas para uso da IA na saúde nos países e organizações internacionais que estão à frente desse processo; e 

					analisar possíveis mudanças na regulação de sistemas de saúde para possibilitar a incorporação de sistemas de IA. 

			

		

	
		
			
					
método e estrutura do trabalho

			

			Este livro é desenvolvido em cinco seções, seguidas por uma síntese conclusiva.Primeiramente, apresentam-se conceitos básicos do campo da inteligência artificial (IA) e da sua aplicação na área da saúde, a partir de estudo teórico e revisão não sistemática da literatura. A seção 2 identifica definições e tipologias de IA, com foco na categoria aprendizado de máquina (machine learning), o seu modo de funcionamento e os subtipos mais relevantes. A seção 3 aborda a evolução histórica e o panorama atual de IA na saúde, analisando as especificidades para o desenvolvimento e a implementação de sistemas de IA na assistência à saúde e em outros cenários no setor da saúde. 

			Os conceitos e análises explorados nas duas seções iniciais evidenciam que há elementos bem definidos no campo da IA que estão ou estarão presentes em qualquer cenário em que a tecnologia for usada na área da saúde. Embora não exista uma definição consensual da IA, suas aplicações na saúde estão baseadas em conceitos essenciais de estatística e de ciência da computação que são válidos independentemente dos usos particulares. O aprofundamento nesses domínios foge do escopo deste livro. O que se pretende é demonstrar que existem pontos comuns e suficientemente delimitados que justificam o reconhecimento da IA como objeto específico da regulação em saúde. 

			A partir desse reconhecimento, chega-se ao núcleo principal do livro: a regulação da IA na saúde. A partir de pesquisa qualitativa, com abordagem teórica e empírica, identificam-se as propostas políticas e as tendências regulatórias para IA na saúde atualmente existentes e que estão em desenvolvimento por governos de países e por entidades internacionais. Então, propõem-se princípios e estratégias regulatórias com amparo na literatura global sobre o tema. As seções 4 e 5 exploram respectivamente os fundamentos para a regulação da IA na saúde e as diretrizes para sua estruturação. 

			A seção 4 é dedicada a explorar os fundamentos para a regulação da IA na saúde, entendidos como elementos éticos e jurídicos consolidados e que devem servir de base para construção do arcabouço regulatório: o direito à saúde; a ética em IA; os direitos humanos; os princípios éticos específicos para a IA na saúde; e a governança de dados pessoais de saúde. 

			A seção 5 propõe diretrizes para a regulação da IA na saúde. Abordam-se questões em que a estrutura regulatória está em fase em elaboração e possíveis caminhos para definição de um paradigma geral. Sustenta-se que isso deve ser feito com base em princípios gerais definidos em três dimensões: 1) segurança e eficácia; 2) transparência; e 3) responsabilidade. 

			Na dimensão de segurança e eficácia, abordam-se os aspectos pertinentes à admissão de sistemas de IA em dispositivos médicos, enfatizando-se dois aspectos para a regulação dessas ferramentas na área da saúde: o monitoramento contínuo das mudanças e a eliminação de vieses para assegurar equidade. Um ponto central é o argumento de que elementos de justiça algorítmica precisam ser integrados como requisitos regulatórios de segurança e eficácia em IA na saúde. 

			A transparência é analisada como uma dimensão independente, por ser necessária para a todos os outros elementos da regulação da IA na saúde, tanto da dimensão de segurança e eficácia como da dimensão da responsabilidade. Analisam-se os desafios para admitir a explicação de resultados algorítmicos como requisito regulatório e enfatiza-se a ideia de que a documentação padronizada deve ser o mecanismo essencial para expressão da transparência. 

			A dimensão da responsabilidade é analisada à luz da atual organização jurídica dos sistemas de responsabilidade civil e enfatizando as particularidades na área da saúde. Com base nos desafios enfrentados para atribuição de responsabilidades em IA na saúde, exploram-se possíveis mecanismos e propostas existentes nesse campo. 

			Cabe ressaltar que outras dimensões relevantes para a regulação da IA, tais como as relacionadas à propriedade intelectual, ao direito trabalhista e à cibersegurança, não foram incluídas como objeto de análise. Embora importantes na construção de marcos regulatórios para a IA em geral, nessas dimensões não foram identificadas particularidades que influenciem diretamente a construção de um paradigma geral de regulação da IA na saúde. 

			A seção 6 contempla uma breve exposição sobre tendências emergentes. Exploram-se tópicos que estão em desenvolvimento ou em plena discussão em virtude da pesquisa que deu origem a este livro e que podem influenciar a formulação de marcos regulatórios para a IA na saúde: o papel das legislações horizontais e da abordagem regulatória setorial; a perspectiva da estratégia regulatória baseada em ambientes de testagem (sandboxes); e a necessidade e a complexidade de regular os modelos de fundação (foundation models). 

			Por fim, a seção 7 apresenta uma síntese conclusiva, listando os principais pontos abordados no livro, perspectivas e encaminhamentos nessa linha de pesquisa. 

			 O desenvolvimento desta tese mostrou-se particularmente desafiador em razão da natureza dinâmica do campo da IA. A pesquisa que deu origem a este livro enfrentou a tarefa de manter-se alinhada com mudanças quase diárias nos objetos de investigação, o que exigiu atualizações frequentes no conteúdo, revisões e adaptações para incorporar os avanços e discussões mais recentes. Este livro não busca estabelecer conclusões definitivas; ele tem o propósito de contribuir para o debate atual sobre a regulação da IA na saúde em um momento crucial. Espera-se que este livro sirva como recurso informativo e base para novas investigações e reflexões nesta época em que a IA assume posição central na inovação tecnológica na medicina, na saúde pública e no futuro da humanidade. 
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definições de ia	
definição do campo da ia




			

			O termo Inteligência Artificial (IA) foi cunhado em 1956, durante a Conferência de Dartmouth, definido como “a ciência e a engenharia de produzir máquinas inteligentes” (McCarthy et al., 1955). Mas o campo operacional já existia antes disso. O trabalho mais notório que pavimentou o caminho para a definição de IA foi o de Alan Turing (1950), que propôs substituir a pergunta “pode uma máquina pensar?” por “pode uma máquina ser linguisticamente indistinguível de um humano?”. Essa proposta marcou o início do chamado “Teste de Turing”, uma medida da capacidade de uma máquina de exibir comportamento inteligente equivalente ao de um humano na capacidade de produção de linguagem (Bringsjord; Govindarajulu, 2022). 

			Mais de cinco décadas após ter sido um dos criadores da IA como campo de conhecimento,  John McCarthy (2007) continuou a conceituá-la usando a expressão “máquinas inteligentes”. Ele estava ciente de que este não era um entendimento consensual, principalmente por não existir uma definição universalmente aceita de inteligência, um conceito que desempenha um papel crítico neste contexto. A inteligência não é um atributo uniforme, na medida em que se apresenta em formas e graus variados entre humanos, diversos animais e certas máquinas. Na perspectiva da IA, a inteligência pode ser entendida como um aspecto computacional que facilita a realização de metas no mundo. 

			Assim, a IA é geralmente definida como o campo dedicado à criação de entidades artificiais que, em contextos apropriados, podem demonstrar comportamentos semelhantes aos de animais ou pessoas. Mais especificamente, trata-se de uma área multidisciplinar vinculada ao objetivo de desenvolver máquinas capazes de simular a inteligência humana, aprender a partir de experiências, adaptar-se a novos estímulos e executar tarefas que geralmente requerem a capacidade intelectual humana (Russell; Norvig, 2010). 

			
					
sistemas de ia

			

			De acordo com Stuart Russell e Peter Norvig (2010), a inteligência artificial pode ser compreendida sob quatro perspectivas: 1) sistemas que pensam como humanos; 2) sistemas que pensam racionalmente; 3) sistemas que agem como humanos; e 4) sistemas que agem racionalmente. 

			Os sistemas que pensam como humanos constituem a primeira perspectiva, que envolve o desenho de sistemas de IA que imitam os processos de pensamento humano (Newell; Simon, 1976). Esta abordagem, conhecida como modelagem cognitiva, visa replicar os padrões complexos e multifacetados da inteligência humana em máquinas. Baseia-se na crença de que a mente humana serve como o melhor modelo para o comportamento inteligente (Hassabis et al., 2017). 

			Os sistemas que pensam racionalmente formam a segunda perspectiva, muitas vezes referida como “IA lógica”. A ideia principal é implementar o raciocínio lógico formal em máquinas, permitindo-lhes inferir e deduzir conhecimento com base em regras predefinidas (Genesereth; Nilsson, 1987). Esta abordagem enfatiza a importância das representações simbólicas e lógicas do conhecimento, bem como a manipulação algorítmica dessas representações para gerar novo conhecimento (McCarthy, 1959). 

			A terceira perspectiva da IA envolve a criação de sistemas que agem como humanos. Esta abordagem é exemplificada pelo “Teste de Turing” (Turing, 1950). Técnicas neste domínio abrangem as atuais técnicas de processamento de linguagem natural (PLN), visão computacional e robótica, facilitando interações semelhantes às humanas com máquinas (Hovy, 1993). 

			A quarta perspectiva se concentra na criação de sistemas que agem racionalmente, também conhecida como a abordagem do “agente racional”. A ênfase está na capacidade da máquina de tomar decisões apropriadas, dada a sua percepção do ambiente e os seus objetivos (Russell; Norvig, 2010). Esta perspectiva engloba áreas como o planejamento automatizado, o aprendizado por reforço e a tomada de decisão sob incerteza. 

			
					
trajetória e desafio persistente para definição de ia 

			

			A trajetória da IA tem sido marcada por períodos de intensa atividade e avanço, conhecidos como “verões da IA”, intercalados por períodos de diminuição de financiamento e interesse, os chamados “invernos da IA”. Apesar dessas oscilações, a IA tem alcançado progressos significativos nas últimas décadas, com avanços impulsionados sobretudo pelo campo do aprendizado de máquina (machine learning). A presente onda ganhou força na década de 2010 a partir do desenvolvimento de um subtipo do aprendizado de máquina, o aprendizado profundo (deep learning) (Haenlein; Kaplan, 2019). Esse crescimento exponencial está diretamente relacionado ao recente desenvolvimento das capacidades de armazenamento, processamento, análise e transmissão de grandes quantidades de dados – a área que se denomina big data e que é base para o desenvolvimento da IA atual (Hilbert; López, 2011). 

			O termo “Inteligência Artificial” é hoje usado para se referir a um campo extremamente amplo de conhecimento e prática, que engloba ciência da computação, matemática, psicologia, linguística, filosofia e neurociência, entre outras disciplinas. Mas não há uma definição universalmente aceita de IA, o que continua sendo tema de grande discussão no cenário global (European Commission, 2019a). Entidades internacionais e países têm procurado encontrar definições mais ou menos abrangentes para IA, mas esse elemento persiste como um dos principais desafios para a regulamentação desse campo (Renda; Engler, 2023). 

		

	
		
			
					
tipos de inteligência artificial 

			

			A IA tem sido geralmente classificada de duas formas principais: pelo grau de similaridade com a inteligência humana e pela sua funcionalidade. 

			
					
ia estreita e ia geral 

			

			Com base no grau de similaridade com a inteligência humana, a IA é dividida em duas categorias principais: IA Estreita (ou Restrita) e IA Geral. 

			A IA Estreita (Narrow AI) – ou IA Fraca (Weak AI) – refere-se a sistemas projetados para realizar uma tarefa específica, como reconhecimento de voz, sistemas de recomendação ou reconhecimento de imagens. Esses sistemas podem superar os humanos em tarefas específicas, mas não conseguem compreender ou aprender além do que foram programados (Kurzweil, 2005). Até o presente, todas as formas de IA desenvolvidas se enquadram nesta categoria. 

			Por outro lado, a IA Geral (General AI) – ou IA Forte (Strong AI) – contempla a possibilidade de uma única inteligência geral capaz de demonstrar todos os aspectos da inteligência humana, incluindo compreensão, raciocínio, aprendizado e consciência (Goertzel, 2014; Searle, 1980). Ou seja, esses sistemas teriam capacidade de executar qualquer tarefa intelectual que um ser humano possa fazer. Essa forma de IA continua sendo uma possibilidade teórica, já que ainda não existem modelos ou sistemas que atinjam este nível de inteligência. Alguns estudiosos argumentam que provavelmente isso nunca será alcançado (Fjelland, 2020). 

			
					
ia simbólica e ia conexionista 

			

			Outra classificação importante da IA é baseada em sua funcionalidade, dividindo-se em IA Simbólica (Symbolic AI) e IA Conexionista (Connectionist AI). 

			A IA Simbólica, também conhecida como IA baseada em regras, IA clássica ou pelo acrônimo GOFAI (Good Old-Fashioned AI), utiliza representações simbólicas de problemas, lógica e algoritmos de busca (Newell; Simon, 1976). Ela opera no princípio de usar símbolos como blocos de construção da cognição, imitando como os humanos usam símbolos para atribuir significados. A IA simbólica se destaca em ambientes com regras e objetivos claros, como um jogo de xadrez. No entanto, ela tem dificuldades com aplicações que provavelmente encontrarão variações, pois é extremamente desafiador criar regras para todos os cenários possíveis devido à complexidade e variabilidade do mundo real (Santoro et al., 2021). 

			A IA Conexionista, também conhecida como “redes neurais” (neural networks) ou “processamento paralelo distribuído” (parallel distributed processing), tenta imitar a estrutura e função do cérebro humano. Essa forma de IA é caracterizada por nós interconectados – chamados de “neurônios” – que processam informações em paralelo, o que é bastante diferente dos modelos tradicionais de IA simbólica que usam processamento sequencial e regras explícitas (Rumelhart; Mcclelland, 1986). Ao contrário da IA simbólica, que depende da codificação humana, a IA conexionista se torna mais inteligente por meio da exposição a dados e do aprendizado de padrões e relações associadas. Essa ideia se baseia na crença de que a inteligência emerge das conexões e interações de nós (nodes) ou neurônios (neurons) de processamento simples. Nos modelos conexionistas, o conhecimento não é armazenado em um local ou banco de dados centralizado. Em vez disso, é distribuído por muitos nós, e a força das conexões entre eles codifica a informação (Smolensky, 1988). Os sistemas desse tipo baseiam-se em grandes quantidades de elementos de processamento (ou neurônios artificiais), cada um contendo unidades ponderadas (que determinam a relevância e direção da informação processada), uma função de transferência (que condensa várias entradas em uma única saída) e uma saída. A função de transferência é encarregada de avaliar múltiplas entradas e condensá-las em um valor de saída único, ao passo que cada peso determina a relevância e a direção da informação processada. 

			O debate sobre qual o melhor caminho entre IA simbólica e IA conexionista persiste por muitas décadas (Minsky, 1991). Após anos de preponderância da abordagem simbólica, recentemente tem havido crescente predomínio da IA conexionista. As arquiteturas conexionistas têm demonstrado melhor desempenho em tarefas complexas, como reconhecimento de imagem, visão computacional, predição e aprendizado supervisionado. No entanto, o treinamento dessas redes requer um poder computacional significativamente maior, e as suposições feitas para sua construção podem simplificar muito os detalhes dos sistemas neurais subjacentes (Buckner; Garson, 2019). Por isso, esse debate segue aceso em busca de caminhos para integrar IA simbólica e IA conexionista (Marcus, 2001). 

		

	
		
			
					
aprendizado de máquina 
(machine learning) 


			

			O principal propulsor da atual evolução da IA é o campo conhecido como aprendizado de máquina (machine learning). Os termos “inteligência artificial” (IA) e “machine learning” (ML), embora não sejam sinônimos, são frequentemente usados de maneira intercambiável, considerando que ML é hoje o subtipo de IA com maior aplicação e maior potencial. No entanto, o campo de ML tem definição mais precisa, já que não recorre necessariamente ao conceito inexato de “inteligência”. 

			
					
definição de ml 

			

			Em linhas gerais, machine learning é uma família de técnicas de modelagem estatística e matemática que usa uma variedade de abordagens para aprender e melhorar automaticamente a previsão de um estado-alvo, sem programação explícita. O objetivo é permitir que as máquinas encontrem padrões, façam previsões ou executem tarefas quando encontram dados novos ou não vistos – o que é denominado generalização. As técnicas de ML convertem dados e experiências em novos conhecimentos, geralmente na forma de modelos matemáticos. Uma vez criados, esses modelos podem então ser utilizados para realizar tarefas que, de outra forma, seriam muito complexas ou demoradas para serem desenvolvidas sem a assistência do computador (Mitchell, 1997). 

			Na perspectiva da ciência da computação, machine learning se diferencia da programação tradicional de computadores – geralmente chamada de “sistema baseado em regras” (rule-based system) – em que se codificam manualmente funções que mapeiam entradas específicas para suas saídas correspondentes. Basicamente, todas as interações do computador consistem em uma entrada, uma função e uma saída. Isso pode ser representado de forma simplificada pela notação y = f (x), onde y é a saída, f é a função e x é a entrada. O processamento é justamente a função que transforma a entrada na saída. Na abordagem tradicional de programação, as regras são deliberadamente definidas para processar as entradas de modo que produzam as saídas desejadas. 

			
					
como funciona o aprendizado de máquina 

			

			Em “aprendizado de máquina”, o termo “aprendizado” refere-se à intenção de criar sistemas capazes de aprender com a experiência, assim como um ser humano, com intervenção externa mínima. Nesse caso, o programa procura (até encontrar) uma função que pode mapear com precisão os dados de entradas para saídas. Em seguida, essa função é empregada para processar novas entradas e produzir novas saídas (Hastie; Tibshirani; Friedman, 2009). Ou seja, como na programação tradicional, um programa ainda precisa ser escrito, mas o objetivo é essencialmente diferente: aprender uma função de mapeamento exata em vez de pré-estabelecer essa função. Portanto, apesar de muitas vezes ser antropomorfizado, o aprendizado em machine learning (ML) é fundamentalmente matemático, usando algoritmos que extrapolam parâmetros de conjuntos de dados para informar a formação e os ajustes de um modelo. 

			No campo da IA, machine learning é reconhecido como a subcategoria que envolve algoritmos e modelos que permitem às máquinas aprenderem com dados e se aprimorarem automaticamente por meio da experiência. Essa área surgiu na década de 1970 e se beneficiou da ascensão de métodos estatísticos e probabilísticos em computação durante as décadas de 1980 e 1990. Houve também uma ênfase em soluções específicas desse domínio, em parte devido às limitações dos primeiros sistemas de IA (Bishop, 2006). O advento de poderosas tecnologias de computação e a explosão de dados disponíveis impulsionou um grande crescimento da área de ML a partir dos anos 2000 (Jordan; Mitchell, 2015). 

			
					
paradigmas de ml

			

			Atualmente, o campo de machine learning é formado por técnicas de IA que usam principalmente métodos estatísticos para criar modelos preditivos a partir do reconhecimento de padrões complexos nos dados. Identificam-se quatro paradigmas de ML: 

			
					aprendizado supervisionado;

					aprendizado não-supervisionado;  

					aprendizado semissupervisionado; e  

					aprendizado por reforço. 

			

			Aprendizado supervisionado (supervised learning) é a categoria de ML em que o modelo é treinado num conjunto de dados rotulado, no qual as respostas corretas são conhecidas, com o objetivo de fazer previsões para dados não vistos. O modelo aprende a prever a saída dos dados de entrada durante o processo de treinamento, que envolve aprender uma função que mapeia uma entrada para uma saída com base em pares de exemplos de entrada-saída. Depois que o modelo é treinado, ele pode ser usado para prever a saída de novos dados de entrada não vistos. As técnicas de aprendizado supervisionado são geralmente divididas em tarefas de regressão e classificação: regressão prevê saídas contínuas (variáveis numéricas) e classificação prevê saídas distintas ou não contínuas (variáveis categóricas) (Murphy, 2012). 

			Aprendizado não-supervisionado (unsupervised learning), por outro lado, não depende de uma saída conhecida durante a fase de treinamento. Os dados de entrada não são emparelhados com nenhum dado de saída correto (o que se denomina dados não-rotulados), de modo que o modelo aprende a identificar padrões e estruturas apenas com os dados de entrada. Esse tipo de aprendizado é usado quando o objetivo é descobrir padrões ocultos ou estruturas intrínsecas nos dados. As técnicas de aprendizado não-supervisionado são usadas para análise estatística de dados em tarefas como agrupamento de instâncias semelhantes e redução de dimensionalidade, em que o objetivo é simplificar as entradas sem perder muita informação (Hastie; Tibshirani; Friedman, 2009). 

			Aprendizado semissupervisionado (semi-supervised learning) é um intermédio entre os aprendizados supervisionado e não-supervisionado, técnica também denominada “supervisão fraca” (weak supervision). É um tipo de machine learning empregado para aproveitar condições em que há grandes quantidades de dados não-rotulados disponíveis, em combinação com conjuntos menores de dados rotulados. O algoritmo recebe algumas informações de supervisão, mas não necessariamente para todos os exemplos, e busca rotular os dados não-rotulados (ao resolver um problema de classificação) ou agrupá-los (ao resolver um problema de agrupamento). As técnicas de aprendizado semissupervisionado têm ganhado crescente relevância no treinamento de modelos de linguagem (Chapelle; Schölkopf; Zien, 2010). 

			Aprendizado por reforço (reinforcement learning) é um tipo de machine learning em que um agente aprende a tomar decisões interagindo com seu ambiente. O computador enfrenta uma situação semelhante a um jogo, realizando determinadas ações e observando os resultados com base em recompensas (positivas ou negativas) que recebe por suas ações. O agente aprende por tentativa e erro, seu o objetivo principal é aprender uma política – que significa uma estratégia que determina qual ação o agente deve tomar em cada circunstância para maximizar a recompensa total (Sutton; Barto, 2018). 

			 As técnicas consideradas como machine learning tradicional são algoritmos tipicamente usados em contextos de aprendizado supervisionado. Há diversas modalidades de algoritmos nessa categoria, tais como regressão linear, regressão logística, máquinas de vetores de suporte (SVM – support vector machines), árvores de decisão e florestas aleatórias (random forests), entre outros. Essas abordagens são chamadas de tradicionais para distinguir das técnicas de aprendizado profundo (deep learning), o subtipo mais recente de ML. 

			
					
aprendizado contínuo (continual learning) 

			

			No campo de machine learning, merece destaque a abordagem conhecida como “aprendizado contínuo” (continual learning) ou “aprendizado incremental” (incremental learning). 

			O aprendizado contínuo funciona a partir de um fluxo de dados não estacionário. O objetivo fundamental é resolver um problema conhecido como “esquecimento catastrófico”, no qual modelos treinados em novas distribuições de dados tendem a esquecer capacidades previamente adquiridas. O processo de aprendizado ocorre continuamente, de modo que o modelo é atualizado à medida que novos dados são disponibilizados. Esse aprendizado incremental pode ocorrer: por tarefa (task-incremental) – aprender sequencialmente a resolver uma série tarefas distintas; por domínio (domain-incremental) – aprender a resolver a mesma tarefa em contextos diferentes; ou por classe (class-incremental) – aprender a discriminar entre um número crescente de classes (Van De Ven; Tuytelaars; Tolias, 2022). É um campo que busca aproximar as habilidades da IA com a capacidade de aprendizado ao longo da vida que humanos e animais possuem. No processo de aprendizagem, os modelos precisam manter um equilíbrio entre a plasticidade, adaptando-se aos novos dados, e a estabilidade, retendo o conhecimento dos dados antigos (Parisi et al., 2019). 

			Uma modalidade relevante de aprendizado contínuo é o denominado “aprendizado online” (online learning), empregado em situações em que os dados são gerados em função do tempo. No online learning, os dados ficam disponíveis sequencialmente e são usados para atualizar as previsões em cada etapa, diferentemente do que ocorre no tradicional “aprendizado em lote” (batch learning), no qual os dados de treinamento são fornecidos antecipadamente. Ao propiciar atualizações instantâneas do modelo para quaisquer novas instâncias de dados, é possível desenvolver modelos mais eficientes e escaláveis para tarefas de ML de grande dimensão e de alta velocidade (Hoi et al., 2021). 

			
					
aprendizado profundo (deep learning) 

			

			O termo aprendizado profundo (deep learning) distingue uma classe particular de sistemas de aprendizado de máquina (machine learning), caracterizados por sua estrutura organizacional única e capacidade de aprender funções complexas. 

			Em contraste com os métodos tradicionais de machine learning, em que o número de parâmetros é normalmente limitado pela quantidade de características de entrada, os modelos de deep learning (DL) superam essa restrição organizando os parâmetros em camadas hierárquicas. Essa estrutura em camadas permite uma interação complexa entre as características de entrada. Elas são repetidamente multiplicadas e combinadas, com as saídas de uma camada de parâmetros atuando como entrada para a próxima camada. Essas operações se repetem até que uma previsão seja feita. A maior interação entre as características e os parâmetros do modelo, possibilitada pela arquitetura de aprendizado profundo, aumenta significativamente a capacidade do sistema de aprender e representar funções complexas (Goodfellow; Bengio; Courville, 2016). 

			A concepção de deep learning origina-se do paradigma da IA conexionista. Os modelos de DL utilizam redes neurais artificiais para imitar a estrutura e função do cérebro humano. Eles empregam várias camadas ocultas, cada uma atuando como uma unidade de processamento que realiza transformações não-lineares dos dados de entrada. O número de camadas ocultas pode variar de acordo com o modelo e o problema a ser resolvido – redes neurais com mais de duas camadas ocultas são consideradas profundas, embora possa haver muitas mais. Assim, as transformações executadas em todas as camadas juntas permitem que a rede neural aprenda representações complexas dos dados (Lecun; Bengio; Hinton, 2015). 

			As redes neurais aprendem com erros, assim como os demais sistemas de aprendizado supervisionado, ajustando os pesos de suas conexões para aprimorar o desempenho ao longo do tempo. Nas redes neurais, isso é feito por um algoritmo chamado retropropagação (backpropagation). Esse algoritmo envolve a propagação de erros de volta através da rede, de modo que o peso de cada conexão pode ser ajustado para minimizar o erro. O aprendizado é um processo iterativo, no qual a rede melhora seu desempenho ao longo do tempo, ajustando continuamente os pesos de suas conexões com base nos erros que comete durante o treinamento (Rumelhart; Hinton; Williams, 1986). 

			As tecnologias de deep learning têm aplicações práticas em vários domínios devido à sua capacidade de aprender com grandes quantidades de dados e de fazer previsões precisas. Destacam-se especialmente nas áreas de reconhecimento de imagem, reconhecimento de fala e processamento de linguagem natural (NLP – natural language processing). As principais arquiteturas de redes neurais são as redes sem realimentação (feedforward), a perceptron multicamadas (MLP – multilayer perceptrons), as redes neurais convolucionais (CNNs – convolutional neural networks) – arquitetura projetada para processar imagens – e as redes neurais recorrentes (RNNs – recurrent neural networks) – arquitetura projetada para processar dados sequenciais, usadas para tarefas como reconhecimento de fala e tradução automática (Lecun; Bengio; Hinton, 2015). Mais recentemente, tem ganhado muita projeção a arquitetura transformer, principalmente no campo de NLP (Vaswani et al., 2017). 

			Embora as redes neurais sejam uma tecnologia em constante desenvolvimento, já se mostraram promissoras em uma ampla variedade de aplicações. Conforme continuam a evoluir, é bem provável que se tornem ainda mais eficientes e amplamente adotadas. 
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