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    Prólogo




    A modelagem matemática consolida-se como metodologia essencial na elaboração de representações matemáticas capazes de elucidar ou emular fenômenos do mundo real. Dominar a técnica da simulação de um sistema, não se resume somente em discorrer superficialmente sobre um conceito, mas sim a compreende-lo profundamente, seja em sua forma básica elementar ou intrincada. O ponto-chave encontra-se na capacidade de decifrar as equações que regem a dinâmica de um problema, então, transcendendo a abstração teórica ao projetá-las de forma tangível por meio de recursos computacionais. Essa ponte entre o teórico e o prático, entre o intangível e o concreto, constitui a essência distintiva da modelagem numérica aplicada em sistemas dinâmicos.




    A definição de modelo matemático pode ser encontrada nas mais diversas formas, dependendo do contexto em que esteja inserido. No decorrer deste trabalho, um modelo matemático é definido por um conjunto de símbolos e relações que de alguma forma representam o objeto em estudo. Da mesma maneira, a modelagem matemática é definida através do processo dinâmico utilizado para a obtenção e validação de modelos em análise. Outrossim, um modelo matemático reside em expressar ideias de maneira clara, além de oferecer uma gama de resultados, ou teoremas, que garantem o uso de métodos computacionais via soluções numéricas.




    Os modelos matemáticos, aliados à modelagem computacional são extremamente úteis em vários ramos da fragmentação da Ciência, ou seja, nas Engenharias, na Química, na Biologia, na Economia e nas questões Ambientais, como exemplos. Assim, na Matemática ou na Física, o termo sistema é definido por um conjunto de uma ou mais equações, as quais envolvem o mesmo conjunto de variáveis, e que descrevem o estado do sistema. Por outro lado, o termo dinâmico decodifica algo que, por si só, evolui no decorrer do tempo. Dois tipos principais de sistemas dinâmicos são utilizados em aplicações, a saber, aqueles nos quais a variável tempo é contínua, com t ∈ ℝ e aqueles nos quais a variável tempo é discreta t ∈ N. Em geral, estes sistemas são não-lineares, mas, ao modelá-los numericamente, então é necessário convertê-los para uma forma linear. E, assim, um dos exemplos fundamentais, no estudo dos sistemas dinâmicos, é o caos e seu correlato em estrutura fractal. 




    Neste desenvolvimento, a linguagem de programação Python será usada como apoio, na modelagem dos sistemas propostos tidos como exemplo. O Python é uma linguagem de programação de alto nível, gratuita e de código aberto, que utiliza bibliotecas adicionais. Nas exemplificações apresentadas, muitas vezes impossíveis de realizar analiticamente, levam-se em conta modelos de variáveis discretas, em que o tempo é observado em pontos específicos e não no formato contínuo. Ao simular tais sistemas modelados numericamente – ou condição discreta – isto permite entender as condições contínuas de maneira bem mais simples. Então, surge a grande pergunta: Como e o quê é necessário para aprender a simular um modelo de sistema dinâmico e sua rota para o caos? A resposta, para esta pergunta, está no objetivo a ser alcançado, através das formulações descritas neste Livro.
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    Capítulo 1




    Dinâmica no Tempo Discreto




    Neste Capítulo, parte-se da noção intuitiva da iteração de uma função na forma de um funcional. Por este método de solução, pode-se descrever o conceito de ponto fixo e estabelecer os fundamentos de alguns modelos populacionais, tendo em destaque o que é conhecido por mapa Logístico. Posto que, os métodos de solução analítica não são suficientes para se encontrar uma resposta exata neste tipo de sistemas, então para se obter informações a respeito deles, usa-se os métodos numéricos. Com relação a esses pontos especiais, inicialmente, trata-se da técnica de soluções, as definições sobre a estabilidade de um sistema dinâmico, o diagrama de bifurcação, a geometria fractal e a constante universal de Feigenbaum. Neste sentido, estes são conceitos básicos na compreensão do fenômeno do caos. Por fim, este texto aborda sobre os expoentes de Lyapunov em similaridade com o diagrama de bifurcação, presentes no mapa logístico e no mapa de Hénon, fundamentais na compreensão da dinâmica em tempo discreto.




    1.1 Ponto Fixo




    Matematicamente, um ponto fixo é um ponto especial no domínio de uma função que, quando aplicado à função, retorna ele mesmo. Em outros termos, se x é um ponto fixo da função f, então f(x) = x. Vale lembrar que uma função é uma regra pela qual um número é dado como entrada e outro número é gerado como saída. Por conseguinte, entre os principais objetivos na determinação de um ponto fixo, está o de classificar ou caracterizar os tipos de comportamento vistos em classes particulares de sistemas dinâmicos.




    Pontos fixos são usados em diversas áreas da matemática, p.ex., na análise da estabilidade e na modelagem de sistemas. Assim, existem basicamente dois tipos de pontos fixos: 1) Estáveis – um ponto fixo é estável, se os pontos próximos, chamados de órbitas, aproximarem-se de um ponto, quando forem iterados, indo sempre em direção de um atrator; 2) Instáveis – um ponto fixo é dito instável se as órbitas se afastarem desse ponto, da mesma maneira que se afastam de uma fonte repulsora.




    A matemática de uma função, referenciada por um funcional, pode ser considerada um processo de repetições dentro de um processo de iteração. A ideia central é aplicar a função a um valor inicial e, em seguida, aplicar a função ao resultado obtido, e assim por diante, de forma sucessiva. Essa sequência de aplicações da função gera uma série de valores que podem revelar informações importantes sobre o tipo de comportamento do sistema que ela representa. A Figura 1.1 é uma ilustração de como isso acontece.




    [image: ]




    Figura 1.1 – Iteração de uma função na forma de um funcional.




    Na forma de um funcional, o processo de repetição de uma função é conhecido como iteração da função. Portanto, ao se iterar uma função significa uma realimentação dentro de um loop, no qual entra um valor inicial, sai um valor dado pela função que volta como a nova entrada.




    A iteração de uma função pode ser representada de forma mais geral usando a notação funcional. Seja f uma função e x0 um valor inicial, a sequência de valores gerados pela iteração de f é dada de tal forma que, partindo de um ponto inicial x0, tem-se




    [image: ]




    Feito assim, começando com um ponto inicial x0, a função é aplicada sobre x0 n vezes, podendo também, ser escrito como [image: ], com xn dado pela sequência {x0, x1, x2, ...}, em que x ∈ ℝ e n ∈ ℕ. Dessa forma, a iteração continua indefinidamente ou até que atinja uma determinada condição específica de parada, sempre com base no último valor gerado.




    Em termos computacionais, o processo de iteração unidimensional pode ser feito por diversas maneiras. Quando feito em um laço (loop), independente da linguagem utilizada, a estrutura geral é semelhante em todos os interpretadores e a primeira etapa é definir a função que será iterada. Assim, esta função deve receber um valor como entrada e retornar um novo valor que será usado na próxima iteração. Nesta instância, é necessário declarar as variáveis que serão utilizadas no processo, o que inclui a variável de armazenamento do valor atual, a variável para armazenar o valor anterior e, ainda se necessário, uma variável para controlar o número de iterações. Então, esse processo se desenvolverá até que a condição do laço seja falsa, indicando que um valor final foi atingido, caso contrário o processo continuará infinitamente. Essa é uma técnica útil em programação, pois permite automatizar as tarefas repetitivas e realizar cálculos que muitas vezes são bastante complexos.




    Embora um laço seja uma ferramenta básica, a estrutura do código e a natureza de uma função f((x) permitem realizar as iterações sem a devida necessidade desse tipo de comando. Como opção, escolher entre usar um laço ou atribuir as iterações, de forma manual, depende do contexto e da preferência do programador. Em todo caso, é a partir da contagem de pontos discretos, através de uma função unidimensional, por onde se pode caracterizar alguns tipos de comportamento em classes particulares de sistemas dinâmicos.




    Exemplo 1.1: Ponto fixo estável ou ponto atrator.




    a) Determine o ponto fixo da função: [image: ]




    b) Encontre as trajetórias das órbitas em torno do ponto fixo.




    Solução: a) Um ponto fixo é justamente um ponto x*, que não muda quando a função atua sobre ele, i.e., x* = f(x*). Assim, a equação de um ponto fixo é




    f(x) = x.




    Para a função deste exemplo, tem-se




    [image: ]




    Então,




    f(– 9) = – 9.




    Portanto, um ponto fixo é um número invariante, ou seja, quando a função atua sobre esse ponto, sempre retornará este mesmo número.




    b) As funções categorizam uma classe de elementos matemáticos em situação determinística. Posto que, com a mesma entrada na função, efetuada por várias vezes, obtém-se sempre a mesma saída. À vista disto, esta é uma condição estática que, terminantemente, submetida a uma iteração, torna-se dinâmica, em um loop de feedback. E isto, literalmente, significa assumir um processo de evolução ao longo do tempo.




    Neste sentido, pode-se usar [image: ] como uma sequência de pontos sucessivos igualmente espaçados no tempo discreto. Este é um exemplo de sistema dinâmico, que evolui no tempo de acordo com uma regra imutável bem definida. Em matemática, uma série temporal é uma série de pontos de dados indexados, i.e., pontos listados ou representados graficamente no tempo. Na verdade, uma série temporal é de fato uma sequência, tomada em pontos sucessivos igualmente espaçados e evoluindo no tempo. Assim, para obter esta sequência de dados em tempo discreto, na representação gráfica, isto será feito com uso da programação Python, conforme o Código C101.




    1. # Spyder (Python) - Code C101




    2. # Ponto Fixo e Estabilidade




    3. import matplotlib.pyplot as plt




    4. import numpy as np




    5. n = 10 # iteracões




    6. x = -8 # Ponto inicial




    7. for i in range(1, n+1):




    8. x = (1/3)*x-6




    9. print(“x%i:\t%.5f”%(i, x))




    10. x = -10 # Ponto inicial




    11. for i in range(1, n+1):




    12. x = (1/3)*x-6




    13. print(“x%i:\t%.5f”%(i, x))




    

      

        

          	



          	

            x0 = -8


          



          	

            x0 = -10


          

        




        

          	

            x1


          



          	

            -8.66667


          



          	

            -9.33333


          

        




        

          	

            x2


          



          	

            -8.88889


          



          	

            -9.11111


          

        




        

          	

            x3


          



          	

            -8.96296


          



          	

            -9.03704


          

        




        

          	

            x4


          



          	

            -8.98765


          



          	

            -9.01235


          

        




        

          	

            x5


          



          	

            -8.99588


          



          	

            -9.00412


          

        




        

          	

            x6


          



          	

            -8.99863


          



          	

            -9.00137


          

        




        

          	

            x7


          



          	

            -8.99954


          



          	

            -9.00046


          

        




        

          	

            x8


          



          	

            -8.99985


          



          	

            -9.00015


          

        




        

          	

            x9


          



          	

            -8.99995


          



          	

            -9.00005


          

        




        

          	

            x10


          



          	

            -8.99998


          



          	

            -9.00002


          

        


      

    




    14. t = np.linspace(0, 10, n+1)




    15. xt1 = (-8,-8.66667,-8.88889,-8.96296,




    16. -8.98765,-8.99588,-8.99863,-8.99954,




    17. -8.99985,-8.99995,-8.99998)




    18. plt.plot(t,xt1,’k-o’)




    19. xt2 = (-10,-9.33333,-9.11111,-9.03704,




    20. -9.01235,-9.00412,-9.00137,-9.00046,




    21. -9.00015,-9.00005,-9.00002)




    22. plt.plot(t,xt2,’k-o’)




    23. plt.xlabel(‘Tempo’)




    24. plt.ylabel(‘x(t)’, style=’italic’)




    25. plt.grid(True)




    26. plt.show()




    

      [image: ]

    




    Figura 1.2 – Trajetórias das órbitas em torno do ponto fixo (Atrator).




    A Figura 1.2 mostra uma sequência de pontos representados por uma série que evolui no tempo. Em complemento a isto, as linhas segmentadas foram desenhadas apenas para deixar o visual gráfico mais atraente. Sendo assim, descreve geometricamente uma série temporal, resultada da ação da função sobre dois valores pertencentes ao seu domínio, ou seja, –8 e –10, tidos como condições iniciais. Nesta visualização, a iteração sobre estas duas condições iniciais são vistas em evolução, de forma parametrizada pela variável x(t) no eixo vertical e o tempo no eixo horizontal – o que não significa velocidade, mas a evolução da trajetória que orbita em torno de um ponto, nas t-ésimas iterações. Embora cada um dos valores iniciais tenham sido escolhidos previamente, para a simulação, deve ser observado que, poderia-se usar quaisquer outros valores de entrada em x(t) : ℝ → ℝ. No entanto, para esta categoria de função qualquer escolha levará à mesma convergência de trajetórias que orbitam ao ponto fixo x* = –9. Note-se que este número é o zero da função e, este método geométrico, permite encontrá-lo de maneira diferente de quando é visto pelo gráfico em que x está relacionado a entrada de f(x). Assim, este ponto fixo é classificado com a terminologia de ponto atrator.




    Exemplo 1.2: Ponto fixo instável ou ponto repulsor.




    a) Determine os pontos fixos da função: f(x) = x2.




    b) Encontre as trajetórias das órbitas em torno do ponto fixo instável.




    Solução: a) Um ponto fixo é um número que não muda quando a função atua sobre ele. Então, na iteração em f(x) = x, retornando o mesmo número, tem-se f(0) = 0 e f(1) = 1.




    b) Para identificar se um ponto fixo é estável ou instável, isto pode feito observando-se o comportamento as órbitas em torno deste ponto. Porém, de imediato, é fácil verificar que f(0) é um ponto estável, contudo, falta verificar f(1) e isto é feito com uso do código C102. Então, modela-se xn = f n(x0) com n = 10 iterações, e as condições iniciais são 0,99 e 1,01 para a simulação das trajetórias que orbitam próximo do ponto fixo de valor 1. A partir da representação gráfica em série temporal, pode-se observar o comportamento das orbitas.




    1. # Spyder (Python) - Code C102




    2. # Ponto Fixo e Instabilidade




    3. import matplotlib.pyplot as plt




    4. import numpy as np




    5. n = 10




    6. x = 1.01




    7. for i in range(1, n+1):




    8. x = x**2




    9. print(“x%i:\t%.5f”%(i, x))




    10. x = 0.99




    11. for i in range(1, n+1): 




    12. x = x**2




    13. print(“x%i:\t%.5f”%(i, x))




    

      

        

          	



          	

            x0 = 1.01


          



          	

            x0 = 0.99


          

        




        

          	

            x1


          



          	

            1.02010


          



          	

            0.98010


          

        




        

          	

            x2


          



          	

            1.04060


          



          	

            0.98010


          

        




        

          	

            x3


          



          	

            1.08286


          



          	

            0.92274


          

        




        

          	

            x4


          



          	

            1.17258


          



          	

            0.85146


          

        




        

          	

            x5


          



          	

            1.37494


          



          	

            0.72498


          

        




        

          	

            x6


          



          	

            1.89046


          



          	

            0.52560


          

        




        

          	

            x7


          



          	

            3.57385


          



          	

            0.27625


          

        




        

          	

            x8


          



          	

            12.77238


          



          	

            0.07631


          

        




        

          	

            x9


          



          	

            163.13358


          



          	

            0.00582


          

        




        

          	

            x10


          



          	

            26612.56612


          



          	

            0.00003


          

        


      

    




    14. t = np.linspace(0, 5, 6)




    15. xt1=[1.01,1.02010,1.04060,1.08286,1.17258,1.37494]




    16. xt2=[0.99,0.98010,0.96060,0.92274,0.85146,0.72498]




    17. plt.plot(t,xt1,’k-o’)




    18. plt.plot(t,xt2,’k-o’)




    19. plt.xlabel(‘$t$’)




    20. plt.ylabel(‘$x(t)$’)




    21. plt.grid(True) 




    22. plt.show()




    

      [image: ]

    




    Figura 1.3 – Trajetórias das órbitas em torno de um ponto fixo instável (Repulsor).




    Nesta figura foram usadas somente 5 iterações das 11 mostradas na tabela Então, pode ser observado que, para a condição inicial maior que 1, a trajetória tende para o infinito e para o valor inicial, entre 0 e 1, a trajetória dali afasta e se aproxima do ponto (atrator) zero. Portanto, para f(1) = 1, as duas trajetórias tendem a se afastar deste ponto, para cima ou para baixo, o que caracteriza um ponto de equilíbrio instável. Assim, esta instância é designada pelo termo repulsor.




    Entender qual tipo de comportamento é observado nas trajetórias que orbitam em um sistema dinâmico, permite identificar a categoria de determinado ponto (ou pontos) de equilíbrio. Em geral, ao estudar a dinâmica de um sistema, tem-se como interesse o comportamento estável, uma vez que eventualmente é o que mais se observa. Embora se tenha apresentado dois exemplos bastante simples, em uma classe de sistema designada por funções iteradas, isto permite que se possa conceituar dois tipos de comportamento, a saber, aqueles vindos de pontos fixos estáveis (atratores) e os que provém de pontos instáveis (repulsores). Por certo, a iteração é um processo simples e repetitivo, ao mesmo tempo, capaz de reproduzir alguns resultados que levam a situações inesperadas e inseridas em complexidades. Neste cenário, existem tipos de comportamentos na dinâmica iterativa de sistemas, os quais recaem em caos e este é o roteiro da próxima Seção.




    1.2 Mapa Logístico




    Um sistema dinâmico segue sempre uma regra, muitas vezes regidas por leis determinísticas, em que um conjunto de possíveis estados, dependentes do tempo, determinam o estado presente em termos do estado passado. Neste contexto, um modelo de sistema evolutivo é o de crescimento populacional, conhecido como equação diferencial logística ou modelo de Verhulst, publicado entre 1838 a 1847 pelo matemático belga Pierre François Verhulst (1804 – 1849). Em seu primeiro ensaio de 1938, aparece sob o título Notice sur la Loi que la Population suit dans son Accroissement.




    O modelo logístico, assim denominado por Verhulst, passou a ser popularizado pelo físico e ecologista australiano Robert McCredie May (1938 – 2020) [1]. Por certo, quando explorava a dinâmica de populações em sistemas não lineares, utilizando equações logísticas para ilustrar como uma população pode variar no tempo, dependendo de fatores como a taxa de crescimento e a capacidade de suporte do ambiente. Foi a partir de sua publicação de 1976, que May introduziu o conceito do que veio a ser conhecido como mapa de iteração ou simplesmente mapa logístico.




    Tenha-se como exemplo, a população x(t) de uma espécie, a qual se pretende observar o comportamento a cada período de tempo. Para um período, que pode ser um dia ou uma semana, um ano ou mesmo uma geração, tem-se que f(x(t)) = x(t). Supondo que a população dobra a cada período, i.e., f(x(t)) = 2x(t) → xn+1 = 2xn. Note-se a relação entre t e n. Neste caso, considerando a condição inicial x0 = 2, resulta em x1 = 4, x2 = 8, x3 = 16, e assim sucessivamente. Então, esta população certamente irá se multiplicar de forma geométrica, ou seja, crescerá infinitamente. Ao generalizar esta repetição, cabe substituir cada período por um parâmetro r igual a taxa de crescimento, i.e.,




    f(xn) = rxn → xn+1 = rxn.




    A forma discreta é dada pelo termo de iteração xn+1 que mapeia o crescimento populacional de uma determinada espécie, em n pontos discretos. A variável n representa o tempo discreto, e xn designa a população no tempo n. Esta iteração irá gerar um mapa populacional, tal que a forma algébrica da função iterada f(xn) é a função logística, então, iterada pelos valores de xn. Assim, estas duas recorrências de discretização levam ao mesmo resultado. E na maioria das vezes, nas deduções, a seguir, será usado o mapa logístico.




    Feitas estas considerações, então, se:




    

      [image: ]

    




    A análise deste modelo logístico populacional é similar ao modelo do Exemplo 1.2. Contudo, apresenta característica fora da realidade ao estabelecer que determinada população cresce sem limites, pois, no mundo real, as populações não crescem para sempre por diversos fatores. Mas, em geral, pode-se dizer que este caminho supõe que as condições naturais não exercem influência na população. Portanto, é mais adequado como um indicador de potencial de sobrevivência e de crescimento de uma certa espécie, ao invés de um modelo para mostrar o que realmente ocorre. Em todo caso, a ideia é modificar esta forma logística para levar em conta o fato de haver algum limite que impeça a dominação de uma espécie, observado como acontece na realidade.




    Neste cenário, considere-se adicionar uma quantidade constante L, como limite populacional. Assim, matematicamente, tem-se




    

      [image: ]

    




    Com esta nova versão, ao supor a existência de uma população limite, se x = L, a população acaba, uma vez que f(x) = 0. Porém, no caso de x << L → f(xn) = rxn, a população cresce exponencialmente.




    Exemplo 1.3: Gráfico de xn+1 versus xn no intervalo 0 ≤ xn ≤ L, em que L = 1 e r = 1.




    Solução: A função logística apresenta a forma de uma parábola e seu mapeamento quadrático se estabelece em x(0) = x(1) = 0. Pode-se adiantar que a variação do parâmetro r altera a altura da parábola (r/4), mas deixa a largura inalterada. Em todo caso, o comportamento do sistema é determinado seguindo a órbita de um valor dado pela condição inicial. Assim, todas as condições iniciais eventualmente se estabelecem, em apenas um comportamento da população, entre os três tipos diferentes: estável, periódico e caótico. Gerado com uso do código C103, este gráfico está mostrado na Figura 1.4, em que se fez P = xn+1 e p = Pn.




    1. # Spyder (Python) - Code C103




    2. # Curva com limite L




    3. import numpy as np




    4. import matplotlib.pyplot as plt




    5. p = np.linspace(0,1,300)




    6. r =1




    7. L =1




    8. P = r*p*(1-p/L)




    9. plt.axis([0, 1, 0, 0.3])




    10. plt.plot(p, P, color=’k’)




    11. plt.xlabel(‘’r’$\mathit{P}_n$’)




    12. plt.ylabel(‘’r’$\mathit{P}_{n+1}$’)




    13. plt.grid(True)




    27. plt.show()




    

      [image: ]

    




    Figura 1.4 – Gráfico de Pn+1 com Pn ∈ [0, 1].




    O gráfico da Figura 1.4 mostra a curva de uma função quadrática invertida. Portanto, não representa a trajetória que orbita em torno de um ponto fixo, assim como acontece com as funções iteradas. O eixo vertical mostra o crescimento da população, em um período de sua existência e, quando atingir seu valor máximo, de ¼ em Pn = ½, está destinada a extinção. Por certo, o mais importante é que, agora, há algum fator limitante para a população.




    A forma geral da equação logística é feita pela divisão por L sobre a variável populacional, Pn, de iteração em f(Pn+1), i.e.,
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    Esta expressão pode ser simplificada por [image: ]. Logo,
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    Como resultado, tem-se o que se conhece por mapa logístico. Assim, essa equação não é uma equação polinomial de grau dois, mas sim uma função quadrática, em relação a xn. De modo que, a análise do comportamento dinâmico desta função ao longo de n-iterações, tal como calcular variações entre populações de gerações consecutivas, é obtida por diferenças de primeira ordem.




    Neste ponto, vale destacar que, o primeiro problema envolvendo o método de diferença, o qual se tem registro, foi equacionado pelo matemático italiano Leonardo Fibonacci (1170 – 1250). Além disso, também, foi quem introduziu os numerais hindu-arábicos na Europa. A questão abordada por Fibonacci em seu livro histórico, intitulado Liber Abaci (1202), o qual envolve o método das diferenças, trata sobre a reprodução de coelhos. E, um dos desafios que apresentou é a conhecida sequência numérica que, em sua homenagem, passou a ser denominada por sequência de Fibonacci .




    Retornando ao mapa logístico, o método de diferenças relaciona um valor atual ao seu valor anterior. Embora essa abordagem pareça simples, é importante ressaltar que se trata de uma função não linear, pois envolve o produto de duas funções lineares, i.e., f1(xn) = rxn e  f2(xn) = 1 – xn. Essa não linearidade exige atenção cuidadosa em sua análise. Decerto, esse método iterativo serve como modelo de análise populacional, em que xn representa a razão entre a população real e a população máxima, variando entre 0 e 1, ou seja, 0 ≤ xn ≤ 1. Sendo o parâmetro r um fator positivo que integra tanto a taxa de natalidade quanto a taxa de mortalidade, influenciando diretamente a dinâmica populacional. Neste sentido, para que xn satisfaça suas restrições, é necessário restringir o valor da taxa r. Por exemplo, ao se atribuir um valor específico a r, é possível utilizar esse modelo para determinar se a população irá se extinguir, se estabilizará em um número fixo ou se resultará em uma superpopulação inevitável.




    O próximo passo é testar este processo iterativo e que, a seguir, será usado em vários exemplos numéricos. Em todos os casos, têm-se r ≥ 0 e xn ≥ 0, pois não há interesse em crescimento populacional negativo. Feito assim, o parâmetro de controle r será restrito à faixa 0 ≤ r ≤ 4 [1-2], da mesma maneira que o mapeamento populacional 0 ≤ xn ≤ 1. Observando que, se xn exceder a unidade, a iteração irá divergir para -∞, levando à extinção da população (Figura 1.4).




    Exemplo 1.4: Determine a série temporal da evolução xn, em 50 iterações: a) Para os valores de r correspondentes a 2,8, 3,3, 3,5, mantendo fixa a condição inicial x0 = 0,1; b) Para r = 3,9 com duas condições iniciais x0 = 0,1 e x0’ = 0, 10001.




    Solução: a) Com uso do código C104, a seguir, estes gráficos serão gerados, conforme os valores indicados como entrada.




    1. # Spyder (Python) - Code C104




    2. # Série temporal logística




    3. import numpy as np




    4. import matplotlib.pyplot as plt




    5. t_it = int(input(“Entre com o num de iterações: “))




    6. r = float(input(“Entre com o valor de r: “))




    7. x0= float(input(“Entre com o valor de xo: “))




    8. x=x0+np.zeros(t_it)




    9. for i in range(t_it-1):




    10. x[i+1]=r*(x[i]-x[i]**2)




    11. plt.plot(x, ‘k-o’)




    12. plt.xlabel(‘$t$’)




    13. plt.ylabel(‘$x(t)$’)




    14. plt.grid(True)




    15. plt.show()




    

      [image: ]

    




    Figura 1.5 – Série temporal com r = 2,8.
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    Figura 1.6 – Série temporal com r = 3,3.
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    Figura 1.7 – Série temporal com r = 3,5.




    b) Para este caso, r = 3,9, as linhas de comando, a seguir, devem ser substituídas no código C104, conforme a numeração, i.e.,




    5. t_it = 50




    6. r = 3.9




    7. x1= 0.1 # Condição inicial 1




    8. x2 = 0.10001 # Condição inicial




    9. x1=x1+np.zeros(t_it)




    10. x2=x2+np.zeros(t_it)




    11. for i in range(t_it-1):




    12. x1[i+1]=r*(x1[i]-x1[i]**2)




    13. x2[i+1]=r*(x2[i]-x2[i]**2)




    14. print(x1)




    15. plt.plot(x1, ‘k-o’,label=’0.1’)




    16. plt.plot(x2, ‘b-o’,label=0.10001)




    17. plt.legend(loc=’upper left’, fontsize=8)




    18. plt.xlabel(‘$t$’)




    19. plt.ylabel(‘$x(t)$’)




    20. plt.grid(True) 




    21. plt.show()
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    Figura 1.8 – Série temporal para r = 3,9 com duas condições iniciais.




    Nos gráficos das Figuras 1.5 a 1.7, a coleção de pontos, obtidos em 50 iterações, está representada em série temporal de x(t) versus os valores discretos de tempo. As linhas segmentadas de fato não existem, e foram geradas apenas para efeito de visualização, uma vez que o principal interesse está nos pontos. Sendo assim, nas Figs. 1.5 a 1.7, as trajetórias do crescimento populacional são mapeadas em três situações, e mantidas na condição inicial em x0 = 0.1. Contudo, estes gráficos apresentam mapas acentuadamente diferentes do que está mostrado na Figura 1.8. Decerto, o que se pretende tem como base a observação qualitativa das particularidades do mapeamento logístico e, assim, entender de forma mais clara sob quais condições um sistema não linear populacional unidimensional em estabilidade, pode se tornar caótico [1-2]. Isto reflete, portanto, que o foco deste desenvolvimento está no método de solução qualitativas, feito com a utilização da computação gráfica, por ser mais adequados à dinâmica de um sistema iterativo.




    Com uso do código C104 foram tabelados alguns valores de r, em 0 ≤ r ≤ 3,5, especificados para x0 = 0,1. Embora possa ser qualquer outra condição inicial para x ∈ [0, 1]. Sob esta condição, a variável discreta do mapa logístico deverá se aproximar, periodicamente, de pontos fixos, sejam eles de atração ou não. Assim, estes valores estão relacionados à tendência de cada trajetória até atingir um ponto de estabilidade do sistema. Porém, para os casos 3,0 ≤ r ≤ 3,5, isto acontecerá em ciclos, conforme a tabela a seguir, descritos com 3 dígitos significativos.
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    Os dados desta tabela, reúnem o conjunto de valores de taxa de crescimento relacionados a seus pontos fixos atratores, em que o sistema se estabelece ao longo do tempo. Para qualquer população, submetida a uma taxa de crescimento zero, r = 0, não existirá futura geração, o que não é surpreendente. No caso r = 1, significa que os indivíduos da população sempre são os mesmos e no decorrer do tempo, um por um, irá desaparecer, levando ao mesmo resultado anterior, com crescimento populacional zero. No caso em que r = 1,5, o ponto de estabilidade do sistema, mantém-se em um ponto fixo atrator, no qual 1/3 da população inicial, xn ∈ [0, 1], permanecerá estável ao longo de suas gerações. Para o caso de r = 2,0, tem-se novamente um ponto atrator de estabilidade, agora, em 0,5.




    Ainda com relação a tabela, conforme a Figura 1.5, em r = 2,8, inicialmente, a população sofre leve oscilação de crescimento – fase transitória do sistema –, mas em seguida, estabiliza-se em um estado estacionário, em um único ponto atrator 0,642. Para r = 3,0, a partir de qualquer condição inicial, após a fase transiente acontecem os saltos populacionais. A este salto denomina-se por ciclo de dois períodos, pois, são necessárias duas iterações (período de cada geração) para completar um ciclo, garantindo a permanência entre duas órbitas, com seus respectivos pontos atratores de máximo em 0,650 e de mínimo em 0,682. Nesta mesma sequência, quando r = 3,3, conforme mostrado na Figura 1.6, novamente após a fase transiente do sistema um pouco mais prolongada, rapidamente dá lugar a uma dinâmica periódica, em tempo discreto. Entretanto, as órbitas das trajetórias entram em um ciclo estável, porém, diferente de quando r = 3,0. Mas, entre os pontos 0,823 e 0,479, a população tende a crescer em uma geração e a decrescer na seguinte, repetidamente a cada duas iterações.




    A série temporal da Figura 1.7, com r = 3,5, mostra que a longo prazo a população atinge um ciclo estável que se repete a cada quatro períodos, ou seja, repete-se sequencialmente entre os pontos 0,874 → 0,382 e 0,826 → 0,5. Ao comparar o comportamento dos ciclos mostrados na Figura 1.6, com estes, o ciclo anterior dobrou seu período para um ciclo de quatro períodos. Com o surgimento de ciclos, a partir de r ≥ 3, conforme r aumenta, as duplicações de período, para os ciclos de período 2, 4, em seguida tendem para 8, 16, 32, 128 e assim por diante.




    Neste ponto, vale fazer uma pequena observação sobre a função logística, a qual é dada por f(xn) = rxn(1 – xn). Dessa forma o mapa logístico é definido como xn+1 = f(xn). Isso significa que o valor da população, na próxima iteração (xn+1) é obtido quando se aplica a função f ao valor atual da população (xn). Por conseguinte, pode-se expressar o mapa logístico de maneira iterativa na forma




    xn+m = f m(n).




    Em que m assume valores como 2 , 4, 8, 16, 32, 128, et cetera. Por exemplo, quando m = 2, então, xn+2 = f(f(n)) = f 2(n). Isso indica que, ao iterar a função f duas vezes, obtém-se o valor da população após duas iterações. Então, se qualquer ponto p em um ciclo de período par se repete a cada m iterações, pode-se afirmar que esses pontos satisfazem a relação a p = f m(p).




    À medida que o parâmetro r continua a aumentar, as órbitas do sistema podem passar por uma série de bifurcações, resultando em ciclos de períodos cada vez maiores. Esses ciclos estáveis, que surgem após múltiplas bifurcações, são frequentemente chamados de ciclos limites. Assim, um ciclo limite é um atrator que representa um comportamento periódico do sistema, onde a população oscila entre valores fixos em intervalos regulares.




    No entanto, o comportamento do mapa logístico pode se tornar ainda mais complexo, podendo exibir não apenas ciclos regulares, mas também ciclos de órbitas abertas, as quais são caracterizadas por comportamentos não periódicos e caóticos. Nesta instância, quando a taxa de crescimento é ajustada até a proximidade de r = 3,57, então as duplicações tendem ao infinito. Não importando quantos dígitos significativos, na ordem de 10–3, sejam atribuídos nesta adjacência. A partir de r > 3,57 surgem as janelas aperiódicas em ciclos ímpares, como um tipo de atrator. Com este comportamento caótico, o sistema oscila em torno desta categoria de atrator, sem nunca se repetir ou se estabelecer em um estado estável. Tanto quanto nunca se reproduz no mesmo valor duas vezes, ou seja, sua estrutura passa a ser fractal [3], significando que os mesmos padrões existem em todas as escalas, e também, não importa o quanto for ampliada. Porém, ao se aproximar do valor r = 3,9, mesmo com infinidades de iterações, os ciclos se apresentam não periódicos em infinitas órbitas de forma imprevisível.




    Note-se na Figura 1.8 que o sistema passa a ter sensibilidade à condição inicial. Assim, para pequenas mudanças em x0 podem gerar grandes impactos, esse é o fundamento do que é conhecido por efeito borboleta [4] (Capítulo 5). Dando sequência, entender esse tipo de comportamento, no mapa logístico, é o enredo da próxima Seção.




    1.3 Diagrama de Bifurcação




    O termo bifurcação é o desaparecimento de um equilíbrio estável e o aparecimento simultâneo de dois outros divergindo do mesmo ponto. Assim, neste plano geométrico passam a existir duas cascatas básicas de bifurcações: as bifurcações de duplicação de períodos que surgem em órbitas duplicadas; e, as bifurcações sela-nó, as quais acontecem com o surgimento de pontos fixos ímpares. Com este tipo de padrão, o diagrama de bifurcação é uma ferramentas de cunho qualitativo, utilizado para o estudo do mapa logístico e que se refere à transição do comportamento de um sistema dinâmico. Portanto, segue entre regularidade de órbitas, hora interrompidas em órbitas aperiódicas, mas, continuando novamente em períodos duplicados, até que atinja órbitas de períodos totalmente irregulares ou caóticos.




    A eficácia de utilizar um diagrama de bifurcação está em permitir visualizar, por regiões, o comportamento da estabilidade do sistema em um ponto atrator x*. Nesse contexto, as bifurcações convergem para vários valores de x* em ciclos periódicos, e assim, seguem uma rota para o caos, resultando na aperiodicidade de infinitas órbitas em iterações que podem continuar indefinidamente. Naturalmente, na dinâmica não linear de populações, estas mudanças acontecem com a alteração do parâmetro de controle logístico r, relativo à condição inicial x0. Este estudo será feito através das Figuras geradas pelo código C105, usado como referência.




    1. # Spyder (Python) - Code C105




    2. # Diagrama de bifurcação




    3. import numpy as np




    4. import matplotlib.pyplot as plt




    5. rs = (0, 4) # intervalo de r




    6. prec = 0.0001 # precisao




    7. it = 600 # Numero de iterações




    8. ri = 200 # Numero de pontos em r




    9. x = np.zeros(it)




    10. fig, ax = plt.subplots()




    11. fig.set_size_inches(7, 5)




    12. x[0] = np.random.rand()




    13. for r in np.arange(rs[0], rs[1], prec):




    14. for i in range(it-1):




    15. x[i+1] = r*x[i]*(1-x[i])




    16. ax.plot([r]*ri, x[it-ri:], ‘.k’, markersize=.01)




    17. plt.xlabel(‘$r$’,fontsize=12)




    18. plt.ylabel(‘$x_n$’,fontsize=12)




    19. plt.grid(True)




    20. plt.show()
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    Figura 1.9 – Diagrama de Bifurcação.




    A Figura 1.9 configura-se no ícone do estudo de sistemas caóticos determinísticos [1-2]. Neste diagrama, o eixo vertical corresponde aos valores de xn, da sequência [0,1], enquanto o eixo horizontal tem r ∈ [0,4] sendo um parâmetro de controle e considerado a variável independente. Por certo, esta imagem é a mesma para qualquer valor de condição inicial, x0 ∈ [0,1], inserida na equação do mapa logístico. E, neste caso, manteve-se x0 = 0.1.




    Relativo às Figuras 1.5 a 1.8, foram usados somente quatro valores de r, em 50 iterações (gerações), mostrados separadamente. Desta vez, para mostrar esse modelo logístico com mais clareza, usou-se 10000 fatias de r, com 600 iterações. Isto permite que se visualize os resultados de forma compacta, portanto diferente, e tornando-os bem mais compreensíveis. Mostrando-se, dessa forma, como um diagrama já estabilizado após os transientes, o que ajuda visualizar os atratores do sistema como função do parâmetro r. Assim, na Figura 1.9, tem-se apenas uma resposta para cada valor de r, desde 0 até próximo a 3, em um atrator. A partir daí, inicia-se uma cascata de duplicações de período, dando origem a órbitas estáveis de períodos 2, 4, 8, 16, 32... . Ou seja, todos os períodos em potências de 2, indo até a fronteira de r =3,9. Sendo que, em r = 4, as respostas se tornam infinitamente indefinidas.




    Para a visualização do comportamento da dinâmica do sistema, por regiões, as órbitas de período estável 21, 22, ... 2n são fatiadas em faixas de r1, r2, ..., rn. Posto assim, as Figuras 1.10 e 1.11 foram geradas após algumas modificações no código C105 e implementadas no código C106, para efeito de melhor precisão. Nos gráficos, os rn valores atribuídos ao início (plt.vlines, numeração em cor vermelha) de cada intervalo, correspondente aos ciclos de período 2n, de acordo com [image: ], mostrados na tabela, a seguir.
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    1. # Spyder (Python) - Code C106




    2. # Bifurcação de duplicação




    3. import numpy as np




    4. import matplotlib.pyplot as plt




    5. rs = (3,3.5644) # intervalo de r




    6. prec = 0.0001




    7. it = 20000 # num de iterações




    8. ri = 500 # num de pontos em r




    9. x = np.zeros(it)




    10. fig, ax = plt.subplots()




    11. fig.set_size_inches(7, 5)




    12. x[0] = np.random.rand()




    13. for r in np.arange(rs[0], rs[1], prec):




    14. for i in range(it-1):




    15. x[i+1] = r*x[i]*(1-x[i])




    16. ax.plot([r]*ri, x[it-ri:], ‘.k’, markersize=.01)




    17. plt.xlabel(‘$r$’,fontsize=12)




    18. plt.ylabel(‘$x_n$’,fontsize=12)




    19. plt.grid(True)




    20. plt.locator_params(axis=’x’,nbins=15)




    21. plt.vlines(x=[3,3.4494,3.544,3.5644],ymin=([.3,.3,.3,.3]),




    22. ymax=[1,1,1,1], colors=’r’,ls=’--’,lw=.5)




    23. # local de linha numerada




    24. l1 = np.array((3.00,1))




    25. l2 = np.array((3.4494,1))




    26. l3 = np.array((3.544,1))




    27. l4 = np.array((3.5644,1))




    28. plt.text(l1[0],l1[1],’1’,color=’r’,fontsize=10)




    29. plt.text(l2[0],l2[1],’2’,color=’r’,fontsize=10)




    30. plt.text(l3[0],l3[1],’3’,color=’r’,fontsize=10)




    31. plt.text(l4[0],l4[1],’4’,color=’r’,fontsize=10)




    32. plt.show()
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    Figura 1.10 – 3.0 < r < 3,564; 21 → 23.




    Na Figura 1.10, a fatia vertical, em cor vermelha, acima da taxa de crescimento 3,0, os valores populacionais possíveis se bifurcam em dois caminhos distintos. Portanto, neste diagrama de estado final, ao se verificar a taxa de crescimento 3,2, o sistema oscila entre dois valores de atratores, sendo um em torno de 0,5 e o outro em torno de 0,8. Isto significa que, nesta taxa de crescimento, aplicar a equação de mapa logístico a um desses valores, certamente produzirá o outro. Assim, a partir da taxa de crescimento 3,44949, o diagrama bifurca novamente em quatro novos caminhos e depois em oito com o valor de r = 3,564.




    A continuidade de bifurcações duplicadas, com ciclos de período 23 → 2∞, está mostrada na Figura 1.11 na faixa 3,56 < r < 3,57. Para gerar esta imagem, basta substituir no código C106, a partir da linha 20, usando rs = (3.56, 4) # intervalo de r, as seguintes linhas de comando:




    20. plt.locator_params(axis=’x’,nbins=15)




    21. plt.vlines(x=[3.5644,3.568759,3.569692,3.569891, 3.569934,3.57],




    22. ymin=([0,0,0,0,0,0]),ymax=[1,1,1,1,1,1],colors=’r’,ls=’--’,lw=.5)




    23. l4 = np.array((3.5644,1))




    24. l5 = np.array((3.568759,1))




    25. l6 = np.array((3.569692,1))




    26. l7 = np.array((3.569891,1))




    27. l8 = np.array((3.569934,1))




    28. l9 = np.array((3.57,1))




    29. plt.text(l4[0],l4[1],’4’,color=’r’,fontsize=10)




    30. plt.text(l5[0],l5[1],’5’,color=’r’,fontsize=10)




    31. plt.text(l6[0],l6[1],’6’,color=’r’,fontsize=10)




    32. plt.text(l7[0],l7[1],’7’,color=’r’,fontsize=10)




    33. plt.text(l8[0],l8[1],’8’,color=’r’,fontsize=10)




    34. plt.text(l9[0],l9[1],’∞’,color=’r’,fontsize=11)




    35. plt.show()
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    Figura 1.11 – 3,56 < r < 3.57; 23 → 2∞.




    A Figura 1.11 mostra o início da taxa r = 3,564, em que o sistema oscila sobre oito atratores de carecimento populacional. Quando o parâmetro r = rn for ajustado para frente, o mapa logístico oscilará sobre períodos, 2n, em bifurcação de duplicação convergindo para 2∞, com r → r∞ ≈ 3,57. Nesta proximidade, o mapa torna-se caótico, posto que o atrator muda de um valor finito para uma sequência de valores, em escalas cada vez mais finas, avolumando-se em uma nuvem de pontos. À medida que a imagem é ampliada, pode-se ver a perfeição do caos emergindo em padrões turbilhonantes, ou seja, estranhos e circunvizinhos de ambos os lados, nos quais o sistema se comporta de forma discrepante, em uma mistura de ordem e caos. Este fenômeno leva a uma rota intermitente para o caos e aparece em muitos sistemas não lineares que recaem sobre bifurcações de duplicação de períodos semelhantes. Então, em uma universalidade de estruturas similares [5].




    Conforme, também, pode ser visto na Figura 1.11, a contar desse tempo surgem o aparecimento de clareiras, ou janelas, levando as órbitas atratoras para bifurcações em ciclos ímpares. Isto fica melhor visualizado na Figura 1.12, fazendo-se a substituição, no código C106, a partir da linha 20, usando rs = (3.68, 4) # intervalo de r, pelas seguintes linhas de comando:




    20. plt.locator_params(axis=’x’,nbins=15)




    21. plt.vlines(x=[3.6873,3.702,3.74,3.84],ymin=([0,0,0,0]),ymax=[1,1,1,1],colors=’b’,ls=’--’,lw=1)




    22. # local de linha numerada




    23. l1 = np.array((3.6873,1))




    24. l2 = np.array((3.702,1))




    25. l3 = np.array((3.74,1))




    26. l4 = np.array((3.84,1))




    27. plt.text(l1[0],l1[1],’9’,color=’b’,fontsize=10)




    28. plt.text(l2[0],l2[1],’7’,color=’b’,fontsize=10)




    29. plt.text(l3[0],l3[1],’5’,color=’b’,fontsize=10)




    30. plt.text(l4[0],l4[1],’3’,color=’b’,fontsize=10)




    31. plt.show()
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    Figura 1.12 – 3,68 < r < 4.




    Contanto que, a cada clareira destas órbitas, segue uma sequência de bifurcações adicionais, dadas por




    xn+m = f m (xn).




    Em que, usa-se m = 3, 5, 7, 9, 11, 13, 15 e assim por diante. Desta maneira, cada bifurcação sela-nó de período ímpar permeia o mesmo padrão presente nas órbitas de base 2, em 3×2n, ou seja, aumentando exponencialmente enquanto convergem a um atrator e se convertem em caos, sempre que se estabelecer fora desses limites.




    Seja, portanto, xn+3 = f 3(xn) para 3,84 < r < 3,856.




    1. # Spyder (Python) - Code C107




    2. # Bifurcação 3-ciclos




    3. import numpy as np




    4. import matplotlib.pyplot as plt




    5. it = 5000




    6. rs = np.linspace(3.84, 3.856,20000)




    7. x0= 0.1




    8. x=x0+np.zeros(it)




    9. endcap = np.arange(round(it*.9),it)




    10. for ri in range(len(rs)):




    11. #r = rs[ri]




    12. for i in range(it-1): 




    13. x[i+1]=rs[ri]*x[i]*(1-x[i])




    14. u=np.unique(x[endcap])




    15. r = rs[ri]*np.ones(len(u))




    16. plt.locator_params(axis=’x’)




    17. plt.locator_params(axis=”y”)




    18. plt.ylim(0.44,0.55) 




    19. plt.plot(r,u,’.k’, alpha=.5, ms=.01)




    20. plt.xlabel(‘$r$’)




    21. plt.ylabel(‘$x_n$’)




    22. plt.grid(True)




    23. plt.show()
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    Figura 1.13 – 3,84 < r < 3.856.




    A Figura 1.13 descreve uma amostra miniaturizada, exatamente a mesma da assinatura bifurcal vista na Figura 1.11, para os valores de xn entre 0,4 e 0,6. Se este gráfico for ampliado em inúmeras vezes, continua-se vendo a mesma estrutura e padrões com escalas cada vez mais reduzidas. Porquanto, esta geometria aparecerá bastando apenas alguma pequena reiteração na mesma bifurcação para toda a gama de taxa populacional. Com este itinerário, o mapa logístico mostra um comportamento muito mais abalizado do que quando expresso por equações diferenciais, pois os pontos xn saltam descontinuadamente ao longo de suas órbitas, ao invés vez de fluir de maneira contínua. E isto indica haver uma relação oculta existente entre o diagrama de bifurcação e seus atratores, familiarmente conhecidos como conjunto de Mandelbrot [6]. Os sistemas caóticos evidenciam atratores em que a estrutura quadrática pode ser caracterizada como fractal [7-8].




    1.4 Conjunto de Mandelbrot e o Diagrama de Bifurcação




    O estudo inicial da estrutura fractal deve-se aos matemáticos franceses Gaston Maurice Julia (1893 – 1978) e Pierre Joseph Louis Fatou (1878 – 1929) no início do século XX. As geometrias fractais são estruturas complexas que exibem padrões autorreferentes em diferentes escalas e que são frequentemente gerados por processos iterativos, em que uma regra simples é repetida por diversas vezes. O termo que ficou conhecido por fractal, dado a essa mistura arte e matemática se deve ao matemático francês Benoît Mandelbrot (1924 – 2010), além de sua publicação de 1980 [6]. A grande genialidade de Mandelbrot foi combinar os trabalhos anteriores de Julia, seus estudos sobre distúrbios e o uso do computador, falando pela primeira vez sobre a fractalidade de todos esses fenômenos e obtendo as imagens do conjunto que homenageia seu nome. A partir daí, o conjunto de Mandelbrot se tornou um exemplo clássico de fractal e talvez o objeto da matemática contemporânea mais popular de todos.




    Para o conjunto de Mandelbrot, a correspondência entre os fractais e o diagrama de bifurcação está na base dos conceitos da teoria do caos e sistemas dinâmicos. Dentro deste contexto, ambos os conceitos ilustram a transição de eventos em direção ao caos. Essa correspondência pode ser visualizada de forma mais clara ao entender como parâmetros e dinâmicas de cada sistema se relacionam. Para o diagrama de bifurcação, definindo no plano real, descreve-se o comportamento da função logística [image: ], e à medida que r varia entre 0 a 4, assim, o comportamento da sequência xn muda de uma convergência a um ponto fixo, para ciclos periódicos, e finalmente ao caos. Em contrapartida, o conjunto de Mandelbrot é definido no plano complexo, conforme a sequência
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    As iterações são feitas a partir de z0 = 0. Em que,
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    Para obter a correspondência entre a forma logística iterada e a forma complexa de Mandelbrot, pode-se partir da relação entre r e c. E, isto deve acontecer na interseção com eixo real. Note-se que para r = [1, 4], então, uma opção é dada pela relação




    

      [image: ].

    




    Para r = 1 → c = 1/4 e para r = 4 → c = –2. Estes resultados mostram que esta fórmula não surgiu à toa. Todavia, é importante ressaltar que, na matemática, a dedução de fórmulas e relações muitas vezes envolve uma combinação de intuição, observação e formalização rigorosa. Para este caso, a relação entre os parâmetros, r da equação logística e c do conjunto de Mandelbrot, é um exemplo de uma conexão que pode ser deduzida intuitivamente, a partir das propriedades das duas sequências iterativas. No entanto, também pode ser obtida formalmente.




    Na dedução formal, deve-se considerar a transformação que conecta as duas sequência: [image: ] e [image: ]. Ou seja, uma transformação linear, a qual deve mapear a iteração logística para uma iteração quadrática. Isto pode ser verificado no passo a passo, a seguir: considere a equação logística iterada por [image: ]; defina a expressão [image: ]); agora, substitua na equação logística e ajuste para a forma quadrática. Isto irá mostrar que esta transformação mapeia a iteração logística para a forma quadrática, então, resultando na fórmula que relaciona os parâmetros r e c. O cálculo deste mapeamento, segue no exemplo, com uso do Python,




    1. bifurcations = [1, 3.0, 3.45, 3.83] 




    2. # Obter partes reais correspondentes para o conjunto de Mandelbrot




    3. real_parts = [r/2*(1 - r/2) for r in bifurcations]




    4. # Print dos valores r e c




    5. print(“r =”, bifurcations)




    6. print(“c =”, real_parts)




    r = [1, 3.0, 3.45, 3.83]




    c = [0.25, -0.75, -1.2506250000000003, -1.7522250000000001]




    Em continuação, para provar a validade desta transformação, faz-se
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    Com as devidas substituições:
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    Portanto, tem-se




    

      [image: ]

    




    Esta transformação, confirma que a correspondência entre o conjunto de Mandelbrot (função complexa) e o mapa logístico (função real), não estão apenas relacionadas, mas descrevem a mesma coisa. Além do que, a integridade das propriedades de cada equação são mantidas, e nisto se incluem as órbitas das trajetórias.




    O código C108, compõe o conjunto de Mandelbrot e destaca a linha de interseção do plano complexo com o eixo real, indicando os pontos significativos, inicial e final, no gráfico da estrutura fractal mostrada na Figura 1.14.




    1. # Spyder (Python) - Code C108




    2. # Conjunto de Mandelbrot com Interseção no Eixo Real




    3. import numpy as np




    4. import matplotlib.pyplot as plt




    5. def mandelbrot(c, max_iter):




    6. z = 0




    7. for n in range(max_iter):




    8. if abs(z) > 2:




    9. return n




    10. z = z*z + c




    11. return max_iter




    12. # Configurações do conjunto de Mandelbrot




    13. xmin, xmax, ymin, ymax = -2.5, 2.5, -2.5, 2.5




    14. largura, altura = 800, 800




    15. max_iter = 50




    16. # Gerar o conjunto de Mandelbrot




    17. mandelbrot_set = np.zeros((altura, largura))




    18. for x in range(largura):




    19. for y in range(altura):




    20. c = complex(xmin + (x/largura)*(xmax - xmin),




    21. ymin + (y/altura)*(ymax - ymin))




    22. mandelbrot_set[y, x] = mandelbrot(c, max_iter)




    23. # Gráfico de Mandelbrot




    24. fig, ax = plt.subplots(figsize=(6,6))




    25. ax.imshow(mandelbrot_set, extent=[xmin, xmax, ymin, ymax],




    26. cmap=’cubehelix_r’, aspect=’auto’)




    27. # Linhas verticais no intervalo [-2, 1/4]




    28. ax.axvline(x=-2, color=’r’, ls=’--’, lw=2 ,label=’x = -2’)




    29. ax.axvline(x=0.25, color=’b’, ls=’--’, lw=2 ,label=’x = 1/4’)




    30. circulo = plt.Circle((0,0), 2, color=’g’, fill = False,




    31. ls =’--’, lw=2, label = ‘|$z$|=2’)




    32. ax.add_artist(circulo)




    33. ax.set_xlabel(‘Re[$c$]’, fontsize=14)




    34. ax.set_ylabel(‘Im[$c$]’, fontsize=14)




    35. ax.legend(loc =’upper left’, fontsize=11)




    36. plt.grid(True, alpha=0.3)




    37. plt.show()
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    Figura 1.14 – Conjunto de Mandelbrot em Interseção no Eixo Real.




    Esta figura, mostra que o conjunto de Mandelbrot é descrito no plano complexo, centrado na origem (0, 0) e está envolto a um circulo de raio igual a 2 – a prova deste argumento será feita na sequência deste texto. As linhas verticais em Re(z) = −2 e Re(z) = 1/4 indicam os limites para o parâmetro c. Estas interseções estão relacionadas com o intervalo de r entre 4 a 1. Assim, na sequência [image: ], quando iterada a partir de z0 = 0, tem-se:




    Para r = 4 → c = –2,
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    Como se pode observar, zn apresenta um comportamento que passa a divergir em rápida mudança (limitado vs divergente). Na visualização do conjunto de Mandelbrot, a região próxima a este limite é uma área de transição entre a parte conectada do conjunto (valores para os quais a sequência é limitada) e o exterior para onde a sequência diverge. No diagrama de bifurcação, é o limite superior de r, ou seja, quando atinge o caos total. Sem dúvida, c = −2 situa-se na borda do conjunto, onde qualquer mudança pode influenciar drasticamente o comportamento da sequência.




    Para r = 1 → c = 1/4,
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    Fica evidente que a sequência zn para c = 1/4, a sequência permanece limitada sem divergência abrupta. No diagrama de bifurcação, é o limite inferior, ou seja, quando a taxa r começa a crescer lentamente até atingir a primeira dobra de órbita. Certamente, este valor para c pertence ao grupo de Mandelbrot e está indicado no final da linha pontilhada vertical que corta a reta de interseção, conforme visto na forma geométrica de um cardioide.




    Graficamente o conjunto de Mandelbrot é um conjunto de pontos 𝑐 no plano complexo, para o qual a órbita crítica (órbita de z0 = 0) não tende para o infinito. Em termos computacionais, isto permite que se escreva no algoritmo um parâmetro condicional (linhas de comando 6 a 12), na forma de um raio de escape, e a depender do interesse, pode ser usado como limite para determinar quando a iteração pode parar. Deve-se observar que, no plano complexo (tópico da Seção 4.2) o módulo ∣z∣ de um número complexo z = x + yi, com x e y sendo números reais, é determinado por [image: ]. Posto assim, essa expressão representa a distância do ponto z à origem (0,0) do plano complexo; e, o conjunto de pontos z, é tal que ∣z∣ = 2 forma um círculo de raio igual a 2, centrado na origem. Uma vez que isto ocorre, a iteração passa a produzir valores que caem fora do círculo, a iteração pode parar e fica determinado que o ponto que foi iterado não é um membro do conjunto de Mandelbrot.




    O circulo que aparece na Figura 1.14 pode ser demonstra com base no seguinte argumento [: Se n ∈ ℕ satisfaz a expressão |fn(z)| > 2, então, a órbita de z tende ao infinito. No sentido de estabelecer esta desigualdade, considere-se que f(z) = z2 + c. Assim, se |c| > 2, pode-se escrever |c| = 2 + k, sendo k > 0. Para um ponto z com |z| ≥ |c|, faz-se




    |f(z)| = |z2 + c| ≥ |z2| – |c| ≥ |z2| – |z| = |z|( |z| – 1) = |z|(1+ k).




    Isto implica que |f(z)| > |z|, ou seja, se |z| > 2, então, |f(z)| escapa do círculo de raio 2 no plano complexo. E, ao reiterar |f(z)|, obtém-se




    |fn(z)| ≥ |z|(1+ k)n.




    Portanto, |fn(z)| → ∞ quando n → ∞, satisfaz as hipóteses do argumento.




    Em consequência, o conjunto de Mandelbrot pertence ao interior do círculo de raio 2 no plano complexo. Assim, quando se atribui a cor preta aos pontos c que originam as sequências limitadas e outras cores aos demais pontos, dependendo da rapidez com a qual tendem ao infinito, a representação obtida para o conjunto de Mandelbrot é como mostrado no interior do círculo da Figura 1.14. Tal-qualmente, se |c| > 2, então a órbita crítica de f(z) deve escapar do círculo, resultando no que é conhecido por conjuntos de Julia desconexos. Certamente, existe uma quantidade infinita de conjuntos Julia associados a um mapeamento e, em um caso particular, esses conjuntos são categorizados pela estrutura fractal do conjunto de Mandelbrot.




    O código C109 reproduz o conjunto de Julia na fronteira do conjunto de Mandelbrot.




    1. # Spyder (Python) - Code C109




    2. # Conjunto de Julia na Fronteira de Mandelbrot




    3. import numpy as np




    4. import matplotlib.pyplot as plt




    5. def julia(c, max_iter= 256, size= 2000, zoom=1):




    6. x_largura = 2*zoom




    7. y_altura = 1*zoom




    8. x = np.linspace(-x_largura, x_largura, size)




    9. y = np.linspace(-y_altura, y_altura, size)




    10. X, Y = np.meshgrid(x, y)




    11. Z = X + 1j*Y




    12. output = np.zeros(Z.shape, dtype=int)




    13. mask = np.zeros(Z.shape, dtype=bool)




    14. for n in range(max_iter):




    15. Z[~mask] = Z[~mask]**2 + c




    16. mask = np.abs(Z) > 2




    17. output[~mask] = n




    18. plt.figure(figsize=(8, 6))




    19. plt.imshow(output, extent=[-x_largura, x_largura, -y_altura,




    20. y_altura], cmap=’cubehelix_r’)




    21. plt.xlabel(“Re[c]”, fontsize=12)




    22. plt.ylabel(“Im[c]”, fontsize=12)




    23. plt.grid(True, alpha=0.3)




    24. print(f’Conjunto de Julia para c = {c}’)




    25. plt.show()




    26. # Exemplo para c na fronteira de Mandelbrot




    27. julia(c = -0.8 + 0.125j)




    Conjunto de Julia para c = (-0.8+0.125j)




    

      [image: ]

    




    Figura 1.15 – Conjunto de Julia para c = –0,8 + 0,125i.




    Os conjuntos de Julia e o conjunto de Mandelbrot estão intimamente relacionados, tal que e as estruturas fractais de um podem influenciar a percepção do outro. Então, cabe entender como essa relação funciona, partindo da definição de cada um desses conjuntos. Como já definido, o conjunto de Mandelbrot é o conjunto de todos os valores de c no plano complexo para os quais a sequência{zn} com z0 = 0 não tende para o infinito. Nos conjuntos de Julia, cada ponto c no plano complexo define um conjunto de Julia, que é o conjunto de pontos z no plano complexo cujas órbitas sob a mesma função [image: ] não divergem.




    Em geral, a aparência dos conjuntos de Julia varia significativamente dependendo da posição de c em relação ao conjunto de Mandelbrot. E isto pode ser verificado, no código que gerou a belíssima Figura 1.15, bastando entrar com o valor de c desejado, na última linha deste algoritmo. Portanto, quando c está dentro do conjunto de Mandelbrot, o conjunto de Julia correspondente é conexo, conforme visto na figura, ou seja, é um único, contínuo e totalmente fechado. Contudo, quando c está fora do conjunto de Mandelbrot, então, torna-se desconexo, ou o que é conhecido como poeira de Cantor, consistindo-se de fragmentos isolados. E ainda, devido a estrutura do conjunto de Julia depender do ponto c do conjunto de Mandelbrot, isto implica diretamente que mudanças sutis em c podem levar a mudanças drásticas nesta estrutura. Este fenômeno é a conhecida dependência sensível das condições iniciais e implícita na natureza do desenrolar das bifurcações.




    Efetivamente, tanto o conjunto de Mandelbrot quanto o de Julia, são examinados no plano complexo, mas com focos diferentes. Enquanto o conjunto de Mandelbrot está concentrado em como o parâmetro c afeta a dinâmica de toda a família de funções quadráticas z2 + c, cada conjunto de Julia se concentra na dinâmica resultante de um c específico dentro dessa família. À vista disto, pode surgir a interpretação que o conjunto de Mandelbrot não está no plano dos números complexos z, e que não deixa de ser correto, pois neste plano, o comportamento de z não é examinado diretamente, mas através dos valores c. Todavia, ambos os conjuntos são estudados nesse mesmo contexto, e ainda utilizando-se de diferentes aspectos desse plano para análises distintas.




    O código C110, modela um exemplo da análise proporcionada pelo conjunto de Mandelbrot no plano complexo, mostrado na Figura 1.16, conforme a seguir.




    1. # Spyder (Python) - Code C110




    2. # Conjunto de Mandelbrot e Diagrama de Bifurcação




    3. import numpy as np




    4. import matplotlib.pyplot as plt




    5. # Conjunto de Mandelbrot




    6. def mandelbrot(altura, largura, iteracoes_max):




    7. limites = (-2, 0.8, -1.4, 1.4)




    8. xmin, xmax, ymin, ymax = limites




    9. y, x = np.ogrid[ymin:ymax:altura*1j, xmin:xmax:largura*1j]




    10. c = x + y*1j




    11. z = np.zeros_like(c, dtype=np.complex128)




    12. mapa_divergencia = np.full(c.shape, iteracoes_max, dtype=int)




    13. for i in range(iteracoes_max):




    14. mascara = np.abs(z) < 2




    15. z[mascara] = z[mascara]**2 + c[mascara]




    16. mapa_divergencia[mascara & (np.abs(z) >= 2)] = i




    17. return mapa_divergencia




    18. # Diagrma de Bifurcação ---




    19. def diagrama_bifurcacao(r_val, iteracoes=1000, descartadas=500):




    20. def mapa_logistico(r, x):




    21. return np.clip(r*x*(1 - x), 0, 1) # Intervalo entre 0 e 1




    22. x = np.ones(len(r_val)) * 0.5




    23. pontos_x, pontos_r = [], []




    24. for _ in range(descartadas):




    25. x = mapa_logistico(r_val, x)




    26. for _ in range(iteracoes):




    27. x = mapa_logistico(r_val, x)




    28. pontos_x.extend(x)




    29. pontos_r.extend(r_val)




    30. return np.array(pontos_r), np.array(pontos_x)




    31. # Transformação Não Linear




    32. def escala_bifurcacao(r):




    33. return (r/2)*(1 - (r/2))




    34. # Dados




    35. altura, largura = 2000, 2000




    36. iteracoes_max = 200




    37. imagem_mandelbrot = mandelbrot(altura, largura, iteracoes_max)




    38. r_val = np.linspace(0.9, 4, 1000)




    39. r_val_plot, x_val_plot = diagrama_bifurcacao(r_val)




    40. c_re = escala_bifurcacao(r_val_plot)




    41. # Ajuste de Altura 




    42. y_offset = 0 # Ajuste da posição inicial da bifurcação




    43. y_scale = 1 # Escala da altura do diagrama no gráfico




    44. x_val_plot = y_offset + y_scale * x_val_plot




    45. # Configurações da imagem




    46. fig, ax1 = plt.subplots(figsize=(10, 8))




    47. # Mandelbrot (colormap)




    48. cmap_mandel = plt.get_cmap=plt.cm.prism




    49. ax1.imshow(imagem_mandelbrot, extent=(-2, 0.8, -1.4, 1.4),




    50. cmap=cmap_mandel, origin=’upper’, alpha=0.95)




    51. # Bifurcação (color)




    52. ax1.scatter(c_re, x_val_plot, s=0.01, color=’k’, marker=’o’, alpha=0.1)




    53. ax1.axis(‘off’)




    54. # Ajuste de margens e Plot




    55. plt.subplots_adjust(left=0, right=1, top=1, bottom=0)




    56. plt.show()
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    Figura 1.16 – Ilustração da Conexão entre o Diagrama de Bifurcação Logístico e o Conjunto de Mandelbrot.




    Esta figura mostra a similaridade relativa ao conjunto de Mandelbrot e o diagrama de bifurcação logístico – uma prova visual de como a estrutura fractal e sistemas dinâmicos caóticos estão em auto-sintonia. Com os gráficos sobrepostos, tem-se uma ilustração do que acontece quando o diagrama de bifurcação é rotacionado em 3D, de forma análoga à regra da mão direita de Ampère, seguindo a ponta dos dedos saindo do plano e o polegar indicando o eixo real. Como resultado deste giro, o conjunto fractal aparece naturalmente. E, nesta dinâmica, os pontos no conjunto correspondem a toda sequência de valores no mapeamento logístico, sendo mostrados da esquerda para a direita desde o caos, passando por ciclos periódico até finalmente atingir a convergência a um ponto fixo. Esta transformação alinha os pontos entre o comportamento caótico e as infinidades de bifurcações à medida que r varia, revelando padrões ocultos existentes na conexão entre caos e geometria fractal.




    Em complemento, outra forma de visualizar o comportamento do mapa logístico é conhecida por Cobweb (teia de aranha) ou diagrama de Verhulst. Em geral, esta categoria de diagrama traz uma geometria muito simples, e que pode produzir o comportamento caótico com os valores do parâmetro r. Para isto, como exemplo, pode-se partir da função logística, em que f : [0,1] → ℝ contínua e diferenciável, para todo x ∈ [0,1]. Então, para um determinado valor do parâmetro r, traça-se uma linha diagonal f(x) = x e uma curva f(x) = rx(1 − x), mantidas no mesmo gráfico. A partir daí, conecta-se cada ponto, xn, sobre a diagonal e cada xn+1 sobre a curva. Na sequência, cada xn na curva é conectado à linha diagonal por uma linha horizontal e cada xn+1 por uma linha vertical. Desta maneira, cada valor de pontos sobre a curva, indicará o valor da próxima iteração de xn+1.




    O código, a seguir, reproduz quatro gráficos para a equação logística iterada por [image: ], em bifurcations = [1, 3.0, 3.45, 3.83] e com r relacionado aos valores usados para traçar as linhas (vlines) em cor verde, conforme mostrados na Figura 1.17.




    1. # Spyder (Python) - Code C111




    2. # Cobweb




    3. import numpy as np




    4. import matplotlib.pyplot as plt




    5. def logistic_map(r, x):




    6. return r*x*(1 - x)




    7. def cobweb_plot(r, ax, x0=0.1, n_iterations=1000):




    8. # Valores para a linha y = x




    9. x = np.linspace(0, 1, 400)




    10. ax.plot(x, x, ‘k--’, lw=1, label=’$y=x$’)




    11. # Calcular a função logística




    12. x = np.linspace(0, 1, 400)




    13. ax.plot(x, logistic_map(r, x), ‘k’, lw=1, label=’$f(x) = rx(1-x)$’)




    14. # Iterar a partir do ponto inicial x0




    15. y = x0




    16. for _ in range(n_iterations):




    17. y1 = logistic_map(r, y)




    18. ax.plot([y, y], [y, y1], ‘g’, lw=.5)




    19. ax.plot([y, y1], [y1, y1], ‘g’, lw=.5)




    20. y = y1




    21. # Configurações gráficas




    22. ax.set_xlim(0, 1)




    23. ax.set_ylim(0, 1)




    24. ax.set_xlabel(‘$x_n$’, fontsize = 12)




    25. ax.set_ylabel(‘$x_{n+1}$’, fontsize = 12)




    26. ax.grid(True, linestyle=’--’, alpha=0.7) 




    27. # Incluir valor de r no gráfico




    28. ax.text(0.5,0.05,f’$r$={r}’,fontsize=11,transform= ax.transAxes)




    29. ax.legend(loc=’upper left’)




    30. # Valores de r




    31. r_values = [1, 3.0, 3.45, 3.83]




    32. # Subplots




    33. fig, axes = plt.subplots(2, 2, figsize=(12, 12))




    34. axes = axes.flatten()




    35. # Gerar gráficos cobweb para cada valor de r




    36. for r, ax in zip(r_values, axes):




    37. cobweb_plot(r, ax)




    38. plt.tight_layout()




    39. plt.show()
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    Figura 1.17 – Gráficos Cobweb para r = [1, 3.0, 3.45, 3.83].




    O gráfico Cobweb é uma ferramenta visual útil para entender o comportamento de funções iterativas e a dinâmica de pontos fixos. Neste gráfico, um ponto fixo estável corresponde a uma espiral interna, levando-as a se aproximar desse ponto; enquanto um ponto fixo instável é externo, repelindo as orbitas próximas e fazendo com que se afastem do referido ponto. A linha diagonal y = x é crucial, pois os pontos onde essa linha cruza o gráfico da função são os pontos fixos. Os pontos acima da diagonal tendem a se mover para baixo, e os pontos abaixo tendem a se mover para cima, indicando a natureza estável ou instável. Desse modo, uma órbita de período dois é representada por um retângulo, alternando entre dois pontos fixos. Por outro lado, para ciclos de período maior produzem formas complexas, como loops fechados que representam a repetição de mais de dois valores. Assim, um padrão caótico é caracterizado por uma área preenchida, indicando que existem infinitos valores não repetidos. Este comportamento é muitas vezes sensível a condições iniciais, resultando em trajetórias aparentemente aleatórias.




    O gráfico Cobweb tradicionalmente é aplicado à função logística para visualizar a dinâmica iterativa, especialmente em relação à bifurcação e ao comportamento caótico. Contudo, o conceito de um gráfico Cobweb pode ser estendido para o conjunto de Mandelbrot, e isso requer certa interpretação diferente, uma vez que o conjunto de Mandelbrot não é uma função iterativa simples como a logística, mas sim um conjunto complexo definido por iterações de funções quadráticas complexas. Embora não seja algo tão complicado, quando considera-se a utilização de recursos computacionais, este tema não será, aqui, abordado.




    1.5 Constante de Feigenbaum e Universalidade




    A universalidade matemática do mapeamento logístico, apresenta-se na estrutura de sistemas muito diferentes, mas, de forma bem parecidas [8]. No final da década de 1970, o físico e matemático norte-americano Mitchell Feigenbaum (1944 – 2019) observou haver uma proporção ordinária entre as larguras das bifurcações, escaladas por dobras de período. Embora Feigenbaum originalmente somente relacionasse as bifurcações de duplicação de período com o mapa logístico, também mostrou que este é o resultado de um fenômeno universal, ou seja, de rota em duplicação de período ao caos – conhecida como constantes de Feigenbaum. Posto que existem leis universais, as quais regem a transição do comportamento regular para o caótico, confirmadas por experimentos reais em sistemas independentes. Um relato bastante completo sobre Feigenbaum e a descoberta genial de suas constantes universais está registrada no belíssimo livro Caos: a incrível ciência do imprevisível por J. Gleick [4].




    Especificamente, as constantes de Feigenbaum estão relacionadas aos intervalos entre as fronteiras estabelecidas por um parâmetro de controle que, qualitativamente, satisfaz
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    Sendo,
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    Diferentemente do valor de um ponto, que depende do fator de escala, a constante de Feigenbaum resulta o mesmo valor, porém, específico para certos tipos de funções. Isto significa existir semelhanças entre diagramas de bifurcação, os quais são restritos às funções que, dentro de si mesma, apresentam um único máximo quadrático, como está mostrado no gráfico da Figura 1.4. Portanto, esse número é uma propriedade básica de todas essas funções.




    Exemplo 1.5: Mostre que a constante de Feigenbaum para o mapa de iteração da equação logística, [image: ], tende para um valor de 𝛿 = 4,6692016...




    Solução: Considere, a sequência de valores de r, [image: ], conforme mostrados anteriormente, em tabela. Então, faz-se
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    E, assim por diante, até atingir 𝛿 = universal. Para n muito grande, a distância entre transições sucessivas encolhe por um fator constante. Portanto, a constante de Feigenbaum é o limite quando n se aproxima do infinito da razão entre a largura de cada intervalo de bifurcação para a próxima entre cada duplicação de período. A tabela, a seguir, mostra parte desta sequência, cujo valor final converge para o número de Feigenbaum.
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            3,569945672...
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    Os exemplos, a seguir, para o mapa cúbico, senoidal e exponencial seguem a escala normal de Feigenbaum e correspondem ao conjunto de bifurcações que atingem o caos via bifurcação de duplicação de período.




    Exemplo 1.6: Diagrama de bifurcações da função cúbica, dado pela expressão, f(x) = rx2(1− x) .




    Solução: O gráfico mostrado na Figura 1.4 é a curva de uma função quadrática invertida. Porém, não representa a trajetória que orbita em torno de um ponto fixo. Contanto que, esta mesma correspondência é vista, agora, com um fator limitante sobre a população para a função cúbica, conforme a Figura 1.18, gerada pelo código, a seguir.




    1. # Spyder (Python) - Code C112




    2. # Função cúbica




    3. import numpy as np




    4. import matplotlib.pyplot as plt




    5. def cubic(r, x):




    6. return r* x**2* (1 - x)




    7. x = np.linspace(0, 1)




    8. fig, ax = plt.subplots(1, 1)




    9. fig.set_size_inches(7, 4)




    10. ax.plot(x, cubic(2, x), ‘k’)




    11. plt.xlabel(‘$x$’)




    12. plt.ylabel(‘$f(x)$’)




    13. plt.grid(True)




    14. plt.show()
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    Figura 1.18 – Gráfico de f(x) = rx2(1− x) com x ∈ [0, 1].




    Na Figura 1.18, se xn exceder a unidade, a iteração irá divergir para −∞. Quando comparada com o gráfico da Figura 1.4, as duas curvas são suaves e apresentam um único pico, entretanto, este tem uma forma assimétrica. O próximo passo é gerar o diagrama de bifurcação em um processo iterativo. O parâmetro de controle r será restrito à faixa entre 0,5 ≤ r ≤ 6,5, da mesma maneira que o mapeamento populacional entre 0 ≤ xn ≤ 1.




    . # Spyder (Python) - Code C113




    2. # Diagr de bifurc da função cúbica




    3. import numpy as np




    4. import matplotlib.pyplot as plt




    5. rs = (0.5,6.5) # intervalo de r




    6. prec = 0.0005 # preisao




    7. it = 600 # num de iter




    8. ri = 200 # num de pontos em r




    9. x = np.zeros(it)




    10. fig, ax = plt.subplots()




    11. fig.set_size_inches(7, 5)




    12. x[0] = np.random.rand()




    13. for r in np.arange(rs[0], rs[1], prec):




    14. for i in range(it-1):




    15. x[i+1] = r*(x[i]*x[i])*(1-x[i])




    16. ax.plot([r]*ri, x[it-ri:],’.k’, markersize=0.01)




    17. plt.ylim(-.1,1) 




    18. plt.xlabel(‘$r$’,fontsize=12)




    19. plt.ylabel(‘$x_n$’,fontsize=12)




    20. plt.grid(True)




    21. plt.show()
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    Figura 1.19 – Diagrama de bifurcação da função cúbica.




    A Figura 1.19 mostra o diagrama de bifurcação para a equação cúbica, com as mesma características gerais do mapa logístico, mas, com pequenas diferenças. Note-se que, devido a assimetria da curva, aparentemente, existe uma lacuna no intervalo 0 ≤ xn ≤ 4, em r = 4. Na verdade, o que acontece, deve-se a um pequeno problema na modelagem destes tipos de gráficos: quanto maior a precisão, perde-se na visualização. Com uso código C114, modela-se este intervalo para 3,9 < r < 4,1, mantendo menor precisão para gerar esses pontos, conforme evidenciado na Figura 1.20.




    1. # Spyder (Python) - Code C114




    2. # Pontos relativos à Fig. 1.19




    3. import numpy as np




    4. import matplotlib.pyplot as plt




    5. def cubic():




    6. rs = []




    7. xs = []




    8. r = np.linspace(3.9,4.1, 1000)




    9. for r in r:




    10. x = 0.5




    11. for iterations in range(1001):




    12. x = r*x*x*(1-x)




    13. if iterations > 100:




    14. rs.append(r)




    15. xs.append(x)




    16. fig, ax = plt.subplots()




    17. fig.set_size_inches(7, 4)




    18. plt.plot(rs, xs,’.k’, markersize=.5)




    19. plt.xlabel(‘$r$’,fontsize=12)




    20. plt.ylabel(‘$x_n$’,fontsize=12)




    21. plt.grid(True)




    22. cubic()
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    Figura 1.20 – Pontos relacionados à Figura 1.19.




    Exemplo 1.7: Diagrama de bifurcações dado pelo mapa logístico da expressão, [image: ].




    Solução: O mesmo procedimento numérico feito anteriormente, será usado nos códigos C115 e C116. Como resultado, são geradas os gráficos, da função seno e seu respectivo diagrama de bifurcação, mostrados nas Figs. 1.21 e 1.22.




    1. # Spyder (Python) - Code C115




    2. # Função seno




    3. import numpy as np




    4. import matplotlib.pyplot as plt




    5. x = np.linspace(0, 2, 300)




    6. y = np.sin(np.pi*x/2)




    7. fig, ax = plt.subplots(1, 1)




    8. fig.set_size_inches(7, 4)




    9. plt.axis([0, 2, 0, 1])




    10. plt.plot(x, y, color=’k’)




    11. plt.xlabel(‘$x$’)




    12. plt.ylabel(‘$f(x)$’)




    13. plt.grid(True)




    14. plt.show()
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    Figura 1.21 – Gráfico de [image: ] | x ∈ [0, 2].




    1. # Spyder (Python) - Code C116




    2. # Diagrama de bifurcação da função seno




    3. import numpy as np




    4. import matplotlib.pyplot as plt




    5. rs = (0, 2) # intervalo de r




    6. prec = 0.0001# preisao




    7. it = 600 # num de iter




    8. ri = 200 # num de pontos em r




    9. x = np.zeros(it)




    10. fig, ax = plt.subplots()




    11. fig.set_size_inches(7, 5)




    12. x[0] = np.random.rand()




    13. for r in np.arange(rs[0], rs[1], prec):




    14. for i in range(it-1):




    15. x[i+1] = r*np.sin(x[i]*np.pi/2)




    16. ax.plot([r]*ri, x[it-ri:],’.k’, markersize=.01)




    17. plt.ylim(0, 2) 




    18. plt.xlabel(‘$r$’, fontsize=12)




    19. plt.ylabel(‘$x_n$’,fontsize=12)




    15. plt.grid(True)




    16. plt.show()
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    Figura 1.22 – Diagrama de bifurcação de [image: ].




    Exemplo 1.8: Diagrama de bifurcações dado pelo mapa da expressão, [image: ].




    Solução: C117 → Figura 1.23 e C118 → Figura 1.24.




    1. # Spyder (Python) - Code C117




    2. # Função seno




    3. import math




    4. import numpy as np
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