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1Capítulo 1

PRIMEROS CONCEPTOS EN ANÁLISIS MULTIVARIANTE DE DATOS
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1.1  INTRODUCCIÓN AL ANÁLISIS MULTIVARIANTE
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Cuando los investigadores disponen de muchas variables medidas u observadas en una colección de individuos habitualmente muy numerosa, pretende estudiarlas conjuntamente, y acude al Análisis Multivariante de Datos. Se encuentra frente a una diversidad de técnicas y debe seleccionar la más adecuada a sus datos pero, sobre todo, a su objetivo científico. 

El investigador tendrá que considerar si asigna a todas sus variables una importancia equivalente, es decir, si ninguna variable se destaca como dependiente principal en el objetivo de la investigación. Si es así, porque maneja simplemente un conjunto de diversos aspectos observados y coleccionados en su muestra, puede acudir para su tratamiento en bloque a lo que podría llamarse técnicas multivariantes descriptivas o del análisis de la interdependencia (técnicas de aprendizaje no supervisado en el lenguaje moderno del Machine Learning). 

Si no fuera científicamente aceptable una importancia equivalente en las variables que maneja, porque alguna variable se destaca como dependiente principal en el objetivo de la investigación, habrá de utilizar técnicas multivariantes predictivas o del análisis de la dependencia (técnicas de aprendizaje supervisado en el lenguaje moderno del Machine Learning) considerando la variable dependiente como variable explicada por las demás variables independientes explicativas, y tratando de relacionar todas las variables por medio de una posible ecuación o modelo que las ligue. El método elegido sería entonces la Regresión, generalmente con todas las variables cuantitativas. Si la variable dependiente fuera cualitativa dicotómica (1,0; sí o no) podrá ser utilizada como clasificadora, estudiando su relación con el resto de variables clasificativas a través de un Modelo Lineal Generalizado. Si la variable dependiente cualitativa observada constatara la asignación de cada individuo a grupos previamente definidos (dos, o más de dos), puede ser utilizada para clasificar nuevos casos en que se desconozca el grupo a que probablemente pertenecen, en cuyo caso estamos ante técnicas como los Árboles de Decisión, las Redes Neuronales, Vecino más cercano (kNN) o Naive Bayes, que resuelven el importante problema de asignación en función de un perfil cuantitativo de variables clasificativas. 



	[image: ]

	 
	[image: ]





[image: ]


1.2  CLASIFICACIÓN DE LAS TÉCNICAS DESDE LA ÓPTICA DEL MACHINE LEARNING 
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Una panorámica más completa de las técnicas de análisis multivariante de datos desde la óptica moderna del Machine Learning sería la siguiente:

[image: Escala de tiempo

El contenido generado por IA puede ser incorrecto.]

Este libro desarrolla las técnicas multivariantes predictivas o del análisis de la dependencia (técnicas de aprendizaje supervisado en el lenguaje moderno del Machine Learning) y más concretamente las técnicas de clasificación desde un punto de vista metodológico y desde un punto de vista práctico con aplicaciones a través del software Python. Se profundiza en las siguientes técnicas: Modelos Lineales Generalizados (Logit, Probit, Recuento y otros), Árboles de Decisión, Análisis Discriminante, Vecino más cercano (kNN), Support Vector Machine (SVM), Naive Bayes, Métodos de ensamblado (Bagging, Boosting, Voting, Stacking, Blending y Random Forest), Redes Neuronales, Perceptrón Multicapa, Redes de Base Radial, Redes de Hopfield, Redes LSTM, Redes Recurrentes RNN, Redes GRU y Redes Neuronales para Predicción de Series Temporales. Estas técnicas son un apoyo fundamental para el desarrollo de la Inteligencia Artificial.

2Capítulo 2

MODELOS LINEALES GENERALIZADOS. MODELOS DE ELECCIÓN DISCRETA: MODELOS LOGIT, PROBIT Y RECUENTO
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2.1  ​​APRENDIZAJE SUPERVISADO: modelo LINEAL GENERALIZADO
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El modelo lineal generalizado amplía el modelo lineal general, de manera que la variable dependiente “y” está relacionada linealmente con los factores y las covariables mediante una determinada función de enlace g: [image: ].

Si µi = E[yi] entonces ηi= g(ui) = xi’β

2.1.1  ​​Elementos de un modelo lineal generalizado:


	Se supone que las variables respuesta, y1,...,yn, siguen una distribución común miembro de la familia exponencial.


	Un conjunto de variables explicativas, x1,...,xp, y de parámetros β0,β1,...,βp definidos como sigue:


[image: ]

	Una función de enlace monótona g tal que


[image: ]

donde µi = E[yi].

También podemos escribir el modelo lineal generalizado como:

[image: ]

Además, el modelo permite que la variable dependiente tenga una distribución no normal. El modelo lineal generalizado cubre los modelos estadísticos más utilizados, como la regresión lineal para las respuestas distribuidas normalmente, modelos logísticos para datos binarios, modelos loglineales para datos de recuento, modelos log-log complementario para datos de supervivencia censurados por intervalos, además de muchos otros modelos estadísticos a través de la propia formulación general del modelo.

La posibilidad de especificar una distribución específica para la variable dependiente que no sea la normal y la posibilidad de especificar una función de enlace que no sea la identidad, es la principal mejora que aporta el modelo lineal generalizado respecto al modelo lineal general. Si la distribución de la variable dependiente es normal y la función de enlace es la identidad estamos ante el mdelo lineal general.
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2.2  ​​MODELOS DE VARIABLE DEPENDIENTE LIMITADA Y RECUENTO: LOGIT, PROBIT, POISSON Y BINOMIAL NEGATIVA
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Los modelos de elección discreta predicen directamente la probabilidad de un suceso que tien dos o mas posibilidades de ocurrencia. Como los valores de una probabilidad están entre cero y uno, las predicciones realizadas con los modelos de elección discreta deben estar acotadas para que caigan en el rango entre cero y uno. El modelo general que cumple esta condición tiene la forma funcional:

[image: ]

Se observa que si F es la función de distribución de una variable aleatoria, entonces P varía entre cero y uno.

En el caso particular en que la función F es la función logística estaremos ante el modelo Logit o Regresión Logística, cuya forma funcional será la siguiente:

[image: ]

Se observa que:
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Por lo tanto, el modelo logit también se puede expresar en la forma:

[image: ]

La función de enlace resulta ser [image: ]que se denomina función de enlace logit y pertenece a la familia binomial.

En el caso particular en que la función F es la función de distribución de una normal unitaria estaremos ante el modelo Probit, cuya forma funcional será la siguiente:

[image: ]

Tenemos:

[image: ]

Por lo tanto, el modelo logit también se puede expresar en la forma:

[image: ]

siendo [image: ] la función de distribución de una normal (0,1).

La función de enlace resulta ser [image: ] que se denomina función de enlace probit y que también petenece a la familia binomial.

Pr otra parte, los modelos de datos de recuento son los que tienen como variable dependiente una variable discreta que toma un conjunto de valores  enteros no negativos finito o infinito numerable. Los modelos de regresión de Poisson y Binomial Negativa son los más habituales de este tipo.

El modelo de regresión de Poisson supone que cada yi es una realización de una variable aleatoria con distribución de Poisson de parámetro λ y que este parámetro está relacionado con el vector de regresores xi. La ecuación básica del modelo es:

[image: ]

La formulación de λ más habitual es logaritmo-lineal, es decir:

Ln(λ) = βX  ⇔ λ = exp(βX)

Por lo tanto la función de enlace es Ln(λ) denominada función de enlace log (logarítmica) y que pertenece a la famila de Poisson.

El modelo de regresión Binomial Negativa supone que cada yi es una realización de una variable aleatoria con distribución Binomial Negativa de parámetros μ y k. La función de probabilidad de esta distribución es:

[image: ]

y = 0,1,2,...


Se tiene que

[image: ]



El parámetro  1/k es un parámetro de dispersión, de modo que si 1/k → 0 entonces Var(Y ) → µ y la distribución binomial negativa converge a una distribución de Poisson.

Por otro lado, para un valor fijo de k esta distribución pertenece a la familia exponencial natural, de modo que se puede definir un modelo GLM binomial negativo. En general, se usa una función de tipo logaritmo.
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2.3  ​​DISTRIBUCIONES DE LA FAMILIA EXPONENCIAL
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La variable aleatoria y se dice que es miembro de la familia exponencial de distribuciones si su función de densidad de probabilidad, f(y;θ), puede expresarse como:

[image: ]

Si a(y) = y, la distribucion anterior se dice estar en su forma canónica y a b(θ) se le llama el parametro natural de la distribucion.

Sea y variable aleatoria con función de densidad de probabilidad f(y,θ) miembro de la familia exponencial. Entonces, utilizando la parametrzación natural, podemos escribir:

[image: ]

donde θ es el parámetro natural o canónico de localización y φ el parámetro de dispersión.

A continuación se presenta un esquema que muestra los elementos de las diferentes distribuciones pertenecientes a la familia exponencial en términos de la densidad de probabilidad general de una variable aleatoria de la familia exponencial de distribuciones

[image: ]

Para cada una de estas distribuciones se puede definir un Modelo Lineal General perteneciente a la famila de la Distribución y con función de enlace θ.


2.4  ​​MODELOS DE ELECCIÓN DISCRETA



La expresión funcional del modelo de análisis de la regresión múltiple es [image: ]. La regresión múltiple admite la posibilidad de trabajar con variables dependientes discretas en vez de continuas para permitir la modelización de fenómenos discretos. Cuando la variable dependiente es una variable discreta que refleja decisiones individuales en las que el conjunto de elección está formado por alternativas separadas y mutuamente excluyentes estamos ante los modelos de elección discreta. Cuando la variable dependiente es discreta y toma sólo un número pequeño de valores no tiene sentido tratarla como si fuera una variable continua y suele interesar caracterizar la probabilidad de que un agente tome una determinada decisión discreta, condicional a los valores de ciertas variables explicativas. Estas funciones de distribución que caracterizan probabilidades para cada valor de las variables explicativas suelen ser no lineales y no suelen tener solución analítica por lo que suele ser necesario recurrir a métodos numéricos. Los modelos de elección discreta en los que el conjunto de elección tiene sólo dos alternativas posibles se llaman modelos de elección binaria. Cuando el conjunto de elección tiene varios valores discretos nos encontramos ante los modelos de elección múltiple o modelos multinomiales. 

Los modelos de elección discreta se denominan modelos de datos de recuento cuando los valores de la variable dependiente discreta son números que no reflejan categorías. En caso de que los valores numéricos de la variable dependiente discreta reflejen categorías, los modelos se denominan modelo de elección discreta categóricos, y suelen clasificarse en modelos de elección discreta categóricos ordenados (los valores numéricos no tienen significado cuantitativo y reflejan un orden de categorías) y modelos de elección discreta categóricos no ordenados (los valores numéricos reflejan únicamente categorías).


2.5  ​​MODELOS DE ELECCIÓN DISCRETA BINARIA



Dentro de los modelos de elección discreta en los que el conjunto de elección tiene sólo dos alternativas posibles mutuamente excluyentes, consideraremos el modelo lineal de probabilidad, el modelo Logit y el modelo Probit.


2.5.1  ​​Modelo MLP (Modelo lineal de probabilidad) 




Partimos del modelo de regresión lineal habitual:






[image: ]

una de cuyas hipótesis es: 

[image: ]

lo que nos lleva a escribir el modelo como:

[image: ]

Pero en el caso de los modelos de elección discreta en los que el conjunto de elección tiene sólo dos alternativas posibles mutuamente excluyentes, Y es una variable aleatoria de Bernouilli de parámetro p, lo que nos permite escribir:

[image: ]

Estamos ahora ante el modelo lineal de probabilidad, donde, por ejemplo, β1 mide la variación en la probabilidad de “éxito” (Y = 1) ante una variación unitaria en X1 (con todo lo demás constante).

Como Y es una variable aleatoria de Bernouilli:

[image: ]




Tenemos entonces:
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para cada observación V(ui) = pi(1-pi) ya que Y es una variable aleatoria de Bernouilli.





Estamos entonces ante un modelo con heteroscedasticidad porque la varianza del error no es constante, ya que para cada valor de X1,...,Xk, la varianza del error tiene un valor diferente (V(u) no constante). Además, Y es una variable de Bernouilli, con lo que tampoco se cumple la hipótesis de normalidad. Ello obliga a estimar estos modelos por un método alternativo a mínimos cuadrados ordinarios, por ejemplo, utilizando estimadores máximo verosímiles o mínimos cuadrados generalizados.
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