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Résumé


Les métaheuristiques et leurs applications


Les ingénieurs, les économistes, les décideurs se heurtent quotidiennement, quel que soit leur secteur d’activité, à des problèmes d’optimisation. Il peut s’agir de minimiser un coût de production, d’optimiser le parcours d’un véhicule ou le rendement d’un portefeuille boursier, de rationaliser l’utilisation de ressources, d’améliorer les performances d’un circuit électronique, de fournir une aide à la décision à des managers, etc.


Cet ouvrage présente une famille de techniques d’optimisation, appelées « métaheuristiques », adaptées à la résolution de problèmes pour lesquels il est difficile de trouver un optimum global ou de bons optimums locaux par des méthodes plus classiques.


Un ouvrage de référence illustré d’études de cas


La première partie de l’ouvrage présente les principales métaheuristiques : recuit simulé, recherche avec tabous, recherche à voisinages variables, méthode GRASP, algorithmes évolutionnaires, fourmis artificielles et essaims particulaires.


La deuxième partie décrit différentes variantes et extensions de ces méthodes, ainsi que de nouvelles voies de recherche. Y sont également proposés des conseils méthodologiques : techniques de modélisation, comparaisons de méthodes et choix de la méthode la mieux adaptée à un problème donné.


La troisième partie présente trois études de cas réels : optimisation de systèmes logistiques, optimisation de tournées de véhicules et gestion de trafic aérien.


À qui s’adresse ce livre ?


• Aux élèves ingénieurs et étudiants en mathématiques appliquées, algorithmique, recherche opérationnelle, gestion de production, économie et finance, aide à la décision, etc.


• Aux ingénieurs, enseignants-chercheurs, informaticiens, industriels, économistes et décideurs ayant à résoudre des problèmes complexes d’optimisation et d’aide à la décision.
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Avant-propos


Introduction


Les ingénieurs et les décideurs sont confrontés quotidiennement à des problèmes de complexité grandissante, qui surgissent dans des secteurs techniques très divers, comme dans la recherche opérationnelle, la conception de systèmes mécaniques, le traitement des images, et tout particulièrement en électronique (C.A.O. de circuits électriques, placement et routage de composants, amélioration des performances ou du rendement de fabrication de circuits, caractérisation de schémas équivalents, apprentissage de bases de règles floues ou de réseaux de neurones…). Le problème à résoudre peut souvent s’exprimer comme un problème d’optimisation : on définit une fonction objectif, ou fonction de coût (voire plusieurs), que l’on cherche à minimiser ou à maximiser par rapport à tous les paramètres concernés. La définition du problème d’optimisation est souvent complétée par la donnée de contraintes : tous les paramètres des solutions retenues doivent respecter ces contraintes, faute de quoi ces solutions ne sont pas réalisables. Nous nous intéressons dans ce livre à un groupe de méthodes, dénommées métaheuristiques ou méta-heuristiques, comprenant notamment la méthode du recuit simulé, les algorithmes évolutionnaires, la méthode de recherche avec tabous, les algorithmes de colonies de fourmis… apparues, à partir des années 1980, avec une ambition commune : résoudre au mieux les problèmes dits d’optimisation difficile.


Nous verrons que les métaheuristiques reposent largement sur un ensemble commun de principes, qui permettent de concevoir des algorithmes de résolution ; les regroupements divers de ces principes conduisent ainsi à une grande variété de métaheuristiques.


Optimisation “difficile”


On distingue en réalité deux types de problèmes d’optimisation : les problèmes “discrets” et les problèmes à variables continues. Pour fixer les idées, citons deux exemples. Parmi les problèmes discrets, on trouve le célèbre problème du voyageur de commerce : il s’agit de minimiser la longueur de la tournée d’un “voyageur de commerce”, qui doit visiter un certain nombre de villes, avant de retourner à la ville de départ. Un exemple classique de problème continu est celui de la recherche des valeurs à affecter aux paramètres d’un modèle numérique de processus, pour que ce modèle reproduise au mieux le comportement réel observé. En pratique, on rencontre aussi des “problèmes mixtes”, qui comportent à la fois des variables discrètes et des variables continues.


Cette différenciation est nécessaire pour cerner le domaine de l’optimisation difficile. En effet, deux sortes de problèmes reçoivent, dans la littérature, cette appellation, non définie strictement (et liée, en fait, à l’état de l’art en matière d’optimisation) :


– certains problèmes d’optimisation discrète, pour lesquels on ne connaît pas d’algorithme exact polynomial (c’est-à-dire dont le temps de calcul est proportionnel à Nn, où N désigne le nombre de paramètres inconnus du problème, et n est une constante entière). C’est le cas, en particulier, des problèmes dits “NP-difficiles”, pour lesquels on conjecture qu’il n’existe pas de constante n telle que le temps de résolution soit borné par un polynôme de degré n.


– certains problèmes d’optimisation à variables continues, pour lesquels on ne connaît pas d’algorithme permettant de repérer un optimum global (c’est-à-dire la meilleure solution possible) à coup sûr et en un nombre fini de calculs.


Des efforts ont longtemps été menés, séparément, pour résoudre ces deux types de problèmes. Dans le domaine de l’optimisation continue, il existe ainsi un arsenal important de méthodes classiques dites d’optimisation globale [Berthiau et al. 01], mais ces techniques sont souvent inefficaces si la fonction objectif ne possède pas une propriété structurelle particulière, telle que la convexité. Dans le domaine de l’optimisation discrète, un grand nombre d’heuristiques, qui produisent des solutions proches de l’optimum, ont été développées ; mais elles ont pour la plupart été conçues spécifiquement pour un problème donné.


L’arrivée des métaheuristiques marque une réconciliation des deux domaines : en effet, elles s’appliquent à toutes sortes de problèmes discrets et peuvent s’adapter aussi aux problèmes continus. Ces méthodes ont en commun, en outre, les caractéristiques suivantes :


– elles sont, au moins pour partie, stochastiques : cette approche permet de faire face à l’explosion combinatoire des possibilités ;


– généralement d’origine discrète, elles ont l’avantage, décisif dans le cas continu, d’être directes, c’est-à-dire qu’elles ne recourent pas au calcul, souvent problématique, des gradients de la fonction objectif ;


– elles sont inspirées par des analogies : avec la physique (recuit simulé, diffusion simulée…), avec la biologie (algorithmes évolutionnaires, recherche avec tabous…) ou avec l’éthologie (colonies de fourmis, essaims particulaires…) ;


– elles partagent aussi les mêmes inconvénients : les difficultés de réglage des paramètres de la méthode et le temps de calcul élevé.


Ces méthodes ne s’excluent pas mutuellement : en effet, dans l’état actuel de la recherche, il est le plus souvent impossible de prévoir avec certitude l’efficacité d’une méthode donnée, quand elle est appliquée à un problème donné. De plus, la tendance actuelle est l’émergence de méthodes hybrides, qui s’efforcent de tirer parti des avantages spécifiques d’approches différentes en les combinant. On peut enfin souligner une autre richesse des métaheuristiques : elles se prêtent à toutes sortes d’extensions. Citons, en particulier :





– l’optimisation multi-objectif [Collette et al. 02], où il s’agit d’optimiser simultanément plusieurs objectifs contradictoires ;


– l’optimisation multimodale, où l’on s’efforce de repérer tout un jeu d’optimums globaux ou locaux ;


– l’optimisation dynamique, qui fait face à des variations temporelles de la fonction objectif ;


– le recours à des implémentations parallèles.


Ces contextes particuliers requièrent, de la part des méthodes de résolution, des propriétés spécifiques qui ne sont pas présentes dans toutes les métaheuristiques. Nous reviendrons sur ce sujet, qui offre un moyen de guider l’utilisateur dans le choix d’une métaheuristique. Le réglage et la comparaison des métaheuristiques sont souvent effectués empiriquement, en exploitant des jeux de fonctions analytiques de test, dont les minimums globaux et locaux sont connus. Nous donnons, à titre d’exemple, en figure 1, l’allure de l’une de ces fonctions de test.
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FIGURE 1 – Allure de la fonction de test F6. (a) représentation à une dimension dans le domaine [–100, 100], (b) représentation à deux dimensions dans le domaine [–10, 10].





Source de l’efficacité des métaheuristiques


Pour faciliter l’exposé, prenons un exemple simple de problème d’optimisation : celui du placement des composants d’un circuit électronique. La fonction objectif à minimiser est la longueur des connexions et les inconnues — encore appelées “variables de décision” — sont les emplacements des composants du circuit. L’allure de la fonction objectif de ce problème peut être schématiquement représentée comme sur la figure 2, en fonction de la “configuration” : chaque configuration est un placement particulier, associé à un choix de valeur pour chacune des variables de décision. Notons que dans tout le livre — sauf mention contraire explicite — on cherchera de même à minimiser un objectif. Lorsque l’espace des configurations possibles présente une structure aussi tourmentée, il est difficile de repérer le minimum global c*. Nous expliquons ci-dessous l’échec d’un algorithme itératif “classique”, avant de commenter la démarche fructueuse des métaheuristiques.


Piégeage d’un algorithme itératif “classique” dans un minimum local


Le principe d’un algorithme classique d’“amélioration itérative” est le suivant : on part d’une configuration initiale c0, qui peut être choisie au hasard, ou bien — par exemple dans le cas du placement d’un circuit électronique — qui peut être celle d’un concepteur. On essaie alors une modification élémentaire, souvent appelée “mouvement” (par exemple, on permute deux composants choisis au hasard, ou bien on translate l’un d’entre eux), et l’on compare les valeurs de la fonction objectif, avant et après cette modification. Si le changement conduit à une diminution de la fonction objectif, il est accepté et la configuration c1 obtenue, qui est “voisine” de la précédente, sert de point de départ pour un nouvel essai. Dans le cas contraire, on revient à la configuration précédente, avant de faire une autre tentative. Le processus est itéré jusqu’à ce que toute modification rende le résultat moins bon. La figure 2 montre que cet algorithme d’amélioration itérative (désigné aussi sous les termes de méthode classique, ou méthode de descente) ne conduit pas, en général, au minimum absolu, mais seulement à un minimum local cn, qui constitue la meilleure des solutions accessibles compte tenu de l’hypothèse initiale.
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FIGURE 2 – Allure de la fonction objectif d’un problème d’optimisation difficile en fonction de la “configuration”.





Pour améliorer l’efficacité de la méthode, on peut, bien entendu, l’appliquer plusieurs fois, avec des conditions initiales différentes choisies arbitrairement, et retenir comme solution finale le meilleur des minimums locaux obtenus ; cependant, cette procédure augmente sensiblement le temps de calcul de l’algorithme, et ne garantit pas de trouver la configuration optimale c*. L’application répétée d’une méthode de descente est particulièrement inefficace lorsque le nombre de minimums locaux croît exponentiellement avec la taille du problème.


Capacité des métaheuristiques à s’extraire d’un minimum local


Pour surmonter l’obstacle des minimums locaux, une autre idée s’est montrée très fructueuse, au point qu’elle est à la base de toutes les métaheuristiques dites de voisinage (recuit simulé, méthode tabou) : il s’agit d’autoriser, de temps en temps, des mouvements de remontée, autrement dit d’accepter une dégradation temporaire de la situation, lors du changement de la configuration courante. C’est le cas si l’on passe de cn à c′n (voir figure 2). Un mécanisme de contrôle des dégradations — spécifique à chaque métaheuristique — permet d’éviter la divergence du procédé. Il devient dès lors possible de s’extraire du piège que représente un minimum local, pour partir explorer une autre “vallée” plus prometteuse. Les métaheuristiques “distribuées” (telles que les algorithmes évolutionnaires) ont elles aussi des mécanismes permettant la sortie d’une solution particulière hors d’un “puits” local de la fonction objectif. Ces mécanismes (comme la mutation dans les algorithmes évolutionnaires) affectant une solution viennent, dans ce cas, seconder le mécanisme collectif de lutte contre les minimums locaux, que représente le contrôle en parallèle de toute une “population” de solutions.


Principe des métaheuristiques les plus répandues


La méthode du recuit simulé (Simulated Annealing)


S. Kirkpatrick et ses collègues étaient des spécialistes de physique statistique (qui s’intéressaient précisément aux configurations de basse énergie de matériaux magnétiques désordonnés, regroupés sous le terme de verres de spin). La détermination numérique de ces configurations posait de redoutables problèmes d’optimisation, car le “paysage d’énergie” d’un verre de spin présente une multitude de vallées de profondeurs inégales ; il est analogue au “paysage” de la figure 2. S. Kirkpatrick et al. [Kirkpatrick et al. 83] (et indépendamment V. Cerny [Cerny 85]) ont proposé de traiter ces problèmes en s’inspirant de la technique expérimentale du recuit utilisée par les métallurgistes pour obtenir un état solide “bien ordonné”, d’énergie minimale (en évitant les structures “métastables”, caractéristiques des minimums locaux d’énergie). Cette technique consiste à porter le matériau à haute température, puis à abaisser lentement celle-ci. À titre d’illustration, nous représentons sur la figure 3 l’effet de la technique du recuit, et celui de la technique opposée de la trempe, sur un système formé d’un ensemble de particules.


La méthode du recuit simulé transpose le procédé du recuit à la résolution d’un problème d’optimisation : la fonction objectif du problème, analogue à l’énergie d’un matériau, est alors minimisée, moyennant l’introduction d’une température fictive, qui est, dans ce cas, un simple paramètre de contrôle de l’algorithme.







[image: image]


FIGURE 3 – Comparaison des techniques du recuit et de la trempe.





En pratique, la technique exploite l’algorithme de Metropolis, qui permet de décrire le comportement d’un système en “équilibre thermodynamique” à une certaine température T : partant d’une configuration donnée (par exemple, un placement initial de tous les composants), on fait subir au système une modification élémentaire (par exemple, on translate un composant, ou on échange deux composants) ; si cette transformation a pour effet de diminuer la fonction objectif (ou énergie) du système, elle est acceptée ; si elle provoque au contraire une augmentation ∆E de la fonction objectif, elle peut être acceptée tout de même, avec la probabilité [image: image]. On itère ensuite ce procédé, en gardant la température constante, jusqu’à ce que l’équilibre thermodynamique soit atteint, concrètement au bout d’un nombre “suffisant” de modifications. On abaisse alors la température, avant d’effectuer une nouvelle série de transformations : la loi de décroissance par paliers de la température est souvent empirique, tout comme le critère d’arrêt du programme.


L’organigramme de l’algorithme du recuit simulé est schématisé sur la figure 4. Lorsqu’il est appliqué au problème du placement de composants, le recuit simulé opère une transformation désordre-ordre, qui est représentée de manière imagée sur la figure 5. On peut aussi visualiser quelques étapes de cette mise en ordre en appliquant la méthode au placement de composants sur les noeuds d’une grille (voir figure 6).





Les inconvénients du recuit simulé résident d’une part dans les “réglages”, comme la gestion de la décroissance de la température ; de “bons” réglages relèvent souvent du savoir-faire de l’utilisateur. D’autre part, les temps de calcul peuvent devenir très importants, ce qui a conduit à des parallélisations de la méthode. En revanche, la méthode du recuit simulé a l’avantage d’être souple vis-à-vis des évolutions du problème et facile à implémenter. Elle a donné d’excellents résultats pour nombre de problèmes, le plus souvent de grande taille.
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FIGURE 4 – Organigramme de l’algorithme du recuit simulé.
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FIGURE 5 – Transformation désordre-ordre réalisée par le recuit simulé appliqué au placement de composants électroniques.
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FIGURE 6 – Évolution du système à diverses températures T, en partant d’une configuration arbitraire : L désigne la longueur totale de connexions.








La méthode de recherche avec tabous (Tabu Search)


La méthode de recherche avec tabous, ou simplement recherche tabou ou méthode tabou, a été formalisée en 1986 par F. Glover [Glover 86]. Sa principale particularité tient dans la mise en œuvre de mécanismes inspirés de la mémoire humaine. La méthode tabou prend, sur ce plan, le contre-pied du recuit simulé, totalement dépourvu de mémoire, et donc incapable de tirer les leçons du passé. En revanche, la modélisation de la mémoire introduit de multiples degrés de liberté, qui s’opposent — de l’avis même de l’auteur [Glover et al. 97a] — à toute analyse mathématique rigoureuse de cette méthode. Le principe de base de la méthode tabou est simple : comme le recuit simulé, elle fonctionne avec une seule “configuration courante” à la fois (au départ, une solution quelconque), qui est actualisée au cours des “itérations” successives. À chaque itération, le mécanisme de passage d’une configuration, soit s, à la suivante, soit t, comporte deux étapes :


– on construit l’ensemble des voisins de s, c’est-à-dire l’ensemble des configurations accessibles en un seul mouvement élémentaire à partir de s (si cet ensemble est trop vaste, on applique une technique de réduction de sa taille : par exemple, on a recours à une liste de candidats, ou on extrait aléatoirement un sous-ensemble de voisins de taille fixée) ; soit V (s) l’ensemble (ou le sous-ensemble) de ces voisins ;


– on évalue la fonction objectif f du problème en chacune des configurations appartenant à V (s). La configuration t, qui succède à s dans la suite de solutions construite par la méthode tabou, est la configuration de V (s) en laquelle f prend la valeur minimale. Notons que cette configuration t est adoptée même si elle est moins bonne que s, i.e. si f(t) > f(s) : c’est grâce à cette particularité que la méthode tabou permet d’éviter le piégeage dans les minimums locaux de f.


Telle quelle, la procédure précédente est inopérante, car il y a un risque important de retourner à une configuration déjà retenue lors d’une itération précédente, ce qui engendre un cycle. Pour éviter ce phénomène, on tient à jour et on exploite, à chaque itération, une liste de mouvements interdits, la “liste de tabous” ou “liste tabou” : cette liste — qui a donné son nom à la méthode — contient m mouvements (t → s), qui sont les inverses des m derniers mouvements (s → t) effectués. L’organigramme de cet algorithme dit “tabou simple” est représenté sur la figure 7.


L’algorithme modélise ainsi une forme rudimentaire de mémoire, la mémoire à court terme des solutions visitées récemment. Deux mécanismes supplémentaires, nommés intensification et diversification, sont souvent mis en œuvre pour doter aussi l’algorithme d’une mémoire à long terme. Ces processus n’exploitent plus la proximité dans le temps d’événements particuliers, mais plutôt la fréquence de leur occurrence, sur une période plus longue.


L’intensification consiste à approfondir l’exploration de certaines régions de l’espace des solutions, identifiées comme particulièrement prometteuses. La diversification est au contraire la réorientation périodique de la recherche d’un optimum vers des régions trop rarement visitées jusqu’ici.
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FIGURE 7 – Organigramme de l’algorithme tabou simple.





Pour certains problèmes d’optimisation, la méthode tabou a donné d’excellents résultats ; en outre, sous sa forme de base, la méthode comporte moins de paramètres de réglage que le recuit simulé, ce qui la rend plus simple d’emploi. Cependant, les divers mécanismes annexes, comme l’intensification et la diversification, apportent une notable complexité.


Les algorithmes génétiques (Genetic Algorithms) et les algorithmes évolutionnaires (Evolutionary Algorithms)


Les algorithmes évolutionnaires (AEs) sont des techniques de recherche inspirées par l’évolution biologique des espèces, apparues à la fin des années 1950 [Fraser 57]. Parmi plusieurs approches [Holland 62] [Fogel et al. 66] [Rechenberg 65], les algorithmes génétiques (AGs) en constituent certainement l’exemple le plus connu, à la suite de la parution en 1989 du célèbre livre de D. E. Goldberg [Goldberg 89] : Genetic Algorithms in Search, Optimization and Machine Learning (voir en [Goldberg 94] la traduction française). Les méthodes évolutionnaires ont d’abord suscité un intérêt limité, du fait de leur important coût d’exécution. Mais elles connaissent, depuis vingt ans, un développement considérable, grâce à l’augmentation vertigineuse de la puissance des calculateurs, et notamment suite à l’apparition des architectures massivement parallèles, qui exploitent leur “parallélisme intrinsèque” (voir par exemple [Cohoon et al. 91], pour une application au placement de composants). Le principe d’un algorithme évolutionnaire se décrit simplement. Un ensemble de N points dans un espace de recherche, choisis a priori au hasard, constitue la population initiale ; chaque individu x de la population possède une certaine performance, qui mesure son degré d’adaptation à l’objectif visé : dans le cas de la minimisation d’une fonction objectif f, x est d’autant plus performant que f(x) est plus petit. Un AE consiste à faire évoluer progressivement, par générations successives, la composition de la population, en maintenant sa taille constante. Au cours des générations, l’objectif est d’améliorer globalement la performance des individus ; on essaie d’obtenir un tel résultat en mimant les deux principaux mécanismes qui régissent l’évolution des êtres vivants, selon la théorie de C. Darwin :


– la sélection, qui favorise la reproduction et la survie des individus les plus performants,


– et la reproduction, qui permet le brassage, la recombinaison et les variations des caractères héréditaires des parents, pour former des descendants aux potentialités nouvelles.


En pratique, une représentation doit être choisie pour les individus d’une population. Classiquement, un individu pourra être une liste d’entiers pour des problèmes combinatoires, un vecteur de nombres réels pour des problèmes numériques dans des espaces continus, une chaîne de nombres binaires pour des problèmes booléens, ou pourra même combiner ces représentations dans des structures complexes, si le besoin s’en fait sentir. Le passage d’une génération à la suivante se déroule en quatre phases : une phase de sélection, une phase de reproduction (ou de variation), une phase d’évaluation des performances et une phase de remplacement. La phase de sélection désigne les individus qui participent à la reproduction. Ils sont choisis, éventuellement à plusieurs reprises, a priori d’autant plus souvent qu’ils sont performants. Les individus sélectionnés sont ensuite disponibles pour la phase de reproduction. Celle-ci consiste à appliquer des opérateurs de variation sur des copies des individus sélectionnés pour en engendrer de nouveaux ; les opérateurs les plus utilisés sont le croisement (ou recombinaison), qui produit un ou deux descendants à partir de deux parents, et la mutation, qui produit un nouvel individu à partir d’un seul individu (voir un exemple en figure 8). La structure des opérateurs de variation dépend étroitement de la représentation choisie pour les individus. Les performances des nouveaux individus sont ensuite évaluées, durant la phase d’évaluation, à partir des objectifs fixés. Enfin, la phase de remplacement consiste à choisir les membres de la nouvelle génération : on peut, par exemple, remplacer les individus les moins performants de la population par les meilleurs individus produits, en nombre égal. L’algorithme est interrompu après un certain nombre de générations, selon un critère d’arrêt à préciser. Nous avons représenté en figure 9 le principe d’un algorithme évolutionnaire.
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FIGURE 8 – Exemples d’opérateurs de croisement et de mutation, dans le cas d’individus représentés par des chaînes de 8 nombres binaires.
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FIGURE 9 – Principe d’un algorithme évolutionnaire.








Parce qu’ils manipulent une population d’instances de solutions, les algorithmes évolutionnaires sont particulièrement indiqués pour proposer un jeu de solutions diverses, quand une fonction objectif comporte plusieurs optimums globaux. Ainsi, ils peuvent fournir un échantillon de solutions de compromis, lors de la résolution de problèmes comportant plusieurs objectifs, éventuellement contradictoires. Ces possibilités sont plus particulièrement évoquées au chapitre 10.


Les algorithmes de colonies de fourmis (Ant Colony Algorithms)


Cette approche, due à Colorni, Dorigo et Maniezzo [Colorni et al. 91], s’efforce de simuler la capacité collective de résolution de certains problèmes, observée chez une colonie de fourmis, dont les membres sont pourtant individuellement dotés de facultés très limitées. Apparues sur terre il y a quelque 100 millions d’années, les fourmis sont en effet l’une des espèces les plus prospères : 10 millions de milliards d’individus, répartis partout sur la planète : leur poids total est du même ordre de grandeur que celui des humains ! Le succès de cette espèce soulève de nombreuses questions. En particulier, les entomologistes ont analysé la collaboration qui s’établit entre les fourmis pour aller chercher de la nourriture à l’extérieur de la fourmilière ; il est remarquable que les fourmis suivent toujours le même chemin et que ce chemin soit le plus court possible. Cette conduite est le résultat d’un mode de communication indirecte, via l’environnement : la “stigmergie”. Chaque fourmi dépose, le long de son chemin, une substance chimique, dénommée “phéromone” ; tous les membres de la colonie perçoivent cette substance et orientent préférentiellement leur marche vers les régions les plus “odorantes”.


Il en résulte notamment la faculté collective de retrouver rapidement le plus court chemin, si celui-ci se trouve obstrué fortuitement par un obstacle (voir figure 10). En s’inspirant de la modélisation de ce comportement, Dorigo et al. ont proposé un nouvel algorithme pour la résolution du problème du voyageur de commerce. Depuis ces travaux, la démarche a été étendue à beaucoup d’autres problèmes d’optimisation, combinatoires ou mêmes continus.


Les algorithmes de colonies de fourmis possèdent plusieurs caractéristiques intéressantes ; mentionnons notamment le parallélisme intrinsèque élevé, la flexibilité (une colonie de fourmis est capable de s’adapter à des modifications de l’environnement), la robustesse (une colonie est apte à maintenir son activité si quelques individus sont défaillants), la décentralisation (une colonie n’obéit pas à une autorité centralisée) et l’auto-organisation (une colonie trouve d’elle-même une solution, qui n’est pas connue à l’avance). Cette démarche paraît de ce fait particulièrement indiquée pour les problèmes distribués par nature, susceptibles d’évolution dynamique, ou qui requièrent une forte tolérance aux pannes. À ce stade de développement de ces algorithmes, la transposition à chaque problème d’optimisation ne va cependant pas de soi : elle doit faire l’objet d’un traitement spécifique, plus ou moins ardu…
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FIGURE 10 – Faculté d’une colonie de fourmis de retrouver le plus court chemin, obstrué fortuitement par un obstacle.


1. Des fourmis réelles suivent un chemin entre le nid et une source de nourriture.


2. Un obstacle survient sur le chemin, les fourmis choisissent de tourner à gauche ou à droite, avec des probabilités égales ; la phéromone est déposée plus rapidement sur le chemin le plus court.


3. Toutes les fourmis ont choisi le chemin le plus court.





Autres métaheuristiques


Variantes ou non des plus connues, elles sont légion. Nous renvoyons le lecteur intéressé aux chapitres 8 et 9 de ce livre et à trois ouvrages : [Reeves 95], [Saït et al. 99] et [Pham et al. 00] ; chacun d’eux est consacré à plusieurs métaheuristiques.


Extensions des métaheuristiques


Nous passons en revue quelques-unes des extensions, qui ont été proposées pour faire face à des particularités de l’optimisation.


Adaptation aux problèmes à variables continues


Ces problèmes, de loin les plus courants en ingénierie, intéressent moins les informaticiens… Les métaheuristiques, d’origine combinatoire, ont cependant été pour la plupart adaptées au cas continu, ce qui suppose notamment le recours à une stratégie de discrétisation des variables : le pas de discrétisation doit s’adapter en cours d’optimisation, pour garantir à la fois la régularité de la progression vers l’optimum et la précision du résultat. Nos propositions relatives au recuit simulé, à la méthode tabou et aux algorithmes génétiques sont décrites dans [Siarry et al. 97], [Chelouah et al. 00b] et [Chelouah et al. 00a].





Optimisation multi-objectif


De plus en plus de problèmes exigent la considération simultanée de plusieurs objectifs contradictoires. Il n’existe pas, dans ce cas, un optimum unique ; on cherche, en revanche, une gamme de solutions “optimales au sens de Pareto”, qui forment la “surface de compromis” du problème considéré. Ces solutions peuvent être soumises à l’arbitrage final de l’utilisateur. Les principales méthodes d’optimisation multi-objectif (exploitant, ou non, une métaheuristique) et quelques applications, notamment en télécommunication, ont été présentées dans l’ouvrage [Collette et al. 02] paru chez Eyrolles, dans la même collection que ce livre, en octobre 2002.


Les méthodes hybrides


Le succès rapide des métaheuristiques est dû aux difficultés rencontrées par les méthodes classiques d’optimisation dans les problèmes complexes d’ingénierie. Après le triomphalisme des débuts des tenants de telle ou telle métaheuristique, l’heure est venue de faire un bilan réaliste et d’accepter la complémentarité de ces nouvelles méthodes entre elles, ainsi qu’avec d’autres approches : d’où l’émergence actuelle de méthodes hybrides (voir par exemple [Renders et al. 96]).


Optimisation multimodale


Il s’agit cette fois de déterminer tout un jeu de solutions optimales, au lieu d’un optimum unique. Les algorithmes évolutionnaires sont particulièrement bien adaptés à cette tâche, de par leur nature distribuée. Les variantes de type “multipopulation” exploitent en parallèle plusieurs populations, qui s’attachent à repérer des optimums différents.


Parallélisation


De multiples modes de parallélisation ont été proposés pour les différentes métaheuristiques. Certaines techniques se veulent générales ; d’autres, en revanche, tirent parti de particularités du problème. Ainsi, dans les problèmes de placement de composants, les tâches peuvent être réparties naturellement entre plusieurs processeurs : chacun d’eux est chargé d’optimiser une zone géographique donnée et des informations sont échangées périodiquement entre processeurs voisins (voir par exemple [Sechen 88] et [Wong et al. 88]).





Place des métaheuristiques dans une classification des méthodes d’optimisation


Pour tenter de récapituler les considérations précédentes, nous proposons en figure 11 une classification générale des méthodes d’optimisation mono-objectif, déjà publiée dans [Collette et al. 02]. On retrouve, dans ce graphe, les principales distinctions opérées plus haut :


– on différencie, en premier lieu, l’optimisation combinatoire de l’optimisation continue ;


– pour l’optimisation combinatoire, on a recours aux méthodes approchées, lorsqu’on est confronté à un problème difficile ; dans ce cas, le choix est parfois possible entre une heuristique “spécialisée”, entièrement dédiée au problème considéré, et une métaheuristique ;


– pour l’optimisation continue, on sépare sommairement le cas linéaire (qui relève notamment de la programmation linéaire) du cas non linéaire, où l’on retrouve le cadre de l’optimisation difficile ; dans ce cas, une solution pragmatique peut être de recourir à l’application répétée d’une méthode locale qui exploite, ou non, les gradients de la fonction objectif. Si le nombre de minimums locaux est très élevé, le recours à une méthode globale s’impose : on retrouve alors les métaheuristiques, qui offrent une alternative aux méthodes classiques d’optimisation globale, celles-ci requérant des propriétés mathématiques restrictives de la fonction objectif ;


– on peut différencier les métaheuristiques “de voisinage”, qui font progresser une seule solution à la fois (recuit simulé, recherche tabou…), et les métaheuristiques “distribuées”, qui manipulent en parallèle toute une population de solutions (algorithmes génétiques…) ;


– enfin, les méthodes hybrides associent souvent une métaheuristique et une méthode locale. Cette coopération peut prendre la simple forme d’un passage de relais entre la métaheuristique et la technique locale, chargée d’affiner la solution. Mais les deux approches peuvent aussi être entremêlées de manière plus complexe.


Applications des métaheuristiques


Les métaheuristiques sont désormais d’un emploi courant dans tous les secteurs de l’ingénierie, à tel point qu’il n’est pas possible de dresser ici un inventaire des applications. Plusieurs exemples seront décrits dans les chapitres consacrés aux différentes métaheuristiques. En outre, la dernière partie de ce livre est consacrée à la présentation détaillée de trois études de cas, dans les domaines des systèmes logistiques, des tournées de véhicules et du trafic aérien.
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FIGURE 11 – Classification générale des méthodes d’optimisation mono-objectif.





Un sujet ouvert : le choix d’une métaheuristique


Cette présentation ne doit pas éluder la principale difficulté à laquelle est confronté l’ingénieur, en présence d’un problème d’optimisation concret : celui du choix d’une méthode “efficace”, capable de produire une solution “optimale” — ou de qualité acceptable — au prix d’un temps de calcul “raisonnable”. Face à ce souci pragmatique de l’utilisateur, la théorie n’est pas encore d’un grand secours, car les théorèmes de convergence sont souvent inexistants, ou applicables sous des hypothèses très restrictives. En outre, le réglage “optimal” des divers paramètres d’une métaheuristique, qui peut être préconisé par la théorie, est souvent inapplicable en pratique, car il induit un coût de calcul prohibitif. En conséquence, le choix d’une “bonne” méthode, et le réglage des paramètres de celle-ci, font généralement appel au savoir-faire et à l’“expérience” de l’utilisateur, plutôt qu’à l’application fidèle de règles bien établies. Les efforts de recherche en cours, par exemple sur l’analyse des “paysages d’énergie”, ou sur la mise au point d’une taxinomie des méthodes hybrides, visent à remédier à cette situation, périlleuse à terme pour la crédibilité des métaheuristiques… Nous tenterons néanmoins d’ébaucher, dans le chapitre 12 de ce livre, une technique d’aide à la sélection d’une métaheuristique.


Plan de l’ouvrage


L’ouvrage comporte trois parties.


La première partie est consacrée à la présentation détaillée des métaheuristiques les plus répandues :


– la méthode du recuit simulé ;


– la recherche tabou ;


– la recherche à voisinages variables ;


– la méthode GRASP ;


– les algorithmes évolutionnaires ;


– les fourmis artificielles ;


– les essaims particulaires.


Chacune de ces métaheuristiques est en réalité une famille de méthodes, dont nous essayons de dégager les éléments essentiels.


Dans la seconde partie, nous présentons quelques autres métaheuristiques, moins répandues ou émergentes. Puis nous décrivons les extensions des métaheuristiques (optimisation multi-objectif, optimisation sous contraintes…) et quelques voies de recherche. Enfin, nous abordons le problème du choix d’une métaheuristique et nous décrivons deux démarches unificatrices qui tendent à atténuer la difficulté de ce choix.


La dernière partie rassemble trois études de cas :


– l’optimisation de systèmes logistiques à l’aide de techniques d’hybridation à base de métaheuristiques. Cette étude est rédigée par LAURENT DEROUSSI, NATHALIE GRANGEON et SYLVIE NORRE (LIMOS, Montluçon) ;


– l’optimisation de tournées de véhicules. Cette étude de cas est rédigée par CAROLINE PRODHON et CHRISTIAN PRINS (LOSI, UTT, Troyes) ;


– des applications en gestion du trafic aérien. Cette étude de cas est rédigée par NICOLAS DURAND, DAVID GIANAZZA, JEAN-BAPTISTE GOTTELAND, CHARLIE VANARET et JEAN-MARC ALLIOT (ENAC et IPIT, Toulouse).







Première partie


Présentation des principales métaheuristiques










Chapitre 1


La méthode du recuit simulé


PATRICK SIARRY


Université Paris-Est Créteil Val-de-Marne
Laboratoire Images, Signaux et Systèmes Intelligents (LiSSi, E.A. 3956)
122 rue Paul Armangot, 94400 Vitry-sur-Seine, France
Siarry@u-pec.fr


1.1    Introduction


La structure complexe de l’espace des configurations d’un problème d’optimisation difficile a inspiré une analogie avec des phénomènes physiques, qui a conduit trois chercheurs de la Société IBM — S. Kirkpatrick, C.D. Gelatt et M.P. Vecchi — à proposer, en 1982, et à publier, en 1983, une nouvelle méthode itérative : la méthode du recuit simulé [Kirkpatrick et al. 83], qui évite les minimums locaux. Des travaux semblables, développés indépendamment à la même époque par V. Cerny [Cerny 85], ont été publiés en 1985.


Depuis son apparition, la méthode du recuit simulé a prouvé son efficacité dans des domaines aussi divers que la conception des circuits électroniques, le traitement des images, la collecte des ordures ménagères, ou l’organisation du réseau informatique du Loto… Elle s’est par contre avérée trop gourmande ou inadaptée pour certains problèmes d’optimisation combinatoire, mieux résolus par des heuristiques spécifiques.


Dans ce chapitre, nous exposons d’abord le principe de la méthode, en nous appuyant sur l’exemple du problème du placement d’un circuit électronique. Puis nous décrivons sous forme très simplifiée quelques approches théoriques du recuit simulé, en soulignant ses points forts (convergence conditionnellement assurée vers un optimum global) et ses points faibles (réglage des paramètres, délicat en pratique). Nous évoquons ensuite les techniques de parallélisation de la méthode. Puis nous présentons quelques applications. En conclusion, nous récapitulons les avantages et les inconvénients les plus marquants du recuit simulé. Pour finir, nous énumérons quelques suggestions pratiques simples, destinées au profane qui aborde une première application. En section 1.8, nous récapitulons les principaux résultats de la modélisation du recuit simulé à l’aide du formalisme des chaînes de Markov.


Ce chapitre est, en partie, un résumé de l’ouvrage de synthèse sur la méthode du recuit simulé [Siarry et al. 89], que nous avons publié au début de l’année 1989 ; la présentation est complétée, ponctuellement, par la mention de développements plus récents [Siarry 95, Reeves 95]. Les références qui figurent dans le texte ont été choisies soit parce qu’elles ont joué un rôle prépondérant, soit parce qu’elles illustrent un point précis de l’exposé. Une bibliographie beaucoup plus complète — quoiqu’ancienne — se trouve dans les ouvrages [Siarry et al. 89, Van Laarhoven et al. 87, Wong et al. 88, Sechen 88] et dans l’article [Collins et al. 88] parus sur le sujet. Nous renvoyons aussi le lecteur intéressé aux présentations didactiques du recuit simulé qui figurent dans l’article [Pirlot 92] et dans le chapitre 2 de l’ouvrage [Reeves 95]. Il est à noter qu’il n’y a pas, à notre connaissance, de livre récent donnant une vision d’ensemble du sujet.


1.2    Présentation de la méthode


1.2.1    Analogie entre un problème d’optimisation et certains phénomènes physiques


L’idée du recuit simulé peut être illustrée par une image inspirée par les problèmes de placement et de routage des circuits électroniques : supposons qu’un électronicien peu scrupuleux ait jeté au hasard les composants sur un plan, et établi les connexions sans se soucier des contraintes technologiques.


Il est clair que la disposition obtenue est inacceptable. Le rôle d’un programme de placement-routage est de transformer cette situation désordonnée pour aboutir à un schéma électrique ordonné, où toutes les connexions sont rectilignes, les composants alignés et placés de manière à minimiser la longueur des connexions. En d’autres termes, ce programme doit réaliser une transformation désordre-ordre, qui, partant d’un “liquide de composants”, aboutit à un “solide” ordonné.


Or une telle transformation se produit spontanément dans la nature si l’on abaisse progressivement la température d’un système ; il existe des techniques numériques de simulation, sur ordinateur, du comportement d’ensembles de particules en interaction en fonction de la température. Afin de transposer ces techniques aux problèmes d’optimisation, on établit l’analogie présentée dans le tableau 1.1.


Pour conduire un système physique dans un état de basse énergie, les physiciens utilisent généralement la technique du recuit : nous allons examiner comment cette méthode de traitement des matériaux (recuit réel) est mise en œuvre pour traiter un problème d’optimisation (recuit simulé).





TABLEAU 1.1 – Analogie entre un problème d’optimisation et un système physique.














	Problème d’optimisation

	Système physique






	

	






	fonction objectif

	énergie libre






	paramètres du problème

	“coordonnées” des particules






	trouver une “bonne” configuration (voire la configuration optimale)

	trouver les états de basse énergie







1.2.2    Recuit réel et recuit simulé


Pour modifier l’état d’un matériau, le physicien dispose d’un paramètre de commande : la température. Le recuit est précisément une stratégie de contrôle de la température en vue d’approcher un état optimum.


Pour fixer les idées, prenons l’exemple de la croissance d’un monocristal. La technique du recuit consiste à chauffer préalablement le matériau pour lui conférer une énergie élevée. Puis on refroidit lentement le matériau, en marquant des paliers de température de durée suffisante ; si la descente en température est trop rapide, il apparaît des défauts, qui peuvent être éliminés par réchauffement local. Cette stratégie de baisse contrôlée de la température conduit à un état solide cristallisé, qui est un état stable, correspondant à un minimum absolu de l’énergie. La technique opposée est celle de la trempe, qui consiste à abaisser très rapidement la température du matériau : on obtient dans ce cas une structure amorphe, état métastable qui correspond à un minimum local de l’énergie. Avec la technique du recuit, le refroidissement du matériau a provoqué une transformation désordre-ordre, tandis que la technique de la trempe a abouti à figer un état désordonné.


L’idée d’utiliser la technique du recuit en vue de traiter un problème d’optimisation a donné naissance à la méthode du recuit simulé. Elle consiste à introduire, en optimisation, un paramètre de contrôle, qui joue le rôle de la température. La “température” du système à optimiser doit avoir le même effet que la température du système physique : elle doit conditionner le nombre d’états accessibles et conduire vers l’état optimal si elle est abaissée de façon lente et bien contrôlée (technique du recuit) et vers un minimum local si elle est abaissée brutalement (technique de la trempe).


Pour terminer la présentation de la méthode, il nous reste à exposer l’algorithme qui permet de programmer le recuit sur un ordinateur.


1.2.3    Algorithme du recuit simulé


L’algorithme s’appuie sur deux résultats de la physique statistique.


D’une part, lorsque l’équilibre thermodynamique est atteint à une température donnée T, la probabilité, pour un système physique, de posséder une énergie donnée E, est proportionnelle au facteur de Boltzmann : [image: image], où kB désigne la constante de Boltzmann ; la répartition des états d’énergie est alors la distribution de Boltzmann à la température considérée.





D’autre part, pour simuler l’évolution d’un système physique vers son équilibre thermodynamique à une température donnée T, on peut utiliser l’algorithme de [Metropolis et al. 53] : partant d’une configuration donnée (dans notre cas, un placement initial de tous les composants), on fait subir au système une modification élémentaire (par exemple, on translate un composant, ou on échange deux composants). Si cette transformation a pour effet de diminuer la fonction objectif (ou “énergie”) du système, elle est acceptée ; si elle provoque au contraire une augmentation ∆E de la fonction objectif, elle est acceptée tout de même, avec la probabilité [image: image] (en pratique, cette condition est réalisée de la manière suivante : on tire au hasard un nombre réel compris entre 0 et 1, et on accepte la configuration dégradant de ∆E la fonction objectif, si le nombre tiré est inférieur ou égal à [image: image]. En appliquant itérativement cette règle d’acceptation de Metropolis, on engendre une séquence de configurations qui constitue une chaîne de Markov (en ce sens que chaque configuration ne dépend que de celle qui la précède immédiatement). Avec ce formalisme, on montre que, lorsque la chaîne est de longueur infinie (en pratique, de longueur “suffisante”…), le système atteint (en pratique, se rapproche de) l’équilibre thermodynamique à la température considérée : autrement dit, on aboutit à une distribution de Boltzmann des états d’énergie à cette température.


On comprend le rôle confié à la température par la règle de Metropolis : à haute température, [image: image] est voisin de 1, donc la plupart des mouvements sont acceptés (l’algorithme équivaut à une simple marche aléatoire dans l’espace des configurations) ; à basse température, [image: image] est voisin de 0, donc la plupart des mouvements augmentant l’énergie sont refusés (l’algorithme se ramène à une amélioration itérative classique) ; à température intermédiaire, l’algorithme autorise, de temps en temps, des transformations qui dégradent la fonction objectif (il laisse ainsi au système une chance de s’extraire d’un minimum local).


Une fois l’équilibre thermodynamique atteint à une température donnée, on abaisse “légèrement” la température, et on effectue une nouvelle chaîne de Markov à ce nouveau palier de température (si la température est abaissée trop vite, l’évolution vers le nouvel équilibre thermodynamique est ralentie : la théorie établit une corrélation étroite entre le taux de décroissance de la température et la durée minimale des paliers de température). En comparant les distributions de Boltzmann successives obtenues à l’issue des différents paliers de température, on constate une augmentation progressive du poids des configurations de basse énergie : lorsque la température tend vers zéro, l’algorithme converge vers le minimum absolu de l’énergie. En pratique, le processus est stoppé lorsque le système est “figé” (par exemple, la température a atteint la valeur nulle, ou bien plus aucun mouvement accroissant l’énergie n’a été accepté au cours du palier).


1.3    Approches théoriques


L’algorithme du recuit simulé a suscité de nombreux travaux théoriques pour les deux raisons suivantes : d’une part, il s’agissait d’un algorithme nouveau, dont il était nécessaire d’établir les conditions de convergence ; d’autre part, la méthode comporte beaucoup de paramètres, ainsi que des variantes, dont il faut comprendre le mécanisme, si l’on souhaite obtenir une efficacité maximum.


Ces approches, conduites surtout dans les premières années de l’existence de la méthode, sont présentées en détail dans l’ouvrage [Siarry et al. 89]. Nous nous contenterons ici de rappeler les principaux aspects traités dans la littérature. Nous analyserons d’abord la convergence théorique du recuit simulé. Puis nous examinerons successivement les éléments qui interviennent dans le fonctionnement de l’algorithme : structure de l’espace des configurations, règles d’acceptation et programme de recuit.


1.3.1    Convergence théorique du recuit simulé


De nombreux mathématiciens se sont intéressés à la convergence du recuit simulé (voir en particulier [Aarts et al. 85, Hajek 88, Hajek et al. 89]) ou même se sont efforcés de mettre au point une démarche générale pour l’analyse des méthodes stochastiques d’optimisation globale (notamment [Rinnooy Kan et al. 87a], [Rinnooy Kan et al. 87b]). Le principal résultat de ces études théoriques est le suivant : sous certaines conditions (discutées plus loin), le recuit simulé converge en probabilité vers un optimum global, en ce sens qu’il permet d’obtenir une solution arbitrairement proche de cet optimum, avec une probabilité arbitrairement proche de l’unité. Ce résultat est, en soi, important, car il différencie le recuit simulé d’autres métaheuristiques concurrentes, comme la méthode tabou, dont la convergence n’est pas garantie.


Toutefois, l’établissement des “conditions de convergence” ne fait pas l’unanimité. Certains, comme Aarts et al. [Aarts et al. 85], s’appuient sur l’hypothèse d’une décroissance de la température par paliers. Cette propriété permet de représenter le processus d’optimisation sous la forme d’un ensemble fini de chaînes de Markov homogènes, dont le comportement asymptotique peut être décrit simplement. On montre alors que la convergence est assurée, à condition que l’on respecte d’une part la réversibilité (le changement inverse de tout changement permis doit être également permis) et d’autre part la connexité (tout état du système peut être atteint à partir de n’importe quel autre état, moyennant un nombre fini de changements élémentaires) de l’espace des configurations. Cette formalisation présente à nos yeux deux avantages :


– elle permet de légitimer la décroissance de la température par paliers, qui améliore la vitesse de convergence de l’algorithme ;


– elle permet d’établir qu’une solution de “bonne qualité” (située à quelques pour cent de l’optimum global) peut être obtenue par recuit simulé en un temps polynomial, pour certains problèmes NP-difficiles [Aarts et al. 85].


D’autres auteurs, notamment Hajek et al. [Hajek 88, Hajek et al. 89], se sont intéressés à la convergence du recuit simulé en se plaçant dans le cadre plus général de la théorie des chaînes de Markov inhomogènes. Dans ce cas, le comportement asymptotique est plus délicat à étudier. Le principal résultat de ces travaux est le suivant : l’algorithme converge vers un optimum global, avec une probabilité égale à l’unité si, lorsque le temps t tend vers l’infini, la température T(t) ne décroît pas plus vite que l’expression [image: image] en désignant par C une constante qui est liée à la profondeur des “puits d’énergie” du problème.





Il faut souligner que les résultats de ces travaux théoriques ne sont pas jusqu’ici suffisamment généraux et unanimes pour procurer mieux qu’un guide de l’approche expérimentale, lorsqu’on est confrontés à un problème nouveau. Par exemple, la loi logarithmique de décroissance de la température préconisée par Hajek n’est pas utilisée en pratique, pour deux raisons majeures : d’une part il est généralement impossible d’évaluer la profondeur des puits d’énergie du problème, d’autre part cette loi induit un temps de calcul notoirement prohibitif…


Nous prolongeons cette analyse par l’examen séparé des différentes composantes de l’algorithme.


1.3.2    Espace des configurations


L’espace des configurations joue un rôle fondamental dans l’efficacité de la méthode du recuit simulé pour résoudre un problème complexe d’optimisation. Il est doté d’une “topologie”, qui résulte de la notion de proximité entre deux configurations : la “distance” entre deux configurations représente le nombre minimum de changements élémentaires nécessaires pour passer d’une configuration à l’autre. En outre, à chaque configuration correspond une énergie, si bien que l’espace des configurations est caractérisé par un “paysage d’énergie”. Toute la difficulté du problème d’optimisation réside dans le fait que le paysage d’énergie comporte un grand nombre de vallées plus ou moins profondes et plus ou moins proches, qui correspondent à des minimums locaux de l’énergie.


Il est clair que l’allure de ce paysage n’est pas une caractéristique du problème étudié, mais dépend, pour une large part, du choix de la fonction de coût et du choix des changements élémentaires. En revanche, la solution finale recherchée, c’est-à-dire le minimum global (ou l’un des minimums globaux d’énergie comparable), doit dépendre essentiellement de la nature du problème considéré, et pas (ou très peu) des choix précédents. Nous avons montré, à l’aide d’exemples de problèmes de placement de blocs construits spécifiquement à cet effet, qu’un problème apparemment délicat à traiter peut être grandement simplifié, soit par un élargissement de l’espace des configurations permises, soit par le choix d’une topologie mieux adaptée [Siarry et al. 89].


Plusieurs auteurs se sont efforcés d’établir des relations analytiques générales entre certaines propriétés de l’espace des configurations et la convergence du recuit simulé. En particulier, certains de ces travaux se sont orientés vers l’analyse des paysages d’énergie et la recherche de liens entre l’“ultramétricité” et le recuit simulé [Kirkpatrick et al. 85, Rammal et al. 86, Solla et al. 86] : la méthode du recuit simulé serait plus efficace pour traiter les problèmes d’optimisation dont les minimums locaux les plus bas (c’est-à-dire les solutions recherchées) forment un ensemble ultramétrique. Par la suite, G.B. Sorkin [Sorkin 91] a montré que certaines propriétés fractales du paysage d’énergie induisent une convergence polynomiale du recuit simulé ; l’auteur en tire une explication séduisante de l’efficacité de la méthode dans le domaine du placement des circuits électroniques. Par ailleurs, Azencott et al. [Azencott 92] se sont appuyés sur la “théorie des cycles” (développée, à l’origine, dans le contexte des systèmes dynamiques) pour établir des relations explicites générales entre la géométrie du paysage d’énergie et les performances attendues du recuit simulé. Ces travaux les ont amenés à proposer la “méthode des distorsions” de la fonction objectif, qui a amélioré significativement la qualité des solutions pour certains problèmes difficiles [Delamarre et al. 98]. Toutes ces approches du recuit simulé sont encore cependant à un stade exploratoire, et leurs résultats ne sont pas généralisables.


Enfin, un autre aspect, d’intérêt pratique plus immédiat, concerne l’adaptation du recuit simulé en vue de la résolution des problèmes d’optimisation continue [Siarry 94, Courat et al. 94]. Nous mettons l’accent sur les transformations nécessaires pour passer du “recuit simulé combinatoire” au “recuit simulé continu”. En effet, à l’origine, la méthode s’applique au traitement des problèmes d’optimisation combinatoire, pour lesquels les paramètres libres ne peuvent prendre que des valeurs discrètes. Dans la plupart des cas de ce type rencontrés en pratique, la topologie est plus ou moins une donnée du problème ; par exemple, dans le problème du voyageur de commerce, la permutation de deux villes est un moyen naturel d’engendrer les tournées voisines d’une tournée donnée. Il en est de même dans le problème du placement de composants, pour l’échange de deux blocs. En revanche, la topologie est à inventer lorsqu’il s’agit d’optimiser une fonction de variables continues. On arrive dans ce cas au concept de “topologie adaptative” : en effet, la longueur des pas élémentaires n’est plus imposée par le problème. Son choix doit résulter d’un compromis entre deux situations extrêmes : si le pas est trop petit, le programme n’explore qu’une région limitée de l’espace des configurations ; la fonction de coût est alors améliorée très souvent, mais de quantités négligeables. Au contraire, si le pas est trop grand, les essais ne sont acceptés que rarement, et ils sont presque indépendants les uns des autres. Sur le plan mathématique, il faut souligner le travail de L. Miclo [Miclo 91], qui s’est intéressé à la convergence du recuit simulé dans le cas continu.


1.3.3    Règles d’acceptation


Le principe du recuit simulé exige que l’on accepte, occasionnellement et sous le contrôle de la “température”, une augmentation de l’énergie de l’état courant, ce qui permet de s’extraire d’un minimum local. La règle d’acceptation généralement utilisée est celle de Metropolis, décrite en section 1.2.3. Son avantage est qu’elle découle directement de la physique statistique. Il existe cependant plusieurs variantes à cette règle [Siarry et al. 89], qui peuvent être plus efficaces du point de vue du temps de calcul.


Un autre aspect de la question est l’examen du problème suivant : à basse température, le taux d’acceptation de l’algorithme devient très faible, de sorte que la méthode est inefficace. C’est là une difficulté bien connue du recuit simulé, qui peut être résolue en substituant à la règle classique de Metropolis une variante accélérée, dite “du thermostat” [Siarry et al. 89], dès que le taux d’acceptation est tombé trop bas. En pratique, cette possibilité est peu employée.


1.3.4    Programme de recuit


La vitesse de convergence de la méthode du recuit simulé dépend essentiellement de deux éléments : l’espace des configurations et le programme de recuit. En ce qui concerne l’espace des configurations, nous avons déjà exposé les effets, sur la convergence, de la topologie et de l’allure du paysage d’énergie. Nous évoquons maintenant l’influence du “programme de recuit” : il s’agit de contrôler au mieux la “température” du système pour atteindre, le plus vite possible, une solution. Le programme de recuit doit préciser les valeurs des paramètres de contrôle de la température suivants :


– la température initiale ;


– la longueur des chaînes de Markov homogènes, c’est-à-dire le critère de changement de palier de température ;


– la loi de décroissance de la température ;


– le critère d’arrêt du programme.


En l’absence de résultats théoriques généraux réellement exploitables, l’utilisateur ne peut échapper à un réglage empirique de ces paramètres. Pour certains problèmes, la tâche est encore compliquée par la grande sensibilité du résultat (et du temps de calcul) à ce réglage. Cet aspect empirique — que le recuit simulé partage avec d’autres métaheuristiques — constitue un inconvénient indiscutable de la méthode.




[image: image]


FIGURE 1.1 – Décroissance de la température en fonction du numéro de palier pour la loi géométrique et pour plusieurs lois classiques.





Pour préciser un peu le sujet, attardons-nous sur la caractéristique du programme de recuit qui a suscité le plus d’attention : la loi de décroissance de la température. La loi de décroissance géométrique : Tk+1 = α · Tk, α = constante, est la plus répandue, en raison de sa simplicité. Une solution alternative, potentiellement plus efficace, consiste à recourir à une loi adaptative, de la forme : Tk+1 = α(Tk) · Tk, mais il faut alors opérer un choix parmi les multiples lois proposées dans la littérature. On peut montrer, toutefois, que plusieurs lois adaptatives classiques, ayant des origines et des expressions mathématiques bien différentes sont, en pratique, équivalentes (voir figure 1.1), et peuvent s’exprimer sous la forme générique suivante :


[image: image]


où :


[image: image]


f désigne la fonction objectif,


∆(Tk) dépend de la loi adaptative choisie.


Le réglage le plus simple, ∆(Tk) = constante, peut alors être opéré, bien qu’il ne corresponde à aucune des lois classiques.


Faute de pouvoir synthétiser les résultats (théoriques et expérimentaux) disparates présentés dans la littérature, nous renvoyons le lecteur au paragraphe 1.7, où nous proposons, pour les quatre paramètres du programme de recuit, un réglage souvent convenable, au moins pour démarrer.


Le lecteur intéressé par la modélisation mathématique du recuit simulé pourra se reporter à l’annexe placée à la fin de ce chapitre (paragraphe 1.8) : nous y décrivons les principaux résultats apportés par le formalisme des chaînes de Markov.


1.4    Parallélisation de l’algorithme du recuit simulé


Le temps de calcul constitue souvent un facteur critique dans l’évaluation économique de l’intérêt de la méthode du recuit simulé, lorsqu’elle est appliquée à des problèmes industriels réels. Pour réduire ce temps, une voie de recherche, très prometteuse, est la parallélisation de l’algorithme, qui consiste à effectuer simultanément plusieurs calculs nécessaires à sa réalisation. Cette démarche s’inscrit dans le contexte de l’importante activité développée autour des algorithmes et des architectures de calcul parallèle. Elle peut sembler, ici, paradoxale, du fait de la structure séquentielle de l’algorithme. Néanmoins, plusieurs types de parallélisation ont été envisagés à ce jour. Un ouvrage [Azencott 92] leur est consacré ; il présente à la fois les résultats mathématiques rigoureux disponibles et des résultats de simulations, réalisées sur des ordinateurs parallèles ou séquentiels. Pour fixer les idées, nous décrivons le principe des deux modes principaux de parallélisation, indépendants du problème traité, proposés peu après l’invention du recuit simulé. La distinction de ces deux modes est pertinente, comme le montre l’état de l’art dressé par Delamarre et Virot dans [Delamarre et al. 98].


Le premier type de parallélisation [Aarts et al. 86] consiste à effectuer le calcul en parallèle de plusieurs chaînes de Markov, en utilisant K processeurs élémentaires. À cet effet, l’algorithme est décomposé en K processus élémentaires, constituant K chaînes de Markov. Si L est la longueur, supposée constante, de ces chaînes de Markov, on divise chacune des chaînes en K sous-chaînes de longueur [image: image]. Le premier processeur commence la première chaîne à la température initiale, et réalise les [image: image] premiers éléments de cette chaîne (c’est-à-dire la première sous-chaîne) ; puis il calcule la température de la chaîne de Markov suivante, à partir des états déjà obtenus. Le second processeur élémentaire commence alors la seconde chaîne de Markov à cette température, à partir de la configuration finale de la première sous-chaîne de la première chaîne. Pendant ce temps, le premier processeur commence la deuxième sous-chaîne de la première chaîne. Ce processus se poursuit pour les K processeurs élémentaires. On montre que ce mode de parallélisation — décrit plus en détail dans la référence [Siarry et al. 89] — permet de diviser le temps de calcul par K, si K est petit devant le nombre total de chaînes de Markov effectuées. Cependant, la procédure présente un inconvénient majeur : sa convergence vers un optimum n’est pas garantie. En effet, le formalisme des chaînes de Markov permet d’établir que la convergence du recuit simulé est assurée à condition que la distribution des états, à l’issue de chaque chaîne de Markov, soit proche de la distribution stationnaire. Dans le cas de l’algorithme décrit, cette proximité n’est pas établie au bout de chaque sous-chaîne, et cela d’autant moins que le nombre K de processeurs en parallèle est plus grand.


Le second type de parallélisation [Kravitz et al. 87, Roussel-Ragot et al. 86] consiste à effectuer le calcul en parallèle de plusieurs états d’une même chaîne de Markov, en s’appuyant sur la remarque suivante : à basse température, le nombre de transformations élémentaires refusées devient très important ; il est donc possible de considérer que ces mouvements sont produits par des processus élémentaires indépendants, susceptibles de se dérouler en parallèle. Le temps de calcul est alors divisé approximativement par le nombre de processus. Une stratégie consiste à subdiviser l’algorithme en K processus élémentaires chargés, pour chacun d’eux, de calculer les variations d’énergie correspondant à un ou plusieurs mouvements élémentaires, et de réaliser les tests de Metropolis correspondants. Deux modes de fonctionnement sont envisagés :


– à “haute température”, un processus correspond à un seul mouvement élémentaire. Chaque fois que K processus élémentaires ont été exécutés en parallèle, on choisit une transition au hasard parmi celles qui ont été acceptées, et on met à jour la mémoire contenant la meilleure solution connue avec la nouvelle configuration ;


– à “basse température”, les mouvements acceptés deviennent très rares : moins d’une transition est acceptée pour K mouvements effectués. Chaque processus consiste alors à calculer les variations d’énergie correspondant à une suite de perturbations, jusqu’à ce que l’une d’entre elles soit acceptée. Dès que l’un quelconque des processus a abouti, la mémoire est mise à jour.


Ces deux modes de fonctionnement permettent d’assurer un comportement, et en particulier une convergence, rigoureusement identiques à ceux de l’algorithme séquentiel. Nous avons étudié expérimentalement ce type de parallélisation dans le cas de l’optimisation du placement de blocs connectés [Roussel-Ragot et al. 86]. Nous avons estimé le gain de temps de calcul dans deux cas : le placement de blocs supposés ponctuels en des sites prédéterminés et le placement de blocs réels sur un plan. Avec 5 processus élémentaires en parallèle, le gain en temps de calcul est compris entre 60 % et 80 %, suivant le programme de recuit utilisé. Ce travail a été ensuite prolongé, dans le cadre de la thèse de P. Roussel-Ragot [Roussel-Ragot 90], par un modèle théorique, qui a été validé en implantant le recuit simulé sur un réseau de “Transputers”.


Outre ces deux types principaux de parallélisation du recuit simulé, qui peuvent s’appliquer à n’importe quel problème d’optimisation, d’autres procédures ont été proposées en vue de traiter des problèmes particuliers, notamment des problèmes de placement de composants électroniques, des problèmes de traitement d’images et des problèmes de maillage de domaines (pour la méthode des éléments finis). Dans ces trois cas, en effet, l’information est répartie sur un plan ou dans l’espace et on peut confier, à chaque processeur, la tâche d’optimiser par recuit simulé une zone géographique donnée ; des informations sont échangées périodiquement entre processeurs voisins.


Une autre démarche a été envisagée pour réduire le coût des synchronisations entre processeurs : les algorithmes dits “asynchrones” acceptent de calculer les variations d’énergie à partir de données partiellement périmées. Il semble, cependant, délicat de contrôler l’erreur admissible, sauf pour certains problèmes particuliers [Durand et al. 91].


À titre d’exemple, nous décrivons la technique de parallélisation asynchrone proposée par Casotto et al. [Casotto et al. 87] pour traiter le problème du placement de composants électroniques. La méthode consiste à répartir les composants à placer dans K groupes disjoints, respectivement affectés à K processeurs. Chaque processeur applique la technique du recuit simulé pour chercher l’emplacement optimal des composants qui appartiennent à son groupe. Les processeurs fonctionnent en parallèle, et de manière asynchrone les uns par rapport aux autres. Ils ont tous accès à une mémoire commune qui contient l’état courant du plan du circuit. Lorsqu’un processeur envisage d’échanger la position d’un composant de son groupe avec celle d’un composant affecté à un autre processeur, il bloque temporairement l’activité de ce processeur. Il est clair que le fonctionnement asynchrone des processeurs entraîne des erreurs, notamment dans le calcul des recouvrements entre les blocs, et donc dans l’évaluation de la fonction de coût : en effet, lorsqu’un processeur donné a besoin d’évaluer le coût d’un mouvement (translation ou permutation), il va chercher, dans la mémoire, l’emplacement actuel de tous les composants du circuit ; mais l’information recueillie est en partie erronée, puisque certains composants sont en cours de déplacement, du fait de l’activité des autres processeurs. Afin de limiter ces erreurs, la méthode est complétée par les deux dispositions suivantes. D’une part, la répartition des composants entre les processeurs fait elle-même l’objet d’une optimisation par recuit simulé, conduite en même temps que le processus d’optimisation déjà décrit : de cette manière, on favorise l’appartenance à un même groupe de composants géographiquement voisins. D’autre part, l’amplitude maximale des mouvements effectués par les composants est réduite au fur et à mesure que la température décroît. En conséquence, lorsque la température diminue, les mouvements concernent essentiellement des composants voisins et qui, de ce fait, appartiennent généralement au même groupe : en réduisant ainsi les interactions entre groupes, on diminue du même coup la fréquence des erreurs évoquées plus haut. Cette technique de parallélisation du recuit simulé a été validée à l’aide de plusieurs exemples de circuits réels : l’algorithme fonctionne environ six fois plus vite avec huit processeurs qu’avec un seul, les résultats étant de qualité comparable à ceux de l’algorithme séquentiel.





1.5    Quelques applications


La plupart des approches théoriques précédentes s’appuient sur des comportements asymptotiques imposant des hypothèses très restrictives, si bien que les temps de calcul correspondants sont très souvent excessifs. C’est pourquoi, pour résoudre dans des conditions raisonnables des problèmes industriels réels, il est indispensable d’adopter, en outre, une approche expérimentale, qui conduit fréquemment à franchir les barrières préconisées par la théorie. La méthode du recuit simulé s’est avérée intéressante dans la résolution de nombreux problèmes d’optimisation, NP-difficiles ou non. Nous donnons ici quelques exemples.


1.5.1    Problèmes modèles d’optimisation combinatoire


L’efficacité de la méthode a d’abord été éprouvée sur des “problèmes modèles” d’optimisation combinatoire. Dans ce type de problème, la finalité pratique est au second plan : l’objectif est d’abord de mettre au point la méthode d’optimisation et de confronter ses performances à celles des autres méthodes. Nous détaillerons un seul exemple : celui du problème du voyageur de commerce.


L’intérêt de ce problème réside dans le fait qu’il est à la fois très simple à formuler, et très difficile à résoudre : les plus grands problèmes pour lesquels on ait trouvé, et prouvé, l’optimum comportent quelques milliers de villes. Pour illustrer la transformation désordre-ordre opérée par la méthode du recuit simulé au fur et à mesure que la température descend, nous présentons, en figure 1.2, quatre configurations intermédiaires obtenues par Éric Taillard, dans le cas de 13206 villes et villages de Suisse.


Bonomi et Lutton ont aussi traité des exemples de grande taille : entre 1000 et 10000 villes [Bonomi et al. 84]. Ils ont montré que, pour éviter un temps de calcul prohibitif, on peut décomposer le domaine contenant les villes en régions, et faire évoluer la tournée du voyageur en se limitant à des mouvements entre villes situées dans des régions contiguës. Nous présentons, en figure 1.3, le résultat qu’ils ont obtenu pour un problème comportant 10000 villes : la longueur de cette tournée excède de moins de 2 % celle de la tournée optimale (on sait, en effet, estimer a priori la longueur de la tournée la plus courte, lorsque le nombre de villes est élevé).


Bonomi et Lutton ont comparé le recuit simulé aux techniques d’optimisation classiques, pour le problème du voyageur de commerce : le recuit simulé est moins rapide pour les problèmes de petite taille (N inférieur à 100) ; par contre, il est incontestablement plus performant pour les problèmes de grande taille (N supérieur à 800). Le problème du voyageur de commerce a servi d’illustration à de multiples développements expérimentaux et théoriques sur la méthode du recuit simulé [Siarry et al. 89].


De nombreux autres problèmes modèles d’optimisation combinatoire ont aussi été traités par recuit simulé [Siarry et al. 89, Pirlot 92] : notamment les problèmes du “partitionnement de graphe”, du “couplage minimal de points”, de l’“affectation quadratique”… La confrontation avec les meilleurs algorithmes connus aboutit à des résultats variables, selon les problèmes et… selon les auteurs. Ainsi Johnson et al. [Johnson et al. 89, Johnson et al. 91, Johnson et al. 92], qui se sont livrés à une comparaison systématique sur plusieurs problèmes modèles, concluent que le seul problème modèle favorable au recuit simulé est celui du partitionnement de graphe. Pour certains problèmes, des résultats à l’avantage du recuit simulé ne sont observés que pour les exemples de grande taille (quelques centaines de variables), et au prix d’un temps de calcul élevé. Donc, si le recuit simulé a le mérite de s’adapter simplement à une grande diversité de problèmes, il ne peut prétendre pour autant supplanter les algorithmes spécifiques de ces problèmes.
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FIGURE 1.2 – Problème du voyageur de commerce (13 206 villes) : meilleures configurations connues (longueur : L) à l’issue de 4 paliers de température (T).







[image: image]


FIGURE 1.3 – Problème du voyageur de commerce : résolution, par recuit simulé, d’un cas de 10000 villes.








Nous présentons maintenant les applications du recuit simulé à des problèmes pratiques. Les premières applications présentant réellement un intérêt industriel ont été développées dans le domaine de la conception des circuits électroniques ; c’est aussi dans ce secteur industriel que le plus grand nombre de travaux d’application du recuit simulé ont été publiés. Deux applications en électronique font l’objet des deux paragraphes suivants. Nous évoquons ensuite quelques applications concernant les autres domaines.


1.5.2    Placement des circuits électroniques


Les premières applications de la méthode du recuit simulé à des problèmes pratiques ont été développées dans le domaine du placement-routage des circuits électroniques [Kirkpatrick et al. 83, Vecchi et al. 83, Siarry et al. 84]. Depuis, les publications sur le sujet ont été très nombreuses, et en particulier deux ouvrages y sont totalement consacrés [Wong et al. 88, Sechen 88]. Une bibliographie très complète concernant la période initiale 1982-1988 est incluse dans les ouvrages [Siarry et al. 89, Van Laarhoven et al. 87, Wong et al. 88, Sechen 88].


La recherche d’un placement optimal s’effectue le plus souvent en deux étapes. La première consiste à calculer rapidement un placement initial, par une méthode constructive : les composants sont placés à tour de rôle, par ordre de connectivité décroissante. Un programme d’amélioration itérative transforme ensuite progressivement, par des mouvements élémentaires (échange de composants, opérations de rotation ou de symétrie), la configuration issue du programme de placement initial. Les méthodes d’amélioration itérative du placement diffèrent par la règle adoptée pour la succession des mouvements élémentaires. Le recuit simulé peut être utilisé dans cette seconde étape.


Nous nous sommes intéressés à un ensemble de 25 blocs identiques à placer sur des sites prédéterminés, qui sont les noeuds d’un réseau carré plan. La liste des connexions est telle que, dans les configurations optimales, chaque bloc est connecté seulement à ses plus proches voisins (voir figure 1.4a) : la connaissance a priori des minimums globaux du problème permet alors d’étudier l’influence des principaux paramètres de la méthode sur sa vitesse de convergence. La fonction de coût est la longueur totale de Manhattan (c’est-à-dire la longueur en L) des connexions. Le seul mouvement élémentaire autorisé est la permutation de deux blocs. L’exploitation de ce problème modèle de placement — qui est une forme de problème d’“affectation quadratique” — est discutée en détail dans les références [Siarry 86] et [Siarry et al. 87]. Nous nous limiterons ici à la présentation de deux exemples d’applications. Tout d’abord, pour apprécier l’efficacité de la méthode, on part d’une configuration initiale complètement désordonnée (figure 1.4b), et d’une température initiale “élevée” (en ce sens qu’à cette température 90 % des mouvements sont acceptés). Dans cet exemple, le profil de température est une décroissance géométrique, de raison 0.9. Un optimum global du problème a été obtenu après 12000 mouvements, alors que le nombre total de configurations possibles est de l’ordre de 1025.


Pour illustrer l’avantage de la méthode du recuit simulé, nous avons appliqué en outre la méthode d’amélioration itérative classique (recuit simulé à température nulle), en partant de la même configuration initiale (figure 1.4b), et en autorisant le même nombre de permutations qu’au cours de l’essai précédent. On voit que la méthode classique s’est bloquée dans un minimum local (figure 1.4c) ; il est clair que le passage de cette configuration à la configuration optimale de la figure 1.4a demanderait plusieurs étapes (au minimum cinq), dont la plupart correspondent à un accroissement de l’énergie, inadmissible par la méthode classique. Ce problème de placement a permis notamment de mettre au point, empiriquement, un programme de recuit “adaptatif”, qui procure un gain d’un facteur 2 dans le temps de calcul ; la décroissance de la température est effectuée selon la loi Tk+1 = Dk · Tk, avec :
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en posant :


D0 = 0.5 à 0.9


Ek est l’énergie minimale des configurations acceptées au cours du palier k


〈Ek〉 est l’énergie moyenne des configurations acceptées au cours du palier k


(à haute température, [image: image] est petit : la température est abaissée rapidement ; à basse température, Dk = D0, ce qui correspond à un refroidissement lent).


Puis nous avons traité le problème plus complexe consistant à positionner des composants de tailles différentes, de façon à minimiser à la fois la longueur de connexions nécessaire et la surface de circuit utilisée. Dans ce cas, la translation d’un bloc est un nouveau moyen de transformation itérative du placement. Il apparaît alors des chevauchements entre les blocs, qui sont autorisés transitoirement, mais doivent être, généralement, exclus du placement final : cette nouvelle contrainte se traduit par l’introduction, dans la fonction de coût du problème, de la surface de recouvrement entre les blocs. Le calcul de cette surface peut être très long lorsque le circuit comporte beaucoup de blocs. C’est pourquoi nous avons découpé le plan du circuit en régions, dont la taille est telle qu’un bloc ne peut chevaucher que les blocs situés dans la même région que lui, ou dans l’une des régions immédiatement voisines. Les listes des blocs appartenant à chaque région sont actualisées après chaque mouvement, à l’aide d’une méthode de chaînage. En outre, pour éviter d’aboutir à un encombrement du circuit tel que le routage soit impossible, on introduit une augmentation fictive des dimensions de chaque bloc. Le calcul de la longueur de connexions consiste à déterminer, pour chaque équipotentielle, le barycentre des terminaisons, puis à sommer les distances en L du barycentre à chacune des terminaisons. Enfin, la topologie du problème est adaptative, dans le sens suivant : lorsque la température décroît, l’amplitude maximale des translations diminue et les échanges ne sont plus envisagés qu’entre blocs voisins.
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FIGURE 1.4 – Blocage de la méthode classique dans un minimum local de l’énergie.





La méthode du recuit simulé a permis d’optimiser des circuits industriels, notamment dans la technologie hybride, en collaboration avec la société Thomson D.C.H. (Département des Circuits Hybrides). À titre d’exemple, nous présentons, en figure 1.5, le résultat de l’optimisation du placement d’un circuit comportant 41 composants et 27 équipotentielles : le placement automatique présente un gain de 18 % de la longueur des connexions par rapport au placement manuel initial.


Cette étude a montré que la souplesse de la méthode permet de prendre en considération non seulement les règles de dessin, qui traduisent les normes de la technologie, mais aussi les règles de savoir-faire, destinées à faciliter le routage. En effet, les règles de dessin imposent notamment une distance minimale entre deux composants, alors que les règles de savoir-faire préconisent une distance plus grande, permettant le passage des connexions. Pour pondérer ces deux types de contraintes, le calcul de la surface de recouvrement des blocs deux à deux est opéré selon la formule :


S = Sr + a · Sv, en posant :


Sr la surface de recouvrement “réelle”


Sv la surface de recouvrement “virtuelle”


a un facteur de pondération (typiquement : 0.1)


Les surfaces Sr et Sv sont calculées en augmentant fictivement les dimensions des composants, avec une augmentation plus grande pour Sv. De la sorte, on induit un comportement “intelligent” du programme, analogue à celui d’un expert. Nous remarquons, sur les schémas de la figure 1.5, une particularité de la technologie hybride, qui a été facilement incorporée au programme : les résistances, réalisées par une encre conductrice, peuvent être placées sous les diodes ou les circuits intégrés.


Les observations formulées par la plupart des auteurs concernant l’application de la méthode du recuit simulé au problème du placement rejoignent nos propres constatations : la méthode est très simple à implémenter, elle s’adapte facilement à des normes technologiques diverses et évolutives, et le résultat final est de bonne qualité, mais il est parfois obtenu au prix d’un temps de calcul important.
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FIGURE 1.5 – Optimisation par recuit simulé du placement d’un circuit électronique comportant 41 composants.


– dessin du haut : placement initial manuel ; longueur de connexions : 9532 ;


– dessin du milieu : placement final, optimisé par recuit ; longueur de connexions 7861 ;


– dessin du bas : routage manuel utilisant le placement optimisé.





1.5.3    Recherche d’un schéma équivalent en électronique


Nous présentons une application qui mêle les aspects combinatoire et continu : l’identification automatique de la structure “optimale” d’un modèle de circuit linéaire. Il s’agissait de trouver automatiquement le modèle qui comporte le moins possible de composants élémentaires, tout en assurant une reproduction “fidèle” des données expérimentales. Cette activité, en collaboration avec l’Institut d’Électronique Fondamentale (IEF, CNRS URA 22, à Orsay), a débuté par l’intégration, dans un logiciel unique, d’un programme de simulation des circuits linéaires (élaboré à l’IEF) et d’un programme d’optimisation par recuit simulé que nous avions développé. Nous avons d’abord validé cet outil, en caractérisant des modèles — de structure imposée — de composants réels (décrits à l’aide de leurs paramètres de répartition S). Une comparaison avec le logiciel du commerce (méthode du gradient), en usage à l’IEF, a montré que le recuit simulé est particulièrement indiqué, lorsque les ordres de grandeur des paramètres du modèle sont totalement inconnus : les modèles considérés ici sont manifestement dans ce cas, puisque leur structure même est à déterminer. Nous avons mis au point une variante du recuit simulé, le recuit simulé logarithmique [Courat et al. 94], qui permet une exploration efficace de l’espace de variation des paramètres, lorsque cet espace est très étendu (plus de 10 décades par paramètre). L’optimisation de la structure a été abordée ensuite par l’étude — dans le cas d’un circuit passif — de la simplification progressive d’un modèle général “exhaustif” : nous avons proposé une méthode qui permet d’automatiser toutes les étapes de la simplification [Courat et al. 95]. Cette technique repose sur l’élimination progressive des paramètres, en fonction de leur comportement statistique lors du processus d’optimisation par recuit simulé.


Nous présentons, à titre d’illustration, l’exemple de la recherche du schéma équivalent d’une inductance MMIC, dans la gamme fréquentielle de 100 MHz à 20 GHz. En partant du modèle initial “exhaustif” à 12 paramètres de la figure 1.6, et en laissant évoluer chacun des paramètres sur 16 décades, nous avons obtenu le schéma équivalent de la figure 1.7 (les valeurs finales des 6 paramètres restants sont sans intérêt ici : elles sont précisées dans [Courat et al. 95]). Les tracés dans le plan de Nyquist des 4 paramètres S du quadripôle de la figure 1.7 coïncident quasi parfaitement avec les relevés expérimentaux de l’inductance MMIC, et ce dans toute la gamme fréquentielle étudiée [Courat et al. 95].
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FIGURE 1.6 – Structure à 12 éléments initiale.
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FIGURE 1.7 – Structure à 6 éléments optimale.





1.5.4    Applications pratiques dans des domaines divers


Un champ important d’applications du recuit simulé concerne les problèmes de traitement des images : il s’agit de reconstituer, par ordinateur, des images, ou des formes tridimensionnelles, à partir de données incomplètes ou bruitées. Les applications pratiques sont très nombreuses, dans plusieurs secteurs comme la robotique, la médecine (tomographie), la géologie (prospections)… La reconstitution d’une image à l’aide d’une méthode itérative nécessite, par nature, le traitement d’un grand nombre de variables, de sorte qu’il faut trouver une méthode pour limiter le temps de calcul de l’opération. En s’appuyant sur le caractère local de l’information contenue dans une image, plusieurs auteurs ont proposé des structures matérielles et des algorithmes permettant d’effectuer les calculs en parallèle. Empiriquement, il apparaît que la méthode du recuit simulé est particulièrement bien adaptée pour mener à bien cette tâche. Une justification théorique rigoureuse de cette propriété peut être obtenue à partir de la notion de champ markovien [Geman et al. 84], qui fournit une modélisation commode et cohérente de la structure locale de l’information dans une image. Cette notion est exposée en détail dans la référence [Siarry et al. 89]. L’“approche bayesienne” du problème de la restauration optimale d’une image, à partir d’une image brouillée, consiste à déterminer l’image qui présente “le maximum de vraisemblance a posteriori”. On montre que ce problème se ramène à celui de la minimisation d’une fonction objectif, comportant un très grand nombre de paramètres : les intensités lumineuses de tous les “pixels” de l’image, dans le cas d’une image en noir et blanc. Dès lors, le problème relève typiquement de la méthode du recuit simulé. L’application séquentielle de cette technique consiste à faire évoluer l’image en modifiant l’intensité de tous les pixels à tour de rôle, dans un ordre préétabli. Cette procédure aboutit à un temps de calcul important : en effet, le nombre de balayages complets de l’image nécessaire pour obtenir une bonne restauration est, typiquement, de l’ordre de 300 à 1000. Mais comme le calcul de la variation d’énergie est purement local, plusieurs schémas ont été proposés pour faire évoluer l’image en traitant simultanément un grand nombre de pixels, à l’aide de processeurs élémentaires spécialisés.


Le formalisme des champs markoviens a permis de traiter, par recuit simulé, plusieurs tâches cruciales en analyse automatique d’images : la restauration d’images brouillées, la segmentation d’images, l’identification de scènes… D’autres problèmes d’imagerie ont aussi été résolus par recuit en dehors de ce formalisme : par exemple, la méthode a été mise en œuvre pour déterminer la structure géologique du sous-sol, à partir de résultats d’expériences sismiques.


Pour terminer, nous évoquerons quelques problèmes concrets, dans des domaines très divers, où le recuit simulé a été employé avec succès : organisation du réseau informatique du Loto (il s’agissait de relier une dizaine de milliers de machines de jeu à des ordinateurs centraux), optimisation de la collecte des ordures ménagères à Grenoble, problèmes d’emploi du temps (le problème était, par exemple, de déterminer l’implantation optimale des jours de repos dans un planning hospitalier), optimisation en architecture (dans le projet de construction d’un immeuble de 17 étages destiné à une compagnie d’assurances, il fallait répartir les activités entre les différentes pièces, de manière à maximiser le rendement du travail produit par les 2000 employés)…


Plusieurs applications du recuit simulé aux problèmes d’ordonnancement ont été décrites dans la littérature (voir en particulier les références [Van Laarhoven et al. 92, Brandimarte 92, Musser et al. 93, Jeffcoat et al. 93]). L’adéquation de la méthode à ce type de problème est controversée. Ainsi Lenstra et al. [Van Laarhoven et al. 92] concluent à un temps de calcul prohibitif. En outre, dans [Fleury 95], Fleury souligne plusieurs caractéristiques des problèmes d’ordonnancement qui mettent en difficulté le recuit simulé et il préconise une méthode stochastique différente, inspirée du recuit simulé et de la méthode tabou : la “méthode du kangourou”.





1.6    Avantages et inconvénients de la méthode


De l’exposé précédent, on peut dégager les principales caractéristiques de la méthode. D’abord, les avantages : on observe que la méthode du recuit simulé procure généralement une solution de bonne qualité (minimum absolu ou bon minimum relatif de la fonction objectif) ; en outre, c’est une méthode générale : elle est applicable, et facile à programmer, pour tous les problèmes qui relèvent des techniques d’optimisation itérative, à condition toutefois que l’on puisse évaluer directement et rapidement, après chaque transformation, la variation correspondante de la fonction objectif (le temps de calcul est souvent excessif, si l’on ne peut éviter de recalculer complètement la fonction objectif, après chaque transformation) ; enfin, elle offre une grande souplesse d’emploi, car de nouvelles contraintes peuvent être facilement incorporées après coup dans le programme.


Citons ensuite les inconvénients : les utilisateurs sont parfois rebutés par le nombre important de paramètres (température initiale, taux de décroissance de la température, durée des paliers de température, critère d’arrêt du programme…) : bien que les valeurs standard publiées permettent généralement un fonctionnement efficace de la méthode, il y a là un aspect empirique que les études théoriques s’efforcent de gommer. Le deuxième défaut de la méthode — lié au précédent — est le temps de calcul, qui est excessif dans certaines applications.


Afin de réduire ce temps, un effort doit être encore fourni pour dégager des résultats généraux concernant le choix optimal des paramètres de la méthode [Siarry 94], en particulier la loi de décroissance de la température. Des progrès dans l’efficacité et le temps de calcul devraient être obtenus, en poursuivant l’analyse de la méthode notamment dans trois directions : mise en œuvre interactive, parallélisation de l’algorithme et prise en considération des progrès effectués par la physique statistique dans l’étude des milieux désordonnés.


1.7    Suggestions pratiques simples pour démarrer


– Définition de la fonction objectif : certaines contraintes y sont intégrées, d’autres constituent une limitation des perturbations licites du problème.


– Choix des mécanismes de perturbation d’une “configuration courante” : le calcul de la variation correspondante ∆E de la fonction objectif doit être direct et rapide.


– Température initiale T0 : on peut la calculer au préalable à l’aide de l’algorithme suivant :


• faire 100 perturbations au hasard ; évaluer la moyenne 〈∆E〉 des valeurs absolues des variations ∆E correspondantes ;


• choisir un taux initial d’acceptation τ0 des “perturbations dégradantes”, selon la “qualité” supposée de la configuration initiale ; exemple :


- qualité “médiocre” : τ0 = 50 % (démarrage à haute température),


- qualité “bonne” : τ0 = 20 % (démarrage à basse température),


• déduire T0 de la relation : [image: image]





– Règle d’acceptation de Metropolis : elle se met pratiquement en œuvre de la manière suivante : si ∆E > 0, tirer un nombre r au hasard dans [0, 1], et accepter la perturbation si [image: image] désignant la température courante.


– Changement de palier de température : peut s’opérer dès que l’une des 2 conditions suivantes est satisfaite au cours du palier de température :


• 12 · N perturbations acceptées ;


• 100 · N perturbations tentées,
N désignant le nombre de degrés de liberté (ou paramètres) du problème.


– Décroissance de la température : peut être effectuée selon la loi géométrique : Tk+l = 0.9 · Tk.


– Arrêt du programme : peut être opéré après 3 paliers de température successifs sans aucune acceptation.


– Vérifications indispensables lors des premières exécutions du programme :


• le générateur de nombres réels aléatoires (dans [0, 1]) doit être bien uniforme ;


• la “qualité” du résultat doit peu varier lorsque le programme est lancé plusieurs fois :


- avec des “semences” différentes du générateur de nombres aléatoires,


- avec des configurations initiales différentes,


• pour chaque configuration initiale utilisée, le résultat du recuit simulé peut être comparé, en principe favorablement, avec celui de la trempe (règle de Metropolis “débranchée”).


– Variante du programme pour essayer de gagner du temps : le recuit simulé est gourmand et peu efficace à basse température ; d’où l’intérêt de tester l’enchaînement du recuit simulé, interrompu prématurément, avec un algorithme d’optimisation locale, spécifique du problème, dont le rôle est d’“affiner” l’optimum.


1.8    Annexe : modélisation du recuit simulé à l’aide du formalisme des chaînes de Markov 1



On désigne par R l’espace fini de toutes les configurations possibles du système, et par r ∈ R un “vecteur d’état”, dont les composantes définissent entièrement une configuration (ou un “état”) donnée.


On considère en outre l’ensemble IR des numéros attribués à chacune des configurations de R :


IR = (1, 2,…,|R|)


en notant |R| le cardinal de R. On désigne enfin par C(ri) la valeur de la fonction de coût (ou “énergie”) en l’état i, de vecteur d’état ri, et par Mij(T) la probabilité de transition de l’état i à l’état j à la “température” T.


Dans le cas de l’algorithme du recuit simulé, la succession des états forme une chaîne de Markov, en ce sens que la probabilité de transition de l’état i à l’état j ne dépend que de ces deux états, mais pas des états antérieurs à i : en d’autres termes, tout le passé du système est résumé par l’état courant.


Lorsque la température T est maintenue constante, la probabilité de transition Mij (T) est stationnaire et la chaîne de Markov correspondante est dite homogène. La probabilité de transition Mij (T) de l’état i à l’état j peut être exprimée sous la forme suivante :
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en désignant par :














	Pij

	la probabilité de perturbation, c’est-à-dire la probabilité d’engendrer l’état j lorsqu’on se trouve dans l’état i ;







et par :














	
Aij(T)

	la probabilité d’acceptation, c’est-à-dire la probabilité d’accepter l’état j lorsqu’on se trouve dans l’état i, à la température T.






Le premier facteur Pij se calcule facilement : en effet, le système est généralement perturbé en choisissant au hasard un mouvement parmi les mouvements élémentaires permis. Il en résulte que :
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en désignant par Ri le sous-ensemble de R formé de toutes les configurations qui peuvent être obtenues en un seul mouvement à partir de l’état i, et par IRi. l’ensemble des numéros de ces configurations.


Quant au deuxième facteur Aij(T), il est souvent défini par la règle de Metropolis.


Aarts et Van Laarhoven notent que, plus généralement, la méthode du recuit simulé permet d’imposer les cinq conditions suivantes :


1. L’espace des configurations est connexe, c’est-à-dire que deux états i et j quelconques se correspondent par un nombre fini de mouvements élémentaires.


2. ∀i, j ∈ IR : Pij = Pji (réversibilité).


3. Aij(T) = 1, si ∆Cij = C(rj) – C(ri) ≤ 0
(les mouvements qui se traduisent par une baisse de l’énergie sont systématiquement acceptés).


4. si [image: image]
(les mouvements qui se traduisent par une augmentation de l’énergie sont tous acceptés à température infinie, et tous refusés à température nulle).


5. ∀i, j, k ∈ IR |C (rk) ≥ C (rj) ≥ C (ri) : Alk (T) = Aij(T) · Ajk (T)





Comportement asymptotique des chaînes de Markov homogènes


En utilisant les résultats concernant les chaînes de Markov homogènes, on peut établir les propriétés suivantes.


Propriété 1


Considérons le processus de Markov engendré par un mécanisme de transition qui respecte les cinq conditions énoncées plus haut : ce mécanisme est appliqué n fois, à température T constante, à partir d’une configuration initiale donnée, choisie arbitrairement. Lorsque n tend vers l’infini, la chaîne de Markov obtenue possède un vecteur d’équilibre et un seul, soit q(T), qui est indépendant de la configuration initiale. Ce vecteur, qui possède |R| composantes, est nommé distribution de probabilité stationnaire de la chaîne de Markov ; sa ième composante, soit qi(T), représente la probabilité que le système se trouve dans la configuration i lorsque, après une infinité de transitions, le régime stationnaire est atteint.


Propriété 2


qi (T) est donné par la relation suivante : [image: image]


en désignant par i0 le numéro d’une configuration optimale.


Propriété 3


Lorsque la température tend vers l’infini ou vers zéro, les valeurs limites de qi(T) sont données par :


[image: image]


en désignant par R0 l’ensemble des configurations optimales :


[image: image]


La propriété 3 se déduit immédiatement de la propriété 2 en utilisant la condition (4). Son interprétation est la suivante : pour les grandes valeurs de la température, toutes les configurations peuvent être obtenues avec la même probabilité ; en revanche, lorsque la température tend vers zéro, le système atteint une configuration optimale avec une probabilité égale à l’unité. Dans les deux cas, le résultat est obtenu au bout d’une chaîne de Markov de longueur infinie.





Remarque. Dans le cas où l’on choisit la probabilité d’acceptation Aij(T) préconisée par Metropolis (voir dans la référence [Aarts et al. 85] une justification de ce choix indépendamment de toute analogie avec la physique) :


[image: image]


on retrouve, dans la propriété 2, l’expression de la distribution de Boltzmann.


Choix des paramètres du recuit


Nous avons vu dans le paragraphe précédent que la convergence de l’algorithme du recuit simulé est assurée lorsque la température tend vers zéro : une chaîne de Markov de longueur infinie aboutit à coup sûr au résultat optimal si elle est construite à une température suffisamment basse (quoique non nulle). Mais ce résultat n’est d’aucune utilité pratique car, dans ce cas, l’approche de l’équilibre est très lente.


Le formalisme des chaînes de Markov permet d’examiner sur un plan théorique la vitesse de convergence de l’algorithme : on peut montrer que cette vitesse est améliorée lorsque l’on part d’une température élevée et que l’on fait décroître celle-ci par paliers. Cette procédure nécessite l’utilisation d’un programme de recuit, qui définit les valeurs optimales des paramètres de la descente en température. Nous allons examiner successivement les quatre principaux paramètres du programme de recuit, à savoir :


– la température initiale ;


– la longueur des chaînes de Markov homogènes, c’est-à-dire le critère de changement de palier de température ;


– la loi de décroissance de la température ;


– le critère d’arrêt du programme.


Pour chacun d’entre eux, nous indiquerons d’abord les prescriptions issues de la théorie, qui conduisent à un résultat optimal, mais souvent au prix d’un temps de calcul prohibitif ; puis nous indiquerons les valeurs procurées par l’expérience.


Température initiale


Il existe une condition nécessaire, mais non suffisante, pour éviter que le processus d’optimisation ne soit piégé dans un minimum local : la température initiale T0 doit être suffisamment élevée pour que, à l’issue du premier palier, toutes les configurations puissent être obtenues avec la même probabilité. Une expression convenable de T0, qui assure un taux d’acceptation voisin de 1, est la suivante :


[image: image]


avec r [image: image] 1 (typiquement r = 10).


En pratique, dans de nombreux problèmes d’optimisation combinatoire, cette règle est d’un emploi malaisé, car il est difficile d’évaluer a priori maxij ∆Cij.





Le choix de T0 pourra dans ce cas résulter d’une procédure expérimentale, effectuée préalablement au processus d’optimisation proprement dit. Au cours d’une telle procédure, on calcule l’évolution du système pendant un temps limité ; on acquiert de la sorte une connaissance de l’espace des configurations, à partir de laquelle on détermine T0. Cette expérience préliminaire peut consister simplement à calculer la valeur moyenne de la variation d’énergie ∆Cij, en maintenant la température à zéro. Aarts et Van Laarhoven proposent une procédure préliminaire plus sophistiquée : ils ont établi une formule itérative qui permet d’ajuster la valeur de T0 après chaque perturbation, de manière à maintenir constant le taux d’acceptation. Les auteurs indiquent que cet algorithme conduit à de bons résultats dans le cas où les valeurs de la fonction de coût pour les diverses configurations du système sont distribuées de manière suffisamment uniforme.


Longueur des chaînes de Markov (ou durée des paliers de température) ; loi de décroissance de la température


La longueur des chaînes de Markov, qui détermine la durée des paliers de température, et la loi de décroissance de la température, qui joue sur le nombre de paliers, sont deux paramètres du programme de recuit très étroitement liés et qui sont les plus critiques vis-à-vis du temps de calcul de la méthode. Une première approche du problème consiste à chercher la solution optimale, en fixant la longueur M des chaînes de Markov de manière à atteindre le quasi-équilibre, c’est-à-dire à s’approcher, à une faible distance ∈ fixée à l’avance, de l’équilibre, caractérisé par le vecteur de distribution de probabilité stationnaire q(T). On obtient la condition suivante :


[image: image]


où K est une constante qui dépend de ∈. Dans la plupart des problèmes d’optimisation combinatoire, le nombre total de configurations |R| est une fonction exponentielle du nombre N des variables du système. Par suite, l’inégalité précédente conduit à un temps de calcul exponentiel, ce qui a été confirmé par des observations expérimentales dans le cas d’une forme particulière du problème du voyageur de commerce (les villes considérées occupent tous les nœuds d’un réseau carré plan, ce qui permet de calculer facilement la valeur exacte de l’optimum global de la fonction de coût : la connaissance a priori de la solution est très utile pour analyser la convergence de l’algorithme).


Ces résultats expérimentaux montrent également qu’un gain considérable de temps CPU est obtenu si l’on accepte de s’écarter un peu de l’optimum : un écart du résultat final de seulement 2 % par rapport à l’optimum permet de passer d’un temps de calcul exponentiel en fonction de N à un temps cubique. De là l’idée de reprendre les investigations théoriques, en cherchant les paramètres du programme de recuit qui assurent une déviation donnée par rapport à l’optimum, et ce, indépendamment de la dimension du problème considéré. Le postulat de départ du raisonnement est le suivant : pour chaque chaîne de Markov homogène engendrée au cours du processus d’optimisation, la distribution des états doit être proche de la distribution stationnaire (c’est-à-dire la distribution de Boltzmann, si l’on adopte la règle d’acceptation de Metropolis). Cette situation peut être réalisée en partant d’une température élevée (pour laquelle on arrive rapidement au quasi-équilibre, comme l’indique la propriété 3). Puis il faut choisir le taux de décroissance de la température tel que les distributions stationnaires correspondant à deux valeurs successives de T soient voisines. De la sorte, après chaque changement de palier de température, la distribution des états s’approche rapidement de la nouvelle distribution stationnaire, si bien que la longueur des chaînes successives peut être maintenue petite : on voit là l’interaction très forte qui existe entre la longueur des chaînes de Markov et le taux de décroissance de la température.


Désignons par T et T′ les températures de deux paliers successifs quelconques et par α le taux de décroissance de la température (T′ = αT <T). La condition à réaliser s’écrit :


||q(T) – q(T′)|| < ∈


(∈ est un nombre positif et petit)


Cette condition équivaut à la suivante, plus facile à utiliser :


[image: image]


(δ est aussi un nombre positif et petit, appelé paramètre de distance).


On montre alors, moyennant quelques approximations, que le taux de décroissance de la température s’écrit :


(1.1)[image: image]


σ(T) étant l’écart-type des valeurs de la fonction de coût pour les états de la chaîne de Markov à la température T.


Les auteurs préconisent en outre le choix suivant pour la longueur des chaînes de Markov :


(1.2)[image: image]


(on rappelle que Ri est le sous-ensemble de R formé de toutes les configurations qui peuvent être obtenues en un seul mouvement à partir de l’état i).


Le formalisme des chaînes de Markov conduit ainsi à un programme de recuit caractérisé par une longueur de chaîne de Markov constante et un taux de décroissance de la température variable. Il faut noter que ce résultat, qui s’appuie sur la théorie, diffère de l’approche usuelle, entièrement empirique : dans ce dernier cas, on adopte une longueur de palier de température variable et un taux α de décroissance de la température constant, typiquement compris entre 0.90 et 0.99. On observe alors que le paramètre α n’est pas très critique vis-à-vis de la convergence de l’algorithme, sous réserve que le palier de température dure assez longtemps.





Critère d’arrêt du programme


Une information quantitative sur la progression du processus d’optimisation peut être tirée de l’entropie, qui est une mesure naturelle de l’ordre du système. Celle-ci est définie par l’expression suivante :


[image: image]


On montre que S(T) peut être écrite sous la forme suivante :


[image: image]


et σ2 (T) peut être facilement estimée numériquement à partir des valeurs de la fonction de coût, pour les configurations obtenues à la température T. Un critère d’arrêt peut alors être élaboré à partir du rapport suivant, qui mesure l’écart entre la configuration courante et la configuration optimale :


[image: image]
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