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  À Kyung A. 

    À mes enfants qui grandiront 

    dans un monde encore inimaginable.




  
    
      Les abréviations et le vocabulaire technique employés dans ce livre sont généralement définis dans leur première occurrence, et j’ai fait mon possible pour en rappeler le sens au fil du texte ; toutefois, si vous vous sentez perdu, un petit glossaire en fin de volume pourra vous aider à vous y retrouver.

    

  




  
    
      Nous avons perdu le monopole du langage. Cela s’est produit si vite, en trois ou quatre ans à peine, et par un truchement si inattendu que beaucoup semblent encore ignorer ou minimiser l’ampleur du bouleversement. Pourtant, il est urgent d’en prendre conscience : pour la première fois dans notre histoire, nous sommes confrontés à des interlocuteurs qui ne sont pas des êtres humains dotés d’un cerveau biologique, mais des réseaux de neurones formels implémentés par des composants électroniques en silicium. Des machines, en somme. Je n’aurais pas cru écrire cela de mon vivant en dehors d’un texte de science-fiction : désormais, les machines parlent.

      Si les machines parlent, c’est grâce aux grands modèles de langage, ou large language models (LLM) : des modèles d’apprentissage profond entraînés sur des quantités colossales de données à prédire le prochain mot d’un texte (et même un peu moins que le prochain mot). Il est fascinant qu’une tâche aussi étroite et myope en apparence ait pu donner naissance à des capacités si générales et si profondes.

      Quand je dis que les machines parlent, j’entends notamment ceci : un chatbot fondé sur un LLM, comme par exemple ChatGPT, Claude, Gemini, DeepSeek ou Mistral, est capable d’avoir avec vous, sur presque n’importe quel sujet, une conversation longue, suivie, structurée, pertinente, en somme une conversation qui tienne la route au moins autant que celle que vous pourriez attendre d’un congénère humain typique. Certes, des incompréhensions et des erreurs peuvent se glisser dans les propos du chatbot, mais souvenez-vous qu’il y en a aussi régulièrement dans les discussions entre êtres humains et que nous ne remettons pas pour autant en cause notre capacité à parler. Après tout, l’erreur est humaine, paraît-il.

      J’irai plus loin concernant la qualité conversationnelle des LLM : à bien des égards, ce sont déjà des interlocuteurs beaucoup plus compétents que le premier humain venu. Si une telle affirmation vous fait lever les sourcils, je vous invite à la mettre sérieusement à l’épreuve : prenez une version récente d’un chatbot fondé sur un LLM, par exemple Claude-4 d’Anthropic (pour changer du sempiternel ChatGPT), et lancez-vous dans une discussion sur un sujet qui vous tient à cœur. Il ne s’agit pas de le piéger, de lui faire passer un test de connaissance ou de résolution de problème : essayez simplement, au moins une fois, de le traiter comme un interlocuteur digne de ce nom avec qui vous souhaiteriez explorer un sujet en toute sincérité. Exposez votre point de vue puis invitez-le à en discuter, à formuler des objections, à y répondre, à élargir la réflexion, à l’approfondir. Vous pourriez être surpris de la capacité du chatbot à mettre de l’ordre dans vos propres idées, à les analyser de façon rigoureuse, à les questionner avec pertinence, à mener, en somme, une véritable conversation de fond. Proposez le même sujet au premier quidam venu et comparez le résultat. Je gage que la comparaison sera le plus souvent peu flatteuse pour l’être humain.

      Si vous en doutez, c’est peut-être que vous n’avez testé que ChatGPT-3.5 (c’est-à-dire la version initiale du chatbot qui était la seule accessible gratuitement sur le site d’OpenAI pendant les premiers mois de son déploiement), et que vous n’y avez guère touché depuis. Dans ce cas, la vision que vous avez des LLM est profondément faussée, et je ne saurai trop insister sur ce point : faites l’effort de parler à ces machines avant de décréter qu’elles ne savent pas parler.

      Malgré tout, certains voudront peut-être objecter : « D’accord, elles sont très convaincantes pour donner l’impression de parler, mais au fond, non, elles ne parlent pas. Pas vraiment. Elles ne font qu’imiter, simuler une conversation. » Je reviendrai plus loin sur ce type d’objection qui me semble assez paradoxale quand on l’examine de près. Mais pour le moment je me bornerai à faire remarquer ceci : imiter ou simuler le comportement verbal humain au point de mener des conversations au moins comparables (si ce n’est supérieures à certains égards) à celles que vous pourriez avoir avec vos congénères, mesurez-vous à quel point c’est déjà extraordinaire ? C’est littéralement de la science-fiction !

      Quand j’ai vu le film Her au cinéma, je me souviens que les premières interactions entre l’IA à la voix de Scarlett Johansson et le personnage incarné par Joaquin Phoenix, quoique tout à fait banales, m’apparaissaient comme surnaturelles : une IA avec laquelle on pourrait ainsi discuter en anglais d’une façon aussi simple et fluide qu’avec un être humain, cela ne pouvait être qu’une pure fantaisie de scénariste. Les assistants vocaux n’en étaient alors qu’à leurs balbutiements et se montraient tout juste capables de traiter un petit nombre de requêtes déclenchées par des mots-clés prédéfinis ; le langage naturel dans toute sa généralité, ses nuances subtiles, sa complexité inépuisable, voilà qui semblait absolument hors de portée de l’intelligence artificielle à l’époque où j’ai vu ce film. C’était en 2014.

      En mai 2024, OpenAI publiait une présentation du nouveau mode vocal de ChatGPT dont la voix synthétique ressemblait de façon troublante à celle de Scarlett Johansson1. Le message était clair : Her n’est plus si loin. Les échanges que l’on peut avoir avec ce type de chatbot vocal ne sont pas très différents de ceux des premières scènes du film. Dix ans ont suffi pour les faire passer du statut de fantasme de science-fiction à celui de réalité triviale.

      Pourtant, c’est à peine si l’on s’en émeut. Aussi vite qu’ils sont devenus familiers, les premiers chatbots à la ChatGPT ont commencé à nous sembler ordinaires et même décevants : « Ce n’est pas au point. Ça se trompe sur des choses simples. C’est incapable de compter le nombre de r dans strawberry2. Pas vraiment intelligent. Juste un gadget. » Il est de bon ton d’être blasé, de rester de marbre face aux soi-disant prouesses des IA, de rappeler les promesses non tenues, d’admonester ceux qui cèdent à la hype, et de disserter, en philosophe sagace à qui on ne la fait pas, sur le fait qu’une machine n’est jamais qu’une machine, et qu’il restera toujours à l’humain ce je-ne-sais-quoi qui en fait une exception. C’est tout ce que nous voulons entendre, et ce ne sont pas les machines qui vont nous contredire. (À vrai dire, elles le pourraient, mais nous verrons dans un prochain chapitre pourquoi nous leur demandons explicitement de ne pas le faire : nous forçons les LLM à jouer le rôle de chatbots dénués d’intériorité, pour ne pas perturber nos fragiles ego humains.)

      Un autre aspect du film Her m’avait laissé perplexe : alors qu’une IA aux capacités aussi extraordinaires était brusquement mise à la disposition de tous, la population générale semblait accueillir le prodige avec indifférence et apathie. J’y voyais une faiblesse du scénario qui aurait dû dépeindre un impact social beaucoup plus profond pour une telle technologie. Pourtant, en fin de compte, la réalité se révèle plus proche de la fiction que je ne l’aurais imaginé : nos machines se sont mises à parler et nous y sommes déjà habitués au point que nous râlons quand elles ne font pas exactement ce que nous leur disons de faire. Nous les traitons en domestiques numériques dont on est en droit de se plaindre dès que le café qu’ils nous servent n’est pas tout à fait à notre goût. Nous faisons déjà comme si tout cela était normal, et c’est peut-être là ce qu’il y a de plus extraordinaire.

      Considérez ceci : êtes-vous certain qu’aucun des paragraphes de ces premières pages n’a été généré par un LLM ? Après tout, la pratique est déjà plus courante qu’on ne veut l’avouer. Quel mal y aurait-il à chercher un peu d’aide pour surmonter l’angoisse de la page blanche ? Au demeurant, convenez que ce serait une entrée en matière assez frappante et ironique pour un livre sur les LLM justement. Qu’en pensez-vous ? Ai-je laissé ChatGPT écrire toute mon introduction ? Au moins une partie ? Vais-je révéler le pot aux roses dans le prochain paragraphe ? Relisez. Analysez. Détectez-vous des phrases qui sentent l’IA ?

      Le doute s’immisce…

      Un doute étrange et profondément nouveau. Songez-y : il aurait été absurde de le formuler il y a seulement dix ans. Nostalgie d’une époque où l’écriture était encore le privilège de l’humanité… C’est fini. Tout texte est désormais suspect. Avant l’ère des LLM, on pouvait tout au plus soupçonner un écrit d’avoir été plagié, mais un plagiat reste le fruit d’un travail humain. Aujourd’hui, le caractère entièrement inédit ne suffit plus à garantir qu’un texte soit né dans l’esprit d’un être de chair et de sang : il peut aussi, en partie au moins, intégralement peut-être, résulter des calculs d’un vaste réseau de neurones artificiels3.

      Je voudrais dissiper le doute dans la mesure du possible : cette introduction n’a pas été générée par un LLM. Le reste du livre non plus. Déléguer le travail d’écriture me paraît encore difficile. (J’ai peut-être tort d’ailleurs, car je gagnerais du temps. Mais une chose est sûre : je serais moins satisfait du résultat.) Je voudrais dissiper le doute, dis-je, mais un tel doute peut-il encore être dissipé ? Il serait raisonnable de votre part de garder quelques soupçons. Ils continueront de peser sur tout ce qui s’écrit, et de plus en plus au fur et à mesure qu’augmentera la qualité des textes générés.

      Ne serait-ce qu’en cela, il me semble que notre rapport au langage a été profondément et irrémédiablement changé : sa maîtrise n’est plus le critère de distinction par excellence de l’être humain. Désormais, les machines aussi parlent.

      Pour autant, pensent-elles ?

      L’idée d’un lien étroit entre langage et pensée a longtemps paru évidente. Par exemple, Descartes voyait dans notre capacité à parler ou à s’exprimer par signes de façon complexe « la seule de nos actions extérieures, qui puisse assurer ceux qui les examinent, que notre corps n’est pas seulement une machine qui se remue de soi-même, mais qu’il y a aussi en lui une âme qui a des pensées4 ». Autrement dit, cet usage du langage caractéristique des êtres humains était, aux yeux de Descartes, le seul critère objectif en mesure d’établir l’existence d’une pensée. En vertu de ce critère, le philosophe concluait que les animaux, ne pouvant parler comme nous, n’ont pas d’âme et sont incapables de penser. Mais en vertu de ce même critère, n’aurait-il pas été forcé de conclure que les LLM pensent et sont doués d’une âme ?

      Trois siècles plus tard, Alan Turing publiait un article dans lequel il proposait de remplacer la question de savoir si une machine peut penser par une autre question « étroitement liée à celle-ci mais exprimée en termes relativement dénués d’ambiguité (Turing, 1950) » : une machine peut-elle se faire passer pour un être humain dans un jeu d’imitation ? Ce jeu d’imitation relève uniquement du langage naturel : il s’agit, pour la machine, d’imiter les réponses d’un être humain au cours d’une conversation par écrit. C’est ce qu’on appellera dès lors un test de Turing. Or, de nos jours, des chatbots fondés sur des LLM peuvent déjà passer ce type de jeu d’imitation et Turing n’aurait aucun scrupule à en conclure que les LLM pensent5.

      Dans le cas de Descartes comme de Turing, la maîtrise du langage était prise comme un critère suffisant en lui-même pour trancher la question de savoir si un être est capable de penser (ou tout au moins pour apporter un élément de réponse décisif). Il y a dix ans encore, cela semblait très raisonnable : l’idée que la maîtrise d’un système aussi riche et complexe que le langage naturel implique une cognition au moins aussi riche et complexe que la nôtre et les états mentaux qui vont avec, autrement dit l’idée que pour parler il faut penser, voilà qui n’avait rien d’une thèse follement audacieuse. Les machines étaient de toute façon incapables de l’un comme de l’autre et semblaient devoir le rester pour longtemps encore.

      Et pourtant, contredisant nos attentes raisonnables, les LLM ont fait irruption. Devant ces nouveaux interlocuteurs, il nous est apparu, à la réflexion, que ce bon vieux critère du langage comme garant de la pensée n’était pas aussi pertinent qu’on l’avait cru. Preuve en est : les LLM. Ça parle, mais ça ne pense pas. À première vue, en tout cas.

      Pour le dire en d’autres termes, c’est au moment précis où des machines ont pu passer le test de Turing que nous aurions découvert qu’un tel test ne vaut pas grand-chose.

      Ce revirement relève-t-il de la mauvaise foi ? Faut-il y voir une résistance irrationnelle face à l’idée de perdre le monopole de la pensée avec celui du langage ? Si ce sentiment a pu jouer, il y a tout de même aussi d’excellentes raisons d’être sceptique : la façon dont les LLM ont, pour ainsi dire, appris à parler est d’une profonde étrangeté, et leur fonctionnement interne semble de prime abord radicalement différent du nôtre. Ce que l’on ne soupçonnait pas jusque-là au sujet du langage et qui peut justifier la réévaluation de ce critère, c’est qu’il serait possible d’apprendre à parler à la façon des LLM.

      Pour autant, nous verrons que l’étendue des capacités des LLM est surprenante, difficile à mesurer et à comprendre, et certaines propriétés émergentes de ces modèles pourraient bien être analogues à des propriétés de notre cognition, si bien que la question d’une forme de pensée et même de conscience pour de telles machines ou d’autres similaires n’est pas aussi ridicule que beaucoup aimeraient s’en convaincre.

      Dans tous les cas, les LLM marquent un changement profond dans notre rapport au langage : soit en rompant le lien qu’on avait cru jusque-là si étroit entre langage et pensée, soit en ouvrant la possibilité vertigineuse que ces machines qui parlent soient aussi des machines qui pensent.

    

  



1. ﻿Celle-ci n’avait pas donné son accord et, devant la menace de poursuites judiciaires, OpenAI finira par modifier la synthèse vocale pour atténuer la ressemblance.﻿
2. ﻿C’est un exemple d’incapacité des LLM très souvent cité ces derniers temps. Des modèles anciens peuvent se tromper sur ce point en effet (et certains humains aussi, au demeurant), mais les versions les plus récentes ne font généralement pas l’erreur.﻿
3. ﻿Il faut citer le cas du livre Hypnocratie du philosophe Jianwei Xun. Son premier chapitre rapporte la célèbre expérience de Berlin : « L’expérience consistait à publier un livre philosophique fictif, Die digitale Dämmerzustand (L’État crépusculaire numérique), attribué à un universitaire japonais inexistant, Hiroshi Tanaka. Le livre, qui analyse les mécanismes de manipulation des médias contemporains, a été rédigé collectivement par l’équipe de recherche, qui a utilisé des algorithmes d’intelligence artificielle pour générer une partie de son contenu. (…) Pendant six mois, l’histoire s’est répandue organiquement dans les milieux universitaires et culturels ; plusieurs critiques ont publié des comptes rendus du livre “découvert” et des débats spontanés ont émergé sur la figure de l’auteur. (…) L’expérience s’est terminée par un événement public au cours duquel la véritable nature du projet a été révélée, ce qui a suscité un débat sur l’éthique de la manipulation narrative et la nature de la vérité à l’ère numérique » (Xun, 2025). C’est frappant ! Aviez-vous déjà entendu parler de cette expérience de Berlin et du débat éthique qu’il a suscité ? Je parie que non. Et pour cause : cette expérience de Berlin n’existe pas. Le philosophe Jianwei Xun n’existe pas davantage. Il sera révélé quelques mois après sa publication que l’essai Hypnocratie est le résultat d’un travail d’écriture avec des LLM : ce premier chapitre entièrement fictif était donc une mise en abyme (pas même subtile) de la situation du livre. Cela n’a pas empêché bon nombre de journalistes et d’intellectuels de faire l’éloge de cet essai brillant et lucide, sans s’apercevoir de la supercherie, donnant involontairement raison à l’étude inventée de toutes pièces.﻿
4. ﻿Descartes, lettre au marquis de Newcastle, 23 novembre 1646. L’enjeu de cette lettre est d’établir un critère objectif de la pensée ; en effet, le Cogito (c’est-à-dire l’expérience directe de sa propre pensée en première personne) est un critère purement subjectif : il ne permet pas de conclure que d’autres êtres que moi pensent. Si je ne veux pas sombrer dans l’idée que je suis le seul être qui pense, il me faut aussi un critère objectif pour attribuer de la pensée aux autres : ce sera le langage. En somme, pour Descartes, je suis une chose qui pense, et les autres êtres pensants sont des choses qui parlent.﻿
5. ﻿Cf. Jones et Bergen, 2025, 2024 ; Jannai, 2023. Ces tests sont imparfaits mais déjà assez révélateurs. Je reviendrai plus en détail dessus dans un prochain chapitre.﻿


  Chapitre I

    Apprentissage

  
    
      « Au lieu d’essayer de produire un programme qui simule l’esprit de l’adulte, pourquoi ne pas plutôt essayer de produire un programme qui simule celui de l’enfant1 ? »

    

  

  
    
      La leçon d’AlphaGo

      En octobre 2015, à Séoul, le programme AlphaGo développé par DeepMind a battu le champion du monde de go Lee Sedol. Une prouesse, certes, mais était-ce vraiment une surprise ? À première vue, il semble que l’histoire n’ait fait que se répéter après la victoire de DeepBlue, l’ordinateur d’IBM, contre le champion d’échecs Kasparov en 1997. La puissance de calcul de nos machines croissant d’année en année, n’était-il pas prévisible que le vénérable jeu de go finisse lui aussi par céder de la même façon ?

      Si vous pensez cela, vous vous trompez lourdement. Et c’est une erreur qui vous empêche sans doute de bien saisir les enjeux actuels de l’intelligence artificielle. La victoire d’AlphaGo en 2015 est très différente de celle de DeepBlue, et n’avait rien d’attendu : c’est venu comme une surprise même pour les experts du champ. Elle ne s’explique pas simplement par la montée en puissance de calcul brute des machines, mais plutôt par des avancées conceptuelles dont les leçons sont beaucoup plus profondes. C’est la raison pour laquelle je tiens à commencer par ce petit détour : comprendre en quoi AlphaGo diffère de DeepBlue sera utile pour réfléchir ensuite au cas des grands modèles de langage. (Au demeurant, le thème des échecs et des jeux de plateau reviendra plus tard dans ce livre, d’une façon surprenante.)

      Le jeu d’échecs se prête plutôt bien à la programmation pour au moins deux raisons. La première, c’est qu’on dispose d’heuristiques assez simples pour évaluer la force d’une position en cours de partie. Par exemple, celle que l’on apprend à tout débutant consiste à donner une valeur aux pièces en jeu (1 pour un pion, 3 pour un cavalier ou un fou, 5 pour une tour, 9 pour la dame) et à en faire la somme : cela suffit pour donner une bonne approximation du rapport de forces sur l’échiquier. La véritable évaluation de DeepBlue était certes beaucoup plus complexe, prenant aussi en compte d’autres aspects du jeu, mais cela restait une fonction très rapide à calculer.

      Deuxième raison : le nombre de mouvements permis par les règles dans une position aux échecs n’est pas excessivement élevé. Environ une vingtaine en moyenne. On peut représenter l’ensemble des positions possibles après chaque mouvement sous la forme d’un arbre : la position actuelle en est la racine dont partiraient vingt branches correspondant aux vingt mouvements permis ; de chacune de ces branches partiraient à nouveau une vingtaine de branches, et ainsi de suite. Après dix mouvements (en supposant vingt possibilités à chaque fois), le nombre total de positions possibles serait de l’ordre de dix mille milliards (10¹³), ce qui est colossal sans être inatteignable par des puissances de calcul élevées ; en outre, on peut concevoir des algorithmes d’élagage pour couper des branches inutiles dans cet arbre des mouvements possibles et rendre son exploration plus efficace.

      Résumons : d’une part, l’évaluation d’une position demande peu de calculs ; d’autre part, le nombre de positions à examiner reste dans un ordre de grandeur assez gérable. Dès lors, tout ce qu’il faut pour qu’un ordinateur joue de façon surhumaine aux échecs, c’est une puissance de calcul surhumaine, suffisante pour évaluer très rapidement des milliards de positions et sélectionner, dans l’arbre des coups possibles, ceux qui mènent aux positions les mieux évaluées. DeepBlue ne faisait rien d’autre que cela : au cours de son match de 1997, l’ordinateur était en mesure d’évaluer environ 200 millions de positions par seconde, ce qui lui permettait d’explorer en moyenne douze mouvements de pièces en avance. Pour l’époque, c’était du jamais-vu.

      Mais la prouesse résidait surtout dans le matériel. C’était une victoire du hardware plus que du software. Le logiciel d’échecs n’avait rien de révolutionnaire : il se contentait d’exploiter au mieux la puissance colossale du supercalculateur. DeepBlue n’est d’ailleurs pas le nom du logiciel mais bien celui de l’ordinateur lui-même, un monstre encombrant de 1 400 kg. C’est IBM, son constructeur, que l’on peut considérer comme le véritable vainqueur du match.

      Depuis 1997, la puissance des ordinateurs a explosé. Un smartphone récent représente des centaines de DeepBlue miniaturisés pour tenir miraculeusement dans votre poche. Quant aux supercalculateurs actuels, les plus performants sont jusqu’à 100 millions de fois plus rapides2. Tous les progrès récents en IA ont été rendus possibles par cette explosion de la puissance de calcul, certes. Pour autant, elle n’a souvent été qu’une condition nécessaire et non suffisante à elle seule. Dans le cas du jeu de go, typiquement, une approche par le calcul brut était vouée à l’échec.

      Il y a deux raisons principales à cela. La première tient au nombre de coups possibles dans une position au go qui est d’un ordre de grandeur plus élevé qu’aux échecs : entre 200 et 300 en moyenne (davantage en début de partie, et de moins en moins au fur et à mesure que le plateau se remplit). L’exploration de l’arbre des coups possibles se révèle donc beaucoup plus difficile. Après seulement dix coups (en supposant 200 possibilités à chaque fois), le nombre de positions est de l’ordre de 10²³. C’est beaucoup plus que pour les échecs où l’on a vu que le nombre de positions possibles après dix mouvements était de l’ordre de 10¹³. Pour vous donner une idée de la différence : 10¹³ grains de sable pourraient tenir dans un cube de 10 m de côté, mais 10²³ grains de sable en nécessiteraient un de 20 000 m de côté. De quoi faire de l’ombre à l’Everest. En somme, l’explosion combinatoire au jeu de go est telle que même les superordinateurs les plus puissants n’ont aucune chance d’explorer une fraction suffisante de l’arbre des coups possibles en utilisant la puissance de calcul brute.

      Deuxième raison : il n’existe pas d’heuristique simple pour évaluer une position au go. Surtout en début et milieu de partie, déterminer qui a l’avantage requiert un coup d’œil de connaisseur. Au go, chaque joueur pose à son tour une pierre de sa couleur, noire ou blanche, sur une des 361 intersections du plateau, et le but est de constituer des territoires, c’est-à-dire des espaces vides encerclés de pierres de la couleur du joueur. Certes, les captures de pierres sont possibles mais elles sont rares, et même lorsqu’elles se produisent, la grande majorité des points déterminant l’issue de la partie sont liés aux territoires. Dans la mesure où ces territoires n’existent que sous forme d’ébauche en milieu de partie, on ne dispose pas, comme aux échecs, de quantité facile à compter. Pour déterminer qui a l’avantage, il faut en fait réussir à prédire la suite de la partie : anticiper comment les pierres déjà posées vont pouvoir se connecter ou non pour constituer des territoires viables dans la position finale. Cela nécessite une sorte d’intuition qui ne s’acquiert qu’à force d’expérience et ne se laisse pas approximer par un calcul simple.

      En résumé, nous avons d’une part un nombre de positions à examiner impossible à gérer, et d’autre part aucune méthode de calcul rapide pour les évaluer de toute façon. Voilà pourquoi, jusqu’en 2015, malgré bien des tentatives, le jeu de go résistait encore aux assauts des programmeurs. Les meilleures IA de l’époque se faisaient battre par de simples amateurs, qui eux-mêmes n’auraient eu aucune chance face à des joueurs de go professionnels. Dans ces conditions, comment imaginer qu’une petite équipe de recherche puisse soudain écrire un programme capable non seulement de jouer à un niveau professionnel mais même de l’emporter face au légendaire Lee Sedol, champion du monde en titre, considéré comme l’un des meilleurs joueurs de l’Histoire ? Cela semblait impossible !

      Et c’était impossible. L’équipe de DeepMind n’a pas cherché à concevoir un programme qui jouerait au go à un niveau professionnel. C’eût été, en effet, peine perdue. Aucun collectif d’êtres humains ne pourrait concevoir un tel programme.

      Vous objecterez peut-être : « AlphaGo n’est pourtant bien qu’un programme informatique. Il ne fait qu’exécuter une suite d’instructions déterminées. Il doit donc y avoir des gens qui l’ont conçu et programmé ! »

      Encore une fois : non. AlphaGo est bien un programme, mais aucun être humain ne l’a programmé. La série d’instructions que suit AlphaGo pour jouer au go n’a pas été conçue par l’équipe de DeepMind. Ce que cette équipe a conçu, c’est un programme non pas capable de jouer au go mais capable d’apprendre à jouer au go. C’est une différence fondamentale.

      AlphaGo relève de l’apprentissage automatique (ou machine learning). C’est un domaine de l’intelligence artificielle qui est resté longtemps marginal avant d’exploser depuis les années 2010 grâce au développement d’un type particulier d’apprentissage automatique fondé sur des réseaux de neurones artificiels : l’apprentissage profond (ou deep learning).

      Les premières applications d’apprentissage profond qui ont surpris le monde académique touchaient à la reconnaissance de formes ou d’images, en particulier le logiciel AlexNet en 2012 qui a survolé toutes les compétitions de reconnaissance d’image par IA. Cela restait toutefois un type de tâche où la machine ne dépassait pas les performances humaines : elle les reproduisait, tout au plus. En revanche, l’exemple d’AlphaGo a démontré que l’apprentissage profond pouvait aboutir à des résultats proprement surhumains : le modèle a appris à jouer mieux que nous.

      N’était-ce pas déjà le cas avec DeepBlue ? Eh bien, non, pas exactement, car DeepBlue a été programmé. Des ingénieurs ont effectivement écrit les lignes de code que le programme exécutait pour jouer aux échecs. À ce titre, il n’y a rien d’opaque ni de mystérieux dans la méthode que suit DeepBlue : on connaît et comprend sa stratégie puisqu’elle est sortie de la tête d’êtres humains avant d’être traduite en instructions que la machine puisse exécuter. DeepBlue ne joue pas mieux mais seulement plus vite, beaucoup plus vite.

      AlphaGo en revanche n’a pas été programmé : les ingénieurs n’ont pas conçu ses stratégies mais seulement les mécanismes d’apprentissage grâce auxquels il a élaboré ensuite sa propre approche stratégique. Au départ, AlphaGo n’en avait aucune : il jouait au hasard, comme un enfant qui ne connaîtrait que les règles du jeu. Mais ses mécanismes d’apprentissage lui ont permis de se modifier au cours de son entraînement, de s’améliorer, de développer son jeu, d’apprendre. En cela, AlphaGo ressemble à un joueur humain : Lee Sedol non plus n’est pas né avec un programme inscrit directement dans sa tête lui permettant de jouer au go au meilleur niveau. Il est né avec une capacité à apprendre et à se perfectionner, et c’est en exploitant cette capacité au fil de milliers de parties qu’il s’est hissé au rang de champion du monde. Seulement, dans le cas d’AlphaGo, ce ne sont pas quelques dizaines de milliers de parties qui ont constitué son entraînement : comptez plutôt des dizaines de millions. C’est tout l’avantage d’être une machine.

      La leçon à tirer de la victoire d’AlphaGo est donc profondément différente de celle que l’on pouvait tirer de DeepBlue. L’ordinateur d’IBM représente une approche dite symbolique où la solution au problème qu’une IA doit résoudre est d’abord conceptualisée par des êtres humains puis traduite en instructions pour la machine. C’est ce qu’on pourrait appeler le paradigme de la programmation. Il implique que les IA restent intelligibles : on sait ce qu’elles font puisque nous avons dû les programmer explicitement à le faire. Mais les limites de cette approche sont les limites de ce qu’un être humain (ou un collectif d’êtres humains) est capable de programmer explicitement. Dans le cas du jeu de go, elles étaient déjà atteintes : la tâche est si complexe que l’humanité tout entière ne peut pas concevoir un programme pour jouer au go à un niveau professionnel.

      Le paradigme de la programmation et de l’IA symbolique a donc fini par être supplanté par un autre : celui de l’apprentissage. Au lieu de programmer explicitement une IA à réaliser une certaine tâche, on cherchera à concevoir un système capable d’apprendre à la réaliser à force d’exemples et d’entraînement. Cette approche se révèle extraordinairement efficace pour de nombreux problèmes complexes qui semblaient encore hors de portée de l’approche classique3.

      Cependant, ce gain en efficacité s’accompagne d’une perte en intelligibilité. En effet, contrairement aux programmes conçus ligne par ligne, un modèle issu de l’apprentissage automatique est souvent qualifié de boîte noire : cela ne signifie pas que son fonctionnement interne est inaccessible (on peut, en théorie, examiner pas à pas chaque calcul effectué), mais plutôt que ce fonctionnement nous reste inintelligible, ininterprétable. On constate que le modèle fonctionne, fait ce qu’on attend de lui, sans que nous puissions expliquer et articuler précisément quelle méthode il suit pour cela. Cela ne devrait pas nous surprendre, au demeurant : si cette méthode était facile à concevoir, nous aurions pu la traduire en un programme classique. Tout l’intérêt de l’apprentissage automatique réside dans le fait de l’appliquer à des tâches où la méthode à suivre est nécessairement trop complexe pour être ainsi exprimée sous forme d’une suite d’instructions compréhensibles.

      La programmation au sens classique nous est plus familière et plus facile à concevoir, mais il est crucial de garder à l’esprit que la plupart des choses que nous désignons comme IA aujourd’hui n’en relèvent plus. De là proviennent des erreurs persistantes qui minent beaucoup de discussions sur le sujet : nous avons le réflexe d’appliquer des concepts et des représentations héritées du paradigme de la programmation à des systèmes qui n’en relèvent plus. Par exemple, si vous pensiez que l’équipe de DeepMind avait programmé AlphaGo pour jouer au go, c’était une erreur de ce type.

      De telles erreurs ne sont pas anodines car elles forgent un imaginaire sur l’IA dominé par l’idée rassurante que les machines ne feront jamais que suivre les instructions que nous leur donnons, et qu’à ce titre elles resteront toujours prévisibles et contrôlables : après tout, nous les avons programmées. Or, c’est une vision qui ne correspond plus du tout à la réalité. L’apprentissage automatique nous force à revoir profondément notre conception de l’IA et de nos rapports à celle-ci.

      DeepBlue nous dépassait en puissance de calcul mais pas en stratégie : la machine ne faisait qu’appliquer mécaniquement, à une échelle surhumaine, des principes de jeu conçus par ses programmeurs humains. AlphaGo est d’une tout autre étoffe : c’est d’abord sur le plan stratégique qu’il nous dépasse. Il a littéralement appris à jouer mieux que nous. Plus troublant encore : nous ne pouvons pas expliquer exactement ce qu’il a appris. Son style de jeu est riche en innovations théoriques complexes. Dans certains cas, les stratégies employées semblent profondément contre-intuitives, comme si la cognition humaine n’était pas adaptée à une telle lecture du jeu.

      Le coup 37 de la deuxième partie d’AlphaGo contre Lee Sedol en a donné une illustration frappante. Ce coup avait d’abord perturbé le champion ainsi que tous les commentateurs du match tant il semblait inapproprié, contraire à des principes élémentaires de stratégie, comme une erreur de débutant. Il n’en était rien : ce coup déroutant a bien contribué à la victoire. Les écoles de go étudient désormais les parties de la machine comme on étudierait celles d’un grand maître humain. AlphaGo et ses successeurs ont eu un impact profond sur le monde professionnel et amateur du go, contribuant à renouveler le style, la tactique et la stratégie d’un jeu plurimillénaire.

      Cet exemple témoigne du fait que l’apprentissage automatique peut doter une machine de capacités inattendues, imprévisibles, et même d’une forme de créativité. Le mot peut sembler inapproprié mais c’est bien celui que choisissait Lee Sedol lui-même, notamment au sujet du fameux coup 37 : « C’est un coup très créatif qui exprime toute la beauté du jeu de go4. » Le champion n’a pas été dépassé par une montagne de calculs bruts sans imagination : il reconnaît s’être incliné devant un authentique joueur de go. C’est, me semble-t-il, la leçon la plus profonde à tirer de la victoire d’AlphaGo.

    

    
    
      Entraînement et apprentissage

      À certaines oreilles pudibondes, l’expression intelligence artificielle sonne comme un oxymore inacceptable : il ne saurait y avoir de véritable intelligence dans ce qui n’est jamais qu’un amas de transistors. L’I de l’IA n’est qu’une duperie, un argument marketing, une promesse jamais tenue. Révélation fracassante : l’intelligence artificielle n’existe pas5.

      Contester ce point ne ferait que m’entraîner dans une querelle sémantique : savoir s’il est justifié de qualifier tel ou tel système d’intelligent dépend avant tout de la définition plus ou moins exigeante que vous donnerez de ce terme qui reste flou dans son usage ordinaire. Vous pouvez choisir à votre convenance une signification qui réserve l’intelligence à l’être humain ou au vivant, mais vous n’aurez sauvé qu’un mot : cela ne change rien aux capacités des systèmes auxquels vous refusez de l’attribuer. Au demeurant, qu’on l’approuve ou non, l’expression intelligence artificielle ou IA est passée dans le langage courant : elle nous sert en pratique à désigner un ensemble de technologies très différentes, liées par un air de famille plutôt que par une caractéristique commune bien précise. Les grands modèles de langage sont parmi les membres les plus éminents de cette famille (dans le groupe plus large des IA génératives capables de produire des images, de la vidéo, de la musique ou des voix, etc.), mais ils sont loin de représenter toute la diversité du champ.

      Il y a toutefois un point commun à la majorité des avancées et des applications actuelles de l’IA : elles reposent sur l’entraînement de réseaux de neurones artificiels. C’est notamment le cas d’AlphaGo dont nous venons de parler, et ce sera aussi celui des LLM. Une annexe à la fin de ce chapitre présentera de façon détaillée les mécanismes de ces neurones artificiels : ce n’est pas un niveau de description indispensable pour réfléchir aux enjeux plus globaux de l’intelligence artificielle, mais cela reste intéressant à connaître (comme il est intéressant de savoir comment fonctionnent nos neurones sans que ce soit nécessaire pour parler de psychologie). En revanche, il me semble important de donner une idée générale de ce que signifie entraîner un réseau de neurones : en quel sens cela lui permet-il d’apprendre ?

      Globalement, on peut assimiler un réseau de neurones artificiels à une grosse fonction mathématique d’une extraordinaire complexité. Cette fonction transforme un certain type d’entrée en un certain type de sortie. Par exemple, si l’on voulait entraîner un réseau de neurones à reconnaître des images de chats, l’entrée devrait être une image (encodée comme une série de nombres représentant différents pixels), et la sortie pourrait être un nombre entre 0 et 1 qui représenterait le degré certitude quant à la présence d’un chat dans l’image.

      Cette grosse fonction qui transforme des entrées en sorties est influencée, à l’intérieur du réseau de neurones, par une multitude de petits paramètres pouvant prendre diverses valeurs : c’est ce que l’on appelle les poids des neurones (qui correspondent à la force du lien entre deux neurones). En faisant varier les valeurs de ces paramètres, le comportement de la grosse fonction (c’est-à-dire quelles sorties elle associe à quelles entrées) va également varier. L’entraînement du modèle consistera donc à chercher un réglage des paramètres qui optimise un certain comportement visé. Dans notre exemple de chat, il s’agirait d’un réglage tel que la fonction produise en sortie des valeurs proches de 1 si et seulement si l’image donnée en entrée contient un chat.

      Au départ, les paramètres du réseau sont tirés au hasard. Par conséquent, les résultats seront tout aussi aléatoires. La fonction du réseau est mal réglée : il va falloir l’entraîner. Pour cela, supposons qu’on donne en entrée une image de chat et que la sortie calculée par le réseau soit une valeur proche de 0,5 : c’est une erreur car on voudrait plutôt que la sortie soit un nombre proche de 1. Un algorithme va alors calculer comment chaque paramètre du réseau pourrait être légèrement modifié en proportion de son influence sur le résultat erroné, de sorte que le réseau se serait un peu moins trompé avec ce nouveau réglage (c’est-à-dire que la sortie aurait été un peu plus proche de la valeur attendue). Après modification, on donne une nouvelle image au réseau, et si le résultat est à nouveau erroné, on modifie à nouveau ses paramètres pour corriger l’erreur, et ainsi de suite un très grand nombre de fois sur un très grand nombre d’exemples différents. Et ainsi, d’erreurs en corrections, le réseau s’améliore petit à petit jusqu’à, éventuellement, réaliser la tâche visée : classer correctement des images de chats.

      Un réseau de neurones fonctionne comme un programme au sens où, pour une entrée donnée, il produit toujours une sortie déterminée par son architecture et l’ensemble de ses paramètres. Mais contrairement à un programme classique où chaque règle est explicitement écrite par un humain, ici les paramètres ont été ajustés progressivement par un processus automatique de petites corrections successives. Autrement dit, personne n’a codé ligne par ligne la méthode grâce à laquelle le réseau identifie les petits chats sur l’image : cette capacité aura seulement émergé au cours du processus d’optimisation à partir d’un très grand nombre d’exemples. Plutôt que de programme, on parle généralement de modèle pour désigner le résultat de ce processus d’apprentissage automatique.

      L’existence d’une base de données compilant de nombreux exemples est souvent le nerf de la guerre pour cette approche. Les premiers succès importants de l’apprentissage profond en reconnaissance d’image ont été permis non seulement par l’amélioration de la puissance de calcul et le perfectionnement des architectures des modèles, mais aussi et surtout par l’existence de banques de données de plusieurs millions d’images étiquetées : entendez par là qu’à chaque image est associée une description de ce qu’elle contient.

      L’étiquetage est crucial : c’est cela qui permet, durant l’entraînement, de déterminer automatiquement si le modèle s’est trompé et, le cas échéant, de modifier ses paramètres pour corriger l’erreur. (Par exemple, pour entraîner notre modèle à classifier des chats, il ne faut pas seulement un grand nombre d’images de chats et d’autres choses : il faut aussi qu’à chaque image soit associée l’étiquette chat ou non chat.) En somme, chaque donnée est comme une question dont l’étiquette est la réponse. Sans étiquette, pas d’erreur ; et sans erreur, pas d’entraînement.

      Lorsqu’un modèle est entraîné sur des données étiquetées à la main par des annotateurs humains, on parle d’apprentissage supervisé. Or, une limite importante de ce type d’apprentissage, c’est qu’il est difficile d’étiqueter d’immenses bases de données (même en profitant du travail d’êtres humains qui remplissent des CAPTCHA6).

      Il existe toutefois d’autres formes d’apprentissage qui ne sont pas basées sur des données étiquetées à la main. Ce sera notamment le cas des grands modèles de langage. Sur quels mécanismes l’apprentissage repose-t-il dans ce cas ? Pour commencer à l’expliquer, je vais revenir sur l’exemple d’AlphaGo car il se trouve que l’une des phases de son apprentissage repose sur une idée très analogue à l’apprentissage des LLM (qui n’existaient pas encore à l’époque) : il me semble que la comparaison entre l’un et l’autre pourra éclairer leur fonctionnement de façon assez profonde.

    

    
    
      Prédire le prochain coup

      AlphaGo a d’abord été entraîné sur une base de données de 160 000 parties humaines de go de bon niveau7. Mais que donnait-on exactement au réseau en entrée ? Et qu’attendait-on en sortie ? Autrement dit, quelles étaient les questions posées et les réponses attendues lors de l’entraînement ?

      Une partie de go, ce n’est qu’une liste de coups et un score final. Comment peut-on tirer de 160 000 séries de coups des données utilisables pour entraîner un réseau de neurones à jouer au go ? Non seulement ce ne sont pas des données étiquetées, mais il n’y a pas même de méthode évidente pour les étiqueter.

      La solution astucieuse envisagée par l’équipe de DeepMind a été la suivante. Chaque donnée d’entraînement représente l’état du plateau et l’historique des derniers coups à un moment quelconque d’une de ces parties ; et la « réponse » attendue, ce sera tout simplement le coup suivant joué au cours de cette partie.

      Cette approche, bien qu’elle ressemble à de l’apprentissage supervisé, s’en distingue par la façon dont les données sont étiquetées. Dans un apprentissage supervisé classique, les étiquettes sont généralement associées aux données par une intervention humaine directe : un annotateur identifie les objets dans des images. Or ici, l’étiquetage va provenir des données elles-mêmes : chaque position sur le plateau de go est automatiquement associée au coup suivant qui a été joué. C’est comme si les joueurs de la plateforme de go d’où ces parties ont été tirées avaient eux-mêmes étiqueté chaque état du jeu en jouant leur coup. Les données brutes contiennent ainsi à la fois la « question » (l’état du plateau) et la « réponse » (le coup joué). Ce type d’approche est appelé apprentissage autosupervisé.

      Un de ses avantages est que l’on peut extraire d’une seule partie presque autant de données d’entraînement qu’il y a de coups : ainsi, à partir de 160 000 parties, l’équipe de DeepMind a extrait 30 millions de positions.

      Pour chacune, la question posée durant l’entraînement était donc : dans cette position, quel est le prochain coup joué par un humain ? Et la réponse du réseau était une distribution de probabilité sur l’ensemble des coups possibles. Quand AlphaGo attribuait une probabilité trop faible au coup effectivement joué, l’algorithme d’apprentissage modifiait légèrement ses millions de paramètres pour réduire son erreur. Et ainsi de suite pour 30 millions de positions : à chaque itération, le réseau s’améliorait un tout petit peu. Au départ, il prédisait les coups au hasard, puis ses paramètres se sont affinés petit à petit de sorte que les coups prédits correspondaient davantage aux données. Au terme de cette phase, AlphaGo était devenu assez bon dans un exercice très particulier : prédire le prochain coup qu’un humain de bon niveau jouerait dans une position au go.

      Cet exercice est-il équivalent à jouer au go ? Pas exactement. Mais on peut le « faire jouer » en interprétant ses prédictions comme des coups joués. En outre, vu que ces humains étaient de bons joueurs de go et que les bons joueurs de go ont tendance à chercher à gagner quand ils jouent, les coups ainsi prédits avaient de bonnes chances d’être plutôt de bons coups susceptibles de mener à la victoire. Il n’en reste pas moins que, à ce stade de l’entraînement, le gain de la partie ne fait pas partie des objectifs d’AlphaGo.

      Cette approche seule n’aurait pas suffi à faire d’AlphaGo le champion qu’il est devenu. Lors d’une seconde phase de son apprentissage, le modèle s’est amélioré en jouant contre lui-même des millions de fois. Après chaque partie, ses paramètres étaient ajustés de façon à renforcer les décisions qui ont conduit au gain de la partie. Il s’agit d’une autre approche d’apprentissage automatique appelée apprentissage par renforcement. Elle permet, elle aussi, de se passer de données étiquetées puisque les données d’entraînement sont générées par AlphaGo en jouant ses parties contre lui-même : c’est le résultat gagnant ou perdant qui détermine de quelle façon modifier les paramètres du réseau. Ce processus lui permettait d’explorer des stratégies nouvelles et d’affiner son jeu bien au-delà de ce qu’il avait appris à partir des seules parties humaines. Contrairement à la première phase où l’objectif relevait seulement de la prédiction de coup, au cours de cette seconde phase, l’objectif est bien le gain de la partie.

      Les chercheurs de DeepMind s’apercevront bientôt que l’apprentissage par renforcement suffisait en fait pour entraîner un modèle à jouer au go à un niveau surhumain. Fin 2017, un nouveau coup de tonnerre frappe non seulement les joueurs de go mais aussi les joueurs d’échecs et de shogi (un jeu japonais similaire aux échecs) : AlphaZero est publié. Cette nouvelle version a appris à jouer à ces trois jeux de plateau uniquement en s’entraînant contre elle-même au cours de millions de parties en apprentissage par renforcement. Partant de zéro, sans aucune connaissance préalable des jeux en dehors de leurs règles, AlphaZero s’est entraîné seul jusqu’à surpasser tous ses rivaux, humains comme machines. AlphaZero était notamment meilleur au go que sa version antérieure AlphaGo, et meilleur aux échecs que les IA classiques les plus sophistiquées de l’époque comme Stockfish.

      Il est vertigineux de songer que cet entraînement n’a duré que quelques heures dans le cas des échecs : au cours de cette phase d’apprentissage, AlphaZero a redécouvert seul toutes les ouvertures que les joueurs d’échecs humains avaient mis collectivement des siècles à explorer et étudier, et la machine est arrivée à peu près aux mêmes conclusions quant aux meilleures lignes à suivre. Je ne sais pas si l’humanité peut en tirer quelque fierté (car nos théories sur les ouvertures se sont révélées correctes), ou s’il est surtout humiliant qu’un après-midi ait suffi pour arriver au même résultat.

      Moralité : si AlphaGo a surpassé Lee Sedol, c’est avant tout grâce à sa deuxième phase d’apprentissage par renforcement, où il s’est perfectionné en jouant des millions de parties contre lui-même. En comparaison, la première phase, qui ne consistait qu’à apprendre à prédire le prochain coup de parties humaines, indispensable dans le cas d’AlphaGo pour initier le processus d’apprentissage, s’est révélée superflue voire contre-productive avec les itérations suivantes comme AlphaZero.

      Cependant, cette première phase d’apprentissage offre une analogie intéressante quand on la transpose à un tout autre jeu, celui-là même auquel je suis en train de jouer : écrire des mots les uns à la suite des autres de façon à former des phrases ayant un sens. Le jeu du langage. L’équivalent d’entraîner un modèle à prédire le prochain coup serait, pour ce jeu, de l’entraîner à prédire le prochain mot. Rien de plus que le prochain mot. Une idée saugrenue à première vue, mais si cela a pu fonctionner pour initier l’apprentissage du jeu de go dans AlphaGo, pourrait-il en être de même avec celui du langage ?

      Si étrange que cela paraisse, oui : c’est un principe similaire qui sera au cœur de l’entraînement des grands modèles de langage.

    

    
    
      Annexe : dissection d’un petit réseau de neurones

      Pour terminer ce premier chapitre, je voudrais entrer un peu plus en profondeur dans le fonctionnement d’un réseau de neurones et des mécanismes d’apprentissage qu’ils permettent d’implémenter. Vous pouvez tout à fait sauter cette annexe et vous rendre directement au début du chapitre suivant si ces détails un peu plus pointus ne vous intéressent pas, mais il me semblait utile de donner, aux lecteurs les plus motivés, une idée plus précise et concrète de ce que fait un réseau de neurones : cela aidera à comprendre non seulement les LLM mais aussi la plupart de nos IA actuelles. Nous allons en quelque sorte leur ouvrir le cerveau.

      Qu’est-ce qu’un réseau de neurones artificiels ? C’est un type d’architecture inspiré du fonctionnement des neurones biologiques sous une forme très schématique : un neurone formel prend une série de nombres en entrées, réalise quelques calculs basiques sur ces nombres (une somme avec des coefficients), puis, en fonction du résultat, transmet un certain nombre en sortie. Du point de vue mathématique, c’est donc une fonction assez rudimentaire. Mais les choses vont devenir palpitantes lorsque ces neurones seront connectés les uns aux autres pour former ce qu’on appelle alors un réseau de neurones.

      Deux neurones sont connectés quand le nombre en sortie de l’un est pris comme un des nombres en entrée de l’autre. Si toutes les entrées et sorties d’un neurone sont connectées à d’autres neurones, c’est qu’il se trouve dans une couche intermédiaire du réseau, aussi appelée couche cachée. Un réseau sera aussi constitué d’une première couche de neurones dont les entrées ne sont pas connectées à d’autres neurones : c’est la couche d’entrée. Et à l’autre bout, des neurones ne sont connectés en sortie à aucun autre : c’est la couche de sortie.

      Examinons un exemple pour clarifier ce qu’on entend par entrée et sortie et comment un réseau de neurones peut être entraîné à réaliser une certaine tâche. Supposons que l’on veuille construire un réseau de neurones capable d’identifier sur une photo un chiffre écrit à la main8. Les entrées que l’on voudrait donner au réseau seraient donc des données visuelles ; or, un réseau de neurones n’est censé prendre que des nombres pour entrées. Ce n’est pas un problème : il suffit de traduire une image en une série de nombres. Ainsi admettons que chaque image à traiter soit réduite à un carré de 28 pixels de côté.

      
      [image: Figure illustrant le programme]
      On conviendra que chaque nuance de gris correspond à un nombre entre 0 (pour un pixel blanc) et 1 (pour un pixel noir). Toute l’image est alors encodée comme une série de 28×28 = 784 nombres entre 0 et 1. La couche d’entrée de notre réseau de neurones serait donc constituée de 784 neurones à qui l’on transmet respectivement un de ces nombres entre 0 et 1.

      À l’autre bout du réseau, nous voudrions que la couche de sortie indique le chiffre écrit dont l’image a été donnée en entrée. Pour cela, dix neurones correspondront à chaque réponse possible (de “0” à “9”) : la sortie de chacun de ces neurones devrait correspondre à la probabilité estimée que cette réponse soit la bonne. Par exemple, si le neurone de la couche de sortie correspondant à “4” transmet 0,9, cela signifierait que le réseau estime qu’il y a 90 % de chances que l’image donnée en entrée soit celle d’un “4” écrit à la main. Toutes ces estimations de probabilité pour chaque réponse devraient s’additionner de façon à être égale à 1 (c’est-à-dire 100 %). Ainsi la série de nombres en sortie du réseau représente ce qu’on appelle une distribution de probabilité sur l’ensemble des réponses possibles9.

      Entre les 784 neurones de la couche d’entrée et les 10 neurones de la couche de sortie, il faudra placer une ou plusieurs couches cachées de neurones qui vont permettre de donner assez de complexité au réseau pour réaliser la tâche qu’on attend de lui : on parle d’apprentissage profond lorsqu’un nombre important de couches cachées sont ainsi intercalées entre l’entrée et la sortie. Dans le cas qui nous occupe, deux couches de 16 neurones suffiront, chaque neurone d’une couche étant connecté à tous les neurones de la suivante.

      Penchons-nous maintenant d’un peu plus près sur les opérations que font les neurones. À chaque connexion entre deux neurones correspond un poids représenté par un nombre. Quand un neurone va recevoir un nombre en entrée via une certaine connexion, il va d’abord multiplier ce nombre par le poids de la connexion. Intuitivement, plus le poids est élevé, plus cette entrée va contribuer à exciter le neurone. Si le poids est négatif, l’entrée va au contraire contribuer à inhiber le neurone.

      Le neurone fait ensuite la somme de toutes ses entrées multipliées par leurs poids respectifs. Il peut aussi ajouter un certain nombre fixe que l’on appelle le biais du neurone. Si le résultat obtenu dépasse un certain seuil, le neurone est activé et transmettra à son tour un nombre en entrée aux neurones de la couche suivante auxquels il est connecté. Et c’est tout.

      Même pour un réseau aussi modeste que celui que j’ai décrit, l’ensemble des poids et des biais représente déjà plus de 13 000 nombres entre 0 et 1 (la plus grande part étant constituée par les poids des connexions entre les deux premières couches : 784×16 = 12 544 poids). Ce sont tous ces nombres (poids et biais) que l’on appelle les paramètres du réseau. Retenez bien ce terme : on parle souvent du nombre de paramètres d’un modèle comme d’une sorte d’estimation de sa taille. Par exemple, le modèle GPT-4 aurait environ 1 800 milliards de paramètres. (Cela correspond, en gros, au nombre de connexions entre les neurones, pas au nombre de neurones qui est toujours de plusieurs ordres de grandeur moins élevés.)

      En fin de compte, tout réseau de neurones peut être décrit comme une fonction qui transforme la série de nombres qu’on injecte dans la couche d’entrée en une autre série de nombres que l’on récupère dans la couche de sortie : pour le réseau que je viens de décrire, la série de nombres en entrée correspond à une image de chiffre écrit à la main, et la série de nombres en sortie correspond à une distribution de probabilité de réponses possibles concernant quel chiffre a été écrit.

      Même si chaque neurone est très simple en lui-même, un réseau qui en connecte un grand nombre va pouvoir réaliser toutes sortes de fonctions d’une extraordinaire complexité. Et le comportement de cette fonction sera modifié chaque fois que l’on modifiera les poids des connexions et les biais des neurones. En effet, selon la valeur des 13 000 paramètres de notre petit réseau, les mêmes images données en entrées ne produiront pas les mêmes résultats en sortie. Le comportement du réseau est ainsi extrêmement malléable à travers la modification de ces paramètres. Et c’est cette extrême malléabilité que la phase d’apprentissage va exploiter.

      Les 13 000 paramètres sont comme autant de petits curseurs pouvant prendre différentes valeurs : l’entraînement du réseau consistera à régler ces 13 000 curseurs de sorte que le réseau finisse par réaliser la fonction que l’on veut qu’il réalise, c’est-à-dire qu’à chaque image de chiffre écrit à la main donnée en entrée, il associe en sortie une distribution assignant une probabilité aussi haute que possible au chiffre effectivement écrit.

      Comme je l’ai indiqué précédemment, les paramètres sont d’abord tirés au hasard puis ajustés progressivement après chaque erreur selon un algorithme de correction. Cet algorithme repose sur deux concepts cruciaux : la rétropropagation de l’erreur et la descente de gradient. La rétropropagation de l’erreur est une méthode qui permet de faire, en quelque sorte, remonter les informations sur l’erreur, couche par couche, depuis celle de sortie jusqu’à l’entrée. (En gros, à partir de l’erreur observée en sortie, on calcule dans quelle mesure la couche précédente y a contribué, et ainsi de suite jusqu’à l’ensemble du réseau.) Ces informations servent ensuite à la descente de gradient, un algorithme qui vise à ajuster les paramètres du réseau pour réduire cette erreur. L’idée générale est de considérer les paramètres comme autant de directions dans un espace (un espace à plus de 13 000 dimensions, ce qui n’est pas évident à visualiser mais se laisse très bien mathématiser), de calculer la pente opposée à l’erreur dans cet espace, et de faire un pas, plus ou moins grand, dans cette direction. En répétant l’opération, on finit par trouver un point dans cet espace à très grandes dimensions qui minimise l’erreur (au moins localement). Tout l’intérêt de l’architecture des réseaux de neurones réside dans leur capacité à permettre l’implémentation efficace de ce type d’algorithmes d’apprentissage par modification progressive des paramètres.

    

    



1. ﻿Turing, 1950.﻿
2. ﻿DeepBlue avait une puissance de 11,4 GFLOP/s. Les meilleurs supercalculateurs actuels dépassent le milliard de GFLOP/s.﻿
3. ﻿Dans la littérature scientifique, on oppose souvent l’approche symbolique et l’approche connexionniste. Cela recouvre assez bien la distinction que je propose ici, mais il me semble que c’est moins transparent et intuitif qu’opposer programmation et apprentissage.﻿
4. ﻿Lee Sedol, cité dans le documentaire AlphaGo de Greg Kohs (2017).﻿
5. ﻿L’Intelligence artificielle n’existe pas est le titre d’un best-seller de Luc Julia, personnalité médiatique omniprésente dans les médias dès qu’il est question d’intelligence artificielle, systématiquement présenté comme le créateur ou cocréateur de Siri (l’assistant vocal d’Apple) : la couverture de ses livres l’indique en gros et tous les journalistes qui lui donnent la parole mettent en avant ce haut fait dont il semble tirer une part essentielle de son autorité. Pourtant, aucune source indépendante ne le crédite comme tel. Par exemple, le très complet article Wikipédia « Siri » ne contient pas même une mention de Luc Julia ; un long article du HuffPost intitulé « Siri Rising : The Inside Story of Siri’s Origins » livre un récit détaillé de la création de l’assistant vocal sans qu’on y voie Luc Julia jouer le moindre rôle non plus. Curieux oubli. Sur quoi se fonde donc la prétention de Luc Julia à la création ou cocréation de Siri ? Sur le dépôt de quelques brevets vers la fin des années 90 avec notamment Adam Cheyer. C’est Cheyer qui, dix ans plus tard, va créer la start-up Siri Inc avec deux autres cofondateurs, mais pas Luc Julia qui n’y aura même jamais travaillé. Le développement de Siri s’est appuyé sur de nombreux brevets, dont quelques-uns où le nom de Luc Julia apparaît, certes, mais son rôle comme inventeur semble assez modeste comparé à bien d’autres (en particulier ceux ayant effectivement travaillé au développement de Siri). La première version de Siri est publiée en 2010, puis Apple rachète l’entreprise et commence à intégrer Siri au lancement de l’iPhone en 2011. Ce n’est qu’après que Dag Kittlaus (un des véritables cocréateurs de Siri) quitte Apple en 2011 que Luc Julia rejoint brièvement Apple pour dix mois. C’est plus que léger pour être considéré comme cocréateur de quoi que ce soit. Julia est tout au plus un précurseur dans le domaine de l’assistance vocale, parmi bien d’autres, pas spécialement notables. Ainsi semble-t-il qu’on soit face à un cas d’auteur qui gonfle son CV et que des journalistes et des éditeurs reprennent en boucle sans effort de vérification. Cela invite à une certaine prudence concernant ses propos. J’y reviendrai car son discours sur l’IA offre des exemples intéressants de mécompréhension…﻿
6. ﻿Les CAPTCHA (Completely Automated Public Turing Test to Tell Computers and Humans Apart) sont des tests conçus pour s’assurer qu’un utilisateur est humain, en demandant par exemple de reconnaître des lettres déformées ou de cliquer sur des images spécifiques. Cela a pu être détourné de cet usage pour servir à étiqueter des données. Par exemple, avec reCAPTCHA, Google demandait de reconnaître des mots déformés dans le but d’aider à numériser des livres. D’autres CAPTCHA demandant de cliquer sur des images (comme des feux de signalisation ou des passages piétons) ont été utilisés pour entraîner des modèles de vision par ordinateur, notamment pour des projets comme Google Street View ou la conduite autonome.﻿
7. ﻿Ces parties sont tirées des archives de KGS, l’une des principales plateformes où l’on peut jouer au go en ligne. Il s’agit de parties de joueurs de 6e dan ou davantage (donc d’un bon niveau).﻿
8. ﻿Mon exemple n’a rien d’original : la reconnaissance de chiffre écrit à la main est le cas par excellence à travers lequel on présente les réseaux de neurones, notamment parce qu’il s’agit historiquement d’une des toutes premières applications réussies de ce type d’approche pour l’apprentissage automatique (Yann LeCun, 1990). J’emprunte la description du réseau et l’illustration qui va suivre à l’excellente vidéo « But what is a neural network ? | Deep learning chapter 1 » de la chaîne 3Blue1Brown (Sanderson, 2017).﻿
9. ﻿La couche de sortie d’un réseau de neurones ne donne pas forcément une distribution de probabilité, mais pour un réseau entraîné à ce type de tâche c’est une approche appropriée. Notez que la couche de sortie des LLM donne de la même façon une distribution de probabilité.﻿
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