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INTRODUCCIÓN


El mundo moderno requiere del manejo y análisis de datos de los cuales se encuentra rodeado. Tales datos pueden ser analizados y procesados para convertirlos en información que instruye, informa, responde y ayuda, en algunos casos, a entender y tomar decisiones. Mientras la calidad de los datos es grande y creciente, el número de fuentes de datos es ilimitado, y el rango de áreas es inmenso, dentro de las cuales se incluyen principalmente los campos industrial, comercial, financiero y científico. En los últimos años se ha presentado un alto crecimiento en los métodos para descubrir nuevo conocimiento a partir de grandes volúmenes de datos. En respuesta a esto, surge una nueva disciplina, conocida como minería de datos.


En esta nueva disciplina confluyen temas relacionados con la Estadística, el aprendizaje computacional, el manejo de datos, las bases de datos, el reconocimiento de patrones, la Inteligencia Artificial (IA), entre otras temáticas. Todas estas están relacionadas directamente con el análisis de datos, sin embargo, pueden tener diferencia en el campo de aplicación. La minería de datos surge en respuesta a la necesidad de hacer un análisis eficiente y efectivo a grandes volúmenes de datos existentes en las organizaciones. Esta es usada en el mundo de los negocios en áreas como el análisis de mercado (Bozdogan, 2004, p. 233).


Este libro, Fundamentos de minería de datos, intenta ser un texto introductorio de consulta para estudiantes de asignaturas relacionadas con minería de datos. Cada capítulo está organizado en una teoría introductoria a tareas de dicha disciplina, técnicas empleadas en estas tareas, ejemplos que explican cómo aplicar la técnica en la tarea, y algunos ejercicios propuestos. Junto con el libro se suministra un software para minería de datos, denominado UDMiner1, con el cual se pretende que el lector tenga una herramienta para llevar a práctica la teoría aquí presentada.


El primer capítulo, “Conceptos de minería de datos”, se centra en: evolución de las tecnologías de la información, ¿para qué sirve la minería de datos?, descubrimiento de conocimiento en bases de datos, tareas de la minería de datos y su relación con otras disciplinas. Con cada uno de estos tópicos se pretende motivar al lector e introducirlo en esta reciente área de estudio, a través del planteamiento de ejemplos reales.


En el capítulo dos, “Preprocesamiento de datos”, se aborda una de las fases más importantes y a la vez críticas dentro del proceso de descubrimiento de conocimiento, dado que de la rigurosidad con que se aplique esta fase dependerá en gran medida la calidad de los resultados de las siguientes fases del proceso. Siguiendo el esquema de preprocesamiento de datos, se plantea la siguiente temática: recolección e integración de datos, detección de valores anómalos, manejo de valores faltantes, reducción de la dimensionalidad, discretización, numerización, normalización y herramientas para el preprocesamiento de datos.


El siguiente capítulo trata acerca de una tarea aplicada principalmente en el análisis de mercadeo, esta es la “Asociación de datos”. Aquí se describen temas como: reglas de asociación, el algoritmo a priori, generación de reglas de asociación desde ítemsets frecuentes, mejoras y extensiones de las técnicas y algoritmos tradicionales para la asociación de datos, reglas de asociación multinivel en bases de datos transaccionales, generación de reglas de asociación multidimensionales en bases de datos relacionales y en bodegas de datos, y una herramienta empleada para la generación de reglas de asociación.


Posteriormente, se plantea una temática relacionada directamente con la predicción y “Clasificación de datos”, dentro de la cual se incluyen los subtemas: ¿qué es clasificación?, diferencias entre regresión y clasificación, criterios para la selección de técnicas de clasificación y regresión, técnicas de clasificación y regresión (redes neuronales artificiales, regresión lineal y métodos bayesianos). El capítulo finaliza con la descripción de dos herramientas empleadas en la clasificación de datos: la primera utiliza redes neuronales artificiales como técnica de clasificación y la segunda se basa en la implementación de un método bayesiano.


El capítulo cinco está orientado hacia la “Agrupación de datos”, y se encuentra estructurado en: requerimientos de la agrupación en la minería de datos, métodos de agrupación, técnicas de agrupación (red de resonancia adaptativa ART2, mapas autoorganizativos de Kohonen, el algoritmo DBSCAN), y herramientas para la agrupación de datos.


Luego, se presentan como anexos la descripción de algunas herramientas para minería de datos y una metodología empleada en el proceso de extracción del conocimiento.




1. CONCEPTOS DE MINERÍA DE DATOS


Introducción


Con la denominada sociedad de la información se está multiplicando la cantidad de datos almacenados en las bases de datos de las organizaciones. Sin embargo, opuesto a lo que se espera, este aumento de datos no supone un aumento del conocimiento, dado que resulta difícil procesarlos con los métodos clásicos. La mayoría de las empresas producen más información en un día que la que cualquier persona podría examinar en toda su vida. De modo que el mundo se está enfrentando a la paradoja de que, cuantos más datos están disponibles, menos información se tiene. Para superar este problema, en los últimos años se han generado técnicas y/o métodos que facilitan el procesamiento de los datos y permiten realizar un análisis detallado de éstos de forma automática o semiautomática; es aquí donde la minería de datos ofrece un conjunto de técnicas para el análisis de los datos.


Las primeras investigaciones sobre minería de datos se remontan aproximadamente a finales de la década de los ochenta, cuando se impulsaron, en gran parte por el desarrollo de áreas como la Inteligencia Artificial (IA), el aprendizaje automático, las bases de datos relacionales y avances en la microelectrónica e informática.


Al hablar de minería de datos es necesario hacer referencia a las áreas con las cuales tiene relación: la Estadística tradicional y el análisis de datos, entre otras. Los métodos estadísticos y el análisis sobre los datos no proporcionan conocimiento como tal; debido a esto fue necesario fomentar una práctica más profunda, para utilizar los datos y extraer beneficios de éstos. La respuesta a estas necesidades y a muchas otras, como el almacenamiento de gran cantidad de datos y la necesidad de herramientas adecuadas e innovadoras que apoyen la toma de decisiones, está reflejada en una de las áreas de investigación más recientes, la minería de datos.


A continuación, se dan algunas definiciones de minería de datos:




Es la exploración de forma automática o semiautomática de grandes cantidades de datos para el descubrimiento de reglas y patrones (Berry y Linoff, 1997, p. 5).


Es la búsqueda para nueva y valiosa información no trivial en grades volúmenes de datos (Kantardzic, 2001, p. 2).


Un proceso iterativo de detección y extracción de patrones a partir de grandes bases de datos, esto es, modelo-reconocimiento (Mena, 1999, p. 5).


Es el análisis de un conjunto de datos para encontrar relaciones desconocidas y resumir los datos de nuevas formas entendibles para el minero (Hand, Mannila y Smyth, 2001, p. 1).


En resumen, la minería de datos se trata del proceso analítico, por medio del cual se extrae información oculta de grandes cantidades de datos siendo muy útil para predecir futuros comportamientos y tendencias (Thearling, 1999).


Por medio de la minería de datos es posible responder preguntas de gran complejidad en tiempo y espacio que no es posible o resulta más difícil utilizando otras técnicas como por ejemplo los métodos estadísticos (StartSoft Inc., 2002). Además, la minería de datos permite descubrir patrones o relaciones entre distintos elementos en un modelo y aplicarlos a un nuevo subconjunto de datos.





En la práctica, los modelos para extraer patrones de conocimiento pueden ser de dos tipos: predictivos y descriptivos. Los modelos predictivos pretenden estimar valores futuros o desconocidos de variables de interés, que se denominan variables objetivo o dependientes, usando otras variables o campos de la base de datos llamadas variables independientes o predictivas. Los modelos descriptivos, en cambio, identifican patrones que explican o resumen los datos, es decir sirven para explorar las propiedades de los datos examinados, no para predecir nuevos datos (Hernández, Ramírez y Ferri, 2004, p. 12).


Este proceso se ve beneficiado por la inmensa cantidad de datos que actualmente coleccionan las compañías (principal mercado de la minería de datos), dando un mayor valor a sus datos por medio de las técnicas de análisis que se utilizan para extraer el conocimiento. Es de gran importancia que los datos sean suficientes y de calidad aceptable, especialmente en situaciones donde la certidumbre sea limitada; allí la minería de datos puede venir a revelar un conocimiento más exacto por medio de los datos sobre los cuales está fundamentada (Chapple, 2002).


La ejecución de la minería de datos se observa como un enfoque de “caja negra” para explorar y descubrir el conocimiento, usando una gran cantidad de técnicas derivadas, en su mayoría, de la Estadística y la IA como lo son los árboles de decisión y las redes neuronales (Thearling, 1999).


Es significativo hacer la distinción entre la minería de datos y la Estadística, que tienen ciertas similitudes que tienden a generar confusión sobre los conceptos. La principal semejanza se establece en que los objetivos son similares, pero los medios para alcanzarlos y su dificultad difieren.


La diferencia básica radica en que las técnicas de minería de datos construyen el modelo de forma automatizada al contrario de las técnicas de estadística, que necesitan ser manejadas y orientadas por un estadístico profesional (PMSI, 2002). Se debe destacar que dadas las características de la minería de datos se obtiene un mayor rendimiento en manejabilidad y tiempo de trabajo, estando entre sus ventajas la rapidez y sencillez. Otra ventaja resulta del hecho que las técnicas permiten trabajar con grandes cantidades de datos y variables sin inconvenientes mayores.


Al realizar modelos estadísticos no siempre es posible explicar la dependencia si los datos son complejos y se requiere analizar una gran cantidad; además, no siempre es posible formular los problemas exactamente. A pesar de que el software estadístico y las hojas de cálculo han permitido la realización de los análisis más elaborados, no se debe perder de vista que pueden surgir problemas cuando los usuarios que no comprenden las suposiciones o las limitaciones de los procedimientos estadísticos, obtienen conclusiones erróneas a partir de los resultados generados por este tipo de software (Berenson, Levine y Krehbiel, 2001, p. 3).



1.1. Evolución de las tecnologías de la información1



La minería de datos puede ser vista como un resultado de la evolución natural de las tecnologías de la información. Esta evolución tiene sus raíces en la industria de las bases de datos, de la siguiente forma: colección de datos y creación de bases de datos, manejo de datos (incluye recuperación y almacenamiento, procesamiento de transacciones de bases de datos), en el conocimiento involucra bodegas de datos y minería de datos y, finalmente, análisis de datos. En primera instancia, el desarrollo primitivo de la colección de datos y mecanismos para la creación de bases de datos es visto como prerrequisito para el desarrollo efectivo de mecanismos para la recuperación y almacenamiento, y el procesamiento/consulta de transacciones. Los numerosos sistemas de bases de datos ofrecen consultas y procesamiento de transacciones como práctica común.


Desde 1960, las tecnologías de la información y las bases de datos han sido envueltas sistemáticamente por sofisticados sistemas de procesamiento de archivos y de bases de datos. La búsqueda y desarrollo en sistemas de bases de datos a partir de 1970 ha progresado, gracias a sistemas primitivos de bases en red y jerárquicos hasta el desarrollo de sistemas de bases de datos relacionales, herramientas para el modelamiento de datos y técnicas de organización e indexación. Adicionalmente, está la creación de lenguajes de consulta, interfaces de usuario, procesamiento óptimo de consultas y manejo de transacciones. Del mismo modo, la existencia de métodos eficientes para el procesamiento de transacciones en línea (OLTP), hacen de la consulta una transacción de solo lectura, contribuyendo substancialmente para la evolución y la alta aceptación de la tecnología relacional como una mejor herramienta para el almacenamiento, recuperación y manejo eficiente de grandes cantidades de datos.


Las tecnologías de las bases de datos, desde la mitad de la década de los ochenta, se han caracterizado por la adopción popular de la tecnología relacional y el aumento de actividades de búsqueda y desarrollo sobre nuevos sistemas de bases de datos. El avance en modelos de datos como el relacional-extendido, el orientado-objeto, el relacional-objeto, los modelos deductivos y los sistemas de bases de datos orientadas a aplicación (espacial, temporal, multimedia, y aquellas científicas y de conocimiento), tiende a aumentar. Las bases de datos heterogéneas y los sistemas de información basados en Internet como world wide web (www), surgen y tienen un papel importante en la sociedad de la información.


El firme y asombroso progreso de las tecnologías de hardware en las tres décadas pasadas ha permitido un alto soporte y adquisición de computadores, equipamiento de colección de datos y un almacenamiento medio. Esta tecnología suministra una gran ayuda para la industria de la información y bases de datos, creando un gran número de bodegas de información y datos disponibles para el manejo de transacciones, recuperación de información y análisis de datos.


Hoy en día los datos pueden ser almacenados en muchas y diferentes bases de datos. Una arquitectura de bases de datos que ha surgido recientemente es la bodega de datos (Data warehouse), la cual es un repositorio de datos heterogéneos de múltiples fuentes. La tecnología de bodega de datos incluye limpieza, integración y procesamiento analítico de datos en línea (OLAP).2 Las herramientas OLAP soportan análisis multidimensional y toma de decisiones; adicionalmente las herramientas de análisis de datos son necesarias para el análisis exhaustivo como clasificación, agrupación y caracterización de cambios en los datos.


La abundancia de datos, unida con la necesidad de potentes herramientas para su análisis, es descrita como un valioso análisis pero débil información. El rápido crecimiento de colección, almacenamiento y grandes bases de datos ha excedido nuestra capacidad para comprender estas poderosas herramientas. Las herramientas de minería de datos realizan análisis de datos y pueden descubrir importantes patrones de conocimiento, contribuyendo al crecimiento y mejoramiento de estrategias de mercadeo, bases de conocimiento y científicas, así como de búsqueda médica.


1.2. ¿Para qué sirve la minería de datos?


Las áreas en las que puede utilizarse la minería de datos en la solución de problemas son muy variadas, es decir, en cualquier situación en la que se disponga de un conjunto de datos podría aplicarse. A continuación se mencionan algunos ejemplos en los que se ha aplicado minería de datos.


A través de la minería de datos se pueden construir sistemas de evaluación automática de riesgos laborales, basados en la experiencia de profesionales en el área. Estos sistemas resultan de gran utilidad cuando la cantidad de casos a evaluar es excesiva para su procesamiento manual. El empleo de técnicas de minería de datos ha aumentado la eficiencia de estos sistemas, logrando un comportamiento más similar al de los especialistas humanos. En la tabla 1.1 se pueden observar algunas acciones a tener en cuenta para evitar diferentes riesgos, acciones que pueden ser propuestas por un sistema de minería de datos.


Utilizando técnicas de minería de datos, pueden obtenerse modelos que permitan descubrir posibles fraudes, basándose en la detección de comportamientos atípicos en comparación con los datos registrados anteriormente. Por ejemplo, se puede encontrar aplicaciones concretas en operadores de telefonía o empresas de gestión de tarjetas de crédito: estas compañías analizan el uso que los clientes hacen de sus servicios y pueden ubicar, de manera muy rápida, un uso fraudulento de estos servicios.


Tabla 1.1. Acciones a emprender según el nivel de riesgo








	Riesgo


	Acción











	Despreciable


	No se requiere acción inmediata.







	Tolerante


	No se necesita mejorar la acción preventiva. Sin embargo se deben considerar soluciones más rentables o mejoras. Se requieren comprobaciones periódicas para asegurar que se mantiene la eficacia de las medidas de control.







	Moderado


	
Se deben hacer esfuerzos para reducir el riesgo, determinando las inversiones precisas. Las medidas para reducir el riesgo deben implantarse en un periodo determinado.


Cuando el riesgo moderado está asociado a consecuencias extremadamente dañinas se precisará una acción posterior para establecer con más, precisión, la probabilidad de daño como base para determinar la necesidad de mejora de las medidas de control.
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