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			Capítulo 1

			Introducción

			1.

			El genial e incomparable Johann Carl Friedrich Gauss, apodado el «Príncipe de los matemáticos», solía presentar las conclusiones de sus investigaciones sin aportar las ideas que le habían conducido a ellas. Cuando una vez le preguntaron por qué lo hacía, contestó que ningún arquitecto deja los andamios de la catedral cuando la termina.

			La mayoría de los mortales necesitamos andamios, muchos andamios, y este es el principal objetivo de libro que aquí empieza. En él no se muestra ni una sola línea de código de programación ni fórmulas matemáticas. Se proponen casos prácticos, todos surgidos de la curiosidad del autor, tanto por entender la inteligencia artificial como por el problema a resolver, y se empieza por levantar los andamios que serían las soluciones sin inteligencia artificial, de carácter estadístico sencillo, para luego ver cómo se resuelve mediante las herramientas de aprendizaje profundo. He intentado que las herramientas aparezcan como la solución a problemas concretos, porque lo normal es encontrarlas en la literatura como nacidas por generación espontánea.

			El libro está repleto de gráficos y tablas porque la inteligencia artificial es una herramienta numérica, y aunque a veces los resultados parezca que no lo son, siempre se llega a ellos realizando cálculos con números.

			La inteligencia artificial es un asunto omnipresente en la vida de todos los ciudadanos porque los medios de comunicación le prestan una atención constante, porque usamos cotidianamente herramientas que hacen uso de ella y porque otros las usan para facilitar (orientar) nuestras vidas.

			Hoy, «inteligencia artificial» es sinónimo de verdad como antes lo era el papel de rayas (papel pijama) en el que imprimían los resultados los programas de ordenador. Deslumbra a las personas que la ven como una tecnología inescrutable y solo al alcance de unos pocos iniciados, el objetivo de este libro es mostrar que no es así.

			Cualquier persona con el suficiente interés y sin necesidad de formación técnica puede alcanzar un nivel considerable de entendimiento de la Inteligencia Artificial. Los conceptos que la soportan son muy pocos y sencillos, las diferencias entre las grandes familias de redes neuronales son en la estructura de la red (topología) con las características propias de cada una de ellas. En este libro veremos las redes totalmente conectadas, las redes convolucionales, las redes recurrentes, los modelos de aprendizaje por refuerzo y un anexo con un taller para introducir la inteligencia artificial en la escuela.

			En este primer capítulo se introducen los conceptos y aspectos generales a cualquier red neuronal artificial, en los capítulos posteriores se tratarán las mencionadas familias de redes, con una introducción de ideas y uno o varios casos prácticos suficientemente realistas para ver en detalle el funcionamiento de la red.

			Aunque esta tecnología está al alcance de cualquiera, sus éxitos más sonados se han construido sobre conjuntos de datos de tamaño descomunal procesados por ordenadores de capacidad aún más descomunal, contribuyendo a la idea de tecnología exclusiva, pero este libro no entrará en estos aspectos.

			1.1. Doctrina de la neurona

			En el año 1888 Santiago Ramón y Cajal propuso que las células que forman el sistema nervioso de los animales son entidades discretas que se comunican unas con otras formando una red, y lo llamó «doctrina de la neurona».

			Las neuronas trasmiten señales eléctricas denominadas «impulsos nerviosos» a otras neuronas y a otros tipos de células como las fibras musculares.

			Los estímulos captados por algún órgano sensorial se transmiten a través de la red de neuronas dando lugar a que se ejecute alguna acción motora, una secreción glandular o alguna otra respuesta del organismo. Las neuronas no se limitan a conducir los impulsos eléctricos, sino que los modifican, pueden permanecer inactivas (no transmiten) si los impulsos recibidos de las neuronas a las que están conectadas no superan un cierto umbral.

			[image: ]

			Figura 1. Diagrama básico de una neurona, las neuronas se conectan a través de la sinapsis. Tomada de https://www.msdmanuals.com/es/hogar/multimedia/figure/estructura-típica-de-una-neurona

			En el año 1943, Warren McCulloch y Walter Pitts se inspiraron en las neuronas y crearon una neurona artificial que llamaron «perceptrón». Se trata de una abstracción matemática que suma una serie de valores de entrada dando un peso a cada uno de ellos (suma ponderada) y, a continuación, aplica una determinada función (función de activación) para obtener un resultado (salida), figura 2.
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			Figura 2. Perceptrón.

			Los coeficientes (w1, w2, …, wn) que ponderan las entradas (e1, e2, …, en) se denominan «pesos» y juegan un papel fundamental en las redes neuronales artificiales (RNA), es obvio que según cuáles sean los valores concretos de los pesos, la salida del perceptrón será un valor u otro. Si tenemos un determinado fenómeno que produce un determinado valor, cuando ciertas variables toman unos valores concretos, podemos modelarlo mediante un perceptrón y confiar en que seremos capaces de encontrar unos valores para los pesos que hagan que la salida del perceptrón, cuando se le alimenta con unos valores concretos de las variables de entrada, coincida con el valor del fenómeno, y que esto ocurra para cualquier conjunto de valores de las variables de entrada.

			Este planteamiento puede parecer muy ambicioso para una simple combinación lineal de los valores de entrada, aunque vaya seguida de la aplicación de una función de activación, pero es sorprendentemente efectivo, como tendremos ocasión de ver más adelante. En cualquier caso, los perceptrones, como las neuronas, pueden formar redes que han demostrado su utilidad para modelar casos de enorme complejidad.

			1.2. Red neuronal artificial

			La salida de un perceptrón puede convertirse en una de las entradas de otro perceptrón y así sucesivamente formando una red.

			En la práctica habitual de los modelos de redes neuronales, las neuronas se agrupan en capas, de forma que todas las salidas de las neuronas de una capa se convierten en las entradas de todas y cada una de las neuronas de la capa siguiente (figura 3). Esta arquitectura es muy práctica porque permite ir añadiendo capas de forma secuencial (unas tras otras), facilitando el diseño y los cálculos de los modelos. El carácter secuencial no es imprescindible, pero es el más usado, con gran diferencia, respecto de otros.

			[image: ]

			Figura 3. Red neuronal secuencial totalmente conectada (densa).

			Estas redes donde todas las neuronas de una capa están conectadas con las neuronas de la capa siguiente se llaman «redes densas» o «totalmente conectadas», además de la utilidad en sí mismas, son importantes porque son las piezas con las que se construyen otras redes más complejas, como, por ejemplo, las redes convolucionales.

			1.2.1. Función de activación

			Una vez que se han sumado todas las entradas ponderadas por sus pesos, el perceptrón aplica una función, con la que McCulloch y Pitts trataban de simular el hecho de que las neuronas solo se activan si se supera cierto umbral. Una función muy simple sería aquella que establece que la salida es 0 si la suma ponderada es inferior a cierto valor y 1 si lo supera.

			Nada impide que usemos cualquier función como función de activación, pero hay una serie de ellas que son las que habitualmente se utilizan porque cumplen algunos requisitos de especial importancia para el cálculo numérico que será necesario realizar cuando tratemos de obtener los pesos de nuestros modelos. A continuación, menciono unas pocas de estas funciones, con su denominación habitual.

			1.2.1.1. RELU. Función lineal rectificada

			El valor de salida es el mismo de entrada salvo que los valores negativos se convierten en 0.

			1.2.1.2. Sigmoide. Función logística

			Los procesos cuyo resultado solo puede ser 0 o 1 son muy frecuentes, por ejemplo: cara o cruz al lanzar una moneda al aire, conceder o denegar un crédito, etc. La función sigmoide simula está situación, pero a través de una función continua que además es derivable y, por tanto, especialmente útil para el cálculo numérico. En realidad, la función puede producir cualquier valor entre 0 y 1 pero pasa muy rápidamente de valores próximos a 0 a valores próximos a 1.

			[image: ]

			y = 1 / (1 + e -x)

			Función 1. Función sigmoide.

			1.2.1.3. Softmax

			Es una generalización a varias dimensiones de la función logística. Transforma un vector de n números reales en otro vector de n valores que suman 1. Si consideramos que un proceso puede producir 1 de n estados posibles, el resultado de la transformación softmax se puede interpretar como las probabilidades de cada uno de esos n estados.

			1.2.1.4. Tanh. Tangente hiperbólica

			Cuando se quiere que las salidas varíen entre -1 y +1 se usa esta función.
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			tanh (x) = (ex – e-x) / (ex + e-x)

			Función 2. Tangente hiperbólica.

			1.2.2. Metodología

			Ya hemos definido lo que entendemos por una red neuronal artificial, en lo sucesivo RNA. Una red neuronal natural va a transformar la información capturada por los órganos sensoriales en una acción, como puede ser la contracción de un músculo o la segregación de una hormona, de forma similar, una RNA va a transformar unos datos de entrada, por ejemplo, los puntos que componen una fotografía, en un valor numérico al que le habremos dado un sentido de antemano, por ejemplo, un 0 significaría que en la foto no hay un perro y un 1 que si lo hay.

			1.2.3. Determinación de los pesos (retro propagación)

			Como he mencionado, los pesos son un elemento fundamental y, por lo tanto, su determinación un aspecto clave para las redes neuronales artificiales. Lo ideal sería que pudiésemos obtener los pesos mediante deducción, pero esto no es posible, salvo casos triviales. En cualquier caso, vamos a necesitar saber qué resultados debería producir la red para un buen número de posibles entradas, como mínimo, para saber el grado de acierto de la red, pero además van a servir para determinar el valor de los pesos, es lo que se llama un «modelo supervisado».

			Lo primero que podemos intentar es generar el valor de los pesos al azar y anotar el grado de acierto, luego aplicar unas pequeñas variaciones a los pesos, también al azar, y ver el nuevo grado de acierto, si es mejor nos quedamos con los pesos modificados y repetimos el proceso, en caso contrario recuperamos los valores anteriores y probamos a modificarlos de nuevo al azar. Esto es algo que no funciona en absoluto, salvo casos excepcionales, y durante muchos años las RNA no se desarrollaron porque no se disponía de un método eficiente para determinar los pesos, hasta que se empezó a utilizar el método de marcha atrás.

			Hace mucho que se emplea el método de resolver problemas yendo del final hacia atrás (retro propagación), por ejemplo, es típico de la programación dinámica en la que se deben tomar una sucesión de decisiones hasta alcanzar un determinado punto y se quiere que las decisiones sean tales que maximicen o minimicen un determinado objetivo.

			En redes neuronales el planteamiento es muy sencillo. Partimos de una red con sus pesos generados inicialmente al azar, tomamos unos valores de entrada para los que sepamos qué valor debería producir la red para considerarlo un acierto, aplicamos la red a esos valores y vemos el resultado, si es el correcto no hacemos nada, pero si es diferente, decimos que hay un error que podemos calcular como la diferencia entre el valor correcto y el obtenido. Este error es culpa de los valores de los pesos y lo vamos a repartir entre ellos, si la red tiene varias capas, primero se reparte el error entre los pesos de las neuronas de la última capa (la que vierte directamente a la salida) según la contribución de cada peso al valor de salida de la red, y luego se repite el proceso para la capa anterior hasta llegar a la entrada de la red. En términos matemáticos el «según la contribución de cada peso» viene dado por la variación (derivada o gradiente) del error respecto del peso y esto depende de la función de activación de las neuronas, de aquí que se necesiten funciones que sean derivables.

			Este procedimiento es una aproximación porque trata las variaciones de los pesos de forma independiente cuando no lo son, por lo que el algoritmo de optimización da más importancia al signo (aumentar o disminuir) de la variación que a su cuantía absoluta, que se reduce de forma significativa por aplicación de un factor menor que 1 (normalmente entre 0,1 y 0,001) que se conoce como factor de aprendizaje. El único problema de un factor de aprendizaje pequeño es que será necesario aplicar el proceso un mayor número de veces, por contra, si es muy grande podemos «saltarnos» el valor óptimo del peso lo que es mucho peor.

			1.2.4. Algoritmos de optimización

			Sobre el algoritmo que acabamos de exponer se puede introducir variantes o extensiones que dan lugar a distintos optimizadores (decenas) de los que solo voy a mencionar los dos que yo habitualmente utilizo: RMSProp y ADAM y muy someramente.

			1.2.4.1. RMSProp. Root Mean Square Propagation

			Es una variante del algoritmo RProp (Resilient Backpropagation) que introduce, respecto del general, la idea de usar un factor de aprendizaje diferente para cada peso.

			Los elementos diferenciales de este optimizador son que las variaciones de los pesos las hace con el promedio del cuadrado de los gradientes (derivadas) dividiendo los gradientes por la raíz de este promedio como su nombre quiere indicar.

			1.2.4.2. Adam. Adaptive Moment Estimation

			La adaptación de los pesos se hace teniendo en cuenta el promedio ponderado de los gradientes que se obtienen en varios pasos sucesivos. El nombre «momento» proviene de la analogía con el concepto de «momento» de la física: las partículas tienden a seguir moviéndose en la misma dirección si no actúa una fuerza sobre ellas, en este optimizador (y en otros), al promediar los gradientes de varios pasos se tiende a mantener el signo de la variación de los pesos evitando oscilaciones.

			1.2.5. Medida del error

			Hasta ahora hemos hablado del error como una diferencia entre los valores que resultan de la red y los valores correctos, diferencia que se puede cuantificar de diversas formas con la particularidad de que, según la naturaleza del problema, puede interesar una u otra. La más sencilla es el error cuadrático medio que se calcula como el cuadrado de las diferencias aritméticas entre el valor obtenido y el correcto, se eleva al cuadrado para evitar que errores de diferente signo se compensen unos con otros, tiene el efecto colateral de que exagera las diferencias más grandes, pero a veces esto es lo que se busca. Esta medida va bien cuando la red produce un solo valor, pero cuando lo que produce es un vector de n valores, que habitualmente representan las probabilidades de n estados posibles, se usa la entropía cruzada, una medida apropiada para medir la diferencia entre probabilidades.

			Supongamos que la red produce un vector predicción de n valores:

			predicción-1, predicción-2, …, predicción-n

			Y que el valor correcto es el vector:

			correcto-1, correcto-2, …, correcto-n

			La fórmula para calcular la entropía cruzada es:

			Entropía cruzada = - suma (de i = 1 a n) 
de {(correcto-i) x log (predicción-i)} / n

			Función 3. Entropía cruzada

			Como vemos es la media de los n productos del valor correcto (correcto-i) por el logaritmo del valor predicho (log (predicción-i)).

			Aunque la fórmula no es nada intuitiva podemos dar un par de pistas sobre ella.

			Los productos: (correcto-i) x (predicción-i)

			Son máximos cuando correcto-i es igual a predicción-i, es decir, cuando la predicción es correcta, por ejemplo, la figura 4.

			[image: ]

			Figura 4. El máximo del producto de dos números menores que 1 es cuando son iguales.

			Dado que correcto-i y predicción-i son menores que 1 el producto puede ser muy pequeño y para evitarlo se usa el logaritmo del valor previsto (figura 5).

			[image: ]

			Figura 5. Logaritmo en base 2 de los números entre 0 y 1.

			Como el logaritmo es negativo, la fórmula de la entropía cruzada va precedida de un signo menos.

			Al final lo que buscamos de una función de error es que sea grande cuando lo que se compara es muy diferente, y pequeña en caso contrario, cosa que cumple la función 3 con la ventaja de que produce valores de gradiente muy grandes (exagera las pendientes) lo que facilita la tarea de los algoritmos de optimización para determinar los pesos.

			1.2.6. Entrenamiento y prueba

			Ya hemos visto, de una u otra manera, todos los elementos esenciales para construir una red neuronal artificial y la forma de dar valores a los pesos de esta, y ahora vamos a recapitular conceptos.

			Para obtener los pesos necesitamos un conjunto de valores de entrada (observaciones) con el resultado correcto (etiqueta) que la red debería producir, a este conjunto de «observaciones etiquetadas» se le denomina «muestra de entrenamiento», porque el proceso para obtener los pesos se conoce como «entrenamiento de la red», por analogía con el proceso de reconexión de las redes neuronales naturales que se va produciendo con las experiencias que va viviendo su portador.

			Además, se necesita una muestra adicional de la misma forma: valores de entrada y resultado esperado, que no comparta ninguna observación con la muestra de entrenamiento. El objetivo es aplicar la red, una vez entrenada, a esta muestra para ver si realmente ha «aprendido» algo, o el proceso de entrenamiento solo ha servido para que la red memorice las observaciones de la muestra de entrenamiento siendo incapaz de producir valores correctos para valores de entrada que no estén incluidos en esa muestra, con lo que la red neuronal sería inútil. Esta muestra adicional es la muestra de prueba.

			1.2.7. Valoración de resultados

			Para completar el escenario tenemos que ver cómo se valoran los resultados de un modelo de predicción, algo que es común a la forma en la que se valoran los test médicos que nos han acompañado estos últimos años. Hablamos de Precisión, Sensibilidad, Acierto y la combinación de las dos primeras.

			Los modelos se valoran comparando sus resultados con los correctos cuando se aplica a una muestra etiquetada, como la muestra de entrenamiento o de prueba.

			Si la salida de la red es un valor, de un conjunto de n valores posibles, hay que hablar de precisión y sensibilidad de cada uno de esos valores, la tabla que resume estas medidas para todos los valores se llama matriz de confusión y la utilizaremos en el capítulo 5. Vamos a suponer que la red produce un valor de salida que puede ser: positivo o negativo (0 o 1, si o no, etc.). Las definiciones que siguen serían para el resultado positivo.

			Se denomina Sensibilidad al porcentaje de aciertos positivos que son realmente positivos. Se calcula como el número de positivos que la red predice y que sabemos que eso es lo correcto, dividido del número total de positivos que hay en la muestra, un valor alto significa que detecta bien las positivos, es decir, es sensible a los mismos.

			La Precisión se calcula como el número de aciertos positivos, que son realmente positivos, dividido del número total de aciertos que predice la red, contando los que acierta y los que no. Mide cuan precisa es la red en el sentido de acertar los positivos verdaderos y solo los verdaderos, el denominador se incrementa con los positivos predichos incorrectamente y con ello la Precisión disminuye.

			Un modelo que dice que el resultado de todas las observaciones es positivo tendrá una Sensibilidad del 100 % pero una Precisión pésima.

			La Exactitud es una medida de los dos estados posibles en su conjunto, es el porcentaje de aciertos totales: los positivos acertados más los negativos acertados, sobre el total de observaciones de la muestra.

			La Exactitud tiene un problema relacionado con lo que se llama el desequilibrio de clases, cuando en una muestra el número de positivos es muy distinto al de negativos, la Exactitud es engañosa, por ejemplo, si los positivos son el 90 % de la muestra, un modelo que diga que los resultados de todas las observaciones son positivos tendría una Exactitud del 90 %.

			Hacer la media de la Sensibilidad con la Precisión tiene un problema, estas dos magnitudes son fracciones con denominadores distintos y, por tanto, no se pueden sumar. Lo que sí tienen igual ambas fracciones es el numerador, así que la solución es hacer la inversa de ambas magnitudes, promediar las inversas y hacer la inversa del resultado, esto es lo que se llama «la media armónica». Un valor pequeño de la precisión o la sensibilidad influye mucho en la media armónica, por, lo tanto, si queremos una valoración «prudente» de los resultados, la media armónica es preferible a la exactitud.

			1.2.8. Otras cuestiones técnicas

			Este capítulo no pretende abarcar de forma exhaustiva todos los detalles de las redes neuronales y se centra en los que a mi parecer son los más importantes a nivel conceptual, no obstante, hay dos conceptos: epoch y batch size que, siendo meramente técnicos, voy a comentar porque se los mencionará en capítulos posteriores.

			En el proceso de entrenamiento se van tratando una a una las observaciones de la muestra de entrenamiento, pero no es normal que los pesos se modifiquen de forma inmediata tras cada observación, se suele esperar a que se hayan tratado un determinado número de observaciones para evitar oscilaciones y mejorar la convergencia de los resultados, a este número de observaciones se le llama batch size. El valor más usado es 32, pero depende del caso, y es un parámetro para el que se prueban distintos valores hasta encontrar el mejor.

			Así mismo, el entrenamiento no acaba cuando se han procesado todas las observaciones, lo normal es volver a empezar porque, aunque las observaciones son las mismas, los pesos de la red que se van a modificar son distintos al finalizar el tratamiento que cuando se empezó. A cada «vuelta» en la que se procesan todas las observaciones de la muestra, se le llama epoch. El número de epoch también se establece mediante tanteo, se elige un valor suficientemente grande y cuando se ve que la red no mejora (por ejemplo, su grado de acierto se estanca o decrece) se finaliza el entrenamiento. Este número puede ser tan pequeño como unas pocas unidades, incluso 1, o tan grande como miles o decenas de miles.

			1.2.9. Resumen

			Hemos visto el origen de las neuronas artificiales, como se agrupan en capas de neuronas, unas tras otras, para formar una red y la necesidad de disponer de muestras de entrenamiento y prueba para determinar el valor de los pesos que son el elemento esencial de las redes. Para este proceso de obtención de los pesos necesitamos medir el error que comete la red y un procedimiento para imputar el error a los pesos y poder corregirlos.

			Los capítulos siguientes entran en los detalles de las principales familias de redes. Normalmente, no mencionaré las funciones de activación, la métrica del error, el algoritmo de optimización y otros conceptos que he tratado en el capítulo que aquí termina.

		

	
		
			Capítulo 2

			Redes neuronales artificiales totalmente conectadas (densas)

			2.

			2.1. Partimos del OCR

			En este capítulo vamos a transitar desde el reconocimiento óptico de caracteres (OCR) hasta las redes neuronales artificiales (RNA) como forma de aprender algo sobre estas últimas.

			A partir de una imagen, el OCR, como su propio nombre indica, trata de discernir a qué carácter corresponde. Originalmente los caracteres de interés eran las letras del alfabeto y los dígitos del sistema de numeración, pues se trataba de digitalizar documentos impresos en papel.

			Las ideas son las mismas para cualquier colección de objetos: perros, gatos, rosas, sillas, mesas, etc., pero la tarea es más difícil cuanto más complejos son los objetos y más aún si hacemos intervenir las tres dimensiones.

			Como no estamos interesados en el OCR en sí mismo, nos vamos a centrar en los 10 dígitos del sistema de numeración decimal. Las aplicaciones para reconocer estos dígitos en una colección de imágenes es un clásico de la Inteligencia artificial, no hay curso, conferencia o tutorial que no empiece con un ejemplo de esta tarea.

			Casi siempre se utiliza una colección de 70 000 imágenes, cada una con uno de los 10 dígitos dibujado a mano, se conoce como el «conjunto MNIST» y se puede descargar gratuitamente en Internet. Las imágenes son en blanco y negro, tienen el formato de 28x28 píxeles (puntos) y cada píxel tiene un valor entre 0 y 255 que corresponde al color en ese punto, mejor dicho, a la intensidad de gris: del negro (0) al blanco (255). Como vamos a tratar de probabilidades y estamos acostumbrados a que estas sean valores entre 0 y 1, lo primero que se hace es dividir todos los puntos por 255. En la figura 1 se muestran tres ejemplos de imágenes con el dígito 0 y en la 2 de otros dígitos.
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			Figura 1. Ejemplos de imágenes con el dígito 0
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			Figura 2. Ejemplos de imágenes del conjunto MNIST

			Las 70 000 imágenes están distribuidas en dos grupos, el primero con 60 000 y el segundo con las 10 000 restantes. Al primer grupo nos referiremos como la muestra de entrenamiento y al segundo como la muestra de prueba.

			Para nuestro análisis vamos a simplificar más aún el problema, y nuestro objetivo se reducirá a distinguir las imágenes del dígito 0 de las restantes. Solo nos interesa saber si una imagen es un 0, o si no lo es.

			Se trata de buscar la esencia del 0, buscar aquello que hace semejantes a los 0 aunque estén dibujados a mano por personas distintas.

			Una imagen es una matriz de 28x28 puntos y una forma sencilla, y veremos qué eficaz es ver qué puntos son comunes a la mayoría de las imágenes que representan un 0, o dicho de una forma más precisa, cuál es la probabilidad de que cada uno de los 28x28=784 puntos tengan un determinado nivel de gris en una imagen del 0. Esto significaría que buscamos una matriz de 784 (puntos) x 255 (niveles de gris), que son nada menos que 199 920 valores, pero no necesitamos ser tan exigentes y podemos combinar probabilidad y nivel en un solo valor. Si aceptamos que una probabilidad baja de un nivel alto es equivalente a una probabilidad alta de un nivel bajo, la cosa se simplifica mucho, no solo en cuanto a tamaño de la matriz si no en la forma de obtenerla, que es tan sencilla como hacer la media del nivel de gris, punto a punto, de todas las imágenes que representan un 0.

			En la muestra de entrenamiento hay 5923 imágenes de 0 y la figura 3 muestra la matriz de probabilidad que resulta de hacer lo mencionado en el párrafo anterior (media del nivel de gris en cada punto):

			[image: ]

			Figura 3. Matriz de probabilidad de las imágenes del dígito 0. Puntos comunes en las imágenes del 0

			El método que vamos a seguir para saber si una imagen representa un 0 será compararla con esta matriz, si los puntos más intensos de la imagen se corresponden con los de mayor probabilidad de la matriz es muy probable que la imagen sea la de un 0. Esta descripción cualitativa hay que precisarla cuantitativamente de forma que para cada imagen podamos obtener una «distancia» respecto de la matriz de probabilidad, cuanto menor sea la distancia, más probable es que la imagen represente un 0.

			La forma tradicional de calcular esta distancia es el error cuadrático medio (ECM):

			Dada una imagen, definimos el error, en un punto, como la diferencia entre la probabilidad de ese punto (valor en la matriz de probabilidad) y el valor (nivel de gris) del punto en la imagen, elevamos la diferencia al cuadrado, para evitar compensaciones entre positivos y negativos, para finalmente obtener la distancia, de la imagen al patrón, sumando las diferencias de los 28x28 puntos.

			Tenemos la referencia y la forma de calcular distancias, luego ya podemos aplicar el método a todas las imágenes de la muestra de prueba y calcular sus distancias al 0, pero nos falta decidir a partir de qué distancia vamos a considerar que la imagen no es un 0.

			Si consideramos como punto de corte el valor mínimo de las distancias obtenidas, al aplicar el método a todas las imágenes, tendremos la garantía de que todos los 0 serán etiquetados como 0, una sensibilidad del 100 %, pero el grado de acierto general será muy malo porque la gran mayoría de las imágenes restantes también serán etiquetadas como 0 sin serlo. En el otro extremo, poniendo el corte en el valor máximo, la sensibilidad será del 0 % (no se detecta ningún 0) pero el grado de acierto estará próximo al 90 % porque el 90 % de las imágenes no son 0 (ya mencionamos que el grado de acierto no siempre es la mejor forma de valorar los resultados).

			El valor correcto del punto de corte será un valor intermedio, que podemos obtener mediante tanteo, hasta obtener una sensibilidad y acierto que nos parezcan aceptables, aunque a priori no sabemos si esto será posible ya que puede resultar que la metodología, en sí misma, no sea suficientemente buena para distinguir las imágenes con 0 del resto.

			Para no tratar con muchos resultados intermedios, antes de hacer la aplicación práctica de lo dicho, vamos a incorporar una mejora al método.

			Hasta ahora hemos hecho énfasis en lo que se parecen los 0 entre sí, pero no hemos considerado aquello que los diferencia del resto de los dígitos, si esto fuese posible se mejorarían los resultados.

			Una forma sencilla de resaltar lo diferente es modificar la matriz de probabilidad sustituyendo los valores inferiores a un cierto valor, digamos que a 0,1, por -1. De esta forma, cuando una imagen muestre un punto en esa posición, el error se magnifica, ya que en lugar de medirse respecto a 0,1 se mide respecto a -1 dando lugar a una distancia mayor. En la figura 4 se muestra la nueva matriz que llamaremos patrón y no de probabilidad porque tiene valores negativos.

			[image: ]

			Figura 4. Patrón de las imágenes del dígito 0

			Por fin estamos en disposición de aplicar la metodología de reconocimiento de 0. Para orientar el tanteo que nos debe llevar al punto de corte, en la figura 5 representamos la distribución de distancias (número de veces que se repite cada distancia). Estas distancias son las 60 000 obtenidas con la muestra de entrenamiento, la muestra de prueba la reservamos para comprobar el método, sin que sus imágenes intervengan en el proceso previo.

			[image: ]
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			Figura 5. Distribución de distancias para la muestra de entrenamiento con métrica ECM. Arriba para las imágenes 0 y abajo para el resto de las imágenes. Cuanto menor es la distancia más se parece la imagen al dígito 0

			En la figura 5 está marcado un punto de corte en la distancia 561,2 que parece razonable. Al mover el punto de corte a la derecha mejora la sensibilidad (ceros acertados) y empeora el acierto. En la otra dirección todo lo contrario. La imagen muestra como el criterio de distancia separa a izquierda y derecha las imágenes 0 del resto, aunque no puede evitar que en las cercanías de punto de corte se solapen.

			Los resultados que se obtiene al procesar las 10 000 imágenes de la muestra de prueba son los siguientes (tabla 1):

			
				
					
					
					
				
				
					
							
							Muestra de prueba, dígitos 0 : 980 dígitos del 1 al 9: 9020 total 10 000

							Distancia mínima 508,2 0,648 por punto

							Distancia máxima 720,4 0,919 por punto

						
					

					
							
							Punto de corte 561 209 0,716

						
					

					
							
							Resultados para la muestra de prueba

						
							
							Imágenes

						
							
							% del total

						
					

					
							
							imágenes

						
					

					
							
							Falsos positivos (dígitos del 1 al 9 confundidos con 0)

						
							
							205

						
							
							2,3

						
					

					
							
							Falsos negativos (dígitos 0 no reconocidos)

						
							
							150

						
							
							15,3

						
					

					
							
							Aciertos positivos (dígitos 0 reconocidos como tal -sensibilidad-)

						
							
							830

						
							
							84,7

						
					

					
							
							Aciertos negativos (dígitos 1 al 9 reconocidos como no 0)

						
							
							8815

						
							
							97,7

						
					

					
							
							Aciertos totales

						
							
							9645

						
							
							96,5

						
					

				
			

			Tabla 1. Resultados del modelo de reconocimiento de 0 con métrica ECM

			Un 96,5 % de acierto parece muy bueno, pero no hay que engañarse, se puede acertar el 90,2 % sin ningún método, es lo que resulta si para cualquier imagen se dice que no es un 0 (predicción trivial). Pero si se considera el 84,7 % de sensibilidad, ya es otra cosa, porque la predicción trivial tendría un 0 % de sensibilidad. Pero, nuevamente, insistir en que lo principal no es valorar la bondad del método, lo importante es que hemos dado nuestro primer paso hacia las redes neuronales artificiales, ahora vamos a dar el segundo.

			Para medir la distancia de una imagen al patrón hemos utilizado el error cuadrático medio (ECM), pero hay otras posibilidades, como la siguiente:

			Dada una imagen, vamos a definir el criterio de semejanza (distancia) como la suma de los productos punto a punto de la imagen y el patrón. Esta métrica es una especie de covarianza (término matemático que mide el grado de evolución a la par de dos variables), su valor es máximo cuando los puntos con más nivel de color coinciden en la imagen y el patrón, y mínimo cuanto más dispares son estos niveles de color, algo similar a lo que vimos en el punto 1.2.5 Medida del error. A este criterio lo llamaremos «métrica covariante» (CC), y hay que destacar que con él, cuanto mayor sea la distancia, más se parecerá la imagen a un 0, al contrario de lo que ocurre con el ECM. Desde el punto de vista de la imagen en su conjunto, es más apropiado hablar de producto escalar (imagen x patrón) en lugar de covarianza, pero he preferido esta última denominación destacando la semejanza-diferencia de la sucesión de puntos.

			En la figura 6 se muestra la distribución de las distancias al aplicar esta métrica a las imágenes de la muestra de entrenamiento y en la tabla 2 los resultados para las imágenes de la muestra de prueba.
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			Figura 6. Distribución de distancias para la muestra de entrenamiento con métrica CC. Arriba para las imágenes 0 y abajo para el resto de las imágenes. Cuanto mayor es la distancia más parecida es la imagen al dígito 0

			El punto de corte ahora está a la izquierda, ya que a mayor distancia CC, más semejanza.

			
				
					
					
					
				
				
					
							
							Distancia mínima 4,7 0,006 por punto

							Distancia máxima 110,9 0,142 por punto

						
					

					
							
							Punto de corte 47,202 0,060

						
							
							
					

					
							
							Resultados para la muestra de prueba

						
							
							Imágenes

						
							
							% del total

						
					

					
							
							imágenes

						
					

					
							
							Falsos positivos (dígitos del 1 al 9 confundidos con 0)

						
							
							219

						
							
							2,4

						
					

					
							
							Falsos negativos (dígitos 0 no reconocidos)

						
							
							175

						
							
							17,9

						
					

					
							
							Aciertos positivos (dígitos 0 reconocidos como tal -sensibilidad-)

						
							
							805

						
							
							82,1

						
					

					
							
							Aciertos negativos (dígitos 1 al 9 reconocidos como no 0)

						
							
							8801

						
							
							97,6

						
					

					
							
							Aciertos totales

						
							
							9606

						
							
							96,1

						
					

				
			

			Tabla 2. Resultados del modelo de reconocimiento de 0 con métrica CC

			Los resultados son similares a los obtenidos con la métrica ECM, algo peores. Al margen de usar una métrica ECM o CC, nuestro método tiene una posibilidad de mejora nada despreciable en el cálculo del patrón, sus valores los hemos obtenido mediante reglas bien simples: un valor medio y un valor -1 para todos los que resultan menores que 0,1. Tanto el 0,1 como el -1 son valores elegidos de forma arbitraria y podemos, mediante tanteo, buscar valores que conduzcan a mejores resultados, pero ya puestos, lo que podemos hacer es buscar cuales son los 784 valores del patrón que conducen a los mejores resultados, pero aquí queríamos llegar.

			2.2. Llegamos a la RNA

			Nuestro OCR básico con la métrica CC es estrictamente una red neuronal artificial (RNA). En concreto una red densa de topología 784:1, es decir, 784 entradas y una salida (figura 7) y lo que se hace al entrenar una red es buscar los pesos que más acierto producen, los pesos son, en este caso, exactamente lo mismo que los valores de nuestro patrón, luego el entrenamiento hace lo que acabamos de decir que habría que hacer para mejorar los resultados.

			[image: ]

			Figura 7. OCR con métrica CC, o Red Neuronal Artificial 784:1, ya que son la misma cosa. La «C» enmarcada en amarillo es una constante independiente de las entradas que se denomina sesgo y que se suma a las salidas de las neuronas de entrada para determinar el valor final de salida de la RNA. Es como el termino independiente de una ecuación

			El entrenamiento de la RNA determina el valor de los pesos mediante la técnica de retro propagación, que en esencia consiste en repartir el error que se observa a la salida de la red (nuestra distancia) entre las entradas de forma proporcional al valor de los pesos que unen cada entrada con la salida. En mi opinión, este método es el responsable del apogeo de las RNA y no tanto el incremento exponencial de las capacidades de computación, como normalmente se apunta. La retropropagación se compromete y la capacidad de computación colabora.

			Las figuras 8 y 9 y la tabla 3 muestran los resultados de la RNA 784:1 que es lo mismo que nuestro OCR con métrica CC, pero con los mejores valores para los 784 puntos del patrón.

			[image: ]

			Figura 8. Matriz de pesos de la RNA 784:1

			
				
					
					
					
				
				
					
							
							Dígitos 0 : 980 dígitos del 1 al 9: 9020 total 10 000

						
					

					
							
							Resultados para la muestra de prueba

						
							
							Imágenes

						
							
							% del total

						
					

					
							
							imágenes

						
					

					
							
							Falsos positivos (dígitos del 1 al 9 confundidos con 0)

						
							
							27

						
							
							0,3

						
					

					
							
							Falsos negativos (dígitos 0 no reconocidos)

						
							
							39

						
							
							4,0

						
					

					
							
							Aciertos positivos (dígitos 0 reconocidos como tal -sensibilidad-)

						
							
							941

						
							
							96,0

						
					

					
							
							Aciertos negativos (dígitos 1 al 9 reconocidos como distintos a 0)

						
							
							8993

						
							
							99,7

						
					

					
							
							Aciertos totales

						
							
							9934

						
							
							99,3

						
					

				
			

			Tabla 3. Resultados del modelo de reconocimiento del dígito 0 mediante la RNA
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			Figura 9. Distribución de las predicciones (distancias) de la RNA para la muestra de prueba

			Como era de esperar, al optimizar los pesos, uno a uno, los resultados mejoran tanto la sensibilidad como el acierto de forma considerable y la mejor prueba es la figura 9 donde se puede ver que las predicciones para las imágenes del 0 están separadas de las predicciones para el resto de las imágenes de forma casi perfecta, aunque una vez más hay que recordar que esto no era nuestro objetivo principal. Lo importante es constatar que La RNA utiliza la maraña de pesos para expresar las semejanzas entre las observaciones de una misma clase y las diferencias con las otras, de una forma finalista sin atender a criterios de lógica, teoría o conocimiento del problema, a diferencia de cómo hemos hecho nosotros con el OCR. La ventaja de la RNA es que no se necesitan conocimientos previos y el precio es que la red de pesos no suele decirnos nada, incluso en el presente caso, donde sabemos de antemano de lo que se trata, cuesta reconocer lo que la figura 6 representa. Según hemos ido avanzando hacia la red se ha ido difuminando el patrón del 0 (figura 10).
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