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Prefacio


 Es ya un lugar común afirmar que la inteligencia artificial constituye uno de los avances tecnológicos clave para la humanidad. Sin embargo, también es general apuntar que la inteligencia artificial (en adelante, IA) representa uno de los retos críticos para el mundo desde los puntos de vista social, ético y jurídico.

El gráfico siguiente refleja esta idea con especial precisión. Cuando se les pregunta si la IA es algo bueno o malo para la sociedad, hasta un tercio de los ciudadanos de una serie de países especialmente representativos de tres continentes afirman que la IA es fundamentalmente mala, y la proporción de los que la consideran básicamente buena no supera la mitad. En Asia-Pacífico, países como Malasia y Australia cuentan con las poblaciones más reticentes, con un 44% y un 39% de rechazo respectivamente; mientras que Singapur destaca, por lo contrario, con un 72% de aprobación. En el continente americano, es EE.UU. quien presenta la mayor reticencia, también con un 44% de opiniones desfavorables; la mayor apertura hacia la IA la hallamos en Brasil, con un 53%. En Europa, la mayor receptividad se encuentra en España y Suecia, con un 60%; en cambio en los Países Bajos el rechazo sube al 46%, mientras que el 47% de repulsa de Francia, unido a solo un 37% de apoyo, lo convierten en el único país de los 20 encuestados donde el rechazo público a la IA es mayor que su apoyo. La conclusión es obvia y los propios autores del estudio (el Pew Research Center) la extraen claramente: la opinión ciudadana acerca del impacto de la IA en la sociedad varía en gran medida.

[image: ]Figura. La opinión pública sobre el impacto de la IA en la sociedad. Fuente: Pew Research Center.

Esta obra explorará las principales causas y consecuencias de todo ello. Lo que basta con señalar en este punto es que es precisamente en estas opiniones encontradas donde el libro encuentra su más profunda razón de ser. Si las sociedades se muestran al menos significativamente escépticas sobre el impacto de la IA, parece más que justificado que aquellos componentes de la IA que en principio pueden suponer más riesgos sociales encuentren un contrapeso ético y jurídico. De hecho, este libro pretende contribuir, en particular, a enriquecer el debate sobre los condicionantes jurídicos de las tecnologías de IA.

La obra se caracteriza por tres notas principales. Es disciplinarmente abierta, porque se centra sobre todo en los aspectos jurídicos, pero no prescinde de los tecnológicos, evidentemente imprescindibles para ulteriores análisis de índole social. Es introductoria, en concreto a los problemas que la IA plantea al Derecho; sin embargo, al pretender exponer los más relevantes, proporcionará la visión general que a menudo se busca al acercarse por primera vez a un asunto o al tratar de identificar su esencia. Por último, sin dejar de enfocar tales cuestiones legales desde una óptica mundial, desciende al pormenor de su regulación a escala europea, y más específicamente española, resultando así de particular interés para el lector de lengua hispana.

La obra está estructurada en tres capítulos que muestran las ideas recién expuestas. En el primer capítulo, el matemático y tecnólogo Oriol Pujol nos introduce en el concepto de IA, con el objetivo de sentar las bases tecnológicas y empresariales de la misma. Para ello, el autor se centra en la explicación del aprendizaje automático y sus diferentes áreas, como la faceta más exitosa de la IA y la que ha impulsado los logros más recientes en este campo. El capítulo también aborda la creciente implantación empresarial de la IA y concluye tratando algunos de los servicios actuales de la IA en el ámbito jurídico.

El segundo capítulo del libro tiene como objetivo examinar los principales problemas de la IA en el ámbito jurídico. Su autor elabora una visión general de los retos regulatorios primordiales de la IA, centrando siempre el estudio en la llamada «IA débil», es decir, aquella basada simplemente en algoritmos no autoconscientes y en todo momento dependiente de premisas y desarrollos humanos; así como en uno de los problemas clave de la IA, como es su opacidad. A partir de este punto, el trabajo identifica los retos relativos a la igualdad, la privacidad y la responsabilidad, entre otros, que se desarrollan en parte en el capítulo siguiente.

El jurista digital Carlos Fernández Hernández desarrolla en el tercer y último capítulo los pormenores de la regulación de la IA más avanzada del mundo, que no es otra que la procedente de la Unión Europea (UE). A partir de toda una serie de concienzudos estudios preparatorios, a cargo de diversas instituciones de la UE y en paralelo a los trabajos en esta misma línea del Consejo de Europa, la Unión ha generado ya una «Ley de inteligencia artificial» que será modelo para muchos países y que servirá asimismo de acomodo general a las regulaciones en esta materia de los Estados miembros. Algunos de hecho, España entre ellos, han comenzado también a regular esta materia, como el autor del capítulo nos mostrará.

Estas breves palabras concluyen con algunos agradecimientos. En particular, los tres autores deseamos agradecer a Inés Aranda su diligente labor de coordinación. Y a Luis Barrera y Santiago Gales, su continua confianza y probada eficacia en las tareas de publicación, en cuyo cuidado también son imprescindibles Gloria Hernández y María Piedrabuena.

Pablo García Mexía, PhD.

Madrid, septiembre de 2022








Capítulo Uno Aspectos tecnológicos y empresariales de la inteligencia artificial
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 Este capítulo es un modesto intento de contextualizar el vocabulario técnico de la Inteligencia Artificial (en adelante, IA) desde un enfoque no técnico. Para ello, se ha escrito favoreciendo las explicaciones intuitivas frente a las definiciones técnicas y formales. En este sentido, algunas definiciones pueden ser un poco laxas en favor de la claridad. Espero que el lector técnico me disculpe por tomarme esta libertad de exposición.

El capítulo comienza con una breve descripción del uso contemporáneo (y del mal uso) de la palabra IA. Se hace especial hincapié en distinguir el estado actual de la IA de una visión futurista y de ciencia ficción. Para ello, se esbozan las nociones de inteligencia y de IA y se describe su relación con respecto a diferentes corrientes filosóficas. Como resultado, el lector tendrá una visión general poco profunda de la palabra y su significado contemporáneo.

Con el objetivo de explicar las razones del reciente éxito de la IA, la segunda sección ofrece una visión de su valor añadido desde una perspectiva empresarial como componente central del proceso de transformación digital de las empresas.

La tercera sección de este capítulo está dedicada a presentar el aprendizaje automático, la faceta más exitosa de la IA y la que ha impulsado la mayoría de los logros recientes en este campo. Comienza proporcionando una breve visión general del aprendizaje automático y de sus diferentes áreas y, a continuación, pasa a describir el campo desde la perspectiva del usuario. Tras leer esta sección, el lector tendrá una idea general de las ventajas y limitaciones del aprendizaje automático, así como del vocabulario básico que permite interactuar con los técnicos e investigadores del campo del aprendizaje automático y de la IA. Se enfatizan los conceptos de representación y generalización del conocimiento. Se omite a propósito una discusión sobre las técnicas y modelos matemáticos específicos que pueden encontrarse en la literatura. En general, todos los métodos se comportan en mayor o menor medida de la misma manera, por lo que tener una buena comprensión de las ideas generales y del contexto particular a nivel de aplicación suele ser suficiente para garantizar un buen uso de las técnicas. Por lo tanto, pasamos por alto los detalles que requerirían el uso de un lenguaje excesivamente técnico y matemático. Una excepción a esto se hace para introducir el concepto de aprendizaje profundo, la técnica que ha llevado al concepto de IA a alcanzar un éxito sin precedentes.

En la última sección de este capítulo, el aprendizaje automático en la práctica jurídica, se describen algunos de los servicios actuales impulsados por la IA en este campo y se esbozan algunas de las direcciones en las que el aprendizaje automático puede ayudar a las prácticas jurídicas.

El lector encontrará a lo largo del texto recuadros conceptuales que incluyen detalles secundarios que se consideran de posible interés. No son necesarios para seguir el discurso principal y pueden omitirse.

I.  Clasificación de los conceptos de IA

El objetivo de esta sección es ordenar el conjunto de conceptos relacionados con la IA, cómo se conciben, qué hay detrás de esos términos y, al mismo tiempo, disipar algunas de las confusiones y nebulosas que aparecen en el imaginario público y que rodea a las promesas de sus resultados.

Imagínese que observa una bandada de estorninos revoloteando en el cielo en una murmuración, jugando y formando patrones imposibles bellamente dispuestos en una muestra de precisa coordinación. Esta maravillosa demostración de organización se encuentra en muchos lugares de la naturaleza. Vemos bancos de arenques que se mueven como un único supraorganismo frente a un depredador o cuando se alimentan. Las termitas construyen montículos monstruosos con complejas galerías y chimeneas. Cuando uno estudia cómo se coordinan los estorninos, los arenques o las termitas y cómo se crean estos patrones, puede asombrarse al ver cómo reglas simples dan lugar a los complejos patrones y propiedades que observamos. Este fenómeno en el que surgen nuevas propiedades debido a las interacciones de los componentes de un sistema suele denominarse «emergencia». La emergencia es un tema de la física y, precisamente, de los sistemas y las redes complejos. Citando al premio Nobel P.W. Anderson, «El comportamiento de grandes y complejos agregados de partículas elementales no debe entenderse en términos de una simple extrapolación de las propiedades individuales de las mismas. Por el contrario, en cada nivel de complejidad aparecen nuevas propiedades distintas a las mostradas de forma individual» (1) . Muchos pensadores y científicos consideran que otra maravillosa muestra de emergencia es la de la inteligencia y la conciencia (2) .

En estas líneas, no intentaré dar una definición formal de la inteligencia (3) . En cambio, me referiré a proposiciones básicas sobre ella para enmarcar el concepto. Podemos pensar que el comportamiento inteligente es aquel que muestra la capacidad de adaptarse de diferentes maneras a una determinada situación, problema o entorno. En este sentido, cuanto mayor sea el conjunto de formas potenciales de adaptación, podemos considerar que mayor será la muestra de inteligencia. Esta sencilla definición aproximada está en consonancia con la forma en que percibimos la inteligencia, y también identifica el papel de las abstracciones y las herramientas de pensamiento, como el lenguaje o los artefactos artesanales, como ayudantes en el despliegue de esta propiedad proporcionando nuevas formas de enfrentarse a una determinada situación.

Con este esbozo de definición básica de inteligencia, la IA, en una definición más cruda, pragmática y sencilla, implica el despliegue de inteligencia en un sustento artificial. En otras palabras, estamos considerando la exploración de modelos computacionales para la resolución de problemas, donde los problemas a resolver son de la complejidad de los problemas resueltos por los seres humanos. Este ha sido uno de los temas clave en el campo de la informática en la investigación de modelos computacionales para ese fin. Sin embargo, esta definición relaciona la IA con la inteligencia humana como su inspirador. En este sentido aterrizar los diferentes conceptos implicados en la definición de inteligencia en algoritmos prácticos accionables se convierte en un gran reto y deben plantearse diferentes consideraciones, de carácter material y de carácter filosófico.

En el centro del desarrollo de la IA se encuentra la suposición de que puede construirse eficazmente utilizando métodos computacionales en un sustrato no biológico. Esto plantea importantes preocupaciones filosóficas. La filosofía de la mente se ocupa de los temas de la explicación de la mente, la conciencia y la inteligencia, entre otros. Para que la IA sea realmente realizable sería necesario que dos de estas corrientes filosóficas fueran factibles: el funcionalismo y el computacionalismo (4) . El funcionalismo considera que un estado mental específico depende de las entradas (percepciones) y salidas (acciones y su retroalimentación) y de otros estados mentales. Por otro lado, el computacionalismo afirma que la relación entre las entradas, salidas y otros estados mentales es de naturaleza computacional. Por tanto, para crear realmente una máquina pensante con propiedades similares a las que presenta la mente humana, ésta debería ser compatible con una visión de computacionalismo funcional. Esta es una afirmación fuerte. Y uno de los aspectos más controvertidos de esta corriente de pensamiento corresponde al hecho de que bajo esta visión las emociones, los sentimientos e incluso fenómenos más complejos como la noción de autorreflexión y autoconciencia son salidas y estados computacionales. Sin embargo, la literatura da cabida a posiciones más complacientes mediante el uso de los conceptos de IA fuerte e IA débil. Los seguidores de la IA fuerte consideran que alguna computación artificial puede ser considerada como pensamiento real. Dentro de este colectivo encontramos diversas posiciones. Desde las posiciones más extremas del computacionalismo, en las que se considera que todo el pensamiento es de naturaleza computacional, a aquellos que aun admitiendo que hay muchos de los aspectos de la inteligencia que se pueden reproducir computacionalmente, existen otros aspectos que se consideran no reproducibles. En el otro extremo, encontramos la noción de IA débil. Según esta postura, las máquinas pueden actuar como agentes inteligentes sin ser realmente inteligentes. Por tanto, la IA es una mera simulación de la inteligencia real. Estas palabras suelen estar sobrecargadas de significados secundarios. Por ejemplo, a veces a la IA fuerte se la denomina IA que puede mostrar conciencia, y a la IA débil, se la confunde a veces con la IA estrecha. Este último concepto, la IA estrecha, considera la IA como el conjunto computacional de técnicas centradas en la resolución de problemas o tareas específicas. Esta última definición nos permite contrastarla con la visión más holística de la IA General (5) .

En aras de la discusión, consideremos el punto de vista del computacionalismo funcional. Según esta perspectiva, la inteligencia y el resto de las propiedades de la mente son fenómenos emergentes si se dan las circunstancias adecuadas. Es importante entender que la emergencia resultante puede no ser ni remotamente similar a la inteligencia de los seres humanos. Las ciencias de los sistemas complejos nos muestran que los patrones de emergencia pueden caracterizarse a grandes rasgos por las restricciones impuestas a las partes del sistema complejo. En el caso de los estorninos, esto se refiere a qué regla sigue cada estornino individual. En este sentido, un conjunto diferente de restricciones/reglas individuales definiría un patrón emergente diferente. En el mismo sentido, para sistemas más complejos, como la inteligencia humana, si los canales de información sensorial cambian podríamos pensar que nos podemos encontrar con un tipo de inteligencia o mente diferente a la de los humanos (6) .

Como ya se ha comentado, la visión de la IA como capaz de resolver problemas de nivel humano o incluso de superar la inteligencia humana suele denominarse Inteligencia Artificial General (IAG). Sin embargo, el desarrollo de una mente de este tipo es controvertido y plantea muchos problemas éticos y legales. El filósofo de la mente Daniel Dennett considera que los agentes humanoides conscientes no son interesantes. Parafraseando sus palabras (7) : «No hay ninguna buena razón para crear tales agentes y sí para no intentarlo. Muchos esfuerzos de sobre la IA se hacen bajo la suposición errónea de que la forma de hacer la IA más inteligente es hacerla más humana. No se quiere construir un colega, sino una herramienta. Podemos hacerlas tan inteligentes como queramos. Utilizarlas. Entenderlas. Pero no necesitamos darles segundas intenciones, propósitos, un impulso de existir o competir. Esas son características que no juegan ningún papel en las competencias de la IA. Queremos cosas y herramientas muy inteligentes para tratarlas como "esclavas" [...]. Todos los sistemas de IA actuales, como el aprendizaje profundo, son competentes sin comprensión. Estamos creando cajas negras cuya probabilidad de acertar es muy alta, pero nadie entiende en detalle cómo lo hacen y nadie tiene por qué hacerlo. Creamos entidades que son inescrutables para nosotros de la misma manera que lo son un ser humano, un pájaro o cualquier mamífero. Y podemos utilizar estos productos sabiendo, teniendo buenas razones responsables para creer, que generarán la verdad la mayoría de las veces».

Como ejercicio intelectual, consideremos las siguientes preguntas: ¿Firmaría usted un contrato con una IAG? Dado que la IAG puede mostrar rasgos humanos como segundas intenciones o tener motivos ocultos, ¿qué acciones legales o punitivas pueden tomarse en caso de un mal comportamiento o conducta inapropiada? ¿Qué significa la desconexión de un sistema de IA cuando el sistema puede reanudar su funcionamiento al reiniciarse? ¿Qué se debe hacer cuando se hace una copia de seguridad de una IA? Además, si un agente de IA muestra emociones y es capaz de sentir dolor, arrepentimiento o remordimiento, ¿qué derechos debería tener? ¿Y qué tipo de trabajo se quiere asignar a ese agente? ¿Trabajo de segunda clase? ¿Trabajo repetitivo? ¿Trabajo de poco valor? Coincidiendo con las palabras de Dennett, ¿no estaríamos tentados de esclavizarlo? Así pues, hay muchas razones por las que podemos querer que la IA se entienda como una herramienta, pero es mucho más difícil encontrar buenas razones para construir verdaderos agentes inteligentes generales artificiales. Sin embargo, a pesar del atractivo intelectual de crear tales agentes y de las opiniones catastrofistas que a veces se suscitan en relación con la IAG, nuestra tecnología y desarrollos actuales están lejos de este tipo de IA.

En vista de todo lo anterior ¿cómo aterriza la IA y se convierte en una de las tecnologías más prometedoras para el desarrollo pragmático de nuevos negocios y la generación de nuevo valor económico? Como se viene repitiendo desde el inicio de la era de la transformación digital «los datos son el nuevo petróleo» (8)  y a esto habría que añadir «…y la IA es la nueva refinería». La IA contemporánea es capaz de explotar, transformar y utilizar los datos para generar valor empresarial. En pocas palabras, el bombo de la IA hoy en día se refiere sobre todo a una rama de la disciplina de la IA llamada machine learning (aprendizaje automático) que se ocupa de interpretar los datos y de aprender potencialmente de ellos para lograr objetivos específicos (IA estrecha). Y en particular, gracias al éxito de un tipo particular de aprendizaje automático que ha mejorado el rendimiento de los sistemas predictivos en los dominios de la visión, el habla y el procesamiento del lenguaje natural, llamado deep learning (aprendizaje profundo).


EL PROYECTO DARTMOUTH Y EL INICIO DE LA IA

El Proyecto de Investigación de Verano de Dartmouth sobre Inteligencia Artificial fue un taller de verano celebrado en 1956 en el Dartmouth College, en Hannover, New Hampshire, y se considera el lugar de nacimiento del término «inteligencia artificial».

La propuesta dice: «Proponemos que se lleve a cabo un estudio de la IA de dos meses de duración, con 10 personas, durante el verano de 1956 en el Dartmouth College de Hanover, New Hampshire. El estudio se basará en la conjetura de que todos los aspectos del aprendizaje o cualquier otra característica de la inteligencia pueden, en principio, describirse con tanta precisión que se puede hacer que una máquina los simule. Se intentará descubrir cómo hacer que las máquinas utilicen el lenguaje, formen abstracciones y conceptos, resuelvan tipos de problemas ahora reservados a los humanos y se mejoren a sí mismas. Creemos que se puede lograr un avance significativo en uno o varios de estos problemas si un grupo de científicos cuidadosamente seleccionado trabaja en ello durante un verano».

Los temas tratados en ese taller fueron: ordenadores automáticos, cómo se puede programar un ordenador para que utilice un lenguaje, redes neuronales, teoría de la medida y tamaño de un cálculo, autoaprendizaje, generación de abstracciones, el papel de la aleatoriedad y creatividad. La reunión acogió a once participantes.



II.  Inteligencia Artificial como catalizador de la transformación digital en todas las industrias

La IA promete ser uno de los motores clave en el viaje a través del camino de la transformación digital. Con la progresiva digitalización de los activos y procesos físicos, la gran disponibilidad de fuentes de datos debido al incremento de la conectividad y la cada vez mayor potencia de cálculo y procesamiento, las empresas se enfrentan al reto de sobrevivir en la nueva sociedad digital.

Esta nueva sociedad digital se define por dos componentes clave: los cambios en las necesidades y comportamientos de los usuarios impulsados por la tecnología, que dan lugar al concepto de ciudadano digital; y el cambio en las reglas de los negocios, que definen la economía digital. Los usuarios digitales exigen rapidez e inmediatez. Están acostumbrados a tratar con grandes volúmenes de datos, sobre todo gracias al auge de las redes sociales, prefieren los contenidos personalizados y aprovechan la información de múltiples canales. En conjunto, estas características definen las expectativas de este nuevo usuario digital a la hora de interactuar con los servicios y agentes digitales.

Con respecto a la economía digital, la cadena de valor clásica se ve alterada con nuevas reglas. En pocas palabras, la digitalización de los activos y productos permite la eliminación de los intermediarios físicos, lo que se traduce en una drástica reducción de los costes de transacción. Esto plantea nuevas oportunidades y amenazas para las empresas y administraciones tradicionales. Y también abre el camino a los recién llegados, que suelen ser nativos digitales y estar más orientados al consumidor que las empresas tradicionales y que son más capaces de explotar las estructuras de red y los nuevos canales de comunicación.

El impacto de la transformación digital no ha sido uniforme en todos los sectores. Mientras que el comercio minorista, las telecomunicaciones o el turismo han tenido un claro despertar temprano, algunos sectores como la educación, la justicia o la abogacía apenas muestran signos de madurez digital y, en general, van a la zaga de esta tendencia. Sin embargo, aunque esta situación ha retrasado la entrada de los recién llegados a la tecnología en estos sectores, ésta es sólo temporal.

De lo anterior se desprende que la transformación digital implica un replanteamiento de la forma de hacer negocios. El proceso de transformación digital puede simplificarse a grandes rasgos en dos grandes etapas: una primera etapa requiere establecer los habilitadores de la transformación, es decir, las estructuras e infraestructuras digitales, la gobernanza de los datos, la escalabilidad del software de gestión de recursos empresariales, etc. Esto está en consonancia con el concepto de digitalización. Y es un paso que permite la automatización de los procesos. De forma general, los activos se redefinen en datos, que son almacenados, fácilmente accesibles, localizables, gobernados y que pueden utilizarse para futuras transformaciones. Esto ayuda claramente a mejorar las operaciones. En este nivel operan las tecnologías básicas relacionadas con la conectividad, como las infraestructuras para las operaciones en línea, la computación en la nube o las plataformas web; y el almacenamiento, como las bases de datos interconectadas y gobernadas y los almacenes de datos (data warehouses/data lakes/data meshes). Esta etapa puede resumirse como la etapa de la automatización y la digitalización.

La segunda etapa es la de creación de nuevas propuestas de valor basadas en los elementos anteriores. Es la etapa en la que se utiliza la tecnología como catalizador de nuevas propuestas, nuevas formas de conducir el negocio, la transformación de los procesos, la exploración de nuevos mercados, el cambio en la forma de interactuar con los clientes, el desplazamiento de la posición de los clientes al centro de la cadena de valor, primando su experiencia por encima de las operaciones, etc. Tecnologías como el blockchain, el internet de las cosas, el edge computing y la IA son algunos de estos catalizadores.

La transformación digital ofrece la oportunidad de abordar las deficiencias de las prácticas tradicionales del sector y también ofrece nuevas oportunidades de entrada a los recién llegados que no son necesariamente del sector. Consideremos, por ejemplo, los casos de Amazon o Google entrando en las finanzas y la banca, o de Facebook en el sector de la educación aportando sus propios cursos y certificaciones.

Si nos centramos en el sector jurídico y comprobamos los posibles vectores de oportunidad, nos encontramos con que sólo una minoría tiene acceso a la justicia, los retrasos en los tribunales ascienden a decenas de millones de casos en algunas partes del planeta, los procesos cuestan demasiado, tardan demasiado y son en su mayoría ininteligibles para el ciudadano medio (9) . Según la OCDE sólo una media del 20% de las personas se sienten informadas sobre los procedimientos legales (10) . Esto hace que el 80% de la población se sienta insegura y desinformada sobre sus derechos. El mismo informe considera que sólo un 46% de las personas del planeta vive bajo la protección de la ley y tiene acceso a los tribunales. Peor aún, según la Encuesta del Proyecto Mundial de Justicia 2018 (11)  menos de un tercio de la población mundial es capaz de saber cuándo un problema es de naturaleza legal. E incluso cuando lo hacen, solo el 20% es capaz de llevar el proceso legal hasta su final.

Es evidente que el sector jurídico no es ciego a estas cifras ni al potencial de la tecnología para hacerles frente. Esto se ve en la forma en que la tecnología está entrando lentamente en la práctica jurídica, así como en la incipiente aparición de empresas de tecnología jurídica que introducen nuevos servicios más asequibles.

En una primera oleada, la tecnología prepara el terreno para facilitar la automatización con el objetivo de reducir los costes. Entre ellos suelen figurar el preprocesamiento automatizado de la documentación, la reingeniería de los procesos en el uso de nuevos sistemas de comunicación y canales en línea, o el despliegue completo de la administración electrónica. En este sentido, todavía hay muchas y diferentes oportunidades que aprovechar, como la gobernanza de los datos propios, la introducción de elementos online en los servicios, o la transformación de algunos procesos que requieren una larga y compleja burocracia. Ejemplos de ello los encontramos en los sistemas de resolución de conflictos en línea (12) , o en las webs de asistencia jurídica en línea.

La adopción progresiva de la tecnología tiene que permitir una segunda oleada en la que catalizadores como la IA desempeñarán un papel importante, automatizando partes de las revisiones de documentos, clasificando la relevancia de los argumentos, analizando los perfiles de los clientes/empresas o creando sistemas de apoyo a la toma de decisiones. La IA puede tener un gran impacto en la automatización de tareas repetitivas y tediosas que requieren habilidades cercanas a las humanas.

III.  El papel del aprendizaje automático

La IA, como cualquier otra disciplina, tiene diferentes formas de entender y abordar los distintos retos a los que se enfrenta. Uno de ellos es responder sobre la naturaleza de qué tipo de contenido mental se manipula en los procesos intelectuales superiores. Según la hipótesis considerada, nos encontramos con dos posturas contrapuestas que pretenden entender los procesos intelectuales superiores. Y, aunque no es necesario, la inteligencia humana ha sido el espejo y la inspiración de muchas de las técnicas y ramas que pretenden crear IA (13) .

El primer enfoque se basa en la suposición de que la información básica necesaria para los procesos mentales corresponde a la representación del conocimiento mediante símbolos. Afirma que las operaciones intelectuales de alto nivel a nivel de razonamiento, lenguaje, planificación o visión pueden entenderse y construirse en términos de operaciones simbólicas. Este enfoque descendente fue una de las primeras aproximaciones para abordar el problema de la IA y se inspiró en gran medida en la psicología cognitiva. La investigación bajo esta hipótesis dio lugar a los primeros sistemas expertos, en los que se crean operaciones simbólicas, proposiciones lógicas, predicados y reglas sobre una ontología definida. Estos primeros intentos, que siguen funcionando hoy en día, se denominan a veces condescendientemente «IA a la antigua» (GOFAI, Good Old Fashioned AI). Algunos de los primeros defensores del taller de verano de IA, como Minsky, McCarthy o Vinograd, mantenían este punto de vista. El enfoque descendente sigue siendo una importante corriente de pensamiento, aunque ha cambiado hacia una visión más holística e integradora de los mismos conceptos. La idea subyacente es impregnar los sistemas computacionales con los sesgos inductivos presentes en los humanos, como los conceptos de objeto, agencia, espacio, causalidad, y combinarlos con potentes algoritmos de aprendizaje capaces de extraer y manipular la información a partir de un pequeño número de ejemplos. Entre los defensores actuales de esta tesis se encuentran Ullman, Tenenbaum o Pearl. Este enfoque se denomina a veces construcción de modelos (model building), y su objetivo implica un proceso de aprendizaje de un modelo de alto nivel sobre el que se puede desarrollar y organizar la cognición para entender el mundo, explicarlo e incluso imaginar. Técnicas como las redes bayesianas o los modelos causales son ejemplos de estrategias de construcción de modelos.

La otra corriente corresponde a un enfoque ascendente. Algunos de los nombres pioneros que apoyan este punto de vista son Fukushima, Grossberg y Rosenblatt, entre otros. A diferencia del primer enfoque, la unidad de información es sub-simbólica y generalmente se mapea en las formas básicas de los datos. Esta otra tendencia se basa en los avances de la neurociencia, en la que la combinación de unidades simples y potentes, y una sofisticada estrategia de computación permite aprender y destilar el conocimiento. Este punto de vista está claramente en consonancia con el computacionalismo funcional y la visión emergente de la mente. Este enfoque se denomina a veces reconocimiento de patrones o algoritmos sin modelo. En particular, el aprendizaje profundo es un enfoque que hoy en día abandera claramente esta línea. No es el único modelo de esta corriente, y cabe destacar que hay problemas en los que el aprendizaje profundo no sería la técnica más recomendable. Bajo este enfoque, la tarea de predicción se convierte en una de las más fundamentales.

Ambos enfoques no están enfrentados. Aunque el éxito actual corresponde al segundo tipo de modelos, a medida que se imponen más requisitos a los algoritmos de aprendizaje automático más allá de una buena precisión de predicción, existe una tendencia creciente a hibridar ambos enfoques. En opinión de este autor, el éxito de la IA pasa claramente por modelos híbridos, entrenados con datos tanto para predecir como para construir modelos operativos de abstracciones. Por ejemplo, si pretendemos construir una IA explicable, es útil tener en cuenta la estructura causal del problema para dar explicaciones prácticas o incluso considerar elementos contrafactuales (14) .

En este capítulo favoreceremos la visión ascendente, ya que ésta es la visión que se requiere para entender la actual revolución de la IA. Sin embargo, también presentaremos algunos de los problemas de las actuales técnicas ascendentes y destacaremos la importancia de las técnicas descendentes e híbridas a la hora de abordar las preocupaciones y limitaciones de las primeras.

III.1.  Una definición de aprendizaje automático

Como hemos señalado en la introducción de este capítulo, los datos son el núcleo de la transformación digital. Y la IA promete explotarlos y extraer el valor de los éstos. Aunque los datos y la computación son los principales impulsores de la revolución de la IA, el éxito actual viene de la mano de una rama de la IA, el aprendizaje automático. Tomando una definición clásica de aprendizaje automático, según Russell y Norvig (15) , el aprendizaje automático se refiere al subcampo de la informática que se ocupa de los programas informáticos que son capaces de aprender de la experiencia y, por tanto, de mejorar su rendimiento con el tiempo. Informalmente, es el conjunto de técnicas que aprenden a encontrar patrones sin instrucciones explícitas de lo que se busca.

Bajo el supuesto de la rama ascendente, la realización de la noción de experiencia se traduce en los datos. Así, cuando hablamos de aprendizaje automático hablamos de programas informáticos capaces de aprender de los datos con el objetivo de mejorar su rendimiento. En este sentido, este tipo de algoritmos pretenden desarrollar una aproximación computacional al razonamiento inductivo, por el que se utiliza la experiencia/datos pasados para predecir el futuro con cierta certeza, normalmente utilizando el lenguaje de las probabilidades. Relacionando esto con las perspectivas filosóficas anteriores, cabe destacar que estos algoritmos producirán resultados inteligentes o, al menos, competentes en tareas complejas sin cognición o competencia (donde consideramos un resultado competente al producido por un proceso cognitivo humano de alto nivel). Ejemplos de estas competencias se encuentra cuando observamos los sistemas de análisis y diagnóstico de imágenes médicas, en la traducción automática, en los sistemas de conversión de voz en texto, como los subtítulos automáticos, o viendo como estos programas juegan a nivel de maestro a juegos de estrategia como el ajedrez o el go. Pero la principal razón por la que el aprendizaje automático es popular hoy en día se basa en la capacidad de las tecnologías de aprendizaje automático para hacer predicciones realmente precisas.


UN GLOSARIO DE TÉRMINOS

ALGORITMO: Conjunto de reglas que define con precisión una secuencia de operaciones para ejecutar una tarea específica. Los algoritmos pueden traducirse en programas ejecutables por ordenador mediante la codificación con un lenguaje de programación específico que da lugar a un programa informático.

APRENDIZAJE AUTOMÁTICO: Rama de la IA que se ocupa de la tarea de aprender de la experiencia (datos).

CONJUNTO DE DATOS (en el aprendizaje supervisado): En el aprendizaje supervisado, un conjunto de datos es un conjunto de pares: datos de entrada y sus correspondientes salidas deseadas.

CONJUNTO DE ENTRENAMIENTO: El conjunto de entrenamiento es un conjunto de datos utilizado para el aprendizaje. Se entrega al algoritmo de aprendizaje automático para que pueda descubrir patrones en los datos que sean significativos y compatibles con los resultados deseados. Este conjunto contrasta con otros dos conjuntos de datos utilizados en el proceso de aprendizaje, a saber, el conjunto de validación y el conjunto de prueba. El conjunto de validación se utiliza para la selección del modelo. El conjunto de prueba se utiliza para evaluar el rendimiento del modelo mediante la simulación de su explotación. Estos dos conjuntos no se utilizan durante el proceso de aprendizaje, sino que se emplean con fines metodológicos para obtener resultados verificables, reproducibles y fiables.

GENERALIZACIÓN: La generalización es la propiedad de un algoritmo de aprendizaje automático de obtener buenos resultados con datos nuevos y no vistos anteriormente. El objetivo de cualquier algoritmo de aprendizaje automático es lograr una buena generalización.

DIGITALIZACIÓN: Es la conversión de cualquier información potencial en forma digital para que pueda ser procesada por un ordenador.

EXTRACCIÓN DE CARACTERÍSTICAS: La extracción de características es una técnica de representación del conocimiento mediante la cual un elemento/objeto se representa por medio de un conjunto descriptivo de características/conceptos. En el aprendizaje automático supervisado, las características con las que se describen los objetos se diseñan para ayudar a la tarea supervisada.

APRENDIZAJE PROFUNDO: El aprendizaje profundo es un concepto que designa un subconjunto de modelos de aprendizaje en el aprendizaje automático relacionado con el uso de diferentes variantes de redes neuronales. Una de las ventajas más importantes de este tipo de técnicas es que extraen automáticamente características efectivas para la tarea que están diseñadas para resolver.



III.2.  Tipos de aprendizaje automático

Aunque la predicción es probablemente el uso más conocido del aprendizaje automático, no es la única tarea del repertorio del aprendizaje automático. Normalmente podemos diferenciar entre tres ramas principales diferentes según los objetivos, los datos disponibles u otras limitaciones:


	
•  El aprendizaje automático supervisado es la rama del aprendizaje automático que se ocupa de la predicción. En esta tarea, se nos da un conjunto de datos junto con los resultados deseados anotados (también llamadas etiquetas). El objetivo del aprendizaje automático supervisado es utilizar esta información para encontrar patrones de manera que, dados unos datos nuevos y no vistos anteriormente, el algoritmo sea capaz de predecir correctamente su etiqueta objetivo asociada. Hablaremos con más detalle de lo que entendemos por datos y de cómo se articula el problema desde un punto de vista práctico. Ejemplos de este tipo de técnicas son la detección y el reconocimiento de objetos en imágenes o grabaciones de vídeo, la categorización de documentos por temas, la traducción automática de textos, el resumen automático de documentos, la predicción de riesgo e incertidumbre de un caso; y particularizando en la práctica jurídica encontramos ejemplos de predicción de votos en los tribunales, predicción de reincidencia, predicción de resultados de los litigios, predicción de la libertad condicional previa al juicio, determinación de la relevancia de los documentos en las bases de datos jurídicas para las leyes, casos o pruebas relevantes, entre otros. Los sistemas de recomendación, como la recomendación de un conjunto de documentos, los sistemas que sugieren cursos de acción basados en casos anteriores o proponen normativas aplicables o reglas y artículos específicos de un cuerpo de conocimiento, también entran en esta categoría. Esta rama se denomina aprendizaje supervisado porque requiere un conjunto de datos anotados. Se trata de un conjunto en el que cada muestra de datos es etiquetada por un experto (el supervisor) que indica el resultado deseado. Es importante destacar el papel del supervisor porque el conjunto de datos final puede mostrar sesgos o errores de anotación, además de ser un proceso costoso.

	
•  El aprendizaje no supervisado es una segunda rama del aprendizaje automático que se ocupa de la exploración y descripción de los datos. En esta tarea concreta, nuestro objetivo es reunir conocimientos sobre los datos para analizarlos. La búsqueda de conjuntos o agrupaciones (clustering) y el aprendizaje de variedades (16)  (manifold learning) son dos de las principales aplicaciones de este tipo de técnicas. En el clustering buscamos agrupar los datos según alguna noción de similitud. Esta técnica es muy utilizada para la segmentación de mercados. Es decir, agrupar a los clientes con preferencias similares para que, por ejemplo, el departamento de marketing pueda lanzar una campaña dirigida. También se puede utilizar, por ejemplo, para agrupar documentos o casos según un contenido similar con el fin de clasificarlos o seleccionar un grupo. Al contrario que en el caso del aprendizaje supervisado, no es necesario un anotador.

	
•  El aprendizaje por refuerzo se refiere a los sistemas que interactúan continuamente con algún agente o entorno de manera que éstos puedan proporcionar alguna versión simple de retroalimentación. Los algoritmos de aprendizaje por refuerzo aprenden a «comportarse» adecuadamente de acuerdo con esta retroalimentación maximizando los comportamientos que obtienen mejores recompensas a medio-largo plazo. En esta categoría encontramos los algoritmos utilizados para jugar al ajedrez, al GO o a otros juegos. Un ejemplo de sistema que utiliza el aprendizaje por refuerzo podría ser un bot de red social que publica noticias. En cuanto a un usuario «le gusta» una publicación esto se traduce en una recompensa positiva para el robot que aprenderá a largo plazo cuáles son los temas de interés para esa comunidad y cambiará su comportamiento para publicar más noticias similares a las que tienen más likes. El aprendizaje por refuerzo es una metodología interesante para proporcionar estrategias descendentes de construcción de modelos basadas en datos e interacciones con el entorno.
SISTEMAS DE RECOMENDACIÓN

Seleccionar y decidir es un acto de libertad de elección. Sin embargo, aunque como seres humanos apreciamos la libertad de poder elegir, en realidad la psicología demuestra que elegir entre demasiados elementos se convierte en una tarea muy difícil y estresante (17) . ¿Cómo elegir la próxima novela para leer entre los millones de novelas? ¿Qué hotel debemos reservar para el próximo fin de semana entre los cientos que hay? ¿Qué película vemos esta noche? ¿Qué casos debo buscar que puedan ser relevantes para la investigación de la demanda actual?

Los sistemas de recomendación son el conjunto de sistemas que pueden ayudar en ese aspecto. Un sistema de recomendación emite una lista ordenada de artículos según una puntuación prevista. Esta puntuación suele proceder de algún criterio de coincidencia o similitud y define la relevancia del elemento. En este sentido, las dos ramas más conocidas de los sistemas de recomendación son el filtrado basado en el contenido y el filtrado colaborativo.

El filtrado basado en el contenido produce la misma recomendación sin tener en cuenta al usuario que interactúa con el sistema. Estos sistemas buscan la asociación entre productos. Como resultado, si el usuario busca un artículo, se le recomendarán artículos similares en función de la descripción de ese artículo. Obsérvese que, como hemos comentado, otro usuario que utilice el mismo sistema y busque el mismo artículo recibirá el mismo conjunto de recomendaciones.

¿Cómo se agrupan los productos? En la sección de representación del conocimiento se presenta una forma de representar objetos abstractos mediante características. Recordemos que el proceso de extracción de características permite representar un artículo en un vector numérico. A partir de ahí podemos encontrar elementos similares como aquellos que tienen representaciones parecidas. Es decir, valores parecidos. En la práctica, esto permite definir una distancia significativa entre las representaciones de los artículos.

El filtrado basado en la colaboración produce una recomendación diferente para cada usuario. Esto se hace aprovechando las valoraciones, los gustos y las interacciones del usuario con los artículos del sistema. La estrategia más sencilla para recomendar en este sentido es buscar a otros usuarios con valoraciones e interacciones similares y recomendar aquellos artículos que han sido calificados como buenos y no están en la lista de interacciones de nuestro usuario objetivo.







III.3.  Introducción al aprendizaje supervisado

En esta sección revisaremos con más detalle las tecnologías predictivas y profundizaremos en los detalles de los componentes que constituyen los pasos que se requieren para desarrollar un algoritmo de aprendizaje automático desde la perspectiva del usuario. En esta sección no nos preocupa el funcionamiento interno del algoritmo predictivo, que se considerará una «caja negra» para nuestra discusión. Todos los elementos de esta sección son comunes a todos los métodos de aprendizaje supervisado, independientemente de la técnica utilizada.

El objetivo del aprendizaje supervisado es dar con un algoritmo que, dada una muestra de datos de entrada, devuelva una predicción correcta con respecto a alguna tarea previamente definida. Es decir, supongamos que queremos predecir si mañana va a llover o no. Entonces, dada la tarea de predecir «día lluvioso» o «día no lluvioso» a partir de datos meteorológicos, queremos alimentar el sistema de predicción con una nueva muestra de datos correspondiente a los valores meteorológicos de hoy y esperamos que el sistema llegue correctamente a una predicción precisa del resultado de mañana.

De la descripción anterior se desprende que, a grandes rasgos, estamos hablando de dos regímenes de trabajo. Es decir, por un lado, dada una nueva muestra de datos queremos que el sistema prediga su etiqueta. Es decir, pretendemos explotar el modelo. A este paso solemos llamarlo prueba (test). Por otro lado, tenemos que construir el modelo para su explotación encontrando patrones de asociación estadística entre los datos y las etiquetas correspondientes. Este es el paso que llamamos aprendizaje o entrenamiento (training). Así, en principio, consideramos estos dos regímenes de trabajo: en el entrenamiento, dados los datos y los resultados deseados previamente anotados, hacemos que la máquina «aprenda» a encontrar la asociación entre las instancias de datos de la muestra y su correspondiente etiqueta anotada; y en el test ponemos el modelo en producción de manera que esté listo para realizar nuevas predicciones cuando se le alimente con nuevos datos.

Llegados a este punto, es importante distinguir entre dos sub-ramas de técnicas de aprendizaje supervisado según la naturaleza de los valores de predicción, las etiquetas. Si el resultado deseado es un valor de un conjunto discreto de valores posibles, hablamos de clasificación. Por ejemplo, en el caso anterior para predecir un día lluvioso, sólo tenemos dos números potenciales de resultados. Este es un caso paradigmático de clasificación. Los sistemas de ayuda a la toma de decisiones suelen tratar problemas de clasificación porque el número de decisiones potenciales a seleccionar suele ser un conjunto pequeño, discreto y finito. La generación automática de textos también puede enmarcarse como una tarea de clasificación. En este último caso, dadas las frases hasta el punto actual queremos predecir la mejor palabra siguiente de un conjunto discreto y finito de palabras, el diccionario de palabras disponible.

Otra subrama del aprendizaje supervisado se refiere a las salidas representadas con números reales o salidas continuas. En este segundo caso, hablamos de regresión. Por ejemplo, si queremos predecir la temperatura del día siguiente a partir de los datos meteorológicos de los últimos días, o si queremos predecir los gastos del mes siguiente a partir de las transacciones de los últimos meses, o el tiempo de litigio previsto para un determinado pleito.

Muchas veces, el mismo problema puede abordarse desde ambas perspectivas. La selección de la técnica es relevante, ya que cada rama tiene a su disposición un conjunto de técnicas diferente. Y en general, los problemas de clasificación son más fáciles de resolver y evaluar que los de regresión. Por ejemplo, si el problema de predicción que queremos resolver está relacionado con la relevancia de un documento con respecto a un caso o pleito concreto, el problema puede plantearse como un problema de clasificación considerando los casos «relevantes» o «no relevantes»; o como un problema de regresión asignando una puntuación de relevancia de cero a diez. Como regla general, cuando el problema en cuestión puede resolverse mediante técnicas de clasificación, se recomienda utilizarlas en lugar de técnicas de regresión.

III.4.  Un viaje guiado por el aprendizaje automático supervisado

En esta subsección presentamos un breve resumen de los diferentes retos a los que se enfrenta un usuario cuando utiliza técnicas de aprendizaje automático. Para ello, presentaremos un problema de trabajo que puede ayudarnos a orientar la discusión. Consideremos que estamos construyendo un predictor de relevancia de documentos. Se trata de un sistema que, dado un documento digital, el sistema de predicción lo etiquetará como relevante o no para un caso concreto. Utilizaremos este escenario para describir los diferentes pasos de la construcción de un sistema de predicción desde la perspectiva del usuario.

El test o explotación se referirá al proceso por el cual, dado un nuevo documento de un caso en el que estamos trabajando, los sistemas deben etiquetarlo como relevante o no, de forma automática. Como se ha comentado en el apartado anterior, este es un ejemplo de clasificación, puesto que tenemos dos etiquetas. Recordemos que para explotar un modelo de aprendizaje automático éste tiene que estar previamente entrenado. Es decir, necesitamos reunir un conjunto de documentos y etiquetarlos previamente en función de si son relevantes o no para el caso. Una vez hecho esto, durante la fase de entrenamiento, el algoritmo buscará patrones en los diferentes grupos que hacen que los documentos sean considerados relevantes o no y aprenderá a distinguir entre ambos grupos. En este punto se observa la necesidad de un proceso de anotación o etiquetado. En él suele intervenir un experto, de manera que tras observar un documento lo etiquetará según su relevancia. El proceso de anotación suele ser una tarea manual, y como tal es una tarea que requiere mucho trabajo. Uno de los principios en los que se basa el aprendizaje automático es que, dada una gran variedad de casos, esperamos que el algoritmo de aprendizaje extraiga «reglas» y patrones que sean transferibles a nuevos casos. En este caso, tras observar los documentos y sus correspondientes etiquetas de relevancia, dado un nuevo documento esperamos que el modelo prediga su relevancia. Otro ejemplo claro de una tarea similar en el ámbito de la salud corresponde al de los sistemas de apoyo a la decisión para el diagnóstico automático. Dados varios registros de pacientes y su correspondiente diagnóstico, el proceso de entrenamiento intenta descubrir los patrones por los que, dado un nuevo paciente, el algoritmo sería capaz de determinar un diagnóstico plausible con alta precisión.

Llegados a este punto, es sensato plantearse preguntas como: ¿cómo opera el algoritmo con los documentos? ¿Cómo introducimos esos documentos en un algoritmo de aprendizaje automático? ¿Y si en lugar de documentos se trata de grabaciones de audio o vídeo de una audiencia? ¿Son estos datos computacionalmente legibles? Y, en cuanto al funcionamiento de estos modelos, ¿el algoritmo de predicción funcionará bien ante nuevos documentos? ¿Los modelos están memorizando datos o realmente extrayendo patrones? Si esperamos que los datos sean cualquier dato compatible pero pueden ser cualquier cosa ¿cómo puedo estar seguro de que realmente funciona? La respuesta a estas preguntas puede ser realmente compleja, pero en las siguientes subsecciones se esbozarán algunas intuiciones que nos ofrecen garantías para abordarlas con éxito.

i)  Representación del conocimiento

Una constante en este capítulo es la importancia de los datos. Sin datos, el aprendizaje automático está condenado al fracaso. Sin embargo, no basta con tener datos. Deben ser una representación buena, fiable y relevante del conocimiento para la tarea en cuestión. Hay un dicho útil, aunque informal, en la comunidad de aprendizaje automático y ciencia de datos que ilustra este punto: «Entra basura, sale basura». Esto se refiere a que no cualquier tipo de datos es relevante para una tarea concreta. Si tomamos la primera mitad del dicho como un elemento simpático para guiar este discurso, los datos en este contexto se refieren a la necesidad de representar el conocimiento de una manera computacionalmente manejable. En muchos contextos, los datos son el resultado de un equipo de medición, como cuando se graba audio o vídeo, se mide la temperatura, etc. En estos contextos, es necesario digitalizarlos para que sean legibles computacionalmente. En otros contextos, los datos son naturalmente digitales, como las publicaciones en una red social, los documentos electrónicos, los registros almacenados en una base de datos, etc.

Así pues, una vez que tenemos los datos en un formato legible desde el punto de vista informático, ¿con qué alimentamos el sistema de aprendizaje automático? Para responder a esta pregunta, tenemos que entender el proceso de representación del conocimiento y de extracción de características. Digamos primero que, en general, la gran mayoría de los algoritmos operan con números y vectores de números. Así, desde un punto de vista pragmático, la cuestión de cómo se alimenta el algoritmo para poder ser entrenado se reduce a cómo puedo convertir un documento, una grabación de audio y una imagen en números (18) .

Así, tras la puesta a disposición de la información en formato digital (19)  obtenemos los datos en bruto. Es decir, los datos tal cual. Esto ya es una representación perfecta para alimentar a un algoritmo de aprendizaje automático. Sin embargo, en algunos casos los datos no son tan fáciles de obtener. Por ejemplo, en el caso de un documento de texto, ya está en formato digital pero ¿cómo representamos el documento para que pueda ser digerido por el algoritmo de ML? Podríamos utilizar la representación informática interna de los caracteres, pero esto dejaría al algoritmo la tarea de inferir qué es un carácter, cómo los diferentes caracteres forman parte de una palabra, cómo se separan las palabras, qué reglas sintácticas se utilizan, etc. Así, para resolver nuestro problema concreto, el sistema tiene que recrear primero un proceso de representación completo del lenguaje. Este último proceso es mucho más complejo que la tarea original que debía resolver. Así que puede haber mejores representaciones que simplemente alimentar el algoritmo con información en bruto.

[image: ]Figura 1. Ejemplo de extracción de características.

Para profundizar en este tema, consideremos el ejemplo muy sencillo que se muestra en la Figura 1. En este caso, nuestra tarea consiste en distinguir entre los elementos del grupo A y los del grupo B. El objetivo es intentar descubrir un patrón tal que, dadas unas palabras nuevas, podamos clasificarlas en el grupo A o en el grupo B.

Para ello, se pueden utilizar elementos descriptivos y luego sustituir cada uno de los elementos originales por la descripción. Este proceso se conoce como extracción de características. La idea subyacente en la extracción de características es crear una representación de los elementos que queremos categorizar que pueda ayudar al algoritmo a realizar su tarea. Por lo tanto, la representación del conocimiento y la tarea deben considerarse conjuntamente al diseñar, derivar o crear características. Esto también se refiere a la segunda parte del dicho, es decir, a «sale basura». El resultado de un sistema está directamente relacionado con la calidad de la representación de los datos. Tanto en cuanto la descripción de los datos permita ayudar realizar la tarea encomendada al sistema podremos aspirar al resultado deseado.

Observando los elementos de los distintos grupos de la Figura 1, podríamos considerar las siguientes características descriptivas: parece que el grupo A contiene más verbos que el grupo B. Así, «¿Es verbo?» puede ser una característica. En este caso la respuesta es una variable categórica que toma dos valores «sí» o «no». Si queremos traducirlo a número, podemos codificar «sí» con el valor 1 y «no» con el valor 0. Otra observación que podríamos explotar es el hecho de que la mayoría de las palabras del grupo A parecen más cortas que las del grupo B. Así, el número de caracteres de una palabra puede utilizarse como característica. A partir de la observación de los datos se pueden diseñar muchas características diferentes. Y todas esas características pueden ser componentes de la representación de cada elemento en los grupos. Otros ejemplos potenciales de características podrían ser «¿Se relaciona la palabra con la práctica legal?» o «Contiene la letra O». La parte inferior de la figura 1 muestra algunas características según la representación propuesta. Por ejemplo, la palabra «text» en el grupo A se representaría como el siguiente vector de números (0,4,0,0) que corresponde a («NO es un verbo», «Tiene 4 caracteres», «NO contiene la letra O», «NO se relaciona con la práctica legal»). Del mismo modo, «Administrator» se representa como (0,13,1,1), que corresponde a («NO es un verbo», «Tiene 13 caracteres», «SÍ contiene la letra O», «SÍ está relacionado con la práctica jurídica»). Una vez completada la extracción de características, cada elemento de cada grupo se sustituye por su vector números.

Es importante tener en cuenta que un punto clave en este proceso es que debe ser lo más automático posible. Es decir, la extracción de características debe ser fácilmente realizada por el ordenador. En este sentido, algunas de las características de nuestra representación ficticia son más fáciles de realizar que otras. Por ejemplo, contar el número de caracteres de la palabra o saber si una palabra contiene la letra «O» son tareas triviales para cualquier ordenador. Sin embargo, saber si una palabra es un verbo o está relacionada con la práctica jurídica requiere soluciones más elaboradas. En este caso concreto, la construcción de un diccionario de términos permitidos en cada categoría resolvería el problema, pero algunas representaciones de conocimiento de nivel superior pueden ser inviables para el ordenador.

Volviendo a nuestro problema guía con respecto a la relevancia de los documentos, queremos extraer características relevantes para representar cada documento. Sin embargo, un estudio cuidadoso de las características que se necesitan para un caso legal concreto podría ser muy costoso de realizar. En esos casos, podemos recurrir a procesos generales de extracción de características para la representación de documentos y textos. La forma más sencilla de representar el texto se llama representación de bolsa de palabras. La bolsa de palabras representa cada documento como un vector de números que cuentan el número de veces que aparece una determinada palabra en ese documento. Para ello, primero hay que definir un diccionario de palabras permitidas y luego contar cuántas veces aparece cada una de las palabras del diccionario en el documento. En aras de la claridad, supongamos un diccionario con cuatro palabras, por ejemplo, «acción», «mercado», «aplicación» y «globo». Supongamos ahora que queremos representar la siguiente frase «se emprenderán acciones legales en función de la aplicación de la normativa del mercado». Utilizando esas cuatro palabras, la representación de la frase corresponde a (1,1,1,0) ya que las palabras, acción, mercado y aplicación aparecen en la frase una vez y globo no aparece. Este es un ejemplo de lo que se llama representación libre de gramática, en la que el orden de las palabras no se utiliza en la representación (20) . El lector interesado en representaciones más complejas puede consultar el concepto de n-gramas (21)  o las actuales y exitosas representaciones de lenguaje basadas en aprendizaje profundo (word embeddings).

En resumen, la representación del conocimiento en forma de datos es el primer paso para construir un motor de predicción basado en la IA. El conocimiento puede ser alimentado directamente después del proceso de digitalización al algoritmo de aprendizaje automático. Sin embargo, los datos que se alimentan pueden diseñarse de forma inteligente para ayudar al clasificador. Este proceso se denomina extracción de características. Una característica inteligentemente diseñada es la que puede ayudar en la tarea que el clasificador está realizando.

ii)  El espacio de características y la frontera de clasificación

Llegados a este punto, conviene construir la intuición de lo que hará un sistema de predicción. Para construir esa intuición, consideremos la figura 2. Sigamos con el ejemplo que nos ocupa sobre la relevancia de los documentos. Consideremos que diseñamos dos características: «número de palabras del diccionario jurídico» y «número de referencias a un caso concreto». Esto significa que cada documento se representará con sólo dos números. Además, tenemos un pequeño conjunto de documentos que previamente hemos considerado relevantes para nuestras necesidades y otros que no lo son. La figura 2 muestra una representación gráfica de estos elementos.

Obsérvese que en tinta oscura tenemos puntos correspondientes a documentos no relevantes. En tinta clara tenemos documentos considerados relevantes. Por ejemplo, el documento señalado en tinta clara está representado por el vector (12, 35) y es de la clase «documento relevante». Esta representación de los datos se denomina espacio de características. El objetivo de un sistema de clasificación es separar los puntos de tinta oscura de los puntos de tinta clara. Por ejemplo, en rojo encontramos una posible línea de separación. Esto se llama frontera de decisión. El objetivo de un clasificador es extraer automáticamente esta frontera de clasificación.

[image: ]Figura 2. Ejemplo de espacio de características y dos límites de clasificación diferentes.

Llegados a este punto, conviene señalar que existe una íntima conexión entre el proceso de extracción de características y la tarea de clasificación. En nuestro ejemplo de la figura 2 parece que la característica «número de palabras de legal» ayuda más, ya que parece que los casos relevantes están redactados usando una mayor cantidad de términos legales. Por lo tanto, un proceso inteligente de extracción de características sería diseñar características que ayuden a la tarea de clasificación a trazar la frontera de decisión.

iii)  Más sobre los algoritmos y un algoritmo simple de aprendizaje

La búsqueda de la frontera de decisión la realiza un algoritmo de aprendizaje. Pero ¿qué es específicamente un algoritmo de aprendizaje? En esta sección vamos a desarrollar la intuición para entenderlo. Para ello es necesario recordar la definición de algoritmo que vimos en uno de los cuadros complementarios con un glosario de términos. De forma intuitiva podemos definir algoritmo como el conjunto de reglas o instrucciones que define con precisión una secuencia de operaciones para ejecutar una tarea específica. Por ejemplo, los pasos que encontramos en una receta de cocina constituyen las instrucciones del algoritmo para la realización de un plato específico.

En este punto, es importante distinguir entre dos tipos de algoritmos, los algoritmos explícitos y los algoritmos implícitos. Recordemos que un algoritmo tiene como objetivo la realización de una tarea. Un algoritmo explícito detalla las instrucciones exactas para realizar la tarea de una forma específica. El caso de la receta de cocina es un ejemplo de algoritmo explícito. Fijémonos que, si se ejecuta dos veces el algoritmo, realizará exactamente lo mismo las dos veces. Pongamos otro ejemplo. Imaginemos que queremos construir un algoritmo de conducción autónomo que nos lleve desde Plaza Universidad en Barcelona a la Puerta del Sol en Madrid. Para ello podríamos dar el conjunto de instrucciones específico. Por ejemplo, «Paso 1: Dirígete a la calle Aribau y conduce 400 metros», «Paso 2: Gira a la izquierda por calle de Aragón y mantente en la calle Aragón durante 300 metros», etc. Podríamos indicar explícitamente todos los pasos hasta llegar a la Puerta del Sol. Como comentaba antes, si ejecutamos dos veces este algoritmo, se tomarán exactamente las mismas instrucciones y se conducirá exactamente por las calles específicamente indicadas.

Otro tipo de algoritmos son los algoritmos implícitos. Un algoritmo implícito está formado por otros algoritmos que detallan capacidades necesarias para resolver la tarea. Por ejemplo, en el caso del algoritmo de conducción autónoma, en vez de detallar los pasos exactos, podríamos detallar una serie de capacidades, como por ejemplo «avanzar el vehículo», «leer un mapa», «autolocalizarse», y «reorientar el vehículo». Cada una de estas capacidades es un algoritmo que indicaría como se realiza esa tarea. Y combinando estas podríamos crear otro algoritmo que nos sirva para resolver la tarea de ir de Plaza Universidad a la Puerta del Sol. Por ejemplo,


Paso 1: Leer el mapa.

Paso 2: Localizar el punto de destino.

Paso 3: Mientras no se haya llegado al destino o surja una emergencia repetir los pasos 4 a 6.

Paso 4: Autolocalizarse en el mapa.

Paso 5: Reorientar el vehículo.

Paso 6: Avanzar el vehículo.



Fijémonos que en este caso no especificamos las instrucciones explícitas del camino que se tomará. Por lo que al ejecutar el algoritmo dos veces, puede ser que se tomen rutas distintas. A diferencia de los algoritmos explícitos, los algoritmos implícitos tienen mayor flexibilidad. En este caso, el algoritmo es suficientemente genérico para llevarnos a cualquier punto alcanzable por el vehículo. Los algoritmos de aprendizaje automático son algoritmos implícitos. El siguiente algoritmo es una versión simplificada de los pasos que realiza un algoritmo predicción para aprender:


Paso 1: Mientras no se termine el proceso de aprendizaje, repetir los pasos 2 a 4:

Paso 2: Seleccionar un conjunto de datos con sus etiquetas.

Paso 3: Medir la discrepancia entre las predicciones del modelo actual y las etiquetas deseadas.

Paso 4: Modificar el modelo de predicción para corregir los errores.



Si seguimos este algoritmo, podemos ver que al final del proceso de entrenamiento se habrá modificado el modelo para corregir todos los errores de predicción. Observemos, también, que de la misma forma que en caso del vehículo autónomo no se explicita la ruta a seguir, en el algoritmo de entrenamiento mostrado no se fijan de forma explícita las reglas y los valores que se usaran para la toma de la decisión automática.

iv)  Generalización

El objetivo del aprendizaje predictivo supervisado es aprender la función de decisión de manera que, dados nuevos datos no vistos, el algoritmo sea capaz de predecir correctamente su etiqueta. Pero si los datos futuros pueden ser cualquier cosa, ¿qué garantías tiene uno de que las predicciones realizadas por un algoritmo de aprendizaje automático son realmente ciertas? ¿Cómo se valida un algoritmo de aprendizaje automático?

Esto da lugar al concepto de generalización. La generalización es la característica de un método de aprendizaje automático para predecir con precisión los datos futuros. Conseguir un error de generalización muy pequeño es el objetivo final de cualquier tecnología de predicción.

Desde un punto de vista intuitivo, la generalización está relacionada con el sesgo inductivo (22) . Es decir, ¿qué sesgos tienen los algoritmos de aprendizaje automático que le permiten rellenar los huecos del espacio de características donde no hay datos? Recordando la Figura 2, la selección de una frontera de decisión específica implica una selección precisa de un sesgo inductivo. Por ejemplo, consideremos las líneas de separación roja y verde. Ambas pueden corresponder a dos métodos diferentes de aprendizaje automático que muestran diferentes sesgos inductivos. La línea de separación verde es más sencilla y parece sugerir que la característica «número de referencias a casos relacionados» es irrelevante a costa de cometer dos errores en el conjunto de entrenamiento. Por otro lado, la línea roja no pasa por alto ninguna muestra y busca un límite que separe al máximo ambas clases. Este segundo ejemplo es un ejemplo de sesgo inductivo en el que estamos asumiendo que los datos futuros estarán cerca de las muestras ya vistas y, por lo tanto, separar al máximo ambas clases supone una decisión más robusta. Estos sesgos se incorporan explícita o implícitamente en los diferentes modelos de aprendizaje automático. La generalización se refiere, entonces, a cómo la frontera de decisión inferida está de acuerdo con los datos futuros.

Llegados a este punto, conviene comentar el concepto de error de entrenamiento. Recordemos que el conjunto de entrenamiento es un conjunto de datos etiquetados (los pares de documentos y su etiqueta asociada) que se utiliza para construir la frontera de decisión de nuestro clasificador. Una vez realizado el proceso de entrenamiento, podemos medir su poder predictivo clasificando el conjunto de entrenamiento. Contando el número de errores en el conjunto de entrenamiento obtendremos el error de entrenamiento. Fijémonos cuando se comentaba el algoritmo de entrenamiento, que el objetivo es reducir los errores a cero.

Uno podría preguntarse qué relevancia tiene este valor. Y la respuesta es que es completamente irrelevante. Si es así, ¿por qué mencionarlo? Mientras que un valor grande en el error de entrenamiento es un buen indicador de que el sistema no funciona, un valor muy pequeño no garantiza un buen rendimiento. En cierto sentido, es una aproximación extremadamente optimista de la generalización. Esto es importante porque puede llevar a conclusiones erróneas sobre el rendimiento del sistema en datos no vistos. Vamos a crear la intuición por la qué es así. Para ello, construiremos una máquina muy sencilla que mostrará una clasificación perfecta, es decir, un error de entrenamiento nulo. Esta «máquina» está compuesta por una lista en la que a cada muestra de datos le asignamos su correspondiente valor de etiqueta. Así, dada una muestra, la «máquina» buscará en la lista y devolverá su valor correspondiente. Se trata de una máquina basada en una tabla de búsqueda. Observe que esta máquina tendrá un error de entrenamiento nulo porque cualquier muestra de entrenamiento se encuentra en esta lista (ya que las muestras utilizadas para crear la lista son todas las muestras del conjunto de datos de entrenamiento) y devolverá la predicción exacta esperada. Sin embargo, ¿qué ocurriría cuando la máquina reciba una nueva muestra fuera del conjunto de datos de entrenamiento? Como no está en la lista, la máquina no puede producir ninguna predicción. Por lo tanto, el error de entrenamiento no da ninguna pista sobre la capacidad de predicción de la máquina.

El ejercicio mental sobre la máquina basada en la tabla de búsqueda parece sugerir que memorizar estrictamente los datos del conjunto de entrenamiento no es una estrategia exitosa para aprender a predecir. En general nos gustaría extraer patrones más generales. Este es un tema relevante, ya que una de las características que muestran los algoritmos de aprendizaje automático es que tienen habilidad efectiva de poder memorizar datos. A esta característica se la llama capacidad. Las máquinas de aprendizaje están diseñadas para tener una gran capacidad, para poder descubrir patrones realmente complejos. Sin embargo, cuanta más capacidad tengan, más fácil les resultará descubrir patrones que no son útiles o incluso memorizar todos los puntos de datos. Por ejemplo, supongamos que por casualidad todos los documentos que tenemos en nuestra base de datos y que son relevantes tienen una palabra en tinta verde en la primera frase del documento. Este no parece ser un criterio realmente bueno para determinar la relevancia de un documento en general. Un algoritmo que se centre en esos detalles fallará frente a ejemplos más generales fuera de la muestra. Cuando el algoritmo aprende patrones inútiles para la tarea en cuestión, el rendimiento predictivo del sistema disminuye. A este efecto se le denomina sobreajuste.

El método más sencillo para mantener a raya el sobreajuste y garantizar la generalización es una metodología de simulación. Como hemos comentado, el objetivo de la predicción del aprendizaje automático es obtener buenos resultados en datos nunca vistos. Así, se puede dividir el conjunto de datos en dos conjuntos: uno de ellos se utilizará para el entrenamiento, y la otra parte del conjunto sólo será utilizada por el algoritmo para evaluar cómo predice ante datos no usados para entrenar. En concreto, estamos simulando el proceso de explotación. Esto se denomina metodología de división entrenamiento-prueba. Bajo el nombre de validación cruzada se pueden encontrar diferentes variantes de la misma. Obsérvese que utilizando esta metodología podemos descartar fácilmente los efectos de la memorización, ya que los datos utilizados para las pruebas nunca se utilizarían en la tabla de búsqueda y harían que el sistema fallara, permitiendo así la detección del efecto de sobreajuste.

Hemos visto que las tecnologías de predicción tienen como objetivo predecir datos futuros no vistos basándose en la explotación de los patrones contenidos en una muestra de datos (datos de entrenamiento). La generalización es el nombre utilizado para referirse a la propiedad de los algoritmos de aprendizaje de obtener buenos resultados en datos futuros. Existe la posibilidad de que los algoritmos se centren demasiado en los detalles de los datos de entrenamiento, hasta el punto de memorizarlos. Esto dará lugar al problema del sobreajuste. La validación cruzada y la división entrenamiento-prueba son estrategias que nos permiten detectar el efecto de sobreajuste y tener una estimación del valor de generalización. Esta metodología es una de las técnicas que sirven para generar confianza en los algoritmos de aprendizaje automático (23) .

v)  Aprendizaje profundo

En este capítulo se omiten explícitamente los modelos. La razón es que, aunque se encuentran en el núcleo del aprendizaje automático, todos ellos muestran el mismo comportamiento frente a los datos. Entrar en las interioridades de cómo se construyen estos modelos supone entender la forma en que se diseñan los sesgos de inducción, lo que generalmente implica un gran nivel de detalle técnico y matemático que es generalmente innecesario para un buen uso de estos modelos en la práctica. Nombres como random forest, modelos gráficos probabilísticos, máquinas de vectores de soporte, procesos gaussianos, árboles de decisión o regresión logística, son algunos de los modelos más conocidos que se encuentran en la literatura.

Dicho esto, me gustaría hacer una pequeña excepción y considerar el caso del aprendizaje profundo. El aprendizaje profundo es probablemente la razón más importante del actual éxito de la IA. Por ello, merece la pena entender cuándo es útil, cuándo no, a qué se refiere realmente y qué podemos esperar de este tipo de técnicas.

El aprendizaje profundo es un cambio de nombre de un modelo muy conocido, las redes neuronales. A pesar del nombre y de la publicidad, las redes neuronales no tienen nada que ver con el modelado real del cerebro. La característica más importante de las redes neuronales es que se construyen como un conjunto de unidades muy simples, convenientemente llamadas neuronas. Se estructuran en capas de forma compositiva (24) . Esto es, la salida de una capa es la entrada de la siguiente. Como se puede imaginar, cuando el número de capas es grande, estamos ante un modelo profundo.

Pero si hablamos de redes neuronales y éstas datan de los años 50-60... ¿Por qué ahora? ¿Cómo es que ahora están impulsando la revolución de la IA? La respuesta es polifacética. Para empezar, una mejor comprensión de la dinámica del aprendizaje ha hecho que los investigadores corrijan algunos fallos de diseño de las redes neuronales estándar que evitaban el correcto entrenamiento del modelo. Esto se ha visto reforzado por el aumento de las capacidades computacionales y la disponibilidad de datos. Como es de suponer, una técnica flexible y potente está asociada a un modelo de gran capacidad. Recordemos que la gran capacidad explica la posibilidad de encontrar patrones muy complejos, pero también la posibilidad de que el método se centre en características no relevantes, o incluso que memorice los datos de entrenamiento. Como hemos comentado brevemente, cuando la cantidad de datos es lo suficientemente pequeña se pueden detectar fácilmente correlaciones espurias entre las muestras de datos y el resultado deseado. Como veremos, aumentar la cantidad de datos de forma cuidadosa es una buena solución para mejorar el poder de generalización del método. Esto requiere necesariamente una gran capacidad de cálculo. Así pues, estos tres componentes, a saber, una mejor comprensión del método, la disponibilidad de grandes cantidades de datos y el aumento de la capacidad de cálculo, han conducido a la productivización exitosa de este tipo de modelos.

Desde una perspectiva práctica, lo que hace que el aprendizaje profundo sea interesante es el hecho de que todas las capas de composición, excepto la última, pueden entenderse como un proceso de representación automática del conocimiento y de extracción de características específicamente ajustado a la tarea de predicción. Es decir, a diferencia de muchas otras técnicas de aprendizaje automático, podemos alimentar este tipo de algoritmos con datos en bruto y dejar que el método encuentre una representación/descripción útil para la tarea. Por ejemplo, dado un texto con una representación de bolsa de palabras, el aprendizaje profundo es capaz de encontrar relaciones gramaticales e incluso semánticas en el texto que permiten la tarea de resumen de un texto, la generación automática de textos o la traducción automática, entre otras. Esto reduce la necesidad de conocimiento específico del dominio que tradicionalmente se requería en el diseño inteligente de las características. Esto no quiere decir que estas últimas características no deban utilizarse. Al contrario, ayudan y simplifican el proceso de aprendizaje incluso para las técnicas de aprendizaje profundo.

El éxito del aprendizaje profundo es especialmente importante en los escenarios en los que los datos muestran correlaciones espacio-temporales, como las imágenes, los vídeos, el texto y los documentos, o el audio. Es en estos escenarios donde, gracias a la capacidad de aprovechar enormes cantidades de datos, se pueden producir potentes representaciones de conocimiento que alimentan los avances exitosos de las técnicas predictivas.


NEURONAS Y UNA RED NEURONAL

En 1943 Warren McCulloch y Walter Pitts propusieron en su artículo «A logical calculus of the ideas immanent in nervous activity» el primer modelo matemático que imitaba el comportamiento de una neurona cerebral. En 1958, Frank Rosenblatt desarrolló el algoritmo del perceptrón. Este algoritmo permitía el aprendizaje mediante el modelo propuesto por McCulloch y Pitts. Este modelo sigue siendo el utilizado en los métodos modernos de aprendizaje profundo. Este sencillo modelo toma como entrada el vector numérico de características (véase la sección de representación del conocimiento) y lo multiplica por otro vector de pesos. La salida se alimenta de una función no lineal que modela el hecho de que para que una neurona se dispare requiere acumular un cierto nivel de actividad. La siguiente figura es una representación sencilla de la descripción proporcionada,
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