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			introducción al libro

			“Aprende a resolver todos los problemas que ya hayan sido resueltos.”

			Richard Feynman

			Este libro tiene como objetivo introducir al lector, de una manera teórica y práctica, en el mundo de los modelos neuronales artificiales profundos que constituyen la base de la Inteligencia Artificial moderna en gran cantidad de aplicaciones como es el reconocimiento de imágenes, la predicción de series temporales (llamadas a call centers, demanda de productos, consumo eléctrico por poner unos ejemplos), el descubrimiento y desarrollo de fármacos de manera artificial y un largo etcétera que nos hace la vida más fácil. Es un campo con una gran aplicación y con un crecimiento exponencial tanto en la parte teórica como en la parte práctica.

			Todos los días (¡todos!) se publican más de un millar de trabajos en todo el mundo en diferentes medios, medios digitales (como el famoso arxiv.org donde todos los artículos que se publican están disponibles de forma gratuita), revistas científicas, así como actas de congresos, blogs, etc. Sumado a esto las grandes empresas tecnológicas invierten grandes sumas de dinero en conseguir los mejores recursos materiales y personales que impactan en el número de publicaciones anteriormente comentado. Todo esto hace que los avances en este campo sean muy rápidos y, continuamente, se produzcan importantes cambios que, en algunas ocasiones, ponen en duda el conocimiento anterior. Se recomienda al lector que consulte el informe anual sobre la IA que publica la Universidad de Stanford y que se encuentra disponible en la página web https://aiindex.stanford.edu/.

			Intentar reflejar en un libro todos los avances producidos en los últimos años supone escribir una enciclopedia (¡y se está hablando en un sentido literal!). Nuestro objetivo es más modesto; suponiendo un conocimiento mínimo en Python (que se puede adquirir en cualquier tutorial de Internet) se lleva al lector desde el concepto de neurona artificial planteado en 1943 hasta las últimas aplicaciones de modelos generativos. Este viaje supone dejarse en el camino algoritmos, técnicas y aplicaciones; por ejemplo, en el libro no se trata el Procesado de Lenguaje Natural porque para ello se necesitaría todo un libro y sólo se han dado pinceladas en el capítulo de Aprendizaje Reforzado por la misma razón anteriormente expuesta. Aún con estos elementos ausentes el viaje planteado es muy interesante, tendremos bioseñales (filtros adaptativos aplicados en señales), imágenes (problemas de segmentación y reconocimiento de imágenes), series temporales (intentaremos predecir el futuro que, como decía el gran físico Niels Bohr, ¡es lo más difícil de predecir!) y jugaremos con sistemas de IA en videojuegos entre muchas otras cosas! Todas las prácticas que aparecen en este libro se encuentran en el repositorio github/LIA2P/laboratorio y se pueden ejecutar en la nube mediante la herramienta de Google Colab https://colab.research.google.com/ sin necesidad de instalarse ningún programa a nivel local (y de forma gratuita aprovechando la infraestructura de Google) si no se desea dicha instalación.

			El enfoque que se le ha dado al libro es docente, en cada capítulo hay una parte de teoría para pasar, posteriormente, a la parte de laboratorio donde se harán diferentes prácticas que reflejarán lo aprendido en la primera parte por lo que su uso en diferentes cursos es muy adecuado.

			Y ahora estimado lector es momento de comenzar nuestro viaje desde el mundo de las neuronas de Ramón y Cajal hasta los videojuegos conducidos por IA…..¡empezamos!
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			Introducción al Aprendizaje Profundo

			el siglo de los datos

			Al siglo XXI se le puede considerar el siglo de los datos; esta consideración nace de 4 palancas que han conducido a que la generación, almacenamiento, procesado y extracción de conocimiento de ellos sea más fácil (y barato) que nunca:

			
					
PRIMERA PALANCA. Tenemos un aumento sin precedentes en la cantidad de datos que manejamos apareciendo una necesidad de conservarlos cuidadosamente para poder basar las decisiones en ellos. De hecho, es difícil decir exactamente cuántos datos son generados a diario. Existen una gran cantidad de infografías que muestran lo que ocurre en un minuto en Internet; en el año 2021 (por minuto) se generaban 200000 tweets, 2 millones de visualizaciones en Twitch, se enviaban 197 millones de correos electrónicos, 69 millones de mensajes de texto, 1.6 millones de dólares que se gastaban en compras a través de la web; las cifras son abrumadoras. Si se compara con años anteriores, no se para de crecer en la generación de datos. Por poner un ejemplo comparando esta infografía de datos generados del 2021 con la del 2020 en cuanto a descargas de Tik Tok se tiene un incremento de 3600 descargas en un minuto que, pareciendo poco, si se multiplica por los minutos que tiene un año se obtiene un incremento de 1892 millones de descargas en un año. Además, hay que tener en cuenta que el concepto de dato ha cambiado. El dato concebido como número con un tamaño fijo ya no es ese tipo de dato conocido como estructurado y ha dado paso al no estructurado; aquí se engloban los datos de tipo texto (correos electrónicos, comentarios en TripAdvisor, vídeos de Twitch, etc.); imágenes (que actualmente son el dato predominante en determinadas redes) o vídeos (destacar el actual crecimiento de Tik Tok comentado anteriormente). Según un análisis realizado por Raconteur (una importante consultora en temas de analítica y datos) en septiembre de 2021 alcanzaron los 180 zetabytes. Esta es una cantidad que sobrepasa la escala humana y las clásicas comparaciones con cantidad de películas que se podrían visualizar o alguna parecida deja de tener sentido. Este aumento de datos generados tiene diferentes fuentes; la primera es el aumento de los dispositivos que se conectan a la Internet de las Cosas (IoT) en dispositivos vestibles (wearables), dispositivos inteligentes en el hogar (tipo Alexa de Amazon) y en la industria (que conducirá a la conocida como Industria 4.0) y, por supuesto, los smartphones que no dejan de ser dispositivos avanzados de adquisición de datos. Por ejemplo, se tienen las fotos y los vídeos que se toman en estos dispositivos móviles y que se comparten en tiempo real. Con esta situación se ha acuñado un término que ha tenido mucha publicidad en los últimos años, el famoso Big Data. Este término se usa para aquellos datos que cumplen con las famosas 3 V:
	
Volumen: Aquí se hace mención al tamaño de los datos considerados de tal manera que su cantidad supone un desafío importante para los sistemas de almacenamiento y procesamiento. Aunque no hay una distinción específica sobre el volumen de datos, normalmente éste puede variar desde los terabytes (1012 bytes) hasta los exabytes (1018 bytes).

	
Velocidad: Los datos se generan a un ritmo muy rápido. Esta alta velocidad puede evaluarse por el hecho que, una gran proporción de los datos que se utilizan actualmente, pertenecen al pasado reciente.

	
Variedad: Los datos considerados podrían obtenerse de numerosas fuentes como registros web, dispositivos del Internet de las Cosas (IoT), URLs, tweets de usuarios y patrones de búsqueda, etc. Asimismo, los datos pueden tener diferentes formatos, como valores separados por comas (CSV), tablas, documentos de texto y gráficos. Además, podrían ser estructurados o no estructurados.



Esta cantidad ingente de información es imposible de procesar por nosotros. Tenemos una forma de procesar la información definida por la evolución y la naturaleza. No podemos pensar que podemos estar en todos los procesos de generación y procesado de los datos; especialmente en los datos creados por máquinas para ser consumidos por otras máquinas (esto es, básicamente, lo que promete la Industria 4.0). Según el famoso economista y premio Nobel Herbert Simon se tienen dos tendencias antagónicas; por una parte, la riqueza de información que actualmente tenemos y, por otra, que la poca atención que podemos tener por nuestra parte. Por otra parte, nuestra capacidad de procesamiento está muy por detrás de la velocidad de generación de los datos. Además, nuestra capacidad para concentrarnos en información de diferentes fuentes al mismo tiempo está destinada a fallar. Ahí están todos los estudios de la Economía del Comportamiento que demuestran nuestros sesgos e incapacidades para manejar grandes cantidades de información. Por todo ello se hace necesario plantear sistemas automáticos para procesar la información que, actualmente, tenemos disponible.



					
SEGUNDA PALANCA. Es la potencia de procesamiento donde juega un papel central la famosa ley de Moore que ha definido la evolución de los sistemas electrónicos durante los últimos 50 años. Esta ley, definida por Gordon Moore, actual presidente emérito de Intel, refleja que el número de transistores en un circuito integrado se duplica, aproximadamente, cada dos años. Esto supone que la capacidad de procesamiento de los datos crece exponencialmente en el tiempo como lo pone de manifiesto cualquier infografía que se consulte en Internet sobre este tema. Esta ley se ha mantenido durante cerca de 40 años y ha supuesto la evolución de los dispositivos usados para el procesado de los datos. Así han surgido las unidades de procesamiento gráfico, o GPU, diseñadas originalmente para acelerar los cálculos necesarios para representar gráficos de alta resolución. A partir de la década de 1990, estas unidades fueron especialmente importantes en las consolas de videojuegos de gama alta (Playstation/Xbox). Estas unidades están optimizadas para trabajar con imágenes y vídeos (matrices de datos básicamente) por lo que pueden realizar un gran número de cálculos en paralelo rebajando el tiempo de obtención de resultados considerablemente. El descubrimiento del uso de estos dispositivos supuso una revolución en el campo y se empezó a recurrir en masa a las GPU’s, que rápidamente se convirtieron en el principal elemento hardware para el procesamiento avanzado de datos. Una evidencia económica de lo comentado es el incremento de valor de la empresa NVIDIA (uno de los principales fabricantes de GPUs); entre enero de 2012 y enero de 2020 las acciones de NVIDIA se dispararon más de un 1500% y, otra, es la gran escasez de estos dispositivos hoy en día. Dado el aspecto clave del procesado de datos, la investigación en nuevos dispositivos no ha parado. Existen start-ups que están planteando el diseño de los chips de una forma radicalmente nueva. En los últimos años se está planteando un nuevo tipo de chip que se acerque más a la imitación del cerebro. Estos diseños emergentes de chips conocidos como neuromórficos implementan versiones de hardware de las neuronas directamente en silicio.

					
TERCERA PALANCA. Es la computación en la nube (o cloud computing). Este concepto aparece de la mano de Amazon (¡cómo no!) en 2006 lanzando lo que se conoció como Amazon Web Services y que, actualmente, se conoce por sus iniciales AWS. El conocimiento que se tenía en la empresa en aquel entonces sobre centros de datos lo aplicó a la venta de recursos en la nube para sus clientes. Actualmente, según un estudio reciente, un 94% de las organizaciones, desde corporaciones multinacionales hasta pequeñas y medianas empresas, utilizan la computación en la nube. La computación en la nube está haciendo que tanto el almacenamiento como la capacidad de procesamiento estén ampliamente disponibles para todo el mundo de modo que, cualquiera, puede acceder y hacer uso de complejas herramientas de IA a un precio que podríamos calificar de irrisorio. Actualmente si una start-up tiene una idea de negocio y necesita hacer un procesamiento de sus datos, que pueden entrar dentro de lo ya mencionado como Big Data, no tiene que hacer inversiones millonarias en equipo hardware, sino que puede contratar por un bajo precio el equipo necesario para llevar a cabo el procesamiento en la nube y desarrollar el modelo necesario para su negocio. Se ahorran pues los servidores y el salario de un equipo de especialistas para mantenerlos. Actualmente Amazon, Microsoft, Google e IBM ofrecen acceso a sus herramientas, permitiendo a las organizaciones cargar datos, entrenar modelos y desplegar soluciones dentro de sus aplicaciones. Esto reduce enormemente el tiempo (y el precio) que se tarda en pasar de la idea al prototipo y al despliegue a nivel de producción. Además, se ofrecen modelos ya desarrollados; por ejemplo, reconocedores de imágenes, recomendadores web, buscadores, etc., son los llamados servicios cognitivos.

					
CUARTA PALANCA. Aquí aparece el bajo coste (o incluso cero) de las herramientas implicadas en el dato. Se ha hablado anteriormente de la potencia de procesamiento, pero, si el coste de los equipos electrónicos hubiese aumentado de forma proporcional a su capacidad, no tendríamos las posibilidades actuales. Sin embargo, a diferencia de otros sectores productivos, el incremento de las capacidades de los sistemas ha ido acompañado de una bajada de precios también exponencial. Hay un ejemplo clásico en la industria automovilística que comenta que si los automóviles hubiesen tenido el mismo ritmo de crecimiento de capacidades y el decrecimiento de precio como en la industria informática ahora mismo tendríamos un Ferrari a un precio menor de un euro. Otro de los elementos clave en el desarrollo de las aplicaciones basadas en datos es la información. Actualmente existen un gran número de blogs y páginas web que ofrecen gran cantidad de información sobre técnicas avanzadas de análisis de datos. Entre estas páginas web se pueden destacar dos; por una parte, se encuentra arxiv.org, repositorio donde, continuamente, se sube todo tipo de artículos, tutoriales, revisiones de una determinada técnica, etc. Además, ahí se envían las primeras versiones de los trabajos que se mandan a los diferentes congresos especializados por lo que es un buen sitio para recopilar información sobre un determinado tema. La segunda página a considerar es https://paperswithcode.com/ en la que se tienen conjuntos de datos y artículos todos ordenados según temática y según rendimiento. La gran ventaja de esta página es que se ofrecen implementaciones de los algoritmos en diferentes lenguajes (que, la mayoría de las veces, es Python).

			

			¿Por qué es importante el crecimiento de los datos? La respuesta es que son el combustible de los sistemas de Inteligencia Artificial actuales; la siguiente figura es la clave para entender por qué es tan importante todo lo anterior.
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			Figura 1.1 Esquema de la relación entre Inteligencia Artificial, Machine Learning (Aprendizaje Máquina) y Deep Learning (Aprendizaje Profundo).

			A nivel histórico, el término Inteligencia Artificial (IA) nace de la mente de John McCarthy; en el verano de 1956 organiza una conferencia sobre este tema incipiente. Se trataba de una conferencia de dos meses de duración a la que se invitó a las principales figuras del nuevo campo emergente. Los objetivos eran ambiciosos y optimistas a la vez; la propuesta de la conferencia declaraba que “se intentará encontrar la forma de hacer que las máquinas utilicen el lenguaje, formen abstracciones y conceptos, resuelvan tipos de problemas ahora reservados a los humanos y se mejoren a sí mismas” y prometía que “se podía lograr un avance significativo en uno o varios de estos problemas si un grupo de científicos cuidadosamente seleccionados trabajan juntos en él durante un verano” (¡esto se conoce como exceso de optimismo!). Desde sus comienzos hasta principios de los años 80 las aproximaciones seguidas en este campo son variadas (reglas, agentes, lógica, etc.) y en esta década se empieza a plantear otra estrategia. Esta consiste en considerar todo problema de IA como un ajuste de un modelo matemático avanzado entre dos conjuntos de datos; por ejemplo, si planteamos un reconocedor de imágenes se tendría un conjunto inicial de datos, las imágenes a reconocer, y un conjunto final, las diferentes etiquetas codificadas de la mejor manera posible. Esta aproximación se conoce como Aprendizaje Máquina (Machine Learning) o Aprendizaje Automático, un subcampo de la IA dedicado a los algoritmos que aprenden de los datos. A modo de ejemplo muy sencillo consideraremos un modelo que se utiliza para determinar el número de pulsaciones máximas que se deben tener al salir a practicar deporte si no queremos tener ningún tipo de problema. Podemos recopilar edades de diferentes deportistas, eje X, y recoger sus pulsaciones máximas antes de tener problemas; se tendría una gráfica como lo que aparece en la figura 1.2
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			Figura 1.2 Datos recogidos para determinar un modelo de máximo número de pulsaciones cardíacas (cada x corresponde a los datos de pulsaciones/edad un corredor).

			En este caso se plantea un modelo definido como [image: ] donde A y B son los términos por determinar usando los datos que se tienen (sería el proceso de aprendizaje que se comentará posteriormente). Se intenta que ese modelo se acerque (todo esto lo comentaremos más adelante) todo lo posible a los datos obteniéndose un determinado valor de A y B que se conocen como los parámetros del modelo.
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			Figura 1.3 Modelo ajustado para el problema de los problemas cardíacos.

			Lo comentado se puede considerar como un ejemplo muy sencillo de modelo de Aprendizaje Máquina. Se tiene un modelo matemático con dos parámetros, 10 datos de corredores para ajustar dicho modelo, una variable de entrada, la edad del corredor y una variable de salida, las pulsaciones máximas que se pueden tener con una determinada edad. En el caso de un modelo de Aprendizaje Máquina típico podemos tener decenas de entradas/salidas y del orden de millares de parámetros (y, por tanto, el mismo orden de datos necesitaremos para ajustar el modelo). El tercer nivel de la figura 1.1. es el Aprendizaje Profundo. En este caso se tienen varios órdenes de magnitud en el número de parámetros del modelo con respecto a los modelos de Aprendizaje Máquina lo que conlleva el mismo orden en cuanto el número de datos necesarios para su ajuste. Por poner un par de ejemplos en modelos generativos, que veremos al final del presente libro, en el GPT-3 (modelo generativo de lenguaje) se tienen 175 mil millones de parámetros y el que ha ajustado Microsoft posteriormente para el mismo fin (a fecha de octubre 2021) tiene 530 mil millones de parámetros. Sin todos los elementos comentados anteriormente: capacidad de procesamiento/almacenamiento, Big Data y computación en la nube sería imposible ajustar estos modelos. ¿Y son importantes estos sistemas de Aprendizaje Profundo?, pues todos los sistemas de Inteligencia Artificial actuales comerciales e industriales son sistemas de Aprendizaje Profundo. Sin estas técnicas las grandes tecnológicas no podrían ofrecer sus productos y nuestro mundo cambiaría en gran medida.

			En este libro se explicarán los principales modelos de Aprendizaje Profundo, pero antes de eso es necesario conocer los procedimientos que conllevan de los datos a los modelos, empecemos nuestro viaje…

			análisis de los datos. ETAPAS

			Los primeros conceptos que manejaremos serán los de variable y patrón. Si pensamos en un problema de decisión clínica donde se tiene una base de datos de pacientes con diferentes características, cada paciente sería un patrón y cada característica una variable; así Emilio sería un patrón y el valor del peso sería una variable. La tabla 1.1 muestra lo comentado, cada fila sería un patrón y cada columna es una variable.
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							75

						
							
							1,80

						
							
							10

						
					

					
							
							Fran

						
							
							74

						
							
							1,85

						
							
							11,2

						
					

					
							
							Pablo

						
							
							75

						
							
							1,83

						
							
							10,7

						
					

					
							
							Juan

						
							
							75

						
							
							1,80

						
							
							10,3

						
					

					
							
							Jorge

						
							
							72

						
							
							1,79

						
							
							12

						
					

				
			

			Tabla 1.1. Tabla típica para un problema de análisis de datos, cada fila es un patrón y cada columna es una variable.

			Hay que tener en cuenta que podemos tener otras casuísticas, por ejemplo, en un problema de clasificación de imágenes cada imagen sería un patrón y aquí el papel de las variables sería cada pixel. Una vez que se dispone de la pregunta a resolver, que siempre la tiene que plantear el especialista en la materia y no el analista de datos, y se dispone de los datos relacionados con dicha pregunta se entra en una serie de etapas que quedan reflejadas en la figura 1.4 y que pasamos a comentar:
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			Figura 1.4 Esquema de un análisis de datos típico.

			El punto de partida según la figura anterior son los datos y aquí se pueden tener diferentes tipos de variables:

			
					
Categóricas: Estas variables toman valores de un conjunto discreto de posibles valores, por ejemplo, si hablamos de los posibles colores tendremos rojo, verde, negro, etc. Si hablamos de intensidad del dolor podemos codificarlo en varios niveles como bajo, medio, alto. En el primer caso se tiene una variable categórica nominal y en el segundo se tiene una variable ordinal (existe una relación de orden y gradación en los diferentes niveles).

					
Continuas: En este caso el valor de la variable puede ser un valor real, ejemplos de este tipo de variable puede ser el peso de una persona, el nivel de hemoglobina en sangre, tiempo de permanencia en una determinada página web, etc.

			

			La primera fase de un análisis de datos, el preprocesado, es la más importante y supone el 80% del tiempo invertido en la resolución de cualquier problema basado en datos. En esta etapa se tienen las siguientes fases:

			
					
Limpieza de datos. La tabla 1.1 representa un conjunto de datos “ideal”; no existen datos faltantes (todos los valores de las variables se conocen) y, encima, los valores no parecen estar afectados de ruido ni aparecen datos atípicos (outliers). En este punto es importante distinguir entre dato atípico y dato incorrecto. Un dato atípico es un dato que presenta una muy baja frecuencia de aparición, por ejemplo, si hablamos de pesos una persona puede pesar 170 kg, pero no es lo normal; este dato entraría dentro de lo atípico. Sin embargo, un dato de 1700 kg sí que sería un dato incorrecto. El primer paso es eliminar este tipo de datos incorrectos y la manera más directa es aplicar umbrales cuando se conocen los valores correctos de las variables. Una fuente típica de estos datos incorrectos, sobre todo en áreas de la salud, proceden del olvido del signo decimal (por ejemplo, se quiere poner 70.5 kg y por olvido del signo de puntuación se convierte en 705 kg). Hay otro tipo de variables, en las que existen una dependencia espacial o temporal como las imágenes o series temporales, que se pueden ver afectadas por interferencias de otras señales, en ese caso se aplican técnicas de procesado de señales/imágenes para reducir/eliminar dicho ruido.

					
Normalización. Algunos modelos de Aprendizaje Máquina son robustos a una diferencia de rangos entre las variables de entrada. Por ejemplo, podemos tener una entrada que va entre 0 y 106 y otra variable que va de 0 a 10-3. Los árboles de decisión y sus modelos derivados (por ejemplo, Random Forest) son robustos a este hecho. Sin embargo, en la mayoría de los modelos tendremos problemas en su ajuste. Además, en algunos modelos, esta diferencia de rango provocará que el algoritmo de más importancia a unas variables que otras no por su papel en el problema a resolver sino por el rango de sus valores. Uno de los modelos que sufren de este tipo de problemas es el perceptrón multicapa que se explica en el siguiente capítulo por lo que se comentan ahí las diferentes formas de normalización.

					
Detección/caracterización de outliers. Los datos atípicos (outliers) pueden hacer inestable un determinado modelo matemático. Por ejemplo, un ajuste de un modelo lineal se puede ver seriamente afectado por un valor atípico porque estos modelos intentan ajustar la media de los valores lo que hace que un valor extremo modifique en gran manera el ajuste conduciendo a errores cuando se utilice para datos que no se han observado. La figura 1.5 explica lo comentado anteriormente; en esta figura se ha añadido un punto atípico con respecto a los que aparecen en la figura 1.3 (marcado como un punto circular) lo que modifica en gran manera el modelo obtenido anteriormente.
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Figura 1.5 Modificación de un modelo por la presencia de outliers.




Existen diferentes procedimientos para determinar estos datos atípicos dependiendo de si buscamos un valor atípico dentro de una variable, o bien, un patrón atípico. El primer caso es más sencillo; para detectar la presencia de outliers se observa la diferencia entre la media y la mediana de una determinada variable y, si ésta toma un valor muy diferente a cero, entonces podemos asegurar la existencia de outliers. Para encontrarlos otro procedimiento clásico es determinar aquellos valores que están fuera del rango definido por [image: ] donde m es el valor medio de la variable y s es su desviación estándar. El caso de buscar patrones atípicos es más complicado, existen algoritmos muy específicos para este fin; entre ellos destacar todos los que derivan de los algoritmos de agrupamiento de los datos (su filosofía es que todo lo que quede fuera de esos grupos es un dato atípico) y el conocido como isolation forest. Estos algoritmos han ganado mucha relevancia en los últimos años quedando todos bajo el paraguas de lo que se conoce como detección/caracterización de anomalías. Esta relevancia se debe al gran número de aplicaciones que se tienen de estos métodos actualmente: detección de fraude, ciberseguridad, mantenimiento predictivo, detección de fake news, etc.



					
Datos ausentes. Existen modelos que pueden funcionar con datos ausentes, por ejemplo, los modelos gráficos probabilísticos, pero son los menos comunes. La gran mayoría de modelos necesitan que los patrones de entrada estén completos. Aquí también se divide la estrategia según se considere un punto de vista de variable o de patrón. Si se considera el problema a nivel de variable se consideran dos casos según la variable sea discreta o continua. Si es discreta el valor ausente de esa variable en un determinado patrón se toma como la moda (valor que aparece con mayor frecuencia) de dicha variable. Si es continua se considera la media (o la mediana) de dicha variable para ser considerado como el valor faltante. Si se escoge una aproximación de patrones lo que se hace es que se buscan aquellos patrones más parecidos a los patrones que presentan valores faltantes y se escogen los valores de las variables que se tienen para ser consideradas en los patrones que no las tienen. Igual que en el caso anterior existen gran cantidad de los algoritmos diferentes a los comentados, pero estos son los más utilizados. Todo lo comentado depende, evidentemente, del porcentaje de datos faltantes, en definitiva, nos estamos inventando una realidad que no es seguro que tengamos.

					
Ingeniería de características. Uno de los pasos más importantes para el aprendizaje máquina y que, a priori, no es necesario para el aprendizaje profundo (de ahí la revolución que supuso frente a su antecesor). Esta etapa puede consistir en otras tareas como: a) la transformación de entradas en otras nuevas; por ejemplo, el índice de masa corporal que es el resultado de combinar el peso y la altura de una determinada persona; b) la selección de variables; donde se escogen aquellas variables que se consideran que deben ser tenidas en cuenta en el modelo a desarrollar y c) análisis de las entradas en esta etapa se investiga la importancia de cada entrada en el modelo que se pretende desarrollar. Esta etapa tiene una importancia clave cuando se desarrolla cualquier modelo de aprendizaje máquina ya que define qué información vamos a pasar al modelo para su ajuste. Aunque no se realiza para el aprendizaje profundo esta etapa puede facilitar el ajuste de estos modelos si se realiza.

			

			Como siguiente etapa en el proceso de extracción de conocimiento de los datos se encuentra el análisis exploratorio de datos. Aquí se realiza una descripción de los datos que se tienen calculando los estadísticos descriptivos más comunes de las variables continuas y las frecuencias de las variables discretas. Además, se determinan los contrastes de hipótesis más comunes (estadística inferencial) para determinar normalidad, independencia y posibles relaciones lineales entre variables continuas. Junto con todo lo anterior se establecen todas las visualizaciones posibles para destacar todas las relaciones obtenidas. Seguidamente, y como paso final de esta etapa, se suelen aplicar algoritmos de agrupamiento (clustering) para obtener posibles zonas de alta densidad de patrones que nos pueden indicar comportamientos similares en los datos lo cual nos puede ayudar a simplificar el problema que intentamos resolver.

			La siguiente etapa es el desarrollo del modelo que dependerá de la cantidad de datos y del objetivo que se pretenda resolver; estos dos factores determinarán si se escoge un modelo de Aprendizaje Máquina o uno de Aprendizaje Profundo. Aquí hay que tener en cuenta lo que se conoce como el teorema de “No free lunch” que refleja que, a priori, no existe el mejor modelo para todos los problemas; esto conduce a que en esta etapa se tiene una búsqueda intensiva para encontrar el mejor modelo que resuelva el problema planteado. En el siguiente apartado se detalla más la búsqueda y desarrollo del modelo, pero destacaremos aquí el principal problema que se tiene en esa búsqueda que es el sobreajuste. El problema consiste en que el modelo memoriza los datos que se tienen, pero, ante datos nuevos, no es capaz de dar una salida adecuada, esto es, no es capaz de generalizar. Para comprobar la capacidad de generalización se plantea una primera estrategia, figura 1.6.
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			Figura 1.6 División del conjunto de datos en entrenamiento y test.

			En esta primera aproximación se divide el conjunto de datos en dos partes; un conjunto de entrenamiento (que suele variar entre un 70% y un 90%) dependiendo de la cantidad de datos que se tengan y el resto es el conjunto de test. Como regla general para este caso, y lo que viene, el conjunto de test nunca se utiliza para nada; se realiza la separación y sólo vuelve a aparecer en el proceso de comprobación del modelo, este conjunto de test definirá el comportamiento del modelo ante datos no observados, definiendo su capacidad de generalización. Esta estrategia básica se modifica para mejorar el modelo de acuerdo con la figura 1.7.
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			Figura 1.7 División del conjunto de datos en entrenamiento/validación y test.

			La nueva estrategia es dividir el conjunto de entrenamiento de la figura 1.6 en dos, uno que sigue siendo el conjunto de datos para ajustar el modelo (conjunto de entrenamiento) y el nuevo que sería el conjunto de validación (un 80%- 20% suele ser la proporción más típica). Este conjunto controla el ajuste del conjunto de entrenamiento intentando evitar su sobreajuste; de forma intuitiva daría una estimación del error de test que puede cometer el modelo.

			La figura 1.8 muestra la evolución de la medida de funcionamiento usada (J) para ajustar el modelo para el conjunto de entrenamiento y el de validación. En cada iteración se determina el valor de la función J para el conjunto de entrenamiento y para el conjunto de validación (se busca el mínimo de esta función). El error de entrenamiento va disminuyendo (se va ajustando a los datos que se tienen) al igual que el de validación (se tiene una cierta capacidad de generalización y ésta va aumentando con el tiempo). Llega un momento en el que el error de validación empieza a aumentar; en ese momento el modelo está “memorizando” los datos de entrenamiento y empieza a perder su capacidad de generalización. El modelo que se tenga en ese momento es con el que debemos quedarnos ya que es el que presenta la mayor capacidad de generalización. Hay que destacar que, cuando se ajustan modelos no se tienen estas curvas tan limpias, sino que se producen oscilaciones en ambas. La parada se produce entonces considerando varios puntos en la curva de generalización (tomando promedios por ejemplo que suavizan estas oscilaciones).
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			Figura 1.8 Evolución del ajuste (medido por la métrica J) del modelo para el subconjunto de entrenamiento y validación. El modelo óptimo sería el obtenido en el punto donde aparece parada de entrenamiento.

			A nivel de ajuste del modelo se tendría la situación que aparece en la figura 1.9.
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			Figura 1.9 Evolución del ajuste entre dos pares de entradas (x,y). Las cruces representan el conjunto de entrenamiento y los cuadrados el conjunto de validación.

			En la figura 1.9 se observa que, inicialmente, el modelo no se ajusta ni al conjunto de entrenamiento ni al de validación. Llega un momento que el modelo da una buena respuesta para el conjunto de entrenamiento y validación (que se corresponde al mínimo de la figura 1.8) para posteriormente ajustarse perfectamente al de entrenamiento y dar mala respuesta al conjunto de validación; ahí tenemos el sobreajuste.

			Un paso más allá de la estrategia definida anteriormente es considerar lo que se conoce como k-fold. Es un método adecuado cuando se tiene un conjunto de datos con pocos patrones (aumenta la robustez de las medidas de error para los conjuntos de validación y entrenamiento). En este caso el conjunto de entrenamiento/validación (hay que recordar que siempre hay una primera división entre entrenamiento/validación y test) se divide de acuerdo con el siguiente esquema:
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			Figura 1.10 División del conjunto de datos según el procedimiento k-fold (en este caso 5-fold). El subconjunto que aparece como separado es el que se usa como validación entrenándose el modelo con el resto.

			En este caso se plantea dividir el conjunto entrenamiento/validación en un conjunto de subconjuntos (folds) de tal manera que 1 subconjunto se usa para validad y el resto para entrenar. Si se divide en k-folds significa que obtendremos k valores para el conjunto de entrenamiento para la función que queremos optimizar y k valores para el conjunto de validación. Tras esos cálculos se promedian esos valores obteniendo una medida única para los dos procesos, entrenamiento y validación.

			Los procedimientos comentados se suelen repetir varias veces para aumentar la fiabilidad de las medidas de funcionamiento obtenidas, en cada una de estas repeticiones la segmentación en los diferentes conjuntos se realiza de forma aleatoria lo que aumenta la robustez de las medidas obtenidas.

			Sobre las divisiones de los conjuntos hay que tener en cuenta que el conjunto de test no se puede tocar en ningún momento. Si queremos aplicar una transformación a los datos para desarrollar el modelo, esta transformación será la misma para todos los datos (incluidos los de test) pero no se usará en ningún momento, ninguna información que se derive del conjunto de test. Lo comentado se aplica a la división entre entrenamiento/validación; la transformación realizada no puede usar información del conjunto de validación (o del k-fold correspondiente). De todas maneras, las implementaciones en los diferentes lenguajes de estos métodos hacen estas divisiones de forma automática y no hay que preocuparse de la introducción de información del conjunto de test/validación en el conjunto de entrenamiento (este problema se conoce como fuga de información, leakage information).

			Una vez desarrollado el modelo es necesario realizar un análisis de los errores. Aquí hay que diferenciar dos tipos de medidas de error; las medidas que dirigen el desarrollo de los modelos (y que se verán en el siguiente apartado) y las medidas de error que se quieren analizar. A modo de ejemplo, ambas medidas se verán más adelante, se puede ajustar un modelo neuronal usando una función de coste o error entrópica y usar el área bajo la curva (AUC) como medida del rendimiento del modelo. En ambas medidas tendremos que analizar el sesgo/varianza del modelo. Podríamos ver el sesgo, como lo explica Pedro Domingos en su libro, como la cantidad que mide la tendencia a aprender de forma sistémica cosas equivocadas, siempre de la misma forma y la varianza como la tendencia a aprender cosas irrelevantes para lo que queremos aprender. Otro punto de vista de ver estos dos parámetros es que el sesgo deriva al modelo a un tipo determinado de resultado y la varianza impacta en que el modelo da respuestas demasiado específicas para el problema que se intenta resolver. La figura 1.11 es una representación clásica de estas dos variables; se tiene una diana de dardos y se muestra el resultado del lanzamiento de una serie de dardos mostrando diferentes tipos de resultados.
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			Figura 1.11 Esquema del significado de sesgo/varianza. En la primera fila se tiene un sesgo bajo y en segunda un sesgo alto. En la primera columna tenemos una baja varianza y en la segunda columna una alta varianza.

			Se observa que un modelo con bajo sesgo/varianza proporciona buenos resultados, mientras que el sesgo desplaza el valor correcto del modelo a una cierta cantidad y la varianza impacta en la dispersión de los datos.

			Una vez desarrollado, y validado, el modelo se pasa a producción; esto es, el modelo pasa de ser una prueba de concepto a ser utilizado dentro de la industria/empresa. En este punto se deben tener en cuenta una serie de conceptos que impactarán en su funcionamiento como son la experiencia de usuario, la seguridad de acceso al modelo (se puede atacar a los modelos basados en datos), la velocidad de actualización del modelo, la velocidad de respuesta del modelo (si se tienen datos en streaming), el acceso a otras fuentes (si el modelo usa datos obtenidos por web scraping, por ejemplo, hay que garantizar dicho acceso), etc. De todos ellos hay un factor a nivel de analítica que cobra especial atención que es el del desplazamiento de los modelos. Este problema aparece cuando las condiciones del problema que se quiere resolver cambian con el tiempo y el modelo comienza a funcionar mal dando salidas que no se corresponderían con lo que uno esperaría dadas las entradas. Existen técnicas/algoritmos para solucionar este problema y, aunque muchas veces se pasa por alto, es uno de los que es necesario solucionar.

			Todo lo comentado anteriormente se encaja con todas las etapas que conlleva resolver un problema basado en datos. Para ello se ideó una metodología, conocida como CRISP-DM (CRoss Industry Standard Process for Data Mining). Esta metodología incluía las etapas del análisis de datos, comentadas anteriormente, más dos elementos claves en todo proyecto de datos: establecer la pregunta de negocio y tener una perfecta comprensión de los datos. La pregunta de negocio es la clave y, como se ha comentado y se quiere recalcar, la tiene que dar el especialista en el tema; conlleva tres partes: a) ¿Qué se quiere resolver?, b) ¿Qué medida se va a usar para comprobar el funcionamiento del modelo? y, por último, c) ¿Qué datos se usarán para encontrar la solución del problema? Muchas veces, el fracaso de un proyecto basado en datos se debe a que, inicialmente, no se responden estas tres preguntas. Además, la otra fuente de fracaso es el abordar grandes proyectos. Todos los casos de éxito en la industria/empresa se corresponden con problemas pequeños, bien definidos, en los que el problema a resolver era una cuestión que causaba pérdidas económicas importantes a la empresa o bien le impedía crecer dado que no se tenía automatizado cierto proceso.

			Una vez se tiene la pregunta de negocio bien definida es necesario que los científicos de datos se impliquen en el proceso que se quiere resolver. Plantear la resolución de un determinado problema aplicando algoritmos solamente conduce al fracaso, es necesario que haya una conexión directa y continua entre el especialista que conoce el problema (recursos humanos, economista, director de la fábrica, etc.) y el analista de datos; se hace necesario que esta última figura conozca a la perfección el problema planteado y las variables que entran a formar parte de dicho problema.

			Una vez comprendido el problema se pasaría a resolverlo mediante las diferentes etapas que aparecen en la figura 1.4 siempre con el objetivo de resolver la pregunta de negocio. Esta metodología CRISP-DM aparece, simplificada, en la figura 1.12.
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			Figura 1.12 Metodología CRISP-DM simplificada.

			Aprendizaje máquina. tipos y aplicaciones

			Hay dos definiciones para el área del Aprendizaje Máquina que describen muy bien este campo; por una parte, está la del profesor Alpaydin que, en su libro, la define como ”Optimizing a performance criterion using example data and past experience”. Esta definición remarca una de las características de estas técnicas, junto con las de Aprendizaje Profundo que ya vimos que eran un subconjunto, son sistemas que utilizan datos para optimizar su funcionamiento y resolver un problema. Es una diferencia fundamental frente a otras áreas de la Inteligencia Artificial (como por ejemplo la basada en reglas o la que usa la lógica). Otra definición clásica es la dada por uno de los pioneros en el campo, Tom Mitchell. En su libro Machine Learning da la siguiente definición: “A computer program is said to learn from experience E with respect to some class of tasks T and performance measure P, if its performance at tasks in T, as measured by P, improves with experience E”. Por tanto, hay muchos tipos diferentes de Aprendizaje Máquina dependiendo de la naturaleza de la tarea T que se desea resolver, la medida de rendimiento P utilizada y la naturaleza de la señal de experiencia E que le proporcionamos. Así se tienen los siguientes tipos de aprendizaje:

			
					
Supervisado; es la forma más común, en este problema, la tarea T consiste en establecer una relación (desarrollar un modelo) entre las entradas x ∈ X a las salidas y ∈ Y. Dentro de este aprendizaje se encuentran los siguientes tipos de problemas:
	
Clasificación. El espacio de salida es un conjunto de C etiquetas conocidas como clases. Dentro de este tipo se encuadran problemas como predecir si un determinado usuario comprará, o no, un determinado producto o si un paciente tendrá una determinada enfermedad a partir de unos determinados síntomas.

	
Regresión. En este caso se quiere determinar un valor real (y) que pertenece a los números reales en lugar de una etiqueta de clase. Por ejemplo, podemos estar interesados en determinar el valor de una acción de bolsa la semana que viene o bien determinar la concentración de ozono troposférico a partir de otras variables meteorológicas.





					
No supervisado; en el anterior aprendizaje el objetivo es establecer un mapeo entre entrada-salida. Una tarea mucho más interesante es obtener información de los datos, de ahí que en este tipo de aprendizaje sólo se tengan las entradas. Dentro de este tipo de aprendizaje se encuentran todos los procedimientos de agrupamiento de datos (clustering), reducción de la dimensionalidad (embeddings y análisis factorial). Recientemente ha aparecido una rama del aprendizaje no supervisado conocido como aprendizaje autosupervisado (self-supervised learning). Aquí se plantea obtener las salidas (y) necesarias para un problema de aprendizaje supervisado usando solamente las entradas. Actualmente supone un área de una activa investigación por lo que supone, el 95% de los datos actuales son no supervisados (todos los datos de redes sociales e Internet, por ejemplo) y su etiquetado para usarlos en aplicaciones de aprendizaje supervisado es caro de ahí la aplicabilidad de este tipo de aprendizaje.

					
Reforzado; aquí el objetivo es interactuar con el entorno por parte del modelo; se trata de obtener una serie de acciones (conocida como política) que fija qué hacer en todo momento a partir de una determinada entrada. La principal diferencia con el aprendizaje supervisado es que no se le dice al sistema la mejor acción que debe realizar (en ese caso tendríamos un aprendizaje supervisado) sino que sólo se le da una recompensa/castigo dependiendo de la acción que realiza y las consecuencias de dicha acción.

			

			Si observamos la definición de Mitchell hemos comentado las diferentes tareas (T) y ahora pasaremos a comentar las diferentes medidas de precisión/ajuste del modelo (P). Aquí, de nuevo, se abren una gran cantidad de opciones de las que comentaremos las más extendidas dependiendo del tipo de problema que queremos resolver con el modelo de aprendizaje máquina/profundo. Tenemos dos grandes grupos de aplicaciones (y, por tanto, de medidas):

			
					
Modelización/regresión/predicción. En este caso el problema que se plantea es determinar el valor exacto de una determinada cantidad. Por ejemplo, podemos plantear un modelo para predecir el valor de una determinada acción para los días de la semana que viene; obtener un modelo que, con variables atmosféricas y concentraciones de gases determine el nivel de ozono troposférico, determinar las coordenadas de un objeto en una determinada imagen, etc. Como medidas (P) en este caso tenemos las siguientes (aquí d se corresponde con el valor que se quiere obtener, valor deseado y s es lo que se obtiene del modelo). En primer lugar, tenemos el MSE (Mean Square Error) definido como [image: ] siendo N el número de patrones considerados a la hora de calcular esta medida. Derivando de esta medida se encuentra el RMSE (Root Mean Square Error) definido como [image: ] la ventaja frente al MSE es que sus unidades son las mismas que lo que se desea obtener (en la expresión anterior la unidad de la señal deseada). Relacionada con estas dos medidas aparece en MAE (Mean Absolute Error) definido como [image: ]. Esta medida se considera cuando se tienen datos atípicos, outliers, que producen valores extremos en el error; esta medida suaviza dichos valores extremos frente a otras medidas como el MSE. Por último, cuando se tienen series temporales se suele considera el MAPE (Mean Absolute Percentage Error) definido como [image: ]. En este caso se considera el valor absoluto del error normalizado por la medida que quiere predecir.

					
Clasificación. En este caso el modelo tiene como misión determinar a qué clase (de las previamente definidas) pertenece el patrón de entrada. Problemas típicos serían los clásicos de diagnóstico médico, predicción de fuga de clientes, estimación de compra o no compra en una página web, etc. Por simplicidad comenzaremos considerando sólo dos clases (tenemos un problema de clasificación binaria). La tabla 1.2 se conoce como matriz de confusión; aquí se tiene lo que plantea el modelo (por columnas) y lo que sucede en la realidad (por filas). Para entenderla mejor pensemos en un sistema para clasificar un tumor como maligno (salida del modelo=1) o como benigno (salida del modelo=0).
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			Tabla 1.2. Matriz de confusión para un problema de clasificación binaria.

			Como se aprecia en la tabla 1.2 la diagonal principal se corresponde con los aciertos realizados por el modelo (que pueden ser de dos tipos, aciertos con los tumores malignos y aciertos con los tumores benignos). En la diagonal secundaria se tienen los fallos, que también pueden ser de dos tipos. De esta matriz de confusión se pueden obtener diferentes medidas, muy utilizadas en la bibliografía clínica cuando se abordan este tipo de problemas:

			
					
Aciertos. Definido como la proporción de patrones correctamente clasificados sobre el total que se tienen; según la tabla 1.2 esta cantidad vendría definida por (A+D)/(A+B+C+D). Es una medida que no se suele utilizar ya que, en muchos problemas, y sobre todo los clínicos, los errores cometidos no tienen la misma importancia según sean de un tipo u otro. En nuestro caso tener un error y diagnosticar un tumor maligno siendo benigno conlleva el sobresalto del paciente, realizarle más pruebas pero, al final, ese diagnóstico no tendrá consecuencias más graves que el tremendo susto provocado. En el caso contrario el error, diagnosticar un tumor como benigno cuando es maligno, tendrá consecuencias muy graves ya que el paciente se va a casa, no se le trata, y ese tumor puede acabar con él. Por ello se definen otras medidas para cuantificar el grado de error cometido por el modelo, así como el tipo.

					
Sensibilidad. Se define como la proporción de casos positivos acertados por el modelo; según la tabla se calcularía como A/(A+B).

					
Especificidad. Medida análoga a la anterior, pero para los casos negativos. En este caso es la proporción de casos negativos acertados por el modelo, según la tabla se calcularía como D/(C+D).

					
Valor predictivo positivo. Este parámetro, como indica su nombre, proporciona una medida de la capacidad predictiva, para los casos positivos, del modelo; se define como la proporción de casos positivos correctamente clasificados entre los que predice el modelo como positivos. En este caso se calcula como A/(A+C).

					
Valor predictivo negativo. Exactamente igual que el anterior, pero en este caso para los casos negativos. Se define como la proporción de casos negativos correctamente clasificados entre los que predice el modelo como negativos. En este caso se calcula como D/(B+D).

			

			La matriz de confusión se aplica directamente en aquellos casos donde el modelo da una salida discreta directamente (0/1) como, por ejemplo, los árboles de decisión. Hay otros casos donde el modelo proporciona una salida continua entre dos valores, que, normalmente, suele estar entre 0 y 1. En este caso se plantea un umbral de tal manera que, si la salida es menor que dicho umbral se asigna a la clase 0 y, si es mayor, se asigna a la clase 1; la pregunta es, ¿cuál es el umbral óptimo?; aquí aparece otro elemento que tuvo su nacimiento en la Segunda Guerra Mundial conocido como ROC (Receiver Operating Characteristic). En esta curva se representa la proporción de verdaderos positivos (definida anteriormente como sensibilidad y conocida por sus siglas en inglés, TPR) frente a proporción de falsos positivos (que se puede obtener como 1-especificidad, y conocida por sus siglas en inglés, FPR). Cada uno de estos factores queda definido como [image: ] y [image: ]. La figura 1.13 muestra una curva ROC típica de un clasificador.

			
				
					[image: ]
				

			

			Figura 1.13 Curva ROC de un clasificador binario.

			En el espacio de la figura 1.13 definido por puntos cuyas coordenadas son (FPR; TPR) el mejor clasificador viene definido por las coordenadas (0,1), esto es, se detectan todos los patrones como correctos, tanto positivos como negativos. La forma de obtener la ROC es variar el umbral anteriormente comentado de forma continua entre 1 y 0 de tal forma que, para cada valor de umbral, se tendrá un valor de TPR y de FPR. Por ejemplo, inicialmente se tendrá un valor de umbral de 1 obteniéndose que todos los patrones se clasifican como 0, es decir negativos, en este caso se tiene que TPR=0 y FPR=0; conforme se disminuye el umbral se tendrá la situación inversa, todos los patrones se clasificarán como positivos (y de ahí se tendrá que TPR=1 y FPR=1). En la figura 1.13 se tienen zonas que definen el comportamiento de diferentes tipos de clasificadores. Un clasificador aleatorio se correspondería con la diagonal que aparece en la figura; por debajo de él se tendría un clasificador muy malo (¡peor que tirar una moneda al aire!). Por tanto, lo que queda por encima podría considerarse un buen clasificador siendo el clasificador perfecto el correspondiente a las coordenadas (0,1) en el espacio (FPR, TPR). El umbral que se escoge es el del punto (0,1). De la curva ROC se obtiene otra medida importante que es el Area Bajo la Curva, AUC (Area Under Curve). Si se tiene un clasificador perfecto se tiene un valor de AUC de 1; un clasificador aleatorio tiene un valor de AUC de 0.5. Este parámetro AUC en literatura clínica se conoce como parámetro C y es una de las medidas más utilizadas para comparar clasificadores porque, con un valor, se puede comparar directamente (independientemente del tipo de error cometido, sea positivo o negativo). Relacionada con curva ROC aparece la curva conocida por sus términos en inglés precision-recall. En este caso se representa la sensibilidad (recall) frente al valor predictivo positivo (precision). Esta curva se usa cuando el error cometido en los casos positivos es especialmente importante (por ejemplo, se usan en problemas de fugas de clientes) o cuando se tienen problemas altamente desbalanceados (por ejemplo, en problemas de fraude). Relacionada con esta curva se encuentra el parámetro F, definido como la media armónica entre la precision y el recall, esto es, [image: ] siendo R el recall y P la precisión. Otra forma de expresarlo es F=[image: ] donde aparecen diferentes términos de la matriz de confusión.

			De la matriz de confusión se puede extraer otra medida, un estadístico, conocido como kappa, que, básicamente muestra el grado de concordancia entre las decisiones tomadas por dos expertos, en este caso el modelo desarrollado y la realidad. Se puede calcular a partir de la matriz de confusión mediante la siguiente expresión [image: ] y la interpretación suele ser: 0.20-0.40 un clasificador regular, 0.41-0.60 un clasificador que presenta un funcionamiento moderado, 0.61-0.80 un buen clasificador y 0.81-1 tendríamos un muy buen clasificador.

			Cuando se tienen problemas de múltiples clases éstos se pueden tratar como problemas binarios (una clase frente al resto) por lo que se pueden aplicar las medidas comentadas anteriormente. En caso de no querer usar esa aproximación en problemas con múltiples clases se suele usar la matriz de confusión y el parámetro kappa como medidas más usuales; aunque hay trabajos que generalizan la curva ROC para múltiples clases.

			aprendizaje profundo. breve historia

			En el apartado anterior se ha comentado la importancia de la ingeniería de características en el desarrollo de un sistema experto. Este trabajo es el que marca la diferencia entre el Aprendizaje Máquina y el Aprendizaje Profundo. Un modelo de Aprendizaje Máquina seguiría el esquema planteado en la figura 1.14 supongamos que tenemos un problema de reconocimiento de imágenes, por ejemplo queremos determinar la presencia de un cierto animal en una imagen y, para ello, obtenemos características de la imagen que, pensamos, pueden ayudar en la determinación; por ejemplo, el animal es amarillo y verde, de ahí que sea importante determinar el tanto por ciento de esos colores en la imagen, además las transformadas (Fourier/Wavelets) ayudan en la determinación de la forma de dicho animal. Se tiene un trabajo de experto humano que se refleja en el tiempo de desarrollo y en la calidad del clasificador (estas características pueden que no sean las correctas, en definitiva, es lo que cree el humano que puede funcionar).

			
				
					[image: ]
				

			

			Figura 1.14 Esquema de un clasificador basado en Aprendizaje Máquina.

			Lo que propone el Aprendizaje Profundo es un cambio de paradigma, ese trabajo de ingeniería de características no se realiza, sino que, directamente, el modelo tiene como entradas los píxeles de la imagen, figura 1.15.
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			Figura 1.15 Esquema de un clasificador basado en Aprendizaje Profundo.

			El no tener que plantear un trabajo de ingeniería de características impacta en dos puntos a nivel de analítica: a) este tipo de modelos presentan un mayor número de parámetros a ajustar que los modelos de Aprendizaje Máquina ya que la parte de ingeniería de características las tiene que realizar el modelo y b) dado ese mayor número de parámetros se necesita un mayor número de datos para ajustar los modelos lo que incrementa las necesidades computacionales para su desarrollo.

			Los modelos de Aprendizaje Profundo toman como base los modelos neuronales artificiales, que podríamos denominar clásicos, a los que se les añade un plus de complejidad quedando agrupados, principalmente, en tres tipos de modelos definidos según su estructura y el tipo de aplicaciones a las que van orientados:

			
					
Modelos neuronales multicapa profundos. Son una evolución de los modelos neuronales que se utilizaron en los primeros tiempos de los modelos neuronales artificiales. Estos consisten en combinar una serie de elementos individuales, neuronas, en una serie de capas que están conectadas entre sí y que van desde la capa de entrada (correspondiente a los datos dependientes del problema) hasta la capa de salida correspondiente al valor que se quiere determinar. Las capas que quedan entre la capa de entrada y salida se conocen como capas ocultas. En los primeros años de vida de los modelos neuronales este número era, como máximo, de dos capas ocultas. Actualmente, cuando se habla de modelos multicapa profundos se corresponde con modelos multicapa con más de dos capas ocultas; estos modelos los veremos en el siguiente capítulo.

					
Redes convolucionales. Son modelos neuronales artificiales especialmente diseñados para trabajar con datos que tengan una cierta relación temporal (series temporales) o bien una cierta dependencia espacial (por ejemplo, imágenes) o bien las dos (vídeo). Actualmente son los modelos que presentan el mejor funcionamiento en todos los problemas relacionados con imágenes (detección, segmentación, clasificación, etc.). Se analizarán con más detalle en el capítulo 3.

					
Modelos recurrentes. Estos modelos consideran realimentaciones en las conexiones neuronales de tal forma que están pensados para ser aplicados en problemas donde se tienen relaciones secuenciales, por ejemplo, de nuevo series temporales y, sobre todo, se están aplicando a problemas relacionados con el procesado del lenguaje. Estos modelos se explicarán en el capítulo 4.

			

			Estos tres tipos de modelos se están utilizando en otro tipo de aplicaciones. Entre estas aplicaciones se encuentran lo que se conoce como modelos generativos cuya misión es, como su nombre indica, generar datos similares a los que tenemos como conjunto de entrada. Actualmente, con la necesidad que se tiene de datos para entrenar los modelos de Aprendizaje Profundo, están incrementando su importancia y aplicabilidad; nos dedicaremos a analizar estos modelos en el capítulo 5. Por último, en el capítulo 6, analizaremos la aplicación de los modelos profundos en problemas de aprendizaje reforzado dando lugar a los que se conoce como aprendizaje reforzado profundo.

			Una breve historia de estos modelos quedaría reflejada en los siguientes hitos donde se exponen los avances en modelos neuronales artificiales ya que son la base de los modelos de Aprendizaje Profundo.

			
					En 1943 Warren McCulloch y Walter Pitts crean un modelo de neurona basándose en los conocimientos que se tenían en aquella época sobre neurociencia.

					En 1958 Frank Rosenblatt crea el perceptrón, un algoritmo para el reconocimiento de patrones basado en el modelo neuronal de McCulloch y Pitts. En ese mismo año John Von Neumann, un auténtico genio que contribuyó a la matemática, economía, física y que estuvo en el proyecto Manhattan (donde se desarrolló la bomba atómica en la Segunda Guerra Mundial) publica el libro El ordenador y el cerebro donde comenta las similitudes y diferencias entre la reciente teoría neuronal artificial y los ordenadores primigenios.

					En 1969, Marvin Minsky y Seymour Papert, demuestran las limitaciones del perceptrón de una sola capa (sólo son capaces de resolver problemas linealmente separables) en su libro Perceptrons. A partir de este trabajo la investigación en modelos neuronales artificiales decayó de forma notable.

					En 1979 el investigador japonés Kunihiko Fukushima plantea un modelo neuronal artificial que recogía los últimos conocimientos en fisiología de la visión, este modelo lo bautizó como Neocognitrón.

					En 1982 John Hopfield plantea su modelo de red que se puede utilizar como memoria asociativa y como método para resolver problemas de optimización. En este mismo año Teuvo Kohonen propone su modelo de red neuronal, SOM (Self Organizing Maps) que se corresponde con un modelo artificial de la corteza cerebral usando un tipo de aprendizaje competitivo.
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