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Capítulo 1


Contextualización del tema de investigación y su desarrollo


1.1. Introducción


En la coyuntura mundial actual, los estudios del rendimiento académico en la educación superior parecen ser uno de los aspectos más valiosos de estudio debido al dinamismo que experimenta el sector universitario en el marco de una sociedad caracterizada por el rápido avance del conocimiento, la fluidez en la transmisión de la información y los acelerados cambios en las estructuras sociales. En ese contexto, la calificación del capital humano o rendimiento académico adquiere mayor valor, ya que suele ser el principal indicador empleado para medir el éxito o el fracaso de un estudiante, y la eficiencia del proceso educativo de las instituciones de educación superior.


En lo que a calidad de educación superior se refiere, y de acuerdo con los distintos cuestionamientos que se hacen al sector público en cuanto a la relación costo-beneficio en ámbitos sociales, estos estudios han despertado en las instituciones universitarias un interés particular por los resultados académicos de sus estudiantes. Estos resultados comprenden un comportamiento multidimensional: son afectados por múltiples variables sociales e inherentes, tales como los objetivos de la institución, los objetivos particulares de los docentes, el clima social y familiar, etc. Este tipo de estudios y análisis constituyen herramientas sólidas para construir indicadores que orienten la toma de decisiones en educación superior, además de técnicas y metodologías que ofrezcan un alto nivel de exactitud para predecir el rendimiento académico.


Big Data (gran volumen de datos) se ha vuelto tendencia a través de los años debido a los métodos usados para analizar los datos: inicialmente los métodos eran puramente estadísticos, pero posteriormente se usaron los algoritmos de Data Mining (minería de datos) para entender otras dimensiones de los fenómenos estudiados. Estos estudios se vuelven más complejos con el avance de la ciencia y de la computación y la aparición de la inteligencia artificial (figura 1), el hecho de que una máquina pueda imitar o realizar acciones complejas como las que realizan los humanos. Se generan así tres grandes campos: la robótica (movimientos humanos), el procesamiento por aprendizaje natural (texto y voz) y el Machine Learning (ML) (datos).




Figura 1. Tendencia en herramientas de análisis de datos


[image: Figura 1. Tendencia en herramientas de análisis de datos]


Fuente: elaboración propia.





Las técnicas relacionadas con el Machine Learning han tenido su propio auge en los proyectos de investigación debido a su estrecha relación con la inteligencia artificial. En el ámbito académico, existen múltiples referencias bibliográficas que miden el rendimiento académico, principalmente en instituciones de educación superior, y en las cuales se hace uso de diversos algoritmos de técnicas de aprendizaje supervisado y no supervisado. Estos algoritmos permiten obtener información relevante sin utilizar códigos de programación específicos.


Hay coincidencias importantes en el estado del arte de múltiples trabajos de investigación que utilizan las técnicas de Machine Learning: por ejemplo, en ellos se prioriza la identificación de variables clave con poder de predicción elevado para medir el rendimiento académico de un estudiante y de un correcto ajuste del conjunto de datos que se trabaje. Así mismo, la utilización de técnicas combinadas presenta un alto porcentaje de exactitud y de visualización de variables secundarias que pueden afectar el rendimiento académico.


El Machine Learning comprende diversos campos de trabajo: algoritmos supervisados, no supervisados y aprendizaje profundo (redes neuronales). Este último campo, junto con los algoritmos de ensamble o de conjunto, son en los que más existen avances tecnológicos recientemente en cuanto a algoritmos, con el fin de solucionar problemas reales necesarios. El modelo de red neuronal se basa en un conjunto de unidades neuronales simples (neuronas artificiales), que se comportan de forma aproximadamente análoga a los axones de las neuronas en los cerebros biológicos: una neurona se conecta con otras anteriores y posteriores, y estas con muchas otras en diferentes capas. Los enlaces entre las neuronas pueden incrementar o inhibir el estado de activación de las neuronas adyacentes.


De acuerdo con la revisión referencial, se puede afirmar que no se trata de un campo ampliamente aplicado o estudiado en las instituciones de educación superior de América Latina, y los modelos encontrados toman variables distintas: mientras unos utilizan únicamente notas parciales, otros utilizaron conocimientos previos de matemáticas e incluso factores demográficos. Así, es posible crear y aplicar múltiples modelos de Machine Learning que tengan en cuenta la mayor cantidad de variables posibles para afectar el rendimiento académico de un estudiante de educación superior (ingeniería). Con esta herramienta es posible tener bases para la toma de decisiones que permitan mejorar la calidad de prestación del servicio educativo y rendimiento de todos los estudiantes.


El presente documento de investigación tiene como objetivo principal proporcionar una visión general sobre cómo el Machine Learning puede usarse para predecir el rendimiento académico de los estudiantes en educación superior. El documento tiene como base la revisión de la literatura para identificar las principales variables que afectan el rendimiento académico. Se parte de variables comunes como nivel socioeconómico, el tipo de educación (privada y secundaria), la ciudad de procedencia, el tiempo de desplazamiento desde el hogar hasta la institución de estudio, entre otras; así mismo, se usan los algoritmos más adecuados de aprendizaje no supervisado.


1.2. Formulación del problema


En Colombia existen un total de 2 396 259 estudiantes en educación superior (en 2019), de los cuales 1 552 078 (64,77 %) estudian en universidades. Del total de estudiantes en IES, el 50,8 % se encuentra en universidades públicas, y el 49,2 % en universidades privadas (figura 2).




Figura 2. Clasificación por sector de los estudiantes de IES


[image: Figura 2. Clasificación por sector de los estudiantes de IES]


Fuente: Ministerio de Educación (2019a).





La eficiencia del proceso educativo puede ser medido con ciertas métricas: la tasa de deserción anual (conjunto de estudiantes que después de estar matriculados en dos semestres previos se identifican, un año después, como desertores); la tasa de deserción por cohorte (el conteo acumulado de la deserción académica desde primer semestre —, es decir, el momento en el que todos los estudiantes ingresan a la institución al mismo tiempo); la tasa de graduación (se calcula un fraccionario compuesto por el número total de graduados, y el total de estudiantes que ingresaron en primer semestre); y la tasa de ausencia intersemestral. De acuerdo con el MEN, estas métricas no son las más precisas en Colombia debido a que en el 2017 la tasa de deserción por cohorte fue del 45,1 %. En otras palabras, de un total de 100 estudiantes en una cohorte, casi la mitad de ellos desertó; así mismo, encontramos que una tasa de graduación del 21,17 % para 2019: es decir que el porcentaje de estudiantes que ingresa a la educación superior se gradúa en un tiempo superior a los diez semestres académicos (figura 3). Ahora bien, estos indicadores son preocupantes, y se debe decir, además, que en una situación similar, o quizás peor, se encuentran muchos de los países latinoamericanos (Ferreyra et al., 2017).




Figura 3. Estadísticas de deserción y graduación según el MEN y SPADIES 3.0, Colombia y SNIES 2019


[image: Figura 3. Estadísticas de deserción y graduación según el MEN y SPADIES 3.0, Colombia y SNIES 2019]


Fuente: elaboración propia, adaptado de Ministerio de Educación (2019a, 2019b).





A juzgar por los resultados, el desempeño del sistema es decepcionante. En promedio, alrededor de la mitad de la población de entre los 25 y los 29 años emprendieron un proyecto en la educación superior en algún momento, pero no finalizaron sus estudios, sea porque aún están estudiando o porque desertaron (figura 4). Según Ferreyra et al. (2017), solo en México y Perú, la tasa de graduación está cerca de la estadounidense (que es del 65 %). En los países mostrados, el tiempo transcurrido desde el primer semestre hasta la graduación es, en promedio, un 36 % más de lo requerido. En otros países, algunos estudiantes tardan el doble en graduarse de lo que se supone que deberían. Esto lleva a pensar que en los países de América Latina y el Caribe el tiempo de permanencia de los estudiantes en educación superior es mayor que la de los estudiantes en programas estadounidenses; por tanto, se enfrentan a un costo de oportunidad mayor en términos de ingresos no percibidos.




Figura 4. Tasa de graduación, jóvenes de entre los 25 y los 29 años, América Latina y el Caribe
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Fuente: Ferreyra et al. (2017).





Así pues, diferentes autores como García (2016) manifiestan que existe cierta relación entre los indicadores mencionados y el rendimiento académico, y que la eficiencia del sistema de educación superior puede verse mejorada si se toman acciones en cuanto al rendimiento académico (indicador de éxito o fracaso del estudiante), que comprende diferentes variables de tipo cualitativo y cuantitativo.


Con respecto al tema indicadores, en el entorno de la educación en Colombia, en los últimos años, han incrementado los niveles de deserción por parte de los estudiantes de cursos de educación superior (Guzmán y Durán, 2009). Tanto así que se ha iniciado el estudio de esta problemática desde diferentes universidades como la de Antioquia y la de los Andes. Estas instituciones han tomado como referencia la información académica del Sistema de Información SPADIES (datos abiertos) que permite establecer diferentes categorías para el estudio de la deserción estudiantil.


Por otro lado, las universidades cuentan con una gran cantidad de software y plataformas que almacenan datos de los estudiantes y otros generados durante su estadía en la universidad. Estos datos no reciben ningún tratamiento en la búsqueda del mejoramiento del rendimiento académico. De esta manera, se propone un prototipo que permita usar los datos abiertos, dispuestos por entidades del gobierno y las universidades, aquellos dispuestos en las plataformas estudiantiles de administración/admisión, entre otras, con el fin de tratarlos, analizarlos y visualizarlos para así apoyar la toma de decisiones. De esta forma es posible contribuir a la reutilización de la información para llegar a aplicaciones mucho más ricas que aporten mayor conocimiento o que complementan la información ya existente. El reto está en procesar cantidades enormes de datos y convertirlas en decisiones inteligentes y oportunas (Duan y Xu, 2012).


Ante este panorama, surge la siguiente pregunta: ¿es posible integrar datos académicos provenientes de diferentes actores —estudiantes, docentes e instituciones— en un modelo de Machine Learning (aprendizaje automático) que permita generar indicadores o clases que faciliten la toma de decisiones acertadas en cuanto al rendimiento académico?


1.3. Justificación del problema


Históricamente, el aprendizaje tradicional ha estado centrado en el docente: los alumnos aprendían interactuando con estos, que se enfocaban en interpretar y explicar contenidos. Con el surgimiento de las TIC en educación, el proceso de aprendizaje-enseñanza se descentralizó. Es decir, el proceso de aprendizaje está ahora enfocado en los estudiantes, pues las TIC permiten múltiples interacciones entre los diferentes agentes involucrados: aprendices, instructores y diseñadores de cursos, tutores, contenidos, interfaces, personal administrativo, código, entornos, etc.


Hoy en día, también se dan transformaciones en áreas como la medicina, la economía, la defensa y el comercio, entre otros, como producto de la incursión de la analítica de datos. Tanto ha sido el auge de la analítica que ha permeado el campo de la educación: es posible hoy por hoy procesar grandes volúmenes de datos que contienen información relacionada con los actores del proceso educativo (institución, docentes y estudiantes). Es en esa relación que la ingeniera puede jugar un papel importante en la solución de múltiples aspectos de índole académico-administrativo como la mejora del aprendizaje, la deserción, el abandono y el rendimiento académico.


Actualmente, la tendencia en las universidades es trabajar con tecnologías que faciliten y mejoren el desarrollo de las actividades académicas, y la recolección de datos producidos por el estudiante durante el proceso de enseñanza-aprendizaje. Esta información procesada con las herramientas adecuadas permite predecir, prevenir y actuar para mejorar el rendimiento académico y otros aspectos de la vida académica de los estudiantes (Al-Barrak y Al-Razgan, 2016).


En Colombia, la falta de un sistema para analizar y monitorear el progreso del estudiante no es un tema prevalente, como lo debería ser, por dos razones principales: primero, el estudio sobre los métodos de predicción existentes sigue siendo insuficiente para identificar los métodos más adecuados para predecir el rendimiento de los estudiantes; segundo, la falta de investigaciones sobre los factores que afectan los logros de los estudiantes en cursos particulares dentro del contexto de la universidad. Por tanto, se propone una revisión sistemática de la literatura sobre la predicción del rendimiento del estudiante mediante el uso de técnicas de aprendizaje con Machine Learning para mejorar los logros de los estudiantes.


Según Lee et al. (2006), la analítica de datos se dirige puntualmente a modelos de exploración de datos y herramientas educativas: se trata de una de las técnicas que apoyarán el porvenir de la educación superior y a generar nuevos panoramas y proyectos que mejoren la enseñanza y el aprendizaje de los educandos (figura 5). Por medio de estas herramientas, será posible ayudar a los estudiantes a encontrar qué tan bien lo harán en una determinada asignatura en particular cuando la cursen antes de que se registren en ella, y así evitar problemas posteriores; podría identificarse a los estudiantes en riesgo o tal vez estimar la cantidad de estudiantes graduados por cohorte y sus futuros o mejores campos de acción al terminar la carrera.




Figura 5. Propuesta de analítica en educación superior
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Fuente: adaptado de Lee et al. (2006).





Pese a que el tema del rendimiento académico ya se ha tratado anteriormente, con diferentes técnicas y desde diferentes perspectivas, sigue siendo un campo muy amplio por explorar, pues se pueden generar diferentes modelos que, de resultar efectivos, podrían aportar a la toma eficiente de decisiones orientadas a que el estudiante pueda desarrollar con mayores probabilidades de éxito su ciclo en la universidad. Esto significaría un ahorro de esfuerzos operativos para aquellas personas que contribuyen al proceso de análisis de información para la toma de decisiones dentro de la comunidad académica, lo que a su vez se traduciría en ahorros monetarios e incluso con mejores resultados que los obtenidos con otro tipo de técnicas menos eficientes.


Así pues, este trabajo, al ahondar un poco más sobre la aplicación de herramientas de Machine Learning en educación superior, servirá a otros investigadores, estudiantes, docentes o cualquier persona interesada como material de apoyo para sus futuras indagaciones.


1.4. Objetivos de la investigación


A partir del problema identificado en el campo de la educación superior, se plantearon diversos objetivos que permitirán tratar el problema y posiblemente plantear una solución al inconveniente encontrado.


1.4.1. Objetivo general


Proporcionar una visión general sobre cómo el Machine Learning (aprendizaje automático) puede ser usado para identificar condiciones no satisfactorias y predecir el rendimiento académico de los estudiantes en educación superior.


1.4.2. Objetivos específicos


•Identificar las principales variables que afectan el rendimiento académico de los estudiantes en educación superior y a partir de ellas plantear modelos acordes con las condiciones de cada institución.


•Identificar los algoritmos no supervisados de Machine Learning existentes para la evaluación del rendimiento académico en educación superior con el fin de poder generar modelos futuros de clustering.


•Identificar los algoritmos supervisados y de redes neuronales de Machine Learning existentes para la evaluación del rendimiento académico en educación superior, con el fin de poder generar modelos futuros de predicción mediante clases categóricas o numéricas.


•Caracterizar los datos académicos y sus variables claves para la formulación de modelos que faciliten la toma de decisiones derivada del análisis de datos realizado con herramientas de Machine Learning.


•Determinar las herramientas de análisis de datos para el cálculo del rendimiento académico, que permitan la viabilidad del uso de los datos académicos para su determinación.


1.5. Metodología


Con el fin de llevar a cabo el cumplimiento del objetivo general de esta parte de la investigación, enmarcada dentro del proyecto titulado Integración de datos del ámbito educativo y herramientas de análisis de datos para determinar el rendimiento académico en la educación superior, código 2-15-593-19, financiado por el Centro de Investigaciones y Desarrollo Científico (CIDC) de la Universidad Distrital se planteó una metodología específica enfocada en dos aspectos fundamentales para la elaboración de este documento de investigación: proporcionar una visión general sobre cómo el aprendizaje automático puede usarse para predecir el rendimiento académico de los estudiantes en educación superior, y la búsqueda de teoría sobre los algoritmos de Machine Learning aplicados a la predicción del rendimiento académico y a hallazgos recientes sobre este tema.


Para llevar el estudio del estado del arte, y debido a la gran cantidad de investigaciones o trabajos realizados directamente relacionados con el objetivo de esta parte del proyecto, se hace uso del método de revisiones sistemáticas de literatura (RSL). Esta metodología tiene su origen en las revisiones bibliográficas realizadas para ciencias humanas, pero también ha sido utilizada en el campo de la ingeniería (Kitchenham, 2004; Kitchenham y Charters, 2007; Kitchenham et al., 2009). La metodología empleada comprende cinco fases: (1) fuentes de la información, (2) planificación de la revisión de la revisión de literatura (3) criterios de selección de la información, (4) análisis e interpretación de datos relevantes y (5) resultados. Así se muestra en la figura 6.




Figura 6. Metodología de la investigación. Diagrama de fases
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Fuente: elaboración propia.





1.5.1. Fase I. Fuentes de información


Las fuentes de información son aquellas en las que se registran contribuciones sobre ciencia, tecnología y educación. Se han incluido tanto bases de datos académicas como motores de búsqueda académicos:


•IEEE: Base de datos relacionada con temas de ciencia e ingeniería.


•Science Direct, Springer Link: Base de datos científica.


•Google Scholar: Buscador de contenido científico académico.


•EBSCO: Base de datos académica sobre ciencia y humanidades.


•ACM Digital Library: Base de datos digital de ACM (Asociación para Maquinaria de Computación). Esta comunidad trabaja temas específicos sobre tecnología e informática.


1.5.2. Fase II. Planificación de la revisión de literatura


En esta fase se realiza una revisión de aspectos básicos para tener en cuenta antes de avanzar a las fases de selección de las investigaciones adecuadas para la investigación referencial enfocada en el tema en cuestión.


1.Objetivos de la revisión de literatura: En esta parte del proyecto se pretende el desarrollo de dos objetivos clave del macroproyecto de este trabajo de investigación: identificar la/s teoría/s disponibles acerca del estudio de Machine Learning aplicadas al ámbito académico para la predicción del rendimiento académico; y establecer los últimos avances de carácter científico realizados sobre la aplicación de Machine Learning al tema en cuestión.


2.Recursos disponibles: Por lo general, el material físico disponible sobre el tema no estuvo al alcance de los investigadores ya que todos los recursos son electrónicos: revistas electrónicas, bases de datos científicas electrónicas, páginas de comunidades que realizan proyectos sobre este (generalmente están ligadas a alguna universidad).


3.Límites temporales: La búsqueda de información contempla el periodo comprendido entre el 2010 y el 2020. Sin embargo, se revisa periódicamente la literatura, para de esta manera tener la información actualizada y garantizar la calidad del estado del arte. La última revisión se hace el 11 de diciembre del 2020.


4.Definición del protocolo de búsqueda: La búsqueda se llevó a cabo con palabras clave en inglés y español. En español, la búsqueda no es efectiva. Las ecuaciones de búsqueda utilizadas son las que se muestran, dependiendo el campo de Machine Learning, en la tabla 1.


5.Consideraciones en la búsqueda: Al momento de realizar la búsqueda de información, todas las palabras clave de las ecuaciones de búsqueda se aplican a todas las fuentes a consultar, aunque a veces la ecuación cambia por el tipo de simbología que se usa en cada motor de búsqueda. Por ejemplo, en lugar de comillas se utilizan paréntesis y símbolos adicionales. Para tener certeza de que la ecuación en el motor de búsqueda utilizado en el momento sea adecuada y la búsqueda sea efectiva, se hace uso de las opciones de búsqueda avanzada.




Tabla 1. Ecuaciones de búsqueda según el campo de aplicación de Machine Learning














	Campo de aplicación


	Ecuación de búsqueda







	Aprendizaje supervisado


	Machine Learning AND Students’ Performance







	Educational Data Mining AND Students’ Performance







	Supervised Machine Learning AND Students’ Performance







	Prediction of Students Academic Performance







	Modelo predictivo de deserción académica







	Data Mining Techniques AND Students’ Performance







	Aprendizaje supervisado


	Supervised Learning Algorithms AND Students’ Performance







	Data Mining for Modeling Students’ Performance







	Classification Algorithms







	Aprendizaje no supervisado


	Unsupervised Machine Learning AND Academic Performance







	“Unsupervised Machine Learning”







	Academic Performance) AND UML – Unsupervised Machine Learning







	Unsupervised Machine Learning AND Academic OR Performance







	Higher Education AND Unsupervised Machine Learning







	(Unsupervised) AND (student performance)







	Aprendizaje profundo (redes neuronales)


	“Deep learning” AND“education” AND“performance”







	“Deep learning” AND“academic performance”







	“deep learning” AND “academic”







	“neural network” AND “education” AND “performance”







	“neural network” AND “academic performance”







	“neural network” AND “academic”







	“EDM” AND “prediction”







	“EDM” AND “academic performance”







	“Educational Data Mining” AND “prediction”







	“Educational Data Mining” AND “academic performance”







	“Learning Analytics” AND “prediction”







	“Learning Analytics” AND “academic performance”







	“Machine Learning” AND “academic performance”








Fuente: elaboración propia.





Por otro lado, vale la pena aclarar dos términos que podrían generar confusión y que fueron incluidos en la búsqueda de información: el termino EDM (Educational Data Mining) busca explorar de manera automática grandes bases de datos para lograr detectar patrones o comportamientos en los estudiantes, y el término LA (learning analytics) que se basa en el análisis de bases de datos académicas cuya finalidad es tomar decisiones enfocadas en mejorar la calidad del proceso educativo y aumentar las probabilidades de que un estudiante desarrolle con éxito todo el programa estudiantil en el que se encuentra. En este orden de ideas, EDM es pate de LA y, por tanto, cualquier trabajo que se enfoque, bien sea en EDM o en LA, sirve para la recopilación de literatura, siempre y cuando su aplicación vaya dirigida a predecir el rendimiento académico.


Otro aspecto que vale la pena aclarar es que, aunque las variables que se están estudiando en la pregunta de investigación se enfocan en el rendimiento académico y no en la deserción académica, de todas formas, se aceptan dentro de la RSL aquellos trabajos que estudien la deserción académica, pues estos indicadores (la deserción y el rendimiento) están íntimamente ligados. De acuerdo con la revisión de literatura inicial que se hizo de manera exploratoria, la razón principal por la cual se busca predecir el rendimiento académico es para así evitar la deserción de un estudiante que esté en riesgo de hacerlo, ya que, a su vez, el rendimiento académico es la principal variable para determinar si un estudiante es un posible desertor. Un porcentaje considerable de trabajos centran su propuesta en el estudio de la deserción académica en vez de hacerlo en el rendimiento académico. De no incluirse este tipo de trabajos, se estaría dejando por fuera una gran cantidad de información potencialmente útil que puede brindar aportes a la elaboración del estado del arte.


1.5.3. Fase III. Criterios de selección de la información


Inicialmente la búsqueda en las bases de datos acerca de la temática principal modelos de Machine Learning en educación superior arroja aproximadamente setecientas investigaciones a partir de las ecuaciones anteriormente mencionadas. Posteriormente se establecen pasos tendientes a filtrar la información y a establecer normas de exclusión. A continuación, se citan algunas:


•Se excluyen aquellos estudios que sean anteriores al 2010.


•Se excluyen aquellos estudios que no relacionen directamente la aplicación de los campos de aprendizaje supervisado, no supervisado y redes neuronales.


•Se excluyen (para el estado del arte) aquellos trabajos que no manejen una estructura o metodología secuencial propia de una investigación cuantitativa.


•Se excluyen aquellos estudios que son una revisión bibliográfica de otros trabajos.


•Se excluyen aquellos artículos que no arrojan resultados específicos del rendimiento de modelos utilizados para predecir el rendimiento académico.
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