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Introducción

			No cabe duda de que la inteligencia artificial (IA) forma ya parte de nuestro día a día; de hecho, la Real Academia Española la eligió como palabra del año 2022 (aunque en realidad sean dos). Esta rama de la computación, encargada de crear máquinas capaces de llevar a cabo tareas cognitivas que normalmente se atribuyen a los humanos, ha sufrido una evolución meteórica en los últimos años y ha con­­se­­guido modificar nuestra relación con los aparatos tecnológicos y con nuestro entorno. 

			Desde que Alan Turing publicase en la revista Mind, en 1950, el artículo “Computing Machinery and Intelligence”, donde especulaba con la posibilidad de crear máquinas capaces de razonar y proponía el test de Turing para medir la capacidad de una máquina de pensar como un ser humano, la IA no ha parado de crecer y extender sus aplicaciones en gran cantidad de disciplinas. Esta enorme expansión ha sido posible gracias a la disponibilidad de medios computacionales y lenguajes de programación lo suficientemente potentes para dar soporte a los algoritmos de IA que existen en la actualidad.

			Hoy en día, nuestra interacción con el mundo online viene modulada por sistemas de recomendación basados en algoritmos que aprenden de nuestro comportamiento pasado y condicionan nuestra conducta futura. Existen robots que son capaces de realizar ciertas tareas físicas con una habilidad en muchos casos superior a la nuestra, coches que conducen de manera autónoma, sistemas de reconocimiento facial o dactilar integrados en nuestros teléfonos móviles, etc. Un auténtico despliegue de tecnología al alcance de nuestras manos que nos hace creer que no existen límites para la inteligencia artificial.

			Uno de los campos que ha experimentado con gran fuerza el despliegue de la IA ha sido el de la salud. Las aplicaciones en esta disciplina son realmente prometedoras y aspiran a lograr importantes cambios en los próximos años. Algunos ejemplos se encuentran en el ámbito del diagnóstico y pronóstico de enfermedades, en el desarrollo de fármacos, en algoritmos de IA implantados en exoesqueletos o en nuevas aplicaciones en epidemiología. 

			En 2022, la Unión Europea dio por primera vez luz verde a un sistema que emplea inteligencia artificial para analizar radiografías de tórax sin la intervención de un radiólogo. La herramienta emite automáticamente informes de los pacientes con un diagnóstico totalmente sano, es decir, aquellos que no presentan anomalías. Las imágenes que son etiquetadas como dudosas, o con posible presencia de complicaciones, son enviadas a los radiólogos para su revisión. Así, el algoritmo ofrece un primer filtrado de las radiografías de tórax donde la mayoría de los pacientes no presentan ningún tipo de problema, lo que permite reducir la carga de trabajo de los especialistas, que ahora pueden centrarse en analizar detalladamente a los pacientes con posibles complicaciones. 

			Previamente, ya se había autorizado la comercialización de otros dispositivos que utilizan IA. Por ejemplo, la Unión Europea y la agencia estadounidense de Adminis­­tración de Alimentos y Medicamentos (FDA) permitieron en 2013 y 2018, respectivamente, el uso de un dispositivo para detectar ciertos problemas oculares relacionados con la diabetes en adultos, asociados a la retinopatía diabética.

			A pesar de estos ejemplos, todavía son raros los casos en los que un sistema de inteligencia artificial se introduce de lleno en la práctica clínica diaria. Y es que aún hoy sigue habiendo muchas incógnitas que rodean el uso de la IA en medicina: ¿en qué momento estamos y cuáles son los últimos avances? ¿Por qué sigue habiendo tanta reticencia a que una máquina tome decisiones relacionadas con nuestra salud? ¿Qué técnicas existen para entender el funcionamiento interno de las máquinas que emplean la IA en medicina? Estas son algunas de las preguntas que abordaremos a lo largo de los siguientes capítulos. 

			



Capítulo 1

			¿Qué es la inteligencia artificial?

			Hoy en día, la definición más extendida de inteligencia artificial hace referencia a una serie de algoritmos diseñados para ejecutar tareas que normalmente se atribuyen a la inteligencia humana. A pesar de todos los avances realizados en los últimos años, conseguir una inteligencia artificial que pueda ser equiparable en sus habilidades globales a las de un humano, incluyendo su autoconciencia y su capacidad de generalización, es algo que todavía queda muy lejos. En muchas de estas tareas se han conseguido resultados que igualan —y muchas veces incluso superan— la capacidad humana. Sin embargo, estas no dejan de ser tareas aisladas hechas por algoritmos entrenados específicamente para ese fin. 

			Falta aún un enorme camino por recorrer antes de conseguir máquinas que sean capaces de entender correctamente el contexto o de extrapolar sus conocimientos de un dominio a otro completamente diferente. La principal dis­­tinción proviene de que los seres humanos utilizamos nuestro cerebro, nuestra capacidad de pensar y nuestra memoria, mientras que las máquinas dependen de los datos para apren­­der patrones. 

			Los orígenes

			El problema de crear máquinas inteligentes ha sido abordado de maneras diferentes a lo largo de la historia. Aunque nos pueda parecer que el auge de la inteligencia artificial es algo muy reciente, en realidad su historia se remonta a los años cincuenta, cuando Alan Turing publica el artículo mencionado previamente en la revista Mind, en el que se proponía un método que ayudaba a determinar si una máquina era capaz de pensar y se presentaban los fundamentos teóricos de la inteligencia artificial. El experimento propuesto pasó a denominarse test de Turing y establecía que si una máquina era capaz de superarlo, podría suplantar a un humano en una charla a ciegas. El test sigue estando vigente en diferentes versiones y es continuamente motivo de estudios e investigaciones.

			Comenzaba así la carrera por conseguir máquinas pen­­santes. Los primeros intentos que dieron resultados exitosos se basaban en la inteligencia artificial simbólica o guiada por el conocimiento. Dicha aproximación consiste en incorporar los conocimientos y las reglas de comportamiento humanos, adquiridos mediante la experiencia, a los programas informáticos. Es decir, se dividía la tarea a realizar en pequeñas subtareas más sencillas y estas se programaban manualmente. Este paradigma resultó muy exitoso para resolver problemas donde las reglas estaban muy claras, como, por ejemplo, en una partida de ajedrez. 

			Históricamente, este juego siempre ha estado relacionado con la inteligencia humana, y parecía un terreno ideal para probar las nuevas máquinas pensantes. Concretamente, Deep Blue fue una supercomputadora desarrollada por IBM que consiguió vencer al campeón del mundo vigente en 1996, Garry Kaspárov, en una partida lenta. Hay que decir que, en aquel memorable encuentro, Kaspárov ganó en tres ocasiones y empató las dos siguientes partidas, por lo que en realidad derrotó a Deep Blue por 4-2 (los empates dan medio punto a cada jugador). Después de este primer encuentro, las máquinas han ido mejorando sus capacidades hasta lograr una superioridad aplastante frente a los mayores maestros mundiales. Sin embargo, el ajedrez nos ha enseñado muy poco en lo referente a la construcción de máquinas con inteligencia humana o cualquier otra cosa que no sea jugar con éxito al ajedrez. La inteligencia artificial simbólica empieza a resquebrajarse cuando hay que lidiar con la complejidad del mundo real. 

			El paradigma actual

			La clave vino de la mano de la palabra “aprendizaje”. La mejor manera de solventar el problema de la codificación de reglas por parte de un programador era dejar que esas reglas fueran descubiertas por la propia inteligencia artificial. Es así como nace el concepto de “aprendizaje automático”. Surge de la necesidad de responder a ciertas cuestiones que no estaban cubiertas por la inteligencia artificial sim­­bólica: 

			
					¿Puede un programa informático ir más allá de lo que sabemos codificar?

					¿Puede un programa informático aprender simplemente mirando los datos?

					¿Puede un programa informático incluso sorprendernos?

			

			La idea principal del aprendizaje automático es dejar que el ordenador aprenda directamente, exponiéndolo a un gran número de ejemplos de una situación o clase determinada. A continuación, el algoritmo de aprendizaje automático ajusta un modelo que puede deducir y generalizar los ejemplos a los que fue expuesto y hacer predicciones a partir de él para casos totalmente nuevos. Esto permite desarrollar sistemas capaces de llevar a cabo tareas tan diversas como predecir la duración de la estancia de un paciente en el hospital (problema de regresión) o aprender a distinguir dos variedades diferentes de glioblastoma (un tipo de cáncer agresivo que se genera en el cerebro o en la médula espinal), que nunca ha visto antes, con solo observar muchas muestras diferentes de imágenes de resonancia magnética de ambas categorías (problema de clasificación). Al fin y al cabo, esto es similar a la forma en que los humanos aprendemos, que es mediante la exposición a muchos ejemplos que nos permiten generalizar un determinado concepto. 

			En el contexto de la salud, existen actualmente dos tipos principales de aprendizaje: el aprendizaje supervisado y el no supervisado. En el enfoque de aprendizaje supervisado, el algoritmo de aprendizaje recibe como en­­trada una serie de datos etiquetados con la respuesta o etiqueta correcta. Esto significa que, en el caso de la clasificación del glioblastoma, el sistema de aprendizaje automático tendría acceso a varias imágenes de resonancia magnética de cada uno de los dos tipos de glioblastomas con una etiqueta para cada una de ellas que indicaría a qué categoría pertenece. Se puede ver fácilmente la mejora con respecto a la IA simbólica: en este enfoque algún experto debería haber encontrado y codificado las reglas que permiten distinguir visualmente los dos tipos diferentes de tumores. Esto suele implicar que disponemos de una métrica bien establecida sobre cómo distinguir las categorías que hay que predecir, algo que no suele ocurrir en los problemas muy multidimensionales, como, por ejemplo, los que se plantean en visión artificial. 

			En realidad, la mayoría de los mecanismos utilizados por los humanos para realizar acciones cotidianas, tales como reconocer caras o incluso hablar y entender el contexto de una frase, serían muy difíciles de captar en unas reglas codificadas manualmente por una persona. El cambio de paradigma entre la IA simbólica y el enfoque de aprendizaje automático puede entenderse fácilmente observando la figura 1.

			En el enfoque de aprendizaje no supervisado, el algoritmo de aprendizaje no recibe etiquetas. En su lugar, solo recibe unos datos de entrada. Así, el algoritmo trabajará por su cuenta con el objetivo de extraer la información necesaria para resolver el problema estudiado. Una de las tareas más comunes que se resuelven con un enfoque no supervisado es el clustering, que consiste en agrupar un conjunto de datos de forma que los relativos a un mismo grupo (también llamado clúster) sean más similares entre sí que entre los de otros grupos, según una determinada métrica. Para el caso del glioblastoma mencionado anteriormente, esto implicaría simplemente dar como entrada al algoritmo un conjunto de imágenes de resonancia magnética del cerebro, sin ninguna otra indicación, y dejar que el sistema aprenda si hay algunas características significativas que permitan clasificar el conjunto de datos en categorías separadas. Esto puede ser una tarea fácil si queremos separar categorías muy obvias, como diferenciar imágenes de círculos verdes de otras con círculos rojos, pero puede resultar realmente complicado para tareas más complejas y multidimensionales. 




			Figura 1

			Representación simplificada del cambio de paradigma de la inteligencia artificial simbólica al aprendizaje automático.
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Algunas de las ventajas del enfoque de aprendizaje no supervisado es que podría permitirnos aprender cosas nuevas sobre el problema. Por ejemplo, podría separar los datos en más categorías de tumores de las que nosotros conocemos, lo que nos permitiría descubrir matices en el diagnóstico del cáncer cerebral que escapaban a la experiencia humana. Además, es mucho más fácil encontrar datos sin etiquetar que encontrar algún experto dispuesto a etiquetar un gran conjunto de datos para entrenar un algoritmo supervisado. Por otro lado, la principal desventaja del aprendizaje no supervisado es que, a día de hoy, los algoritmos siguen siendo menos precisos y fiables que los métodos supervisados, debido, precisamente, a la complejidad de resolver un problema sin ninguna indicación previa.

			Para entender cómo aprenden estos sistemas es de gran ayuda introducir el concepto de “representación de los datos”. Tomemos por ejemplo la imagen de la izquierda en la figura 2. Imaginemos que nos mandan separar los círculos de las cruces. Esto sería lo que hemos definido anteriormente como un problema de clasificación. Solo con mirar la imagen cualquier persona se imaginaría la línea recta que separa ambas categorías. Pero ¿qué ocurre si nos piden dar la ecuación de esta recta? Como no hay ejes graduados y, probablemente, no hayas hecho este ejercicio en mucho tiempo, seguramente te llevará algunos minutos averiguar cuál es la respuesta.




			 

			Figura 2

			Ejemplo de representación de datos en diferentes sistemas de coordenadas.
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Imaginemos ahora que giramos y trasladamos los ejes como en la imagen central de la figura 2. Para mayor claridad, la imagen de la derecha muestra el nuevo eje x’ paralelo al texto. El problema no ha cambiado, solo ha cambiado la representación de los datos al realizar una sencilla trans­formación lineal. Si ahora se nos pide que separemos los círculos de las cruces, no necesitaríamos ni 10 segundos: los puntos con x’ > 0 son círculos y los puntos con x’ < 0 son cruces. ¿Qué ha ocurrido aquí? Al cambiar la representación de los datos hemos transformado un problema ligeramente difícil en un problema mucho más fácil de resolver. Este concepto de cambio de representación es primordial a la hora de entender cómo funcionan los algoritmos de aprendizaje automático, cuyo objetivo será buscar representaciones alternativas de los datos de entrada hasta encontrar una nueva forma de verlos en la que el problema sea más sencillo de resolver. 

			En medicina, muchos de los problemas en los que se emplea inteligencia artificial trabajan con imágenes médicas. Uno puede preguntarse cómo funcionan estos cambios de representación al trabajar con este tipo de datos. La realidad es que, para un ordenador, las imágenes no son más que matrices de números que se pueden manipular de la misma manera que se hizo con los círculos y las cruces de la figura 2. Por supuesto, el problema bidimensional de la figura 2 era muy fácil de resolver a simple vista, pero en la vida real los problemas son mucho más complicados. Esto significa que nos gustaría tener alguna forma de encontrar y probar de manera eficiente y sistemática nuevas representaciones hasta encontrar la más adecuada. Este proceso de búsqueda automática de la solución (o representación) óptima para nuestro problema es exactamente lo que hacen los algoritmos de aprendizaje automático.

			Redes neuronales

			Actualmente, los modelos más exitosos explorando las distintas representaciones de los datos mediante el aprendizaje automático son las redes neuronales. Estas ofrecen una forma de lograr una búsqueda sistemática de la solución óptima del problema a resolver. Sus unidades elementales, las neuronas, se inspiran ligeramente en las neuronas biológicas: una neurona artificial recibe una o varias entradas (que podríamos equiparar con los potenciales postsinápticos de las dendritas de las neuronas biológicas) y las suma para producir una salida (que representa el potencial de acción de una neurona que se transmite a lo largo de su axón en el símil biológico). Cada entrada se pondera por separado y su suma se hace pasar por una función no lineal, conocida como función de activación. Sin esta, la red neuronal solo podría resolver problemas lineales. Dichas funciones operan de forma similar a los potenciales umbrales necesarios para regular y propagar la señalización en el sistema nervioso. Los pesos utilizados para ponderar los datos en cada una de las neuronas es lo que aprende una red neuronal durante su entrenamiento. Estos empiezan siendo aleatorios y van modificándose a medida que la red va viendo más datos hasta dar con los pesos más adecuados para resolver el problema. En el fondo, este proceso sería similar a dar con las transformaciones necesarias para hacer un cambio óptimo de representación, tal y como veíamos en la figura 2.

			Las neuronas de las redes neuronales clásicas (también conocidas como prealimentadas o feed-forward) se organizan en capas y cada neurona de una capa está conectada con las neuronas de la capa siguiente, tal y como se muestra en la figura 3. Este flujo de datos entre las distintas capas de neuronas es lo que permite entrenar el modelo. El proceso de entrenamiento de una red neuronal consiste en tomar los datos de entrada, que se envían a la primera capa de neuronas; cada neurona en esta capa procesa los datos y envía el resultado a las neuronas de la siguiente capa. Este proceso se repite capa por capa hasta llegar a la última capa, donde se obtiene la predicción final del modelo. 

			La clave del éxito de una red neuronal radica en los cálculos que se realizan entre cada neurona y la forma en que se ajustan los pesos de las conexiones entre ellas. Estos pesos se ajustan de manera que el modelo pueda aprender patrones y correlaciones en los datos, lo que le permite hacer predicciones más precisas. 




			Figura 3

			Ejemplo de red neuronal con tres capas: entrada, intermedia y salida. Las entradas son los distintos datos que se pasan a la red neuronal y la salida es el resultado final o predicción.
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