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			Acerca de este libro

			Este libro de fundamentos de inteligencia artificial para programadores con prisa se pensó con el objetivo de presentar de manera sencilla el conocimiento adquirido que se remonta prácticamente desde que comencé la maestría en el año 2001, antes de que la inteligencia artificial fuera tan popular. Posteriormente, cuando terminé mi doctorado en el área de Sistemas Inteligentes, también en la Universidad de Liverpool (Inglaterra) en 2005, noté que hay un crecimiento enorme, pero también un gran desconocimiento de por dónde empezar de manera sencilla.

			El área de inteligencia artificial (IA) es muy amplia y está teniendo en los últimos años un crecimiento exponencial. Sin embargo, parte de las razones por las cuales se realiza este libro en específico se debe a que habiendo tantos métodos, algoritmos, problemas y aplicaciones que pueden ser abordados desde muchas perspectivas y, por un lado, se vuelve complejo saber por dónde empezar y qué conocimientos se deben de tener al respecto, mientras que, por otro lado, en ocasiones solo se descarga un código y se ejecuta sin saber a ciencia cierta si lo que se está haciendo o si es lo correcto para ese problema en específico.

			Este libro introductorio refleja algunos temas importantes mismos que se abordan con un lenguaje accesible para poder iniciar al lector en esta fascinante área que es la inteligencia artificial, y que considero se deben de explicar. Existen más algoritmos que no se abordan en el presente libro por cuestiones de espacio y número de prácticas. Así mismo, se muestran de manera simple algunas prácticas sencillas utilizando uno de los lenguajes de programación más usados en la actualidad: Python 3.x.

			Existen muchos recursos en el internet que pueden ser muy útiles conforme el lector avance en la lectura del presente libro y de la serie de libros que se tienen contemplada. Aunque hay recursos como Mendeley®, DatainBrief®, GitHub, entre otros, recomiendo un repositorio de bases de datos de muchas áreas diferentes para poder explorar los temas que se vierten en el presente libro; esta base de datos es la conocida del repositorio de UCI que puede ser consultada y sus bases de datos descargadas de manera gratuita en la siguiente dirección: http://archive.ics.uci.edu/ml/index.php

			Algunos de los datos de esta base de datos —y de otras— han sido recopiladas por el autor a manera de ejemplo práctico para la implementación y aprendizaje de los temas de esta serie de libros, mismos que son explicados en el apéndice A y que pueden ser encontrados en la siguiente dirección: http://www.amese.net/libro_ia/datos/

			Por otro lado, además de plasmar las prácticas y explicarlas en este libro, pueden ser descargadas de la siguiente página: http://www.amese.net/libro_ia/Prog/

			Por último, me gustaría aclarar que las prácticas, ejercicios y tips vertidos en este libro son solo una forma de abordar los temas de manera sencilla. Hay muchos otros estilos de programación, otras librerías y otras metodologías para explicar y programar los temas. Al respecto, quiero comentar que traté de realizarlo de manera práctica y clara y las prácticas están realizadas utilizando diferentes estilos de programación con ese mismo propósito, espero haber logrado mi objetivo de atraer tu interés por esta fascinante área. Si tienes un proyecto, negocio o aplicación en mente y no estás seguro por dónde empezar, envíame un correo a: marco.aceves@gmail.com

			Espero que disfruten este libro tanto como yo he disfrutado hacerlo.

			
				
					[image: ]
				

			

			Marco A. Aceves Fernández

		

	
		
			Capítulo 1

			Introducción

			Comúnmente, cuando doy alguna plática o comento de manera informal que mi área de experiencia son los sistemas inteligentes, la reacción de la gente es muy diversa, aunque casi siempre obtengo la misma imagen mental de mis interlocutores y esta es la de un investigador que está haciendo un «terminator®» en su laboratorio esperando a que algo salga mal y la inteligencia artificial tome control sobre todo y todos en este mundo.

			Esta visión apocalíptica de la mayoría de la gente está muy alejada de la realidad —por lo menos de momento— con la inteligencia artificial tomando un rol cada vez más importante en nuestra sociedad, pero quedándose aún en pañales en relación a la visión de ciencia ficción de las películas de Hollywood. Cuando uno se adentra en el cada vez más vasto mundo de la inteligencia artificial, uno de los mayores problemas es saber a qué algoritmo, tipo de procesamiento, variantes, etcétera, adentrarse.

			También cuando se me pregunta: ¿cuál es el mejor algoritmo de inteligencia artificial?, mi respuesta es siempre: depende. Hay muchos tipos de algoritmos para muchos tipos diferentes de problemas. No existe una receta de cocina que permita modelar cualquier tipo de problema, bajo cualquier circunstancia con un solo algoritmo. En este sentido, cada vez los algoritmos son más complejos para hacer frente al incremento de la complejidad de los problemas que existen hoy en día.

			Estos algoritmos «inteligentes» incluyen algoritmos basados en redes neuronales, cómputo evolutivo, inteligencia colectiva —también llamada inteligencia de enjambre—, lógica difusa, entre otros. Estas técnicas son parte de lo que se conoce como inteligencia artificial (IA). De esta forma, IA es una combinación de diversas disciplinas como las ciencias computacionales, la sociología, biología, matemáticas, etcétera.

			A todo esto, ¿cómo se define la inteligencia? En este sentido, la definición no está muy clara y siempre está sujeta a debate. Los diccionarios definen inteligencia como la habilidad de comprender, de entender y de tener la capacidad de pensar y razonar. Otras palabras que suelen definir la inteligencia incluyen: creatividad, consciencia, habilidad, intuición, emoción, entre otros.

			Eso nos lleva a la pregunta: ¿las computadoras pueden ser inteligentes? Esta es una pregunta que al día de hoy es objeto de un intenso debate.

			Uno de los primeros trabajos en abordar la inteligencia artificial específicamente en relación con la era digital moderna fue escrito en 1950 por el matemático británico Alan Turing, llamado «Maquinaria de cómputo e inteligencia». Es por esto que a Turing se le conoce como el padre de la inteligencia artificial, principalmente, por su contribución en la teoría actual de cómputo. Fue el primero que hizo las preguntas y las pruebas de si las máquinas podían ser creadas para aprender.

			El llamado test de Turing mide la capacidad de una máquina supuestamente inteligente contra una persona basada en comportamiento inteligente. Esta prueba, la cual Turing llamó el juego de imitar, consiste en una máquina y una persona, cada una en un cuarto separado y otro humano al que se le llamó el interrogador, quien no puede ver en qué cuarto está la máquina ni en cuál está la persona. La prueba consiste en que el interrogador pueda realizar preguntas cuya respuesta sea a modo de texto, es decir, escrito. Esto se realiza de tal forma que el interrogador no pueda sesgar su juicio de acuerdo con el sonido de una voz o la apariencia de una máquina o una persona. De esta forma, se le pregunta al interrogador si puede distinguir entre la máquina y la persona de acuerdo con las respuestas que recibió. Si el interrogador no es capaz de distinguir entre la máquina y la persona, entonces se asume que la máquina es inteligente.

			Las características principales de las pruebas de Turing son:

			•Trata de dar una noción objetiva sobre el término inteligencia de máquinas —comúnmente llamado en la actualidad inteligencia artificial—. El conocer la naturaleza del término inteligencia de un ser por medio de un particular set de preguntas puede proveer el comportamiento estándar para poder responder si una máquina es realmente inteligente.

			•Provee un medio para no desviarse de algunos confusos métodos y si son o no apropiados los procesos internos por los cuales se podría considerar una máquina inteligente o si es «consciente» de sus acciones.

			•Elimina cualquier sesgo a favor de un organismo viviente al forzar al interrogador a evaluar la inteligencia únicamente por el contenido de las respuestas.

			A pesar de que aún se utiliza el test de Turing en muchas aplicaciones y algoritmos diferentes de inteligencia artificial, es vulnerable a muchos problemas inherentes a las pruebas. En primer lugar, los problemas a los que nos enfrentamos y la complejidad de estos ha cambiado radicalmente desde 1950. Así mismo, una máquina que haya sido entrenada para alguna habilidad en específico podría dar respuestas atinadas del test de Turing, pero si se hacen preguntas en un tema diferente, es probable que la máquina no pase el test.

			En mi opinión, el test de Turing tiene un problema fundamental en lo que se refiere a tratar de medir la inteligencia de una máquina: el parámetro para poder decir si una máquina es inteligente es el de la inteligencia humana, lo cual me parece un error en muchas aplicaciones.

			Es decir, se obliga a una máquina a llenar un molde de inteligencia humana para determinar si es inteligente, generalmente, por medio de tareas o problemas simbólicos. Existen muchos tipos de problemas en los cuales se requiere habilidades motrices, matemáticas, destreza manual, percepción de colores, texturas, formas, entre otros, que, si bien es cierto, no tienen que ver completamente con habilidades cognitivas, sí se puede considerar un componente de la inteligencia humana.

			Turing también comentó acerca de la posibilidad de construir un programa inteligente en una computadora digital y las bases para delimitar dicho programa en términos de su capacidad, complejidad computacional, diseño, entre otros, para diseñar dicho programa. Existen principalmente dos objeciones en contra de dicha posibilidad de las máquinas inteligentes que valen la pena comentarlas en este apartado.

			La primera ya ha sido refutada por algunos algoritmos de hoy en día, pero se mantuvo vigente por muchos años. Consiste en la premisa de que las máquinas solo pueden hacer exactamente lo que se les programa a hacer, por lo tanto, no puede realizar acciones originales —y, por lo tanto, inteligentes—. Existen, como se comentó, algunas excepciones, como lo son algunos sistemas expertos principalmente para áreas de diagnóstico o las redes profundas, entre muchos otros.

			La segunda es llamada el «argumento de la informalidad del comportamiento». Este argumento contempla la imposibilidad de crear un set de reglas que puedan decirle a un individuo exactamente qué hacer bajo cualquier posible circunstancia. En el caso de cada individuo, existe la flexibilidad que permite que reaccione a una gran cantidad de situaciones que se presentan, lo que hace un comportamiento inteligente. Tratar de modelar o predecir cada una de estas posibles reacciones en una máquina es prácticamente imposible, incluso para los avances tecnológicos y la capacidad de cómputo de hoy en día.

			A pesar de que la mayoría de los programas muestran una cierta estructura y no demuestran una gran flexibilidad u originalidad, mucho del trabajo de la inteligencia artificial en los últimos quince años ha demostrado que ciertos modelos, lenguajes, plataformas, etcétera, pueden vencer esta deficiencia. En la figura 1.1 se muestra algunas de las familias de algoritmos que serán abordadas en el presente libro y las habilidades para procesar información.

			[image: ]

			Figura 1.1. Comparación entre sistemas expertos, sistemas difusos, redes neuronales y algoritmos genéticos

		

	
		
			Capítulo 2

			Conceptos básicos de Python

			El lenguaje de programación Python está, hoy en día, dentro de los tres lenguajes más populares para la producción de código. Esto es debido a la gran cantidad de desarrollo que existe por parte de la comunidad que contribuye en la implementación de soluciones en una gran variedad de ámbitos, como lo son:

			•Frameworks de desarrollo web.

			•Manejo y análisis de datos.

			•Visualización de datos.

			•Matemáticas.

			•Inteligencia artificial.

			De esta forma, existe una gran gama de aplicaciones que se puede desarrollar por medio de este lenguaje.

			Adicionalmente, Python se encuentra, junto con R, dentro de los dos lenguajes de programación más usados para análisis de datos. También se ha reportado que Python es el lenguaje favorito, en los últimos tiempos, para el desarrollo de aprendizaje máquina (machine learning).

			Todo esto es debido a las siguientes características:

			•Propósito general.

			•Multiplataforma.

			•Multiparadigma.

			•Orientado a objetos.

			•Tecleado dinámico.

			•Legible.

			Python es un lenguaje importante al que se debe prestar atención si se quiere entrar en el mundo del análisis de datos y la inteligencia artificial. En esta práctica, se realizará una pequeña introducción a este lenguaje de programación para brindar una rápida adaptación a esta plataforma digital.

			2.1. Jupyter Notebooks

			Desde 2015 se inició una organización llamada Project Jupyter, encargada del desarrollo de software libre de regalías —llamado usualmente «open-source»—, la cual creó un ambiente computacional interactivo basado en web al cual llamaron Jupyter Notebooks. Estas libretas Jupyter Notebooks son compatibles con varios lenguajes de programación, dentro de los cuales se encuentra Python, para desarrollar código interactivo ejecutado en aplicaciones web.

			Estas libretas se ejecutan bajo IPython (Interactive Python) dando versatilidad al momento de programar, combinando texto, código, imágenes y otros medios, haciendo muy dinámico el desarrollo de código. Todo esto puede verse mejor en la práctica. Por lo cual, se procederá a realizar la instalación e introducción al uso de Python con Jupyter Notebooks.

			2.2. Instalación de Python

			El proceso de instalación es muy sencillo y aquí resumiremos los pasos a seguir para que tengas lo necesario para seguir los ejercicios que realizaremos.

			Ahora, independientemente del sistema operativo que utilices, haz lo siguiente:

			•Entra a https://www.python.org/ y descarga e instala la versión más reciente de Python 3 para tu sistema operativo.

			•Abre una consola de comandos.

			•Escribe python –version en la consola de comandos para asegurarnos de que tenemos una versión 3.XX.

			•Escribe pip3 –version en la consola de comandos para asegurarnos de que tenemos pip instalado.

			•Escribe pip3 --install jupyter notebook en la consola de comandos, como se muestra en la figura 2.1. Para instalación en MAC, basta con escribir pip3 install jupyter.
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			Figura 2.1. Instalación de Jupyter Notebook

			•Escribe jupyter notebook en la consola de comandos para abrir una sesión. No cierres la consola mientras estés utilizando tu Jupyter notebook.

			•Se abrirá una pestaña en tu navegador predeterminado con la interface de Jupyter, en la cual podrás navegar entre los directorios de tu computadora, como se muestra en la figura 2.2.
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			Figura 2.2. Ejemplo de interface Jupyter Notebook

			•Para organizar tus ejercicios, crea un directorio para todos tus trabajos.

			•Crea una Jupyter Notebook, en el directorio antes creado, presionando el botón «new» seguido de Python 3.

			•Ahora ya tienes tu primera Jupyter Notebook abierta y completamente funcional, como se muestra en la figura 2.3.
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			Figura 2.3. Ejemplo de interface Jupyter Notebook

			Si no tuviste problemas con los pasos anteriores, ya estás listo para utilizar Python y Jupyter Notebooks.

			Nota. En caso de que surja algún problema, revisa en internet tu caso específico. Existe mucha documentación para resolverlos, ya que aquí no podemos abordar todos los inconvenientes que pueden presentarse durante la instalación.

			Dentro de los problemas más comunes se encuentran:

			•No se ha descargado la versión de Python correcta.

			•No se ha añadido la dirección de instalación de Python al «PATH» de las variables de entorno.

			•Pip no se ha instalado.

			2.3. Funciones básicas

			Como introducción, se desarrollará el tradicional ejercicio de «Hello World!» para iniciar con este capítulo. A partir de aquí, podrás ver secciones de texto explicando el procedimiento a seguir, seguido de secciones de código que te permitirán observar cómo se realiza de manera práctica el tema revisado y la salida que genera el código.

			Lo primero que haremos será imprimir en pantalla el texto «Hello World!». Utiliza la libreta que abriste previamente, en la parte superior puedes cambiar el título de tu Jupyter Notebook para mayor organización.

			Ahora tienes una celda de código, en ella escribe print(“Hello World!”) y presiona el botón «Run» o usa la combinación de teclas ctrl+Enter (Windows/Linux) o Cmd+Enter (Mac). Esto ejecutará la celda actual, como se muestra en la figura 2.4.
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			Figura 2.4. Ejemplo de «Hello World»

			Nota. Debajo de la barra de secciones de la Jupyter Notebook se encuentran botones de funciones rápidas, como lo son guardar, insertar celda, cortar, etc. El último botón de la derecha —icono de teclado— tiene algunos de los atajos de teclado que te podrían ser útiles para interactuar de forma más rápida con Jupyter Notebook, revísalos.

			De manera sencilla, creamos nuestro «Hello World!» con una línea de código. La función «print» te será de utilidad, ya que te permite imprimir en pantalla cualquier texto, número o variable que tengas.

			Veamos cómo se comportan diferentes tipos de dato y operadores al desplegarlos con «print», como se muestra en la figura 2.5.
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			Figura 2.5. Tipos de variables

			En el código anterior (Figura 2.5), guardamos tres tipos de datos distintos en tres variables entero, decimal y texto. Imprimimos las variables en pantalla y realizamos algunas operaciones para revisar cómo se comportan los distintos tipos de dato. La función «type» permite conocer el tipo de dato de una variable. Observa que en Python el tipo de texto «string» está definido, indistintamente, por comillas simples ‹ ‹ o comillas dobles “ “.

			Explora con los tipos de datos y operaciones para que te familiarices con ellos. Recuerda usar la función «print» para desplegar en pantalla los resultados —si no usas« print» solo se muestra la última línea de código— y la función «type» para conocer el tipo de dato.

			El código se muestra en esta sección y puede ser descargado en: http://www.amese.net/libro_ia/Prog/

			2.4. Tipos de datos

			Se tienen los mismos tipos de datos que en la mayoría de los lenguajes de programación:

			•Enteros - int().

			•Flotantes - float().

			•Complejos - complex().

			•Cadena de caracteres - str().

			•Booleano - bool().

			2.5. Estructuras de datos

			De igual manera, se tienen estructuras de datos para alojar conjuntos de datos de la manera más adecuada para la aplicación que se requiera. Estas estructuras de datos son:

			•Listas - list()

			•Tuplas - tuple()

			•Diccionarios - dict()

			•Cadenas de caracteres - str()

			•Conjuntos - set()

			•Conjuntos congelados - frozensets()

			2.6. Ciclos y condicionales

			Para realizar iteraciones o tomar decisiones dentro de un programa, se necesitan los ciclos, los cuales evalúan una variable u operación booleana para así iterar o elegir ciertas condiciones:

			•while

			•for

			•if.

			En Python no tienes que definir el tipo de dato desde un inicio, puedes asignar a una variable cualquier tipo de dato en cualquier momento, aunque es recomendable tener un orden que te permita tener más control sobre tu código, esto lo hace muy versátil y deja que te adaptes rápidamente a su uso.

			El código se muestra en esta sección y puede ser descargado en: http://www.amese.net/libro_ia/Prog/

			Para terminar, revisemos un pequeño código que nos permite revisar algunos de los tipos de datos, estructuras de datos y ciclos previamente revisados.

			[image: ]

			Figura 2.6. Ciclos y condicionales

			El código previo nos permite ver en funcionamiento algunos conceptos revisados previamente, solo asignamos un texto mediante «input» que nos permite ingresar entradas de teclado en la forma de «string» y vamos sumando el valor previo de la variable más un nuevo valor. Esto lo hacemos de dos maneras para conocer ambos métodos:

			•variable = variable + aumento

			•variable += aumento
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			Figura 2.7. Resultado de la ejecución del código de la figura 2.6

			Hasta ahora hemos visto de manera simple algunas de las funciones más básicas para trabajar con Python, como lo son:

			•Impresión en pantalla.

			•Tipos de dato.

			•Operadores.

			•Entradas de teclado.

			•Asignación de variables.

			•Incrementos.

			•Estructuras de datos.

			•Ciclos.

			Con esto cerramos esta introducción a Python y Jupyter Notebook. Para los ejercicios que se realizarán posteriormente, se requerirá un mayor entendimiento de los tipos de datos, operadores, funciones y clases. Pero todo se explicará en cada paso para que puedas seguirlo, en caso de que sea la primera vez que te encuentres con esos conceptos.

		

	
		
			Capítulo 3

			Conceptos básicos de Inteligencia Artificial

			En este capítulo, se abordan conceptos fundamentales para entender de manera más amplia la inteligencia artificial.

			Conceptos como reglas, entropía, determinismo, técnicas heurísticas, espacio de soluciones —llamado también espacio de búsqueda—, instancias, atributos, características, observaciones e hiperparámetros, se explican de manera simple.

			También, se abordan conceptos como distancias entre instancias de un mismo atributo. En este sentido, es importante mencionar algunas de las más importantes medidas de distancia que servirán de base para algunos algoritmos. Estas medidas son: distancia euclidiana, Manhattan y Chebyshev. También se incluyen prácticas para ayudar con estos conceptos en el capítulo 8.

			Por último, se abordan algunos tipos de algoritmos de inteligencia artificial y las diferencias que existen entre ellos.

			3.1. Inteligencia artificial

			La inteligencia artificial (IA) es relativamente un nuevo campo del conocimiento, el cual ha adquirido mucho interés por especialistas de muchas áreas. Cómo se define la IA puede variar enormemente. Una definición optimista puede ser: «el área de las ciencias de la computación que estudia cómo las máquinas pueden realizar actividades que usualmente requieran de producir una salida lógica». Si uno se queda con esta definición, se puede argumentar que algo tan simple como una operación aritmética realizada por una máquina —ejemplo: una calculadora o una computadora— puede ser considerada como inteligente.

			Debido a esto, es necesario manejar una versión diferente de lo que es la inteligencia artificial, por ejemplo: «la disciplina de las ciencias computacionales que estudian cómo las máquinas pueden imitar la inteligencia humana».

			Sin embargo, algunas personas podrían decir que, bajo esa definición, las aplicaciones que tenemos de IA en este momento no necesariamente aplican bajo este concepto.

			En este libro se aborda una versión más optimista de la inteligencia artificial, pues, aunque aún no se tienen aplicaciones en las cuales la IA pueda «pensar» o exhibir verdadera inteligencia o aún no puede realizar algunas funciones, el autor prefiere hacer notar que, en los últimos años, las aplicaciones que la IA ha podido realizar en muchas ocasiones mejor que una persona o con una mayor precisión o rapidez dan a este campo de conocimiento una enorme variedad de oportunidades para poder mejorar su rendimiento.

			Como ejemplos en los que la inteligencia humana puede aún ser mejor que la inteligencia artificial se encuentran reconocer y clasificar objetos con solo una pequeña cantidad de muestras, mientras que la IA lo podría hacer, pero requiere una enorme cantidad de objetos como muestras de entrenamiento para poder reconocer una pequeña cantidad de objetos. Así mismo, la plasticidad cerebral de una persona podría reconocer otros objetos o discernir entre objetos muy parecidos y aprender sobre ellos, mientras que la IA actual requiere que se le indique qué objetos son y cuáles son las diferencias entre ellos. También ha avanzado mucho algunos métodos como el aprendizaje por transferencia, en el que aprende ciertos patrones y luego se expone al algoritmo a un problema similar para que pueda ajustarse y  modificar su aprendizaje. En este ejemplo, se puede argumentar que, para un niño pequeño, bastaría ver una silueta de un animal o un dibujo básico para reconocerlo en, digamos, un zoológico. Un algoritmo de inteligencia artificial, usualmente, ocuparía cientos o miles de imágenes para reconocer el mismo animal, por lo que, para esta y muchas aplicaciones más, no podríamos hablar de verdadera inteligencia.

			Algunas de las razones por las cuales la IA está siendo tan popular para automatizar algunas cosas es porque el mundo actual exhibe las siguientes características:

			•Vivimos en un mundo donde tenemos una enorme cantidad de datos y se requiere manejarlos de manera eficiente. Además, el cerebro humano no puede hacer un seguimiento de la gran cantidad de información que se sigue generando.

			•Esa enorme cantidad de datos que se genera es de múltiples fuentes y está desorganizada además de ser caótica.

			•Debido a que los datos siguen cambiando, se requiere de una manera automatizada «inteligente» de ser actualizados y organizados.

			3.1.1. Ramas de la inteligencia artificial

			Existen diferentes maneras de clasificar a las diferentes ramas de la inteligencia artificial, por ejemplo:

			•Tipos de supervisión: se puede clasificar en aprendizaje supervisado, semisupervisado o automático.

			•Por función de inteligencia se puede separar en inteligencia general o, si es de propósito específico, se llama inteligencia estrecha o específica.

			•Por función humana: visión máquina —o visión por computadora—, procesamiento de lenguaje natural, aprendizaje máquina —que será explicado más adelante— y reconocimiento de patrones.

			•Por técnicas de búsqueda: estas técnicas se utilizan mucho en IA. Estos programas examinan todas las posibles soluciones y eligen la mejor solución. Este tipo de técnicas se han utilizado mucho en juegos de estrategia, como ajedrez, Go, así como también los problemas de logística, redes, entre otros.

			•Basados en lógica: los algoritmos de IA basados en lógica básicamente son un set de declaraciones que expresan hechos y reglas en relación con el dominio de un problema.

			•Planeación: esta rama tiene que ver con la planeación óptima de un objetivo. Cuando se conoce el objetivo y el entorno, se puede llegar a la optimización de los recursos de tal forma que se maximice la ganancia con el costo mínimo.

			•Heurística: son técnicas usadas para resolver un problema dado, lo cual es práctico y útil para resolver en el menor tiempo. Esto es debido a que se pueden buscar estrategias para resolver un problema sin que se asegure un óptimo. Se aborda las técnicas heurísticas más adelante en el presente libro.

			•Programación genética: la programación genética es una manera de hacer que los programas puedan resolver una tarea imitando la genética —y evolución— de las especies. Los programas se codifican a manera de cromosomas —los cuales se componen de genes— y usan un algoritmo que puedan realizar una tarea específica de tal forma que cada generación de individuos codificados en cromosomas ofrezcan mejores individuos, es decir, mejores soluciones.

			•Inteligencia basada en enjambre: esta rama de la IA toma de ejemplo cómo se comportan algunas especies de manera colectiva para resolver un problema en específico. Por ejemplo, la ya conocida aplicación del problema del viajero frecuente (TSP) puede ser resuelto mediante el comportamiento de las hormigas —conocido como ant colony o ACO— para encontrar la ruta más corta de su nido a una fuente de comida.

			En términos más generales, se puede separar las ramas de la inteligencia artificial en IA, ML (aprendizaje máquina o machine learning) y DL (aprendizaje profundo o deep learning) como se muestra en la figura 3.1

			[image: ]

			Figura 3.1. Taxonomía general de la inteligencia artificial

			3.2. Reglas

			Las reglas son una generalización de un conjunto de hechos, es el resultado de un tránsito desde lo particular y específico a un nivel mayor de abstracción y generalización.

			Las reglas utilizan un formato IF - THEN para representar el conocimiento, la parte IF de una regla es una condición —también llamada premisa o antecedente— y la parte THEN de la regla —también llamada acción, conclusión o consecuente— permite inferir un conjunto de hechos nuevos si se verifican las condiciones establecidas en la parte IF.

			Las reglas pueden expresar un amplio rango de asociaciones:

			•Situación-acción: si está lloviendo y va a salir, entonces debe buscar un paraguas.

			•Premisa-conclusión: si su temperatura es de 39 grados, entonces usted tiene fiebre.

			•Antecedente-consecuente: si x es un gato, entonces x es un animal.

			3.3. Entropía

			La entropía en inteligencia artificial es una medida de aleatoriedad o desorden existente en un sistema. La medida de entropía o incertidumbre creada primero hace muchos años por Claude Shannon (en 1948) se sigue utilizando en muchos ámbitos como la estadística, comunicaciones y, en los últimos años, en inteligencia artificial.

			La idea de entropía es relativamente confusa, principalmente, porque se liga a palabras como desorden, incertidumbre, aleatoriedad, entre otros. En términos simples, se puede explicar la entropía con el siguiente ejemplo:

			
				
					
					
				
				
					
							
							[image: ]

						
							
							Ejemplo

						
					

					
							
							Asumimos que tenemos 3 pacientes en la sala de espera de un hospital. Todos los pacientes se sometieron a los respectivos estudios donde, después del diagnóstico, se puede determinar únicamente si se tienen una enfermedad presente o ausente con los siguientes resultados:

							El paciente A que tiene el 95 % de probabilidades de que tenga la enfermedad.

							El paciente B tiene el 30 % de probabilidad de que tenga la enfermedad.

							El paciente C tiene el 50 % de probabilidad que la tenga y el 50 % que no la tenga.

						
					

				
			

			En el ejemplo anterior, se podría cuestionar quién de los tres pacientes se enfrenta con un mayor grado de incertidumbre. En este caso, no podríamos determinar eso con la menor probabilidad de que tenga la enfermedad, puesto que la respuesta sería entonces el paciente B. Si bien es cierto que el paciente B tiene una menor probabilidad de tener la enfermedad, también es cierto que tiene una mayor probabilidad de que no la tenga —es decir, 70 %—, puesto que su incertidumbre no es tan alta.

			De la misma forma, el paciente A, a pesar de que su situación es más complicada, su grado de incertidumbre es más bajo, pues tiene una alta probabilidad de tener la enfermedad en cuestión.

			Con relación a la inteligencia artificial y los algoritmos de aprendizaje máquina, tener una entropía alta significaría que los datos tienen una alta variabilidad y una baja predictibilidad, lo que dificultaría encontrar los modelos para poder entrenar el algoritmo. En la sección 5.7 se aborda con una mayor profundidad los cálculos necesarios para conocer la entropía, en este caso, aplicada a árboles de decisión.

			En recolección de datos, se pretendería llegar a una entropía tendiente a 0, una entropía alta podría significar una gran cantidad de valores atípicos no válidos, problemas con la cardinalidad de los datos o que estén almacenados en distinto lugar y por diferentes personas que no homogeneizaron los datos de entrada.

			3.4. Determinismo

			Por determinismo definimos un algoritmo que es 100 % predecible, sin ninguna posibilidad de fallo. Por ejemplo, si en un juego implementamos una IA, si conocemos el mapa, el punto de salida y el de llegada siempre podremos saber cuál será el camino a seguir. Se puede tratar de añadir más variedad de posibilidades, como, por ejemplo, usando algo de lógica difusa en una FSM (finite state machine, o en español máquina de estados finitos), pero, aun así, seguiría siendo predecible. Al contrario, un algoritmo no determinista tiene la cualidad de poder hacer cosas para las que no está programada.

			También tienen la cualidad de adaptarse al entorno y aprender. Es decir, es en cierto sentido algo inteligente, capaz de pensar por sí mismo. Para seguir con el ejemplo de un sistema para encontrar un camino de un punto a otro, podemos crear un AG (algoritmo genético) capaz de encontrar un camino, pero cada vez el resultado puede ser diferente, unas veces puede ir por unos sitios y otras por otros, sin que de antemano podamos saber con certeza por qué camino nos conducirá.

			Si, de manera simple, podemos afirmar que es mucho mejor un algoritmo no determinista, la pregunta sería: ¿por qué seguir usando algoritmos deterministas? La respuesta es que, al ser una sucesión de instrucciones, son fáciles de programar y depurar, mientras que la inteligencia artificial no determinista es mucho más compleja.

			3.5. Heurística y metaheurística

			La heurística es un término que viene del griego (εὑρίσκειν) que significa «hallar, inventar». Se utiliza como un procedimiento para el que se tiene un alto grado de confianza en que encuentra soluciones de alta calidad con un costo computacional razonable, aunque no se garantice su valor óptimo o su factibilidad. Es decir, encuentra soluciones buenas y se ejecuta razonablemente rápido.

			Las soluciones heurísticas, generalmente, son usadas cuando no existe una solución óptima bajo las restricciones dadas en tiempo, espacio o cuando no existe del todo. De esta manera, se puede utilizar la flexibilidad de un algoritmo heurístico o con reglas heurísticas, sin sacrificar buscar todas las posibles soluciones —por cuestiones del tamaño del espacio de búsqueda— en un tiempo determinado. De hecho, muchos algoritmos de inteligencia artificial son basados en reglas heurísticas.

			Por otro lado, el término metaheurística es la combinación del prefijo griego «meta» («más allá», aquí con el sentido de «nivel superior») y «heurístico» (de ευρισκειν, heuriskein, «encontrar»).

			En inteligencia artificial se utiliza también el término metaheurística, a veces como sinónimo del término heurística, aunque, en realidad, son conceptos algo diferentes:

			•La heurística son reglas empíricas, las cuales dependen del problema a resolver.

			•La metaheurística son estrategias genéricas que pueden ser usadas para resolver cualquier problema combinatorio de optimización.

			A pesar de ser muy usados los algoritmos (meta) heurísticos, tienen algunos inconvenientes, algunos de ellos son:

			•Muchas veces no se tiene la seguridad que se llegó a una solución óptima ni cuál es su solución óptima.

			•Por sus características, no explora todas las posibles soluciones, por lo que es posible que no explore todo el espacio de búsqueda.

			Sin embargo, este tipo de algoritmos (meta) heurísticos son muy efectivos para muchos problemas combinatorios, pues son relativamente sencillos de implementar y ofrecen soluciones muchas veces óptimas de problemas que mediante otro tipo de algoritmos serían muy complejos, muy tardados o inviables.

			Algunos ejemplos de técnicas heurísticas y metaheurísticas son los siguientes:

			•Búsqueda tabú.

			•Recocido simulado.

			•Escalando la colina.

			•Algoritmos genéticos.

			•Evolución diferencial.

			•Optimización por colonia de hormigas (ACO).

			•Colonia de abejas artificial (ABC).

			•Optimización por enjambre de partículas (PSO).

			•Sistema inmune artificial.

			•…Ente otros.

			Las metaheurísticas, generalmente, se aplican a problemas que no tienen un algoritmo o heurística específica que dé una solución satisfactoria o bien cuando no es posible implementar ese método óptimo.

			La diferencia entre ambas radica en que las heurísticas a menudo dependen del problema, es decir, define una heurística para un problema determinado. Las metaheurísticas son técnicas independientes de los problemas que se pueden aplicar a una amplia gama de problemas como, por ejemplo, TSP o del viajero frecuente con técnicas de colonia de hormigas (ant colony).

			3.6. Espacio de búsqueda

			El concepto de espacio de búsqueda es muy utilizado en inteligencia artificial. En términos generales, el espacio de búsqueda se refiere al dominio en el que la función existe o el algoritmo busca. En términos más simples, podemos definir el espacio de búsqueda como el espacio con una estructura finita donde existen todas las posibles soluciones del sistema a tratar.

			Este concepto, en algunas ocasiones, es algo confuso, por lo que el siguiente ejemplo simple puede ser de ayuda:

			
				
					
					
				
				
					
							
							
							Ejemplo

						
					

					
							
							
							Para ejemplificar el concepto de espacio de búsqueda, imaginemos que estamos jugando el popular juego de «Adivina Quién»(r).

							El juego consiste en que cada uo de los jugadores tiene una especie de tablero con personajes cada uno con características diferentes de color de piel, género, color de cabello y otras características como gafas, corbata, etcétera.

						
					

					
							
							[image: ]

						
							
							Cada jugador elige un personaje para ser adivinado por el contrincante. Por turno se harán preguntas sobre el personaje que el contrincante eligió, como: ¿Tu personaje tiene gafas?

							De acuerdo a la respuesta, el jugador que preguntó bajará los personajes que no correspondan con la descripción hasta que uno de los jugadores adivine.

						
					

				
			

			En el ejemplo anterior del conocido juego, el espacio de búsqueda correspondería a todos los personajes, puesto que no puede ganar un jugador cuyo personaje no exista en las tarjetas. De la misma manera, la solución sería un elemento de mi conjunto de elementos de mi espacio de búsqueda que en ese juego se haya elegido. En algoritmos de inteligencia artificial para optimización, el espacio de búsqueda puede verse como en la figura 3.2.

			[image: ]

			Figura 3.2. Ejemplo de un espacio de búsqueda para algoritmos de optimización

			Muchos de los algoritmos de optimización están basados en búsquedas metaheurísticas, por lo que el espacio de búsqueda mostrado en la figura 3.2 puede contener una gran cantidad de soluciones, por lo que es importante encontrar el óptimo o el extremo en caso de estar buscando un máximo o un mínimo global. Supongamos que en este ejemplo se está buscando una solución óptima que pueda representarse como el máximo global. Si se busca de manera metaheurística, se puede encontrar una solución que represente un máximo local, pero no sería la mejor solución y no sería viable buscar todas y cada una de las soluciones del espacio de búsqueda —si fuera así, no sería un algoritmo metaheurístico—. Para ello, se introduce el concepto de exploración y explotación.
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