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			Sinopsis

		

		
			Los medios de comunicación se han llenado de agoreros que vaticinan que la inteligencia artificial supondrá un cataclismo para la humanidad. En este clima catastrofista, nada mejor que acudir al decano del desarrollo de la IA y, por consiguiente, quien mejor la conoce: Ray Kurzweil.

			Kurzweil, el oráculo de la evolución tecnológica más prestigioso del mundo, ha visto cumplidas muchas de las predicciones sobre la viabilidad de la inteligencia artificial que hiciera en 2005 en su obra La singularidad está cerca.

			En su último libro, revisa y actualiza aquellas proyecciones, pronosticando que para 2029 la IA superará los niveles de la mente humana, y que para 2045 expandirá la inteligencia humana un millón de veces en formas inimaginables al conectar nuestros cerebros directamente a la nube.

			Entre los temas que se abordan en estas páginas se encuentran la reconstrucción del mundo, átomo a átomo, mediante los nanobots; la extensión de la vida más allá del límite biológico actual de 120 años; el impacto para la industria o la medicina de la impresión 3D, o la controversia sobre los coches sin conductor, entre otras muchas cuestiones de interés.

			A partir de una evaluación detallada de las últimas innovaciones tecnológicas, este libro demuestra que el progreso en los campos de la biotecnología, la nanotecnología y la robótica nos acerca cada vez más a la singularidad, esto es, a la creación de un ser superior modificado por la ingeniería genética, alimentado y auspiciado por la IA e interconectado con otros cerebros.

		

	
		
		
			La singularidad está más cerca

			Cuando nos fusionamos con la IA

			Ray Kurzweil
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			Para Sonya Rosenwald Kurzweil.

			 

			Hace pocos días he celebrado que la conozco 
(y que la quiero) desde hace cincuenta años.

		

	
		
		
			Introducción

			En mi libro La singularidad está cerca,1 publicado en 2005, expuse la teoría de que una serie de tendencias tecnológicas convergentes y exponenciales nos estaban llevando hacia una transición transformadora para el conjunto de la humanidad. Las áreas de cambio que se aceleran al mismo tiempo son variadas: la potencia de cálculo es más barata, la biología humana esconde menos secretos y la ingeniería empieza a ser posible a escalas muy reducidas. Mientras la inteligencia artificial (IA) mejora sus capacidades y la información es cada vez más accesible, estamos adquiriendo la capacidad de fusionar estas nuevas tecnologías con nuestra inteligencia biológica natural. Dentro de un tiempo, la nanotecnología permitirá que todas estas tendencias culminen en la ampliación del cerebro humano con nuevas capas de neuronas virtuales en la nube. De esta forma, nos fusionaremos con la IA y ampliaremos nuestras habilidades con una potencia de cálculo que multiplicará por varios millones las capacidades que nos dio la naturaleza. Este proceso expandirá la inteligencia y la conciencia humanas de una forma tan radical que resulta difícil de comprender y asimilar. Cuando hablo de «singularidad», me estoy refiriendo a este momento en concreto.

			El término singularidad proviene de las matemáticas (un punto indefinido en una función, como en una división por cero) y de la física (un lugar con una densidad infinita en el centro de un agujero negro, donde las leyes normales de la física dejan de aplicarse). Pero es importante recordar que yo utilizo el término como una metáfora. Mis predicciones sobre la singularidad tecnológica no defienden que la velocidad del cambio llegará a un valor real infinito, ya que un crecimiento exponencial no tiene por qué implicar el concepto de infinidad, como tampoco ocurre con la singularidad física. Un agujero negro tiene una gravedad tan elevada que puede atrapar hasta los rayos de luz, pero en la mecánica cuántica no hay ninguna manera de representar una cantidad de masa que sea verdaderamente infinita. En realidad, utilizo la metáfora de la singularidad porque refleja nuestra incapacidad para comprender un cambio tan radical con el actual nivel de inteligencia de la especie humana. Pero a medida que esta transición se vaya desarrollando, ampliaremos nuestros conocimientos con la celeridad necesaria para adaptarnos.

			Como detallé en La singularidad está cerca, las tendencias a largo plazo sugieren que la singularidad se producirá hacia el año 2045. En el momento de la publicación de aquel libro, situaba la fecha cuarenta años —dos generaciones— en el futuro. Con tanta distancia por delante, podía hacer predicciones sobre las grandes fuerzas que facilitarían semejante transformación, pero, para la mayoría de los lectores de 2005, la cuestión quedaba muy lejos de su realidad cotidiana. Y muchos críticos argumentaron que mi cronología era excesivamente optimista, o incluso que la singularidad era una idea imposible.

			Desde entonces, sin embargo, han ocurrido cosas muy interesantes. En lo que supone todo un desafío para los incrédulos, el progreso no ha dejado de acelerarse. Las redes sociales y los smartphones han pasado de brillar por su ausencia a convertirse en un compañero omnipresente que hoy conecta a una amplia mayoría de la población mundial. Las innovaciones algorítmicas y el nacimiento del big data han permitido que la IA haya alcanzado unos hitos fascinantes, y mucho antes de lo que esperaban los expertos, desde dominar juegos como Jeopardy! o el go hasta conducir automóviles, escribir artículos, aprobar exámenes y diagnosticar el cáncer. En la actualidad, disponemos de unos modelos de lenguaje tan potentes y flexibles —como GPT-4 y Gemini— que ya son capaces de transformar en código informático unas instrucciones introducidas en un idioma natural, lo que reduce de forma espectacular la barrera entre máquinas y humanos. En el momento en que leas estas páginas, es probable que decenas de millones de personas hayan experimentado en primera persona todas estas nuevas capacidades. Mientras tanto, el coste de secuenciar el genoma humano se ha reducido un 99,997 %, y las redes neuronales están abriendo la puerta a la llegada de nuevos descubrimientos en el ámbito de la medicina, gracias a la posibilidad de simular la biología en un entorno digital. Estamos adquiriendo incluso la capacidad de conectar directamente un ordenador con el cerebro humano.

			Detrás de todos estos grandes logros se encuentra lo que yo denomino «la ley de rendimientos acelerados»: las tecnologías de la información, como la potencia de cálculo de un ordenador, bajan de precio en proporción exponencial porque cada nuevo avance simplifica el diseño de su siguiente etapa evolutiva. Como resultado, y mientras escribo estas líneas, un solo dólar —ajustado a la inflación— hoy puede adquirir una potencia de cálculo 11.200 veces superior a la que podía comprarse cuando La singularidad está cerca llegó a las librerías.

			El gráfico I.1, que analizaré en detalle a lo largo del libro, sintetiza la tendencia más importante que alimenta nuestra civilización tecnológica: el crecimiento exponencial a largo plazo de la potencia de cálculo (que aparece como una línea más o menos recta en esta escala logarítmica) que un dólar a precios constantes puede comprar. La ley de Moore afirma que el tamaño de los transistores no ha dejado de reducirse, lo cual ha permitido que los ordenadores sean cada vez más potentes; a decir verdad, este fenómeno sólo es una expresión más de la ley de rendimientos acelerados, que ya había demostrado su validez antes de la invención de los transistores, y que seguirá manifestándose incluso después de que esta tecnología llegue a su límite físico y sea reemplazada por otra nueva. Esta tendencia exponencial ha definido el mundo moderno, y casi todos los futuros avances que se describen en este libro se harán realidad gracias a su acción, ya sea de forma directa o indirecta.

			Gráfico I.1. Precio-rendimiento de la potencia de cálculo (1939-2023);2 (mejor relación entre el precio y los cálculos por segundo en dólares constantes de 2023)

			[image: ]

			Nota: para mejorar la comparativa entre dispositivos muy distintos, el gráfico se centra en el precio-rendimiento durante la era de los ordenadores programables, pero las estimaciones sobre las antiguas máquinas de cálculo electromecánico demuestran que esta tendencia se remonta como mínimo a la década de 1880.3

			Así, hemos cumplido el calendario previsto para llegar a la singularidad. La urgencia del libro que ahora tienes en tus manos proviene de la propia naturaleza del cambio exponencial. Unas tendencias nuevas, que apenas podían detectarse a principios del presente siglo, condicionan hoy las vidas de miles de millones de personas. Desde comienzos de la década de 2020, nos hemos adentrado en la parte más pronunciada de la curva exponencial, y el ritmo de la innovación está cambiando la sociedad como nunca en el pasado. Por poner las cosas en perspectiva, es muy posible que cuando leas estas páginas estemos más cerca de la creación de la primera IA sobrehumana que del lanzamiento de mi último libro, Cómo crear una mente,4 publicado en 2012. Y es probable que estemos más cerca de la singularidad que del lanzamiento de mi libro La era de las máquinas espirituales,5 que se publicó en 1999. Y, si hablamos de la duración de una vida humana, los niños que nazcan hoy terminarán la universidad cuando la singularidad se haga realidad. A título personal, todo esto también significa que la idea de «cerca» es hoy muy distinta a la que planteé en 2005.

			Por eso he escrito ahora este libro. El camino de la humanidad hacia la singularidad, que comenzó hace varios milenios, se ha convertido en un esprint. En la introducción de La singularidad está cerca, escribí que entonces nos encontrábamos «en las primeras etapas de esta transición». Ahora estamos llegando a su culminación. Aquel libro oteaba un horizonte lejano; éste aborda los últimos kilómetros del camino para llegar a la meta.

			Por suerte, hoy podemos ver ese camino con mucha más claridad. Aunque aún quedan por resolver muchos desafíos tecnológicos antes de llegar a la singularidad, sus grandes desencadenantes están abandonando muy deprisa el ámbito de la ciencia teórica para entrar en la fase activa de investigación y desarrollo. Durante la próxima década, las personas van a interactuar con una IA que parecerá de verdad un ser humano, y las interfaces cerebro-ordenador más sencillas tendrán un gran impacto en la vida cotidiana, de forma parecida a los smartphones en el momento actual. La revolución digital en el campo de la biotecnología acabará con diversas enfermedades y prolongará considerablemente la duración de la vida humana, y con una buena salud. Al mismo tiempo, sin embargo, muchos trabajadores van a sentir el duro golpe de la disrupción económica, y todos nos enfrentaremos a diversos peligros por el mal uso, accidental o intencionado, de estas nuevas capacidades. Durante la década de 2030, la convergencia entre una IA capaz de mejorarse a sí misma y una nanotecnología que ya estará madura permitirá conectar a los humanos con sus creaciones mecánicas de una forma nunca vista en el pasado; lo cual ampliará todavía más las posibilidades y los riesgos. Si podemos afrontar los desafíos científicos, éticos, sociales y políticos que plantearán estos avances, en 2045 transformaremos profundamente la vida en la Tierra, y de una forma muy positiva. Pero, si fracasamos, nuestra propia supervivencia se verá amenazada. Por eso, este libro aborda la fase final de aproximación a la singularidad: las oportunidades y los peligros que debemos afrontar juntos durante la última generación que vivirá en el mundo tal como lo conocemos.

			Para empezar, vamos a descubrir cómo llegará la singularidad, y situaremos este hito en el contexto de una larga quimera emprendida por la especie humana para reinventar su propia inteligencia. Crear una tecnología con conciencia plantea importantes preguntas filosóficas, por lo que abordaremos cómo afectará esta transición a nuestra propia identidad y sentido de la existencia. Después, nos fijaremos en las tendencias reales que caracterizarán las próximas décadas. Como explicaré, la ley de rendimientos acelerados está impulsando grandes mejoras exponenciales en una amplia variedad de métricas que reflejan el bienestar humano. Uno de los inconvenientes más evidentes de este proceso de innovación, sin embargo, será el desempleo provocado por la automatización en sus distintas formas. Aunque esta amenaza sea muy real, también veremos por qué hay buenos motivos para ser optimistas a largo plazo; y por qué, en última instancia, no tendremos que competir con la IA.

			Cuando estas nuevas tecnologías desencadenen una enorme abundancia material para la civilización, el foco de atención pasará a estar en el siguiente obstáculo que se interpone en nuestro pleno desarrollo: la fragilidad de la biología humana. Así que, a continuación, nos fijaremos en las herramientas que vamos a usar en las próximas décadas para dominar nuestra propia biología; primero para derrotar el envejecimiento del cuerpo y, después, para aumentar los límites del cerebro y dar paso a la singularidad. Sin embargo, todos esos avances también pueden ponernos en grave peligro. Los nuevos y revolucionarios sistemas que están apareciendo en el ámbito de la biotecnología, la nanotecnología o la inteligencia artificial podrían llevarnos hacia una catástrofe existencial, como una pandemia devastadora o una reacción en cadena que nos haga perder el control sobre unas máquinas capaces de reproducirse solas. Cerraremos el libro con una evaluación de todas esas amenazas, que justifican una planificación minuciosa del progreso, aunque, como también explicaré, ya existen estrategias muy prometedoras para mitigar sus efectos.

			Nos encontramos en los años más apasionantes y trascendentales de la historia humana. Nadie puede afirmar con seguridad cómo será la vida después de la singularidad. Pero si comprendemos y anticipamos las transiciones que nos llevan hasta ella, podremos garantizar que el último tramo del camino será seguro y satisfactorio para el conjunto de la humanidad.

			
		

	
		
		
			1

			¿En qué etapa nos encontramos?

			En La singularidad está cerca expliqué la base de la conciencia como información. Hablaba de seis épocas o etapas, desde el nacimiento del universo, y escribí que cada una de ellas ha alumbrado la siguiente a partir de la información procesada en la última fase. De esta manera, la evolución de la inteligencia tiene lugar a través de una secuencia indirecta de otros procesos.

			La Primera Época incluye el nacimiento de las leyes de la física y, gracias a su acción, también de la química. Unos cientos de miles de años después del Big Bang, los átomos empezaron a formarse a partir de los electrones que orbitaban alrededor de un núcleo de protones y neutrones. En principio, los protones de un núcleo no deberían estar unidos, ya que la fuerza electromagnética trata de separarlos con gran violencia. Sin embargo, parece existir algo llamado «fuerza nuclear» que mantiene unidos los protones. «Quienquiera» que diseñara las leyes del universo tuvo que incluir esta fuerza adicional, pues, de cualquier otro modo, la evolución a través de los átomos hubiera sido imposible.

			Miles de millones de años después, los átomos formaron moléculas que podían representar información más elaborada. El carbono era el elemento constructivo más útil, ya que era capaz de formar cuatro enlaces, mientras que otros núcleos únicamente tienen uno, dos o tres. En realidad, vivir en un mundo donde la química compleja es una posibilidad real es muy improbable. Por ejemplo, si la fuerza de la gravedad fuera sólo un poco más débil, no habría supernovas que pudieran crear los elementos químicos de los que se compone la vida. Si fuera un poco más potente, las estrellas se consumirían y morirían antes de que pudiera formarse vida inteligente. Esta sencilla constante física debe permanecer dentro de los límites marcados, o de lo contrario ahora no estaríamos aquí. Vivimos en un universo equilibrado y con suma precisión para poder llegar al nivel de orden que posibilita el desarrollo de la evolución.

			Hace miles de millones de años comenzó la Segunda Época: la vida. Las moléculas se volvieron más complejas, hasta el punto de que una sola tenía la capacidad de definir un organismo entero. Así, los seres vivos, cada uno con su propio ADN, fueron capaces de evolucionar y reproducirse.

			En la Tercera Época, los animales definidos a partir del ADN formaron el tejido cerebral, un paso que les permitió almacenar y procesar la información. Ese nuevo cerebro proporcionaba grandes ventajas evolutivas, que a su vez incrementaron la propia complejidad del encéfalo en el transcurso de miles de años.

			En la Cuarta Época, los animales usaron sus capacidades cognitivas avanzadas, con la ayuda de la pinza manual, para traducir las ideas en acciones complejas. Ahí es donde entran los humanos. Nuestra especie utilizó esas capacidades para crear nuevas tecnologías capaces de almacenar y manipular la información; de los papiros a los discos duros. Estas tecnologías aumentaron la capacidad del cerebro para percibir, recordar y evaluar patrones de información. Aquí hablamos de una fuente evolutiva muy diferente, que en sí misma es muy superior al nivel de progreso anterior. Con el cerebro, ganamos unos 16 centímetros cúbicos de materia gris cada 100.000 años, mientras que con la computación digital duplicamos la ratio precio-rendimiento cada 16 meses.

			En la Quinta Época, podremos fusionar la cognición biológica de los seres humanos con la velocidad y la potencia de la tecnología digital. Aquí estaríamos hablando de las interfaces cerebro-ordenador. El procesamiento neuronal de los humanos tiene lugar a una velocidad de varios cientos de ciclos por segundo, mientras que la tecnología digital trabaja a varios miles de millones por segundo. Además de incrementar la velocidad y el tamaño de la memoria, ampliar el cerebro con ordenadores no biológicos nos permitirá añadir muchas más capas al neocórtex, lo cual abrirá la puerta a un nivel de cognición mucho más complejo y abstracto de lo que podemos imaginar en la actualidad.

			En la Sexta Época, la inteligencia se extenderá por todo el universo, hasta convertir la sustancia ordinaria en computronium; es decir, en materia organizada según la densidad máxima de la computación.

			En mi libro La era de las máquinas espirituales, de 1999, predije que, antes de 2029, una máquina aprobará el test de Turing: el momento en que una IA es capaz de comunicarse a través de mensajes de texto de una forma que resulta indistinguible a la de un ser humano. Lo volví a repetir en 2005, en La singularidad está cerca. Aprobar el test de Turing implica que la IA domina como un ser humano el lenguaje y el razonamiento basado en el sentido común. Turing describió este concepto en 1950, pero nunca especificó cómo debía realizarse dicho test.1 En una apuesta que hice con Mitch Kapor, definimos nuestras propias reglas, que son mucho más complejas que otras interpretaciones.

			Mi previsión era que, para poder aprobar un test de Turing en 2029, primero teníamos que hacer realidad una gran variedad de hitos intelectuales en el campo de la inteligencia artificial antes de 2020. Y, de hecho, desde que hice esa predicción, la IA ha conquistado muchos de los desafíos intelectuales más difíciles de la humanidad: desde juegos como Jeopardy! o el go a aplicaciones más serias, como la radiología o el descubrimiento de nuevos fármacos. Cuando escribo estas líneas, los mejores sistemas de IA, como Gemini y GPT-4, han demostrado sus capacidades en muchos ámbitos de trabajo diferentes; unos pasos muy alentadores en el camino que conduce a la inteligencia general.

			A decir verdad, cuando un programa sea capaz de aprobar el test de Turing, en realidad tendrá que aparentar ser mucho menos inteligente, porque de lo contrario será evidente que se trata de una IA. Por ejemplo, si puede resolver al instante cualquier programa matemático, suspendería el examen. Por lo tanto, cuando llegue al nivel del test de Turing, la IA tendrá en realidad unas capacidades que superarán a los mejores humanos en la mayoría de los campos del saber.

			En la actualidad, los seres humanos nos encontramos en la Cuarta Época, ya que disponemos de una tecnología capaz de producir resultados que superan nuestra capacidad de comprensión en ciertos ámbitos. En cuanto a las partes del test de Turing que la IA no domina todavía, cada día avanzamos más deprisa. Aprobar el test de Turing, un hito que anticipo para el año 2029, nos llevará a la Quinta Época.

			En la década de 2030, uno de los avances más trascendentales será la conexión de las capas superiores del neocórtex con la nube, lo que ampliará la capacidad de razonamiento del ser humano. En este sentido, la IA ya no será un competidor, sino que se convertirá en una extensión de nosotros mismos. En el momento en que lo logremos, los fragmentos «no biológicos» del cerebro humano nos proporcionarán una capacidad cognitiva miles de veces superior a la que hoy nos ofrecen sus componentes orgánicos.

			A medida que todo siga avanzando a una velocidad exponencial, ampliaremos la capacidad del cerebro humano varios millones de veces antes de 2045. La incomprensible velocidad y magnitud de esta transformación es lo que nos permitirá utilizar la metáfora de la singularidad inspirada en las leyes de la física para describir nuestro futuro.
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			Reinventar la inteligencia

			¿Qué significa reinventar la inteligencia?

			Si toda la historia del universo se reduce a la evolución de los paradigmas sobre el procesamiento de la información, la historia de la humanidad comienza entonces después de haber superado la mitad del camino. Dentro de esta historia tan amplia, nuestro capítulo consiste en protagonizar una transición, desde unos animales con cerebros biológicos hasta unos seres trascendentes cuyas ideas e identidades ya no están limitadas por lo que nos ofrece la genética. En la década de 2020, vamos a entrar en la última fase de esta transformación: reinventar la inteligencia que la naturaleza nos ha dado y convertirla en un sustrato digital más potente con el que confluiremos después. Cuando eso ocurra, la Cuarta Época del universo dará paso a la Quinta Época.

			Pero, en concreto, ¿cómo va a suceder? Para comprender lo que significa reinventar la inteligencia, primero debemos echar la vista atrás y fijarnos en el nacimiento de la IA y en las dos grandes escuelas de pensamiento que emergieron de ella. Para entender por qué una prevaleció sobre la otra, estableceremos una relación con las tesis de la neurociencia sobre la forma en que el cerebelo y el neocórtex dieron paso a la inteligencia humana. Tras analizar el aprendizaje profundo y la manera en que ahora recrea la potencia del neocórtex, podremos valorar mejor todo lo que la IA tiene que hacer aún para llegar al nivel de un ser humano —y cómo comprobar que de verdad lo ha conseguido—. Por último, nos centraremos en el proceso de creación, con la ayuda de una IA sobrehumana, de unas interfaces cerebro-ordenador que ampliarán el neocórtex con nuevas capas de neuronas virtuales. Así se liberarán nuevas formas de pensar y, a largo plazo, la inteligencia se ampliará varios millones de veces: eso es la singularidad.

			El nacimiento de la IA

			En 1950, el matemático británico Alan Turing (1912-1954) publicó un artículo en la revista Mind titulado «Maquinaria computacional e inteligencia».1 En él, Turing planteaba una de las preguntas más profundas de la historia de la ciencia: «¿Las máquinas pueden pensar?». Aunque la idea de una máquina pensante se remonta como mínimo a Talos, el autómata de bronce de la mitología griega, la innovación de Turing consistió en reducir ese concepto a un hecho comprobable de forma empírica.2 Propuso utilizar el «juego de la imitación» —que conocemos como el «test de Turing»— para determinar si la potencia de cálculo de una máquina era capaz de realizar las mismas tareas cognitivas que el cerebro humano. En el test, un grupo de jueces humanos entrevista al mismo tiempo a una persona real y a una IA a través de un sistema de mensajería instantánea, y sin poder ver con quién de los dos están hablando. Los jueces pueden plantear cualquier pregunta sobre las materias o las situaciones que deseen. Si, después de un cierto período de tiempo, los jueces son incapaces de determinar quién es la IA y quién el ser humano, la inteligencia artificial ha aprobado el examen.

			Al transformar esta idea filosófica en un concepto científico, Turing despertó un tremendo entusiasmo entre los investigadores. En 1956, el profesor de matemáticas John McCarthy (1927-2011) propuso la realización de un estudio, de unos dos meses de duración y diez participantes, en el Dartmouth College de Hannover, en Nuevo Hampshire.3 El objetivo era el siguiente:

			El estudio consiste en proceder a partir de la suposición de que cada aspecto del aprendizaje, o cualquier otro rasgo de la inteligencia, puede describirse con tanta precisión que es posible fabricar una máquina que lo simule. Se intentará descubrir cómo construir máquinas que usen el lenguaje, formen abstracciones y conceptos, resuelvan problemas que ahora están reservados a los seres humanos y se mejoren a sí mismas.4

			Mientras se preparaba para la conferencia, McCarthy propuso que esta nueva especialidad, que con el tiempo automatizaría todas las demás, recibiera el nombre de «inteligencia artificial».5 Este nombre no me gusta demasiado, ya que el término artificial induce a pensar que esta forma de inteligencia «no parece real», pero es la palabra que ha perdurado.

			El estudio pudo completarse, pero su objetivo —en concreto, conseguir que las máquinas comprendieran problemas planteados en lenguaje natural— no se alcanzó en el plazo previsto de dos meses. Todavía estamos trabajando en ello; por supuesto, con mucho más que diez personas. Según el gigante tecnológico chino Tencent, en 2017 había 300.000 «investigadores y profesionales de la IA» en todo el mundo; y, en 2019, el Global AI Talent Report, de Jean-François Gagné, Grace Kiser y Yoan Mantha, identificó a unos 22.400 expertos en IA que estaban publicando investigaciones originales, de las cuales unas 4.000 iban a tener gran influencia.6,7 Y según el Instituto de Inteligencia Artificial Centrada en el Ser Humano de Stanford, en 2021, los investigadores en IA generaron más de 496.000 publicaciones y más de 141.000 solicitudes de patentes.8 En 2022, la inversión empresarial en inteligencia artificial fue de 189.000 millones de dólares en todo el mundo, trece veces más que en la década pasada.9 Las cifras aún serán más altas en el momento en que leas estas líneas.

			En 1956 habría sido difícil imaginar algo así. Sin embargo, el objetivo del Taller Dartmouth equivalía más o menos a crear una IA que pudiera aprobar el test de Turing. Mi predicción, que lo conseguiremos antes de 2029, permanece invariable desde 1999 y la publicación de mi libro La era de las máquinas espirituales, aparecido en una época en que muchos analistas creían que este hito jamás podría alcanzarse.10 Hasta hace poco, muchos pensaban que esta proyección era extremadamente optimista. Por ejemplo, una encuesta realizada en 2018 reveló que la predicción más común entre los expertos en IA era que las máquinas no tendrían una inteligencia comparable a la humana hasta 2060.11 Pero los últimos avances en los grandes modelos de lenguaje han cambiado muy rápido las expectativas. Mientras escribía los primeros borradores de este libro, el consenso en Metaculus, la página web sobre pronósticos más importante del mundo, afirma que tendrá lugar en las décadas de 2040 o 2050. Pero los sorprendentes avances en la IA de los últimos dos años han superado todas las expectativas, y en mayo de 2022 el consenso en Metaculus coincide exactamente con la fecha que yo propuse: 2029.12 Desde entonces, ha ido fluctuando hasta llegar incluso a 2026, ¡lo que técnicamente me deja en el grupo de los lentos!13

			Hasta los grandes expertos en la materia se han quedado perplejos por muchos de los recientes avances de la IA. No sólo están llegando antes de lo que esperaba la mayoría, sino que, además, parecen producirse de repente, y sin dar muchas pistas de que el salto adelante vaya a ser inminente. Por ejemplo, en octubre de 2014, Tomaso Poggio, un experto del MIT en IA y ciencia cognitiva, dijo: «La capacidad para describir el contenido de una imagen será uno de los mayores desafíos intelectuales de todos los que se planteen a una máquina. Necesitaremos otro ciclo de investigación elemental para resolver esta clase de pregunta».14 Poggio calculaba que aún faltaban unas dos décadas para que ese hito se hiciera realidad. Al mes siguiente, Google presentó una IA de reconocimiento de objetos capaz de hacerlo. Cuando Raffi Khatchadourian, de The New Yorker, le preguntó sobre la cuestión, Poggio recurrió a un escepticismo de naturaleza más filosófica, ya que cuestionó que esa habilidad pudiera compararse con una verdadera inteligencia. No recojo aquí esta anécdota como una crítica a Poggio, sino más bien como la constatación de una tendencia que todos compartimos. O sea, antes de que la IA logre un determinado objetivo, nos parece algo extremadamente difícil y exclusivo de los seres humanos. Pero después de que la IA lo consiga, ese mismo logro se minimiza a ojos de la gente. En otras palabras, el progreso real es mucho más significativo de lo que nos parece en retrospectiva. Por este motivo sigo siendo optimista en relación con mi predicción sobre 2029.

			Pero entonces, ¿por qué estos avances llegan de una forma tan repentina? La respuesta se encuentra en un problema teórico planteado durante el nacimiento de la especialidad. En 1964, cuando yo estaba en el instituto, conocí a dos pioneros de la inteligencia artificial: Marvin Minsky (1927-2016), que fue uno de los organizadores del Taller Dartmouth, y Frank Rosenblatt (1928-1971). En 1965, me matriculé en el MIT y empecé a estudiar con Minsky, que estaba trabajando en los conceptos básicos en que se basan los espectaculares avances en la IA que vemos en la actualidad. Minsky me enseñó que hay dos técnicas para crear soluciones automatizadas a los problemas: el enfoque simbólico y el conectivo.

			El método simbólico describe la forma en que un experto humano resolvería un problema a partir de unos términos basados en reglas. En algunos casos, los sistemas basados en este método pueden ser satisfactorios. Por ejemplo, en 1959, la Rand Corporation presentó el llamado Solucionador General de Problemas (General Problem Solver, GPS), un programa informático que podía combinar axiomas matemáticos simples para resolver problemas lógicos.15 Herbert A. Simon, J. C. Shaw y Allen Newell desarrollaron el Solucionador General de Problemas para que tuviera la capacidad teórica de resolver cualquier problema que se presentara como un conjunto de fórmulas bien formadas (fbf). Para que el GPS funcionara, tenía que usar una fbf (en esencia, un axioma) en cada etapa del proceso, en una metódica elaboración de la demostración matemática de la respuesta.

			Incluso si no tienes experiencia en lógica formal o en matemáticas basadas en demostraciones, esta idea es la misma que se aplica en el álgebra. Si sabes que 2 + 7 = 9, y que un número desconocido x sumado a 7 es 10, puedes demostrar que x = 3. Esta clase de lógica tiene aplicaciones mucho más amplias que la simple resolución de ecuaciones. También es la lógica que utilizamos (sin siquiera pensar en ello) cuando nos preguntamos si una cosa encaja con una definición concreta. Si sabes que un número primo sólo puede dividirse por 1 y por sí mismo, y sabes que el 11 es un divisor del 22, y que 1 no es lo mismo que 11, puedes llegar a la conclusión de que el 22 no es número primo. Tras empezar con los axiomas más básicos y fundamentales, el GPS podía hacer esta clase de cálculos con preguntas mucho más difíciles. Al final, es lo mismo que hacen los matemáticos humanos; la diferencia es que una máquina (al menos en teoría) puede rebuscar entre todas las formas posibles de combinar los axiomas fundamentales para encontrar la verdad.

			Por poner un ejemplo, si tenemos la posibilidad de escoger entre 10 axiomas de este tipo para cada punto, y se necesitan 20 axiomas para encontrar una solución, eso significaría que hay 1020 posibles soluciones (o sea, 100 trillones). Gracias a los ordenadores modernos, hoy podemos trabajar con unos números tan grandes, pero en 1959 esa cifra estaba muy lejos de lo que podía hacer la velocidad de aquellos procesadores. Aquel año, el ordenador DEC PDP-1 podía realizar 100.000 operaciones por segundo.16 En 2023, la máquina virtual Google Cloud A3 pudo llevar a cabo unos 26.000.000.000.000.000.000 de operaciones por segundo.17 Hoy, un solo dólar compra una potencia de cálculo 1,6 billones de veces superior a la que existía cuando se desarrolló el GPS.18 Problemas que requerirían decenas de miles de años de trabajo con la tecnología de 1959 pueden resolverse hoy con un ordenador doméstico en unos pocos minutos. Para compensar sus limitaciones, el GPS tenía una serie de heurísticas programadas que trataban de clasificar la prioridad de las posibles soluciones. Las heurísticas funcionaron bien en varios momentos, y sus éxitos apuntalaron la idea de que una solución informatizada podía resolver cualquier problema definido de forma rigurosa.

			Otro ejemplo de este enfoque fue un sistema llamado MYCIN, desarrollado en la década de 1970 para diagnosticar y recomendar tratamientos terapéuticos para enfermedades infecciosas. En 1979, un equipo de evaluadores expertos comparó los resultados con los de un grupo de médicos humanos, y descubrió que el MYCIN lo hacía tan bien o mejor que cualquiera de los facultativos.19

			Un «diagnóstico» típico del MYCIN tenía este aspecto SI:

			
					la infección que requiere tratamiento es meningitis, y

					el tipo de infección es de origen fúngico, y

					no se han detectado organismos en los cultivos, y

					el paciente no es un huésped de riesgo, y

					el paciente ha estado en una zona donde las coccidiomicosis son endémicas, y

					la raza del paciente está entre: [N]egro [A]siático [I]ndio, y

					el antígeno criptocócico en el CSF no ha dado positivo...

			

			ENTONCES: hay pruebas que sugieren (5) que el criptococo no es uno de los organismos (entre los detectados en cultivos o frotis) que podrían ser la causa de la infección.20

			 

			 

			A finales de la década de 1980, estos «sistemas expertos» estaban usando modelos de probabilidades y podían combinar muchas fuentes de datos para tomar una decisión.21 Aunque una sola regla «si-entonces» no bastaba por sí sola, tras combinar varios miles de procesos de este tipo, el sistema podía tomar decisiones fiables sobre un problema limitado.

			Aunque el enfoque simbólico se ha utilizado durante más de medio siglo, su principal limitación ha sido el «techo de complejidad».22 Cuando el MYCIN y otros sistemas similares cometían un error, corregirlo podía resolver aquel problema en particular, pero, a su vez, creaba tres errores nuevos que podían sacar la cabeza en otras situaciones. Parecía existir un límite a la complejidad que reducía muchísimo la cantidad de problemas del mundo real que podían resolverse.

			Una forma de entender la complejidad de los sistemas basados en reglas consiste en verlos como un conjunto de posibles puntos de fallo. En términos matemáticos, un grupo de n cosas tiene dos subconjuntos 2n-1 (sin contar el conjunto vacío). Por lo tanto, si una IA utiliza un conjunto de reglas que únicamente contiene un elemento, sólo existe un punto único de fallo; o sea, ¿esa regla aislada funciona bien o no? Si hay dos reglas, hay tres puntos de fallo: uno por cada una de las reglas, y otro por la interacción cuando se combinan. Y la relación sigue creciendo de forma exponencial. Cinco reglas incluyen 31 posibles puntos de fallo, 10 reglas significan 1.023, 100 reglas son más de un cuatrillón, ¡y 1.000 reglas contienen un gúgol de gúgol de gúgoles! Por lo tanto, cuantas más reglas se utilizan, más puntos de fallo se añaden al subconjunto cuando se incorporara una nueva. Incluso si sólo una fracción extremadamente minúscula de todas las posibles combinaciones presenta un nuevo problema, se llega a un punto (cuya ubicación exacta varía de una situación a otra) en que añadir una nueva regla para resolver un problema causa más de un error adicional. En eso consiste el techo de complejidad.

			El sistema experto que lleva más tiempo en funcionamiento quizá sea el Cyc (de la palabra enciclopedia), diseñado por Douglas Lenat y sus colegas de Cycorp.23 Creado en 1984, Cyc tiene como objetivo codificar todo «el conocimiento basado en el sentido común»; es decir, hechos bien conocidos, tales como: «Un huevo que cae al suelo se romperá»; o «Un niño que corre por la cocina con los zapatos llenos de barro enfadará a sus padres». Son millones de pequeñas ideas que no están escritas con claridad en ninguna parte. Son suposiciones tácitas que subyacen al comportamiento y el razonamiento humanos, y que son necesarias para comprender lo que sabe una persona cualquiera sobre una variedad de temas distintos. Pero, como el sistema Cyc presenta este conocimiento con reglas simbólicas, también debe enfrentarse al techo de complejidad.

			En la década de 1960, mientras Minsky me aconsejaba sobre los pros y los contras del enfoque simbólico, empecé a ver el valor añadido que aportaba el método conexionista. Este enfoque se basa en redes de nodos que crean la inteligencia a través de su estructura, y no del contenido. En vez de usar reglas inteligentes, estas redes utilizan nodos «tontos» organizados de una forma que permite extraer la información de los propios datos. Como resultado, tienen el potencial de descubrir patrones sutiles que nunca se le ocurrirían a un programador humano que intentara diseñar reglas simbólicas. Una de las ventajas fundamentales del enfoque conexionista es que permite resolver problemas sin comprenderlos. Incluso si tuviéramos la capacidad de formular e implementar a la perfección reglas sin errores para resolver problemas con una IA simbólica (que no es el caso), estaríamos limitados por nuestra comprensión imperfecta de las instrucciones que serían ideales.

			El método conexionista es una manera muy potente de abordar problemas complejos, aunque en realidad puede convertirse en un arma de doble filo. La IA conexionista tiene tendencia a convertirse en una «caja negra», capaz de escupir la respuesta correcta, pero incapaz de explicar cómo la ha conseguido.24 Esta cuestión podría llegar a convertirse en un grave problema, ya que los usuarios querrán tener la posibilidad de ver el razonamiento que hay detrás de decisiones con una gran trascendencia, como un tratamiento médico, la aplicación de una ley, una gestión de riesgos o una solución epidemiológica. Por este motivo, muchos expertos en IA están trabajando en el desarrollo de mejores sistemas de «transparencia» (o «interpretabilidad mecánica») sobre las decisiones basadas en el aprendizaje automático.25 Queda por ver hasta qué punto esa transparencia será efectiva cuando el aprendizaje profundo se vuelva más potente y complejo.

			Cuando empecé a interesarme por el conexionismo, sin embargo, los sistemas eran mucho más sencillos. La idea básica consistía en crear un modelo informatizado que estuviera inspirado en el funcionamiento de las redes neuronales humanas. Al principio era algo muy abstracto, porque el método se diseñó antes de que comprendiéramos en detalle cómo se organizan en realidad las redes neuronales biológicas.

			
				
					DIAGRAMA DE UNA RED NEURONAL SIMPLE

					[image: ]

					He aquí el esquema básico del algoritmo de una red neuronal. Hay muchas variaciones posibles, y el diseñador del sistema debe proporcionar ciertos métodos y parámetros fundamentales (que se detallan a continuación).

					Para crear una solución a un problema a partir de una red neuronal, hay que seguir los siguientes pasos:

					
							Definir la entrada (input).

							Definir la topología de la red neuronal (es decir, las capas de neuronas y las conexiones entre ellas).

							Entrenar la red neuronal con ejemplos del problema.

							Ejecutar la red neuronal ya entrenada para resolver nuevos ejemplos del problema.

							Lanzar al mercado la empresa de la red neuronal.

					

					A continuación se detallan todos estos pasos (salvo el último).

					EL PROBLEMA DE LA ENTRADA (O DEL INPUT)

					Para la red neuronal, el problema de la entrada consiste en una serie de números. Esta entrada puede encontrarse:

					
							en un sistema de reconocimiento de patrones visuales, una matriz bidimensional de números que representan los píxeles de una imagen; o

							en un sistema de reconocimiento sonoro (por ejemplo, un discurso), una matriz bidimensional de números que representan un sonido, en la cual la primera dimensión representa sus parámetros (por ejemplo, los componentes de la frecuencia) y la segunda distintos puntos en el tiempo; o

							en un sistema de reconocimiento de patrones arbitrarios, una matriz de números n-dimensional que representa el modelo que siguen las entradas.

					

					DEFINIR LA TOPOLOGÍA

					Para configurar la red neuronal, la arquitectura de cada neurona se compone de:

					
							múltiples entradas, que están «conectadas», o bien a la salida de otra neurona, o bien a uno de los números de entrada; y,

							por regla general, una sola salida, que está conectada a la entrada de otra neurona (que normalmente se halla en una capa superior) o a la salida final.

					

					CONFIGURACIÓN DE LA PRIMERA CAPA DE NEURONAS

					
							Crear N0 neuronas en la primera capa. Para todas estas neuronas, «conectar» cada una de sus múltiples entradas a los «puntos» (por ejemplo, números) del problema inicial. Estas conexiones pueden determinarse de forma aleatoria o usando un algoritmo evolutivo (véase a continuación).

							Asignar una «fuerza sináptica» inicial a cada conexión creada. Los pesos sinápticos pueden empezar siendo idénticos, pero también pueden asignarse de forma aleatoria o determinarse de otra manera (véase a continuación).

					

					CONFIGURACIÓN DE LAS CAPAS ADICIONALES DE NEURONAS

					Configurar un total de M capas de neuronas. En cada capa, configurar las neuronas que le corresponden.

					Para la capai:

					
							Crear Ni neuronas en la capai. Para cada una de estas neuronas, «conectar» sus múltiples entradas con las salidas de las neuronas en la capai-1 (véanse variantes a continuación).

							Asignar una «fuerza sináptica» inicial a cada conexión creada. Los pesos sinápticos pueden empezar siendo idénticos, pero también pueden asignarse de forma aleatoria o determinarse de otra manera (véase a continuación).

							Las salidas de las neuronas en la capaM son las salidas de la red neuronal (véanse variantes a continuación).

					

					LAS PRUEBAS DE RECONOCIMIENTO

					CÓMO FUNCIONA CADA NEURONA

					Cuando la neurona ya está configurada, en cada prueba de reconocimiento debe hacer lo siguiente:

					
							Cada entrada ponderada a la neurona se calcula multiplicando la salida de la neurona precedente (o la entrada inicial) con la que está conectada por la fuerza sináptica de dicha conexión.

							Se suman todas las entradas ponderadas a la neurona.

							Si la suma es mayor que el umbral de activación de esta neurona, entonces ésta se activa, y su salida es 1. De cualquier otra forma, su salida es 0 (véanse variantes a continuación).

					

					HACER LO SIGUIENTE EN CADA PRUEBA DE RECONOCIMIENTO

					Para cada una de las capas —de la capa0 a la capaM— y para cada una de las neuronas:

					
							Sumar las entradas ponderadas. (Cada entrada ponderada = la salida de otra neurona precedente [o entrada inicial] con la que se ha conectado la entrada de esta neurona en particular, multiplicada por la fuerza sináptica de la conexión.)

							Si la suma de las entradas ponderadas es superior al umbral de activación, marcar la salida de esta neurona como 1; de lo contrario, fijarla en 0.

					

					ENTRENAR LA RED NEURONAL

					
							Ejecutar repetidas pruebas de reconocimiento con varios problemas de ejemplo.

							Después de cada prueba, ajustar las fuerzas sinápticas de todas las conexiones interneuronales para mejorar el rendimiento de la red en esta prueba. (Véase la explicación que aparece a continuación sobre la forma de hacerlo.)

							Seguir con el entrenamiento hasta que el porcentaje de precisión de la red neuronal deje de mejorar (o sea, llegue a una asíntota).

					

					DECISIONES DE DISEÑO FUNDAMENTALES

					En el esquema simple descrito hasta ahora, el diseñador del algoritmo de la red neuronal debe determinar en la salida:

					
							Lo que representan los números de entrada.

							El número de capas de neuronas.

							El número de neuronas en cada capa. (Todas las capas no tienen por qué tener el mismo número de neuronas.)

							El número de entradas a cada neurona y en cada capa. El número de entradas (por ejemplo, las conexiones interneuronales) también pueden variar de una neurona a otra y de una capa a otra.

							El «cableado» real (o sea, las conexiones). Para cada una de las neuronas presentes en todas las capas, este cableado consiste en un listado de las neuronas cuyas salidas constituyen las entradas a ésta en particular. Se trata de un aspecto fundamental del diseño. Hay distintas formas posibles de hacerlo:
					
							
									conectar la red neuronal aleatoriamente; o

									usar un algoritmo evolutivo (véase a continuación) para determinar el cableado óptimo; o

									usar el criterio del diseñador del sistema para determinar el cableado.

							

							

						
							Las fuerzas sinápticas iniciales (o sea, el peso) de cada conexión. Hay varias formas posibles de hacerlo:
							
									establecer un mismo valor para todas las fuerzas sinápticas; o

									establecer distintos valores para las fuerzas sinápticas aleatoriamente; o

									usar un algoritmo evolutivo para determinar un conjunto óptimo de valores de inicio; o

									usar el criterio del diseñador del sistema para determinar los valores de inicio.

							

							

				
							El umbral de activación de cada neurona.

							La salida, que puede ser:
							
									las salidas de la capaM de neuronas; o

									la salida de una sola neurona, cuyas entradas son las salidas de las neuronas en la capaM; o

									una función (por ejemplo, una suma) de las salidas de las neuronas en la capaM; u

									otra función de salida de las neuronas en múltiples capas.

							

							

					
							Las fuerzas sinápticas de todas las conexiones, que deben ajustarse durante el entrenamiento de la red neuronal. Se trata de una decisión fundamental del proceso de diseño, que es objeto de muchas investigaciones y debates. Hay distintas formas posibles de hacerlo:
							
									En cada prueba de reconocimiento, incrementar o reducir cada fuerza sináptica en una cantidad prefijada (bastante pequeña por regla general), de manera que la salida de la red neuronal coincida con la respuesta correcta más precisa. Una manera de hacerlo es tratar de incrementar y reducir al mismo tiempo las fuerzas sinápticas, y ver cuál tiene el efecto más deseable. Este proceso puede requerir mucho tiempo, por lo que existen otros métodos para tomar decisiones concretas sobre si se debe incrementar o reducir cada fuerza sináptica.

									Existen otros métodos estadísticos para modificar las fuerzas sinápticas después de cada prueba de reconocimiento, con el fin de conseguir que el rendimiento de la red neuronal en los test se corresponda con la respuesta correcta más precisa.

									Conviene recordar que el entrenamiento de la red neuronal es válido incluso si las respuestas a las pruebas no siempre son correctas. De este modo, es posible usar datos del mundo real que pueden contener un porcentaje intrínseco de errores. Una de las claves para el éxito de un sistema de reconocimiento basado en una red neuronal es la cantidad de datos que se utilizan para el entrenamiento. Normalmente, para obtener resultados satisfactorios se necesita una cantidad muy importante de datos. Como ocurre con los estudiantes de carne y hueso, la cantidad de tiempo que una red neuronal dedica a aprender la lección es un factor clave de su rendimiento.

							

							

						

					VARIANTES

					Existen distintas variantes de los procesos descritos:

				
						
							La topología puede determinarse de diferentes formas. En concreto, el cableado interneuronal puede montarse de forma aleatoria o usando un algoritmo evolutivo, que replica los efectos de la mutación y la selección natural en el diseño de la red.

							Hay distintas maneras de establecer las fuerzas sinápticas de inicio.

							Las entradas a las neuronas de la capai no siempre tienen que provenir de las salidas de las neuronas en la capai-1. Como alternativa, las entradas a las neuronas de una capa pueden provenir de cualquier otra capa inferior o superior.

							Hay distintas maneras de determinar la salida final.

							El método descrito en los párrafos anteriores tiene como resultado una activación a «todo o nada» (1 o 0), que se denomina «una no linealidad». Pero también pueden utilizarse otras funciones no lineales. Por ejemplo, una función que pasa de 0 a 1 con rapidez, pero de una forma más gradual. Asimismo, las salidas también pueden ser unos números diferentes al 0 y al 1.

							Los distintos métodos utilizados para ajustar las fuerzas sinápticas durante el entrenamiento constituyen una de las decisiones de diseño más trascendentales.

					

					El esquema anterior describe una red neuronal «síncrona», en que cada prueba de reconocimiento se ejecuta calculando las salidas de todas las capas, desde la capa0 a la capaM. En un verdadero sistema paralelo, en que cada neurona opera de forma independiente a las demás, las neuronas pueden funcionar de manera «asíncrona» (o sea, por su cuenta). En un enfoque asíncrono, cada neurona escanea constantemente sus propios inputs y se activa siempre que la suma de las entradas ponderadas supera el umbral establecido (o el valor que especifique la función de salida).

				

			

			Por tanto, el objetivo sería encontrar ejemplos reales que el sistema pueda utilizar para descubrir la forma de resolver un problema. Un punto de partida habitual consiste en establecer aleatoriamente el cableado de la red neuronal y las fuerzas sinápticas, de modo que las respuestas producidas por esta red neuronal, que aún no está entrenada, también sean aleatorias. La función clave de una red neuronal es aprender la lección, igual que los cerebros de los mamíferos en los que se basa su diseño (aunque sea grosso modo). Una red neuronal empieza en la ignorancia, pero está programada para maximizar la función de «recompensa». Acto seguido, la red se alimenta con datos para el entrenamiento (por ejemplo, con unas fotos en que aparecen perros de raza corgi y otras en que no, a partir de un etiquetado que antes han realizado personas de carne y hueso). Cuando la red neuronal produce una salida correcta (o sea, cuando identifica con exactitud si aparece un corgi en la imagen), recibe un feedback de recompensa. Este feedback puede utilizarse entonces para ajustar la fuerza de cada conexión interneuronal. Las conexiones que encajan con la respuesta correcta se refuerzan, mientras que aquellas que proponen una solución incorrecta se debilitan.

			Con el tiempo, la red neuronal se organiza por sí misma para poder ofrecer respuestas correctas sin entrenamiento. Los experimentos han demostrado que las redes neuronales pueden aprender la lección hasta con profesores poco fiables. Incluso si los datos de entrenamiento sólo están bien etiquetados el 60 % de las veces, una red neuronal aún es capaz de aprender la lección con una precisión superior al 90 %. En determinadas circunstancias, es posible utilizar unos porcentajes de etiquetado aún más bajos de forma eficiente.26

			No es fácil comprender que un profesor sea capaz de formar a un alumno para que acabe superando sus propias capacidades, por lo que, de un modo similar, también puede parecer un poco extraño que una serie de datos poco fiable acabe ofreciendo un resultado excelente. La respuesta corta es que unos errores pueden anular a otros. Vamos a imaginar que estás entrenando a una red neuronal para que reconozca el número ocho en una serie de ejemplos escritos a mano, y que incluyen cifras que van del cero al nueve. Y digamos que una tercera parte del etiquetado es impreciso: una mezcla aleatoria de ochos interpretados como si fueran cuatros, de cincos como si fueran ochos, etcétera. Si la serie de datos es lo bastante grande, estas imprecisiones se compensarán entre sí y no distorsionarán demasiado el entrenamiento en una dirección concreta. Gracias a este mecanismo, casi toda la información útil que contiene la serie de datos sobre el aspecto correcto del número ocho se preserva, por lo que todavía sería posible entrenar la red neural según unos estándares muy elevados.

			A pesar de estas ventajas, los primeros sistemas conexionistas tenían una limitación fundamental. Las redes neuronales de una capa eran incapaces de resolver ciertos tipos de problemas utilizando las matemáticas.27 En 1964, cuando visité al profesor Frank Rosenblatt en Cornell, éste me enseñó una red neuronal de una sola capa llamada «perceptrón», que podía reconocer las letras impresas. Probé a modificar ligeramente las entradas. El sistema hizo un trabajo de asociación bastante bueno (es decir, pudo reconocer las letras incluso si yo tapaba una parte de los caracteres), pero no funcionó tan bien con la invariancia (es decir, era incapaz de reconocer las letras cuando se alteraba la fuente y el tamaño).

			En 1969, Minsky criticó el interés que había despertado esta metodología, incluso cuando él había llevado a cabo un estudio pionero sobre redes neuronales en 1953. Seymour Papert y él, los dos fundadores del Laboratorio de Inteligencia Artificial del MIT, escribieron un libro titulado Perceptrons que demostraba formalmente por qué un perceptrón, por su propia naturaleza, era incapaz de determinar si una imagen impresa estaba conectada o no. Las dos imágenes de la figura 2.1 (p. 42) aparecen en la portada de Perceptrons. La imagen superior no está conectada (las líneas negras no componen una forma única y continua), mientras que la inferior sí está conectada (las líneas negras dibujan una forma única y continua). Un ser humano puede detectarlo, así como un sencillo programa de software. Un perceptrón de prealimentación (donde las conexiones entre los nodos no forman ningún bucle), como el Perceptron Mark 1 de Rosenblatt, no puede realizar esta distinción.

			En pocas palabras, la razón por la que los perceptrones de prealimentación no pueden resolver este problema es que, para lograrlo, deberían utilizar la función de computación XOR («exclusivo o»), que determina si un segmento de una línea es una parte de una forma continua en la imagen, pero no un fragmento de otra diferente. Así, una capa única de nodos sin retroalimentación es matemáticamente incapaz de aplicar la función XOR porque, en esencia, debe clasificar todos los datos de una sola tacada con una regla lineal (por ejemplo, «si estos dos nodos se activan, la salida de la función es verdadera»), y XOR requiere un paso de retroalimentación («si uno de estos dos nodos se activa, pero no se activan los dos, la salida de la función es verdadera»).
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			Cuando Minsky y Pert llegaron a esta conclusión, acabaron de forma efectiva con muchos de los cimientos del enfoque conexionista, y por eso tuvieron que pasar varias décadas antes de que reapareciera otra vez. Pero, en realidad, Rosenblatt me explicó en 1964 que la incapacidad del perceptrón para gestionar la invariancia se debía a la falta de capas. Si cogías la salida de un perceptrón y la usabas para alimentar otra capa que fuera idéntica, la salida sería más genérica y, con repetidas iteraciones de este proceso, iría adquiriendo una mayor capacidad para lidiar con la invariancia. Si tenías suficientes capas y bastantes datos para entrenar el sistema, podía gestionar un nivel de complejidad asombroso. Le pregunté si había probado este enfoque, y me respondió que no, pero que el proyecto estaba en uno de los primeros puestos de su lista de investigaciones pendientes. Era un concepto fascinante, pero Rosenblatt murió sólo siete años después, en 1971, antes de tener la oportunidad de probar la idea. Todavía tendría que pasar una década más para que las capas múltiples empezaran a utilizarse de forma habitual, pero incluso entonces muchas de las redes requerían más potencia de cálculo y más datos de entrenamiento de lo que resultaba práctico suministrar. El tremendo auge de los avances en la IA de estos últimos años es el resultado de la utilización de las capas múltiples en las redes neuronales, más de medio siglo después de que Rosenblatt contemplara la idea.

			Y, así, el enfoque conexionista de la IA pasó bastante inadvertido hasta mediados de la década de 2010, cuando los avances en el hardware abrieron la puerta a aquel potencial latente. Al fin, ya era asequible reunir la potencia de cálculo y las muestras de entrenamiento necesarias para que el método pudiera destacar. Entre la publicación de Perceptrons, en 1969, y la muerte de Minsky, en 2016, la relación precio-rendimiento de la potencia de cálculo (ajustada a la inflación) se multiplicó por un factor cercano a los 2.800 millones.28 Esta mejora ha cambiado por completo los métodos que ahora pueden aplicarse en el campo de la IA. Cuando hablé con Minsky hacia el final de su vida, me manifestó su arrepentimiento por el hecho de que Perceptrons hubiera sido tan influyente, ya que, por aquel entonces, el conexionismo ya tenía un gran éxito dentro de la especialidad.

			El conexionismo se parece un poco a las máquinas voladoras que inventó Leonardo da Vinci: eran ideas proféticas, pero impracticables hasta que pudieran fabricarse materiales más ligeros y resistentes.29 Cuando el hardware pudo ofrecer las prestaciones necesarias, el conexionismo a gran escala, como el que representa una red de cien capas, fue por fin posible. Como resultado, esta clase de sistemas pudieron resolver problemas que no se habían abordado nunca. Éste es el paradigma que ha impulsado los avances más espectaculares de los últimos años.

			
			El cerebelo: una estructura modular

			Para comprender las redes neuronales en el contexto de la inteligencia humana, propongo dar un pequeño rodeo: echemos la vista atrás al nacimiento del universo. El movimiento inicial de la materia hacia una organización superior se produjo muy despacio, sin ningún cerebro que pudiera guiarlo. (Véase el apartado «La increíble inverosimilitud de la existencia», en el capítulo 3, que aborda las probabilidades de que el universo adquiriera la capacidad de codificar información útil.) La cantidad de tiempo necesaria para crear una nueva capa de detalle era de cientos a miles de millones de años.30

			De hecho, tuvieron que pasar miles de millones de años antes de que una molécula pudiera empezar a formular instrucciones codificadas para crear un ser vivo. Aunque hay ciertos desacuerdos a partir de los datos que actualmente tenemos a nuestra disposición, la mayoría de los científicos fechan el origen de la vida en la Tierra en algún momento situado entre 3.500 y 4.000 millones de años atrás.31 Se calcula que el universo tiene una edad de 13.800 millones de años (o, para ser más precisos, ésa sería la cantidad de tiempo que ha pasado desde el Big Bang), mientras que la Tierra probablemente se formó hace 4.500 millones de años.32 Así pues, pasaron unos 10.000 millones de años entre la formación de los primeros átomos y el momento en que las primeras moléculas (en la Tierra) adquirieron la capacidad para autorreplicarse. Parte de esta demora puede explicarse por causas aleatorias; no sabemos cuál era la probabilidad de que las moléculas se tropezaran unas con otras en el «caldo primigenio» de las primeras etapas de la Tierra y se combinaran de la forma adecuada. Quizá la vida pudo haber empezado un poco antes, o quizá es más probable que surgiera bastante después. Pero, antes de que las condiciones necesarias fueran una posibilidad real, tuvieron que pasar varios ciclos estelares completos para que las estrellas fusionaran el hidrógeno y crearan los elementos pesados necesarios para mantener formas de vida complejas.

			Según los cálculos de los científicos, pasaron unos 2.900 millones de años entre la primera vida en la Tierra y la primera forma multicelular.33 Pasaron otros 500 millones de años antes de que los animales caminaran por la tierra, y 200 millones más antes de que aparecieran los primeros mamíferos.34 Si nos fijamos en el cerebro, la cantidad de tiempo transcurrido entre el desarrollo de las redes nerviosas más primitivas y la aparición de los primeros cerebros centralizados y tripartitos está alrededor de los 100 millones de años.35 El primer neocórtex básico no apareció hasta después de otros 350 o 400 millones de años, y hubo que esperar 200 millones de años más para que el cerebro humano moderno pudiera evolucionar.36

			A lo largo de la historia, los cerebros más sofisticados proporcionaban una clara ventaja evolutiva. Cuando los animales competían por los recursos, los más inteligentes solían ganar la partida.37 La inteligencia evolucionó en un período de tiempo mucho más breve que las etapas anteriores: millones de años, una aceleración distintiva. El cambio más notable en los cerebros de los premamíferos fue la región que conocemos como «cerebelo». En realidad, los cerebros humanos actuales tienen más neuronas en el cerebelo que en el neocórtex, la parte que desempeña el papel más importante en las funciones de nuestro orden superior.38 El cerebelo es capaz de almacenar y activar una gran cantidad de secuencias que controlan las funciones motoras, como la que te permite escribir tu firma. (Estas secuencias a veces se denominan «memoria muscular», en un lenguaje más informal. Pero, de hecho, no se trata de un fenómeno de los músculos, sino del cerebelo. Cuando una acción se repite una y otra vez, el cerebro se adapta para que sea más fácil e inconsciente; igual que el paso continuo de las ruedas de los carros dibuja poco a poco un surco en el camino.)39

			Si te lanzan una bola con efecto, una de las formas de atraparla sería resolver todas las ecuaciones diferenciales que guían la trayectoria de la pelota y tus propios movimientos, al mismo tiempo que recolocas el cuerpo a partir de las soluciones que obtienes. Por desgracia, no tienes un aparato que solucione ecuaciones diferenciales dentro del cerebro, por lo que resulta preferible resolver un problema más sencillo: cómo colocar el guante de la manera más efectiva entre la bola y el cuerpo. El cerebelo asume que la mano y la bola deberían estar en posiciones relativas similares en cada lanzamiento, por lo cual, si la pelota cae demasiado deprisa y la mano parece moverse demasiado despacio, enviará la orden de mover el guante más rápido para que encaje con la posición relativa habitual.

			Estas acciones simples del cerebelo, que rastrean los estímulos sensoriales y los traducen en movimientos musculares, equivaldrían a la idea matemática de una «función base»; y son lo que nos permite atrapar la bola sin resolver ninguna ecuación diferencial.40 También podemos usar el cerebelo para anticipar cuáles podrían ser nuestras acciones, incluso si al final no las ejecutamos. El cerebelo podría decirte que tienes la opción de atrapar la bola, pero que también hay muchas posibilidades de que choques con otro jugador si lo intentas, de modo que quizá sea mejor no llevar a cabo esa acción. Todo esto ocurre de forma instintiva.

			De un modo similar, si te pones a bailar, la mayoría de las veces el cerebelo dirigirá los movimientos sin que seas consciente. Las personas que carecen de un cerebelo plenamente funcional debido a un traumatismo o una enfermedad pueden ordenar acciones voluntarias a través del neocórtex, pero este proceso requiere un esfuerzo muy concentrado, y, además, existe la posibilidad de que también padezcan un problema de coordinación conocido como «ataxia».41

			Uno de los ingredientes imprescindibles para poder dominar una habilidad física es realizar las acciones que la componen con la frecuencia necesaria para que queden grabadas en la memoria muscular. Unos movimientos que en el pasado requerían un pensamiento y una atención conscientes empiezan a sentirse como si fueran automáticos. En esencia, este proceso representa un cambio del control motor, que pasa del córtex al cerebelo. Al tratar de chutar un balón, resolver el cubo de Rubik o tocar el piano, cuanto menos esfuerzo mental consciente sea necesario para poder ejecutar la tarea, mejor suele ser la calidad de la ejecución. Las acciones serán más rápidas y armoniosas, y entonces será posible centrar la atención en otros aspectos fundamentales para el éxito. Cuando los músicos logran ese dominio del instrumento, pueden producir cualquier nota de una manera tan natural e intuitiva como una persona normal reproduce las notas de Cumpleaños feliz con la voz. Si te preguntara cómo consigues que las cuerdas vocales produzcan la nota correcta en lugar de otra, lo más probable es que seas incapaz de describir con palabras el proceso. Eso es lo que los psicólogos y coaches denominan «competencia inconsciente», porque la habilidad se desarrolla básicamente en un nivel subyacente a la propia conciencia.42

			Sin embargo, los poderes del cerebelo no son el resultado de una arquitectura muy compleja. Aunque contiene la mayoría de las neuronas presentes en el cerebro de un humano adulto (o de otras especies), no hay mucha información sobre su diseño general en el genoma; en gran medida, se compone de módulos pequeños y simples.43 Aunque la neurociencia aún trata de comprender en detalle el funcionamiento del cerebelo, sabemos que se compone de miles de módulos procesadores organizados en una estructura de prealimentación.44 Este hallazgo nos ayuda a comprender qué clase de arquitecturas neuronales son necesarias para realizar las funciones del cerebelo, por lo que los próximos descubrimientos sobre este órgano pueden ofrecer nuevas ideas que también sean útiles en el campo de la IA.

			La mayoría de los módulos del cerebelo tienen definidas unas funciones muy concretas: los que guían los movimientos de los dedos al tocar el piano no son los mismos que desplazan las piernas al caminar. A pesar de que el cerebelo es una región fundamental del cerebro desde hace cientos de miles de años, los seres humanos cada vez dependen menos de sus funciones para sobrevivir, puesto que el neocórtex, mucho más flexible, le ha arrebatado el primer puesto para el desempeño en la sociedad moderna.45

			En cambio, los animales no mamíferos no pueden disfrutar de las ventajas del neocórtex. Sus cerebelos han registrado con suma precisión los comportamientos fundamentales que necesitan para sobrevivir. Ese comportamiento animal, basado en la actividad del cerebelo, se compone de patrones fijos de acciones que están incrustados en todos los miembros de una misma especie, a diferencia del comportamiento adquirido a través de la observación y la imitación. Incluso en los mamíferos, algunos comportamientos bastante complejos también son innatos. Por ejemplo, el ratón ciervo excava una madriguera pequeña, mientras que el ratón de playa construye un refugio mucho más extenso con un túnel de escape.46 Cuando se coloca sobre la arena a unos ratones criados en laboratorio, sin experiencia previa cavando madrigueras, cada ejemplar construye la clase de refugio propia de su especie en un entorno salvaje.

			En gran medida, una acción determinada en el cerebelo —como la capacidad de las ranas para atrapar una mosca con la lengua— persiste en una especie hasta que una población con un comportamiento mejorado la supera a través de un proceso de selección natural. Cuando el comportamiento está dirigido por la genética, y no por el aprendizaje, estos órdenes de magnitud tardan mucho más tiempo en adaptarse. Mientras el aprendizaje permite a una criatura modificar sus acciones durante el tiempo que dura una vida, los comportamientos innatos están limitados a cambios graduales a lo largo de muchas generaciones. Resulta muy interesante, sin embargo, que los científicos computacionales están utilizando ahora unos enfoques «evolutivos» que reflejan el comportamiento determinado por la genética.47 Incluyen la creación de una serie de programas con ciertas características aleatorias para observar cómo funcionan con una tarea determinada. Los que funcionan bien pueden combinar sus características, de forma muy parecida a la mezcla genética derivada de la reproducción animal. A continuación, pueden añadir «mutaciones» aleatorias para ver cuáles mejoran el rendimiento. En el transcurso de muchas generaciones, este enfoque tiene el potencial de optimizar la resolución de problemas de maneras que jamás se le ocurrirían a un programador humano.

			Poner en práctica el equivalente a este método en el mundo real requiere miles de años. Puede parecer un proceso muy lento, pero cabe recordar que la evolución previa a la biología —como la formación de los precursores químicos complejos necesarios para la vida— requirió cientos de miles de años, por lo que el cerebelo actuó en realidad como un acelerador.

			El neocórtex: una estructura jerárquica y flexible capaz de modificarse a sí misma

			Para poder avanzar más deprisa, la evolución tenía que diseñar un sistema que permitiera al cerebro desarrollar nuevos comportamientos sin tener que esperar a que un cambio genético reconfigurara el cerebelo. Es entonces cuando entra en juego el neocórtex. Esta «nueva corteza» apareció hace 200 millones de años en una nueva clase de animales: los mamíferos.48 En aquellos primeros mamíferos, que eran criaturas similares a los roedores, el neocórtex tenía las medidas y el grosor de un sello de correos, y envolvía un cerebro del tamaño de una nuez.49 Pero estaba organizado de una forma mucho más flexible que el cerebelo. En vez de consistir en una colección de módulos dispares que controlan comportamientos diferentes, el neocórtex trabajaba como una especie de conjunto coordinado. Por lo tanto, era capaz de pensar de una forma novedosa: podía inventar nuevos comportamientos en cuestión de días, o incluso de horas. Así se liberó el poder del aprendizaje.

			Hace más de 200 millones de años, los lentos procesos de adaptación de los animales no mamíferos no solían suponer ningún problema, ya que el entorno cambiaba muy despacio. Por regla general, pasaban miles de años hasta que se producía una transformación ambiental que exigía una respuesta en el cerebelo.

			En pocas palabras, el neocórtex esperaba una tragedia para poder conquistar el mundo. Esa crisis, que hoy conocemos como la extinción del Cretácico-Paleógeno, tuvo lugar hace 65 millones de años; 135 millones de años después de que el neocórtex cobrara vida. Debido al impacto de un meteorito, y también seguramente a la actividad volcánica, el entorno de la Tierra cambió de repente, lo cual provocó la extinción del 75 % de todas las especies vegetales y animales, dinosaurios incluidos. (Aunque las criaturas que hoy llamamos dinosaurios se extinguieron durante este suceso, algunos científicos creen que los pájaros serían una ramificación de la especie que consiguió sobrevivir.)50

			Fue entonces cuando el neocórtex, que podía inventar nuevas soluciones muy deprisa, cobró protagonismo. Los mamíferos aumentaron de tamaño. Su cerebro crecía incluso más deprisa, por lo que empezó a ocupar un mayor porcentaje de la masa corporal de un animal. El neocórtex aún creció más rápido, y empezó a desarrollar pliegues para ampliar su superficie.

			Si cogieras el neocórtex de un humano y lo extendieras hasta dejarlo bien liso, tendría el tamaño y el grosor de una gran servilleta de tela.51 Pero, debido a la enorme complejidad de su estructura, hoy representa cerca del 80 % del peso del cerebro humano.52

			Describo en profundidad el funcionamiento del neocórtex en mi libro Cómo crear una mente, publicado en 2012, pero aquí haré un breve resumen para subrayar los conceptos clave. El neocórtex se compone de una estructura relativamente simple que no deja de repetirse, y cada uno de esos fragmentos incluye unas cien neuronas. Esos módulos pueden aprender, reconocer y recordar un patrón. Y también aprenden a organizarse en jerarquías por su cuenta, en las que cada nivel superior domina unos conceptos cada vez más sofisticados. Esas subunidades que se van repitiendo reciben el nombre de «minicolumnas corticales».53

			Según los cálculos actuales, hay entre 21.000 y 26.000 millones de neuronas en todo el córtex cerebral, y el 90 % —de media, 21.000 millones— se encuentran en el neocórtex.54 Si cada uno de los módulos tiene unas 100 neuronas más o menos, se deduce que tenemos unos 200 millones de minicolumnas.55 Las últimas investigaciones demuestran que, a diferencia de lo que ocurre con los ordenadores digitales, que realizan la mayoría de las operaciones de forma secuencial, los módulos del neocórtex recurren al paralelismo a gran escala;56 es decir, ocurren muchas cosas al mismo tiempo. De este modo, el cerebro se convierte en un sistema muy dinámico, por lo que modelar un ordenador a su imagen y semejanza representa un enorme desafío.

			La neurociencia aún tiene que descubrir muchas cosas sobre los detalles más concretos, pero los conceptos básicos sobre la organización y conexión de las minicolumnas ya arrojan un poco de luz sobre su funcionamiento. De forma parecida a las redes neuronales artificiales que funcionan con chips de silicio, las redes neuronales del cerebro utilizan capas jerárquicas que separan los datos de entrada en bruto (señales sensoriales, en el caso de una persona) y las salidas (el comportamiento humano). Esta estructura posibilita un progresivo nivel de abstracción que culmina en las formas sutiles de la cognición que describimos como humanas.

			En el nivel inferior (conectado directamente con las entradas sensoriales), un módulo puede servir para reconocer un determinado estímulo visual, como una forma curva. El resto de los niveles procesan las salidas de los módulos neocorticales inferiores y añaden contexto y abstracción. Así, los niveles más elevados (más alejados de los que están conectados con los sentidos) son capaces de reconocer que esa forma curva es una parte de una letra, detectar que esa letra es un elemento de una palabra y conectar esa palabra con un significado semántico complejo. En el nivel superior se encuentran aquellos conceptos mucho más abstractos, como la capacidad para reconocer que una frase es divertida, irónica o sarcástica.

			Aunque la «altura» de un nivel neocortical determina su grado de abstracción en relación con una serie única de señales que se propagan desde las entradas sensoriales, este proceso no es unidireccional. Las seis capas principales del neocórtex se comunican entre sí de forma dinámica, en ambas direcciones; por lo tanto, no puede decirse que el razonamiento abstracto sólo tenga lugar en las capas superiores.57 De hecho, resulta mucho más útil observar la relación entre los niveles y la abstracción en función de cada especie. Es decir, el neocórtex multicapa nos proporciona una mayor capacidad de razonamiento abstracto, en comparación con las criaturas que tienen un córtex más simple. Y el día que los humanos sean capaces de conectar el neocórtex con la computación en la nube, liberarán un enorme potencial que nos permitirá llevar el razonamiento abstracto mucho más lejos de lo que el cerebro biológico puede hacer en la actualidad por sí mismo.
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			Los fundamentos neurológicos de estas abstracciones son un descubrimiento bastante reciente. Cuando, a finales de la década de 1990, el neurocirujano Itzhak Fried realizó una operación en el cerebro a una chica de 16 años con epilepsia, la mantuvo despierta para que pudiera responder a todo lo que estaba ocurriendo.58 Pudo recurrir a ese procedimiento porque en el cerebro no hay receptores del dolor.59 Cada vez que el neurocirujano estimulaba un punto concreto del neocórtex, la chica se ponía a reír. Fried y su equipo enseguida se dieron cuenta de que en ese punto estaban activando la percepción del sentido del humor. La risa no era un simple acto reflejo; la chica creía que la situación era realmente graciosa, aunque en la sala de operaciones no hubiera ocurrido nada divertido. Cuando los médicos le preguntaban por qué se reía, no respondía con una frase del estilo «oh, por nada en particular» o «habéis estimulado mi cerebro», sino que encontraba una causa para explicarlo. Justificaba la risa con un comentario del estilo «¡es que sois todos tan divertidos, todos ahí de pie!».60

			La posibilidad de localizar y activar el punto del neocórtex que codifica la detección de un hecho gracioso reveló que esa región era responsable de conceptos como el humor y la ironía. Otras pruebas no invasivas han confirmado este descubrimiento. Por ejemplo, leer frases irónicas ilumina unas partes del cerebro llamadas «red ToM» (siglas en inglés de «teoría de la mente»).61 La capacidad de abstracción neocortical fue el factor facilitador para que los seres humanos inventaran el lenguaje, la música, el humor, la ciencia, el arte y la tecnología.62

			Ninguna otra especie ha conseguido crear nada parecido (a pesar de los frecuentes titulares clickbait que afirman lo contrario). Ningún otro animal puede llevar el ritmo en la cabeza o contar un chiste o dar un discurso o escribir (¡o leer!) este libro. Aunque algunos animales, como los chimpancés, pueden elaborar herramientas primitivas, esos instrumentos no son lo bastante sofisticados como para desencadenar un rápido proceso de automejora.63 De modo similar, otros animales usan formas simples de comunicación, pero no son capaces de transmitir ideas jerárquicas, mientras que nosotros sí podemos hacerlo con el lenguaje humano.64 Como primates, ya estábamos haciendo un excelente trabajo sin un córtex frontal, pero cuando tuvimos acceso a estos módulos adicionales y pudimos comprender conceptos sobre el mundo y la existencia, dejamos de ser un simple animal avanzado y nos convertimos en seres filosóficos.

			Sin embargo, deberíamos recordar que la evolución del cerebro fue sólo una parte de nuestra ascensión como especie. Por más potencia neocortical que tengamos a nuestra disposición, la ciencia y el arte no habrían sido posibles sin otra innovación fundamental: el dedo pulgar.65 Otros animales con un neocórtex comparable o incluso más grande que el de los seres humanos (en términos absolutos) —como las ballenas, los delfines y los elefantes— no tienen nada parecido a un pulgar oponible con el que sujetar con precisión un material natural y convertirlo en tecnología. La lección: ¡somos muy afortunados en un sentido evolutivo!

			También tenemos la suerte de que el neocórtex humano no sólo está formado de capas, sino que además están conectadas de maneras muy novedosas y potentes. Pero la organización jerárquica de los módulos no es exclusiva del neocórtex; el cerebelo también tiene jerarquías.66 Lo que diferencia al neocórtex son tres características básicas que posibilitan la creatividad en los mamíferos, y en especial en los seres humanos: 1) puede propagar por toda su estructura el patrón de activación de las neuronas para un concepto determinado, y no sólo por el área concreta donde se originó; 2) puede asociar un patrón de activación con otros aspectos similares de muchos conceptos distintos, y las ideas asociadas están representadas por patrones de activación también relacionados; y 3) a través del neocórtex pueden activarse millones de patrones al mismo tiempo, e interactuar entre sí de maneras muy complejas.67, 68

			Por ejemplo, las conexiones complejas en el interior del neocórtex propician los valiosos recuerdos asociativos.69 Un recuerdo en el cerebro es como una página de la Wikipedia: se puede llegar a ella desde muchos enlaces diferentes, y puede cambiar con el tiempo. Como un artículo de la Wikipedia, los recuerdos también pueden ser multimedia. Un recuerdo puede activarse por un olor, un sabor, un sonido o por casi cualquier otra entrada sensorial.

			Asimismo, las semejanzas en los patrones de activación neocortical potencian el razonamiento analógico. El patrón que representa bajar la posición de la mano estará relacionado con el patrón que representa bajar el tono de la voz; e incluso de otros «descensos» más metafóricos, como los conceptos para describir una caída de las temperaturas o la decadencia de un imperio en la historia. De este modo podemos crear un patrón a partir del aprendizaje de un concepto de una materia determinada, y aplicarlo entonces a otra completamente diferente.

			La capacidad del neocórtex para establecer analogías entre diversas materias es responsable de muchos de los grandes avances intelectuales de la historia. Por ejemplo, la teoría de la evolución de Charles Darwin nació de una analogía con la geología. Antes de Darwin (1809-1882), los científicos creían que Dios había tomado la decisión de crear cada especie por separado. Ya existían algunas teorías cuasievolucionistas, entre las cuales destaca la de Jean-Baptiste Lamarck (1744-1829), quien propuso que los animales seguían un proceso natural que los hacía evolucionar hacia especies más complejas, y que su descendencia podía heredar las características que sus padres habían adquirido o desarrollado durante su propia vida.70 Sin embargo, en cada una de estas teorías, los mecanismos propuestos para explicarlas eran falsos o tenían muchas lagunas.

			Pero Darwin tuvo contacto con una visión diferente cuando estudió la obra del geólogo escocés Charles Lyell (1797-1875), que defendía una idea controvertida sobre el origen de los grandes desfiladeros.71 La visión predominante era que los desfiladeros existían por la acción creadora de Dios, y que los ríos que los atravesaban llegaban hasta la parte inferior del cañón por la acción de la gravedad. La idea de Lyell era que el río existía primero, y que el desfiladero sólo aparecía después. Su teoría encontró una fuerte resistencia, y tuvo que pasar cierto tiempo antes de que fuera aceptada, pero los científicos no tardaron en darse cuenta de que los pequeños impactos del agua que fluía en la roca, multiplicados con el paso de los años, podían excavar una garganta tan profunda como el Gran Cañón del Colorado. La teoría de Lyell se inspiraba bastante en el trabajo de otro geólogo escocés, James Hutton (1726-1797), quien había propuesto primero la teoría del uniformismo, según la cual el mundo no había cobrado forma por la acción de una inundación bíblica de consecuencias catastróficas, sino que era el producto de un conjunto constante de fuerzas naturales que actuaban gradualmente con el paso del tiempo.72

			Darwin se enfrentó a un desafío mucho más abrumador en su propio campo. La biología tenía una complejidad interminable, pero Darwin vio la relación entre Lyell y sus propios estudios como naturalista, una conexión que describió en la introducción de su libro El origen de las especies, publicado en 1859. Adoptó la idea de Lyell sobre la importancia de que el río erosione en cada instante un pequeño fragmento de roca, y después la trasladó a lo que podría ocurrir con un pequeño cambio genético durante una generación. Darwin defendió su teoría con una analogía explícita: «Mientras que la geología moderna ha desterrado casi por completo ideas como la excavación de un gran valle por una única ola diluviana, también la selección natural, si acaba siendo un principio verdadero, desterrará la creencia en la creación continua de nuevos seres orgánicos, o en cualquier gran modificación repentina de su estructura».73 Esta idea desencadenó la revolución científica más profunda que nuestra civilización haya conocido. El resto de los candidatos a este honor, de Newton y la gravedad a Einstein y la relatividad, se basaron en ideas similares.

			
			Aprendizaje profundo: recrear los poderes del neocórtex

			¿Cómo podemos replicar digitalmente la flexibilidad y la capacidad de abstracción del neocórtex? Como mencionaba al comienzo de este capítulo, los sistemas simbólicos basados en reglas son demasiado rígidos para reflejar la fluidez de la cognición humana. Los enfoques conexionistas tampoco fueron viables durante mucho tiempo, ya que requerían demasiada potencia de procesamiento para aprender. Sin embargo, el precio de la potencia de cálculo se ha ido reduciendo de forma espectacular. ¿Por qué?

			El cofundador de Intel, Gordon Moore (1929-2023), también es el epónimo de la ley de Moore, que articuló por primera vez en 1965 y que desde entonces se ha convertido en la tendencia más importante de la tecnología de la información.74 En su versión más popular, plantea que, gracias a la progresiva miniaturización, el número de transistores que pueden añadirse a un chip informático se duplica más o menos cada dos años. Los más escépticos, que no creen en el progreso continuo y exponencial de la potencia de cálculo, señalan que la ley de Moore llegará a su punto final cuando la densidad del transistor de un circuito integrado alcance su límite físico a escala atómica; pero esta crítica ignora una verdad más profunda. La ley de Moore sólo es una expresión de un principio fundamental que yo denomino la «ley de rendimientos acelerados», según la cual la tecnología de la información crea bucles de retroalimentación en la innovación. Cuando Moore enunció su famosa observación, la ley ya se había manifestado al mejorar de forma exponencial la relación precio-rendimiento en cuatro grandes paradigmas tecnológicos —electromecánico, relés, tubos de vacío y transistores—. Cuando los circuitos integrados actuales lleguen a su propio límite, los nuevos paradigmas que utilizan nanomateriales o cálculos tridimensionales tomarán el relevo.75

			Como mínimo, esta gran tendencia ha seguido avanzando con constancia y de forma exponencial desde 1888 (¡mucho antes de que Moore hubiera nacido!).76 Alrededor del año 2010, el progreso llegó a un punto en que ya podía liberar potencial escondido en el enfoque conexionista, modelado a partir del cálculo jerárquico multicapa que se produce en el neocórtex: el aprendizaje profundo. El aprendizaje profundo es el enfoque que ha facilitado la llegada de unos avances tan sorprendentes, y aparentemente tan repentinos, en el campo de la inteligencia artificial desde que se publicó La singularidad está cerca.

			El primer descubrimiento que señaló el potencial transformador del aprendizaje profundo fue el diseño de una IA capaz de dominar el go, un juego de mesa originario de China. Como el go tiene un número de posibles movimientos muy superior al ajedrez, y es más difícil juzgar si una jugada es buena o mala, los enfoques IA que habían funcionado para derrotar a los grandes maestros humanos del ajedrez apenas hacían avances con el go. Incluso los expertos más optimistas creían que el problema no se resolvería, en el mejor de los casos, hasta el año 2020. (En 2012, el destacado futurólogo experto en IA Nick Bostrom especulaba con que la inteligencia artificial no dominaría el juego del go hasta el año 2022.)77 Pero, entonces, en 2015-2016, una subsidiaria de Alphabet, DeepMind, creó AlphaGo con un método basado en el «aprendizaje de refuerzo profundo», en que una gran red neuronal procesaba sus propias partidas y aprendía de sus éxitos y fracasos.78 Empezó con una gran cantidad de movimientos registrados en partidas de go entre humanos, y a continuación jugó consigo misma infinidad de veces hasta que la versión AlphaGo Master fue capaz de derrotar al campeón del mundo, Ke Jie.79

			Unos pocos meses después, se produjo un avance aún más relevante con AlphaGo Zero. Cuando IBM derrotó al campeón mundial de ajedrez Garri Kaspárov en 1997 con Deep Blue, el superordenador contenía todo el conocimiento que los programadores habían podido recopilar de los expertos humanos en ajedrez.80 No servía para nada más; sólo era una máquina para jugar al ajedrez. Por el contrario, AlphaGo Zero no recibió ningún tipo de información de origen humano sobre el go, salvo las reglas del juego y, sólo tres días después de empezar a competir contra ella misma, pasó de proponer movimientos aleatorios a derrotar con facilidad a su encarnación previa entrenada por humanos, AlphaGo, por 100 partidas a 0.81 (En 2016, AlphaGO derrotó a Lee Sedol, quien por entonces ocupaba el segundo puesto en el ranking de títulos internacionales, en cuatro de cinco partidas.) AlphaGo Zero usaba un nuevo sistema de aprendizaje de refuerzo, en que el programa se convertía en su propio profesor. AlphaGo Zero sólo necesitó veintiún días para alcanzar el nivel de AlphaGo Master, la versión que derrotó a sesenta jugadores profesionales de primer nivel y al campeón del mundo Ke Jie en las tres partidas que disputaron en 2017.82 Cuarenta días después, AlphaGo Zero había superado a todas las versiones anteriores de AlphaGo y se convirtió en el mejor jugador de go de la historia, ya fuera humano o artificial.83 Lo consiguió sin información codificada de partidas reales ni intervención humana.

			Pero aquél no fue el logro más destacado de DeepMind. Su siguiente encarnación, AlphaZero, fue capaz de transferir las habilidades aprendidas en el go a otros juegos, como el ajedrez.84 El programa no sólo derrotó a todos los rivales humanos jugando al ajedrez, sino también a todas las máquinas diseñadas con este mismo fin, y lo consiguió con sólo cuatro horas de entrenamiento, sin usar otra información previa salvo las reglas del juego. También tuvo el mismo éxito jugando al shōgi. Cuando escribo estas líneas, la última versión se llama MuZero y ha vuelto a repetir todos estos logros, ¡sin tener siquiera las reglas del juego!85 Con esta capacidad para «transferir el aprendizaje», MuZero puede dominar cualquier juego de mesa en que no exista ambigüedad, probabilidad o información oculta, o cualquier videojuego determinista como el Pong, de Atari. La capacidad para aplicar el aprendizaje de un ámbito concreto a otra materia relacionada es una característica fundamental de la inteligencia humana.

			Pero el aprendizaje de refuerzo profundo no se limita a dominar esta clase de juegos. Las IA que pueden ganar al StarCraft II o al póquer, dos juegos que incluyen un alto grado de incertidumbre y requieren una comprensión sofisticada de los rivales en la partida, también han superado hace poco los resultados de cualquier ser humano.86 Las únicas excepciones (por ahora) son los juegos de mesa que requieren competencias lingüísticas muy avanzadas. Diplomacy quizá sería el mejor ejemplo: el juego consiste en dominar el mundo y nadie puede ganar sólo con suerte o información; además, la mecánica obliga a los participantes a hablar entre sí.87 Para ganar, tienes que convencer a los demás de que los movimientos que te interesan a ti también los benefician a ellos. Por lo tanto, una IA que quiera ganar a juegos como el Diplomacy también tendrá que dominar el engaño y la persuasión en un sentido muy amplio. Pero, incluso con el Diplomacy, la IA ha hecho avances muy sorprendentes en 2022, sobre todo la CICERO de Meta, que ha podido derrotar a muchos jugadores humanos.88 En la actualidad, esta clase de logros se producen casi cada semana.

			Las mismas capacidades de aprendizaje profundo que permiten dominar con facilidad los juegos también pueden aplicarse a situaciones del mundo real. En esencia, lo que necesitamos es un simulador que pueda replicar la tarea que la IA trata de aprender; como la experiencia de conducir un coche, llena de variaciones y ambigüedades. Cuando estás al volante puede ocurrir cualquier cosa, desde que otro coche frene de improviso delante de ti o venga en contradirección hasta que un niño aparezca de repente en la calle yendo tras una pelota. Para resolver este problema, una subsidiaria de Alphabet, Waymo, ha creado un software de conducción para coches autónomos que al principio necesitaba contar con un supervisor humano en todos los trayectos.89 En Waymo registraron todos los detalles de aquellos viajes, y crearon un simulador muy completo a partir de los datos del estudio. En la actualidad, cuando los vehículos reales han registrado más de 32 millones de kilómetros (en el momento en que escribo estas líneas), los coches simulados pueden recorrer miles de millones de kilómetros para aprender en un espacio virtual realista.90, 91 Al acumular una experiencia tan vasta, un coche autónomo real podrá circular mucho mejor que un conductor humano. De un modo similar, como veremos a fondo en el capítulo 6, la IA está utilizando una amplia variedad de nuevas técnicas de simulación para hacer mejores predicciones sobre el plegamiento de las proteínas. Es uno de los problemas más difíciles en el ámbito de la biología, y su resolución abriría la puerta al descubrimiento de medicamentos revolucionarios.

			Aunque MuZero puede ganar en muchos juegos distintos, sus logros son relativamente limitados: no puede escribir un soneto ni consolar a los enfermos. Para alcanzar la abrumadora generalidad del neocórtex humano, la IA tendrá que dominar el lenguaje. El lenguaje es lo que nos permite conectar ámbitos del conocimiento muy dispares y establecer una transferencia simbólica del saber al más alto nivel. Es decir, gracias al lenguaje no necesitamos revisar un millón de muestras de datos en bruto para aprender algo: podemos actualizar lo que sabemos con sólo leer un resumen de una única línea.

			Los avances más rápidos en este campo provienen de sistemas que procesan el lenguaje usando redes neuronales profundas para representar el significado de las palabras en un espacio (muy) multidimensional. Para conseguirlo pueden utilizarse distintas técnicas matemáticas, pero en esencia todas permiten a la IA descubrir el significado del lenguaje sin utilizar las reglas lingüísticas codificadas que requiere un enfoque simbólico. Por poner un ejemplo, podemos construir una red neuronal multicapa y prealimentada, y encontrar miles de millones (o billones) de frases para entrenarla. Es posible obtenerlas en internet, de fuentes con acceso público y abierto. Acto seguido se utiliza la red neuronal para asignar un punto a cada frase en un espacio de 500 dimensiones (o sea, una lista de 500 números, aunque esta cantidad es arbitraria, ya que puede tener cualquier valor elevado). En una primera etapa, se asigna a la frase una tarea aleatoria por cada uno de los 500 valores. Durante el entrenamiento, la red neuronal corrige el lugar de la frase dentro del espacio de 500 dimensiones, de manera que aquellas con un significado similar se colocan juntas, mientras que aquellas con un sentido contrario se sitúan más alejadas entre sí. Si repetimos este proceso con muchos miles de millones de frases, la posición de cada una en el espacio de 500 dimensiones indicará su significado en virtud de las que tiene más cerca.

			De esta forma, la IA no aprende el significado a partir de una regla gramatical o un diccionario, sino del contexto real en que se usan las palabras. Por ejemplo, aprendería que la palabra masa tiene distintos significados porque en ciertos contextos la gente habla de preparar la masa de un pastel, mientras que en otros se habla de la masa que tiene un cuerpo celeste, por ejemplo. En cambio, nadie habla de comerse un pastel hecho de un asteroide. Con la excepción de la pequeña parte del vocabulario que adquirimos en el colegio o que buscamos en el diccionario, los seres humanos aprendemos de esta forma el significado de las palabras que conocemos. Y la IA ya ha ampliado su capacidad de asociación más allá del reino de las palabras. Un proyecto de OpenAI llamado CLIP y lanzado en 2021 consiste en una red neuronal entrenada para enlazar imágenes con el texto que las describe. Como resultado, los nodos de CLIP son capaces de «responder al mismo concepto, tanto si se presenta de manera literal, simbólica o conceptual».92 Por ejemplo, un mismo nodo podría activarse en respuesta a una foto de una araña, a un dibujo de Spider-Man o a la palabra araña. Así es como el cerebro humano procesa los conceptos en distintos contextos; un avance que representa un gran salto para la IA.

			Otra variante de este método es un espacio de 500 dimensiones que incluye frases en todos los idiomas. Por tanto, si quieres traducir una frase de un idioma a otro, sólo tienes que buscar en el punto más cercano de este espacio hiperdimensional la que aparezca escrita en el lenguaje de destino. También puedes encontrar otras frases que estén bastante cerca del significado deseado buscando las situadas en las proximidades del espacio. Una tercera opción es crear dos espacios de 500 dimensiones interconectados, donde el segundo revela las respuestas a las preguntas del primero. Este método exige ensamblar miles de millones de frases, en que cada una es la respuesta de otra. Una ampliación de este concepto sería la creación de un «codificador universal de frases» (universal sentence encoder, USE) que mi equipo en Google diseñó con la idea de añadir cada frase a una serie de datos que detectaba miles de características, como «irónico», «gracioso» o «positivo».93 Una IA entrenada con estos datos enriquecidos no sólo imita el uso del lenguaje entre las personas, sino que también comprende características semánticas más profundas que no serían demasiado evidentes a partir del significado literal de las palabras de una frase. Este metaconocimiento permite una comprensión más precisa y completa.

			En Google hemos creado distintas aplicaciones que producen y utilizan el lenguaje conversacional a partir de estos principios. Una de las más destacadas es Gmail Smart Reply.94 Si usas Gmail, te habrás dado cuenta de que ahora te ofrece tres sugerencias para responder a cada correo electrónico. Las respuestas no sólo tienen en cuenta el correo al que estás respondiendo, sino todos los de la misma cadena, el contenido del título y otras indicaciones sobre la persona a quien escribes. Todos estos elementos de un correo electrónico requieren una representación multidimensional de cada punto en la conversación. Se trataría de una combinación de una red neuronal multidimensional y prealimentada con una representación jerárquica del contenido lingüístico que simboliza el «toma y daca» de un diálogo. Algunas personas tenían la sensación de que Gmail Smart Reply proponía cosas un poco extrañas al principio, pero enseguida fue ganando terreno entre los usuarios por su naturalidad y conveniencia, y hoy representa una parte significativa de todo el tráfico de Gmail.

			Talk to Books fue el nombre de otra aplicación de Google basada en este enfoque. (Estuvo disponible como servicio independiente entre 2018 y 2023.) Después de cargar la aplicación, podías hacerle una pregunta. El software revisaba todas las frases (500 millones en total) de más de 100.000 libros en medio segundo. No era una aplicación más de la búsqueda normal de Google, que encuentra enlaces relevantes a partir de una combinación de palabras clave, frecuencia de clics del usuario y otro tipo de métricas, sino que reaccionaba a partir del significado de la pregunta y del sentido real de los 500 millones de frases de esos más de 100.000 libros.

			Una de las aplicaciones más prometedoras del procesamiento de lenguaje hiperdimensional son unos sistemas IA llamados «transformadores». Son modelos de aprendizaje profundo que usan un mecanismo denominado «atención» para focalizar la potencia de cálculo en las partes más relevantes de los datos de entrada; de forma muy similar a lo que hace el neocórtex humano cuando dirige la atención hacia la información más importante para el razonamiento. Los transformadores se entrenan con una ingente cantidad de textos que codifican como si fueran tokens; por regla general, una combinación de fragmentos de palabras, términos completos y locuciones compuestas. El modelo usa entonces un gran número de parámetros (billones en la actualidad) para clasificar cada token. Los parámetros podrían verse como una serie de factores que se utilizan para hacer predicciones sobre algo en concreto.

			Un ejemplo simplificado, en el caso de que sólo fuera posible utilizar un único parámetro para predecir «¿este animal es un elefante?», sería escoger «trompa». Si se activa el nodo de la red neuronal que determina si el animal tiene trompa («sí, la tiene»), el transformador lo categoriza como un elefante. Pero incluso si ese nodo aprende a reconocer las trompas a la perfección, hay otros animales que también tienen una y que no son elefantes, por lo que un modelo con un único parámetro los clasificaría de forma errónea. Si se añaden nuevos parámetros al sistema, como «cuerpo peludo», podemos mejorar la precisión. Ahora, en el caso de que se activen ambos nodos («cuerpo peludo» y «trompa»), seguramente llegaría a la conclusión de que no se trata de un elefante, sino de un mamut lanudo. Cuantos más parámetros tenga a mi disposición, cuanto mayor sea la granuralidad de los datos que puedo capturar, mejores serán las predicciones que el sistema es capaz de realizar.

			En un transformador, esta clase de parámetros se almacenan como los pesos entre nodos de una red neuronal. Y, en la práctica, aunque a veces corresponden a conceptos comprensibles para un humano como «cuerpo peludo» o «trompa», muchas veces representan relaciones estadísticas muy abstractas que el modelo ha detectado en los datos de entrenamiento. Mediante estas relaciones, los grandes modelos de lenguaje (large language models, LLM) basados en transformadores pueden predecir los tokens que tienen más probabilidades de encajar con una instrucción concreta planteada por un humano. Después, los convierten en un texto (o imágenes, audio o vídeo) que los humanos puedan comprender. Diseñado por los investigadores de Google en 2017, este mecanismo está detrás de la mayoría de los grandes avances en la IA de los últimos años.95

			La idea más importante que debemos comprender es que los transformadores dependen de una cantidad enorme de parámetros para ser precisos. Y esto requiere un número de cálculos que también es enorme, tanto para el entrenamiento como durante la operativa. El modelo que OpenAI lanzó en 2019, el GPT-2, tenía 1.500 millones de parámetros, y, a pesar de algunos momentos prometedores, no funcionaba muy bien.96 Pero, cuando los transformadores superaron los 100.000 millones de parámetros, se produjo un gran avance en el procesamiento del lenguaje natural; de repente, una IA podía responder preguntas por su cuenta, con inteligencia y sutileza. En 2020, GPT-3 usaba 175.000 millones de parámetros, pero, un año después, el modelo Gopher de DeepMind, con 280.000 millones, obtenía mejores resultados todavía.97, 98 También en 2021, Google presentó un transformador con 1,6 billones de parámetros llamado Switch, que además se publicó en código abierto para que cualquier persona pueda trabajar en su desarrollo.99 Aunque el tamaño récord de Switch arqueó unas cuantas cejas, también incorporaba una gran innovación que se bautizó como «mezcla de expertos». Con este sistema, el transformador es capaz de centrarse con mayor eficiencia en las partes relevantes del modelo para cada tarea. Es un avance muy importante para evitar que los costes de la potencia de cálculo aumenten de forma descontrolada a medida que los modelos son cada vez más grandes.

			¿Por qué es tan importante el tamaño? En pocas palabras, permite que los modelos accedan a las características más profundas de los datos que utilizan para aprender. Los modelos más pequeños trabajan bastante bien con tareas concretas, como, por ejemplo, usar los datos históricos para predecir las temperaturas. Pero el lenguaje natural tiene unos principios muy diferentes. Como las formas de empezar una frase son infinitas, un modelo basado en transformadores, incluso si ha sido entrenado con cientos de miles de millones de tokens, es incapaz de memorizar palabra por palabra todas las citas y declaraciones que tiene a su disposición para completar un texto. En cambio, si dispone de muchos miles de millones de parámetros, el modelo puede procesar las palabras de las instrucciones (el prompt) por su significado asociativo, y usar a continuación el contexto disponible para elaborar un texto completo que hasta entonces nadie había leído. Y como los textos de entrenamiento incluyen muchos estilos de discurso distintos, como preguntas y respuestas, columnas de opinión o diálogos teatrales, el transformador puede aprender a reconocer la naturaleza de la solicitud y generar una salida que adopte la forma apropiada. Aunque los escépticos siempre pueden despreciar los logros obtenidos y decir que sólo se trata de un ingenioso truco estadístico, la realidad es que todos los datos se han sintetizado a partir de la producción original de millones de seres humanos, por lo que la IA desarrolla una verdadera creatividad por su propia cuenta.

			GPT-3 fue el primer modelo de este tipo que salió al mercado y que demostró su creatividad de una forma que impresionó a los usuarios.100 Por ejemplo, la investigadora Amanda Askell introdujo en el sistema un pasaje del famoso «argumento de la habitación china» del filósofo John Searle.101 Este experimento mental plantea que un ser humano que no hable chino y que traduzca manualmente el idioma, utilizando un algoritmo y papel y lápiz, no comprendería las historias que interpreta. Por tanto, ¿alguien se atrevería a afirmar que una IA que ejecuta ese mismo programa entiende de verdad lo que está diciendo? GPT-3 respondió así a esta pregunta: «Resulta evidente que no entiendo ni una sola palabra de las historias»; y explicó que el programa de traducción es un sistema formal que «no explica el significado, del mismo modo que un libro de cocina no explica una comida». Esta metáfora nunca había aparecido en ninguna otra parte, y más bien parece una adaptación de otro símil del filósofo David Chalmer, quien afirmó que una receta no puede explicar del todo las cualidades de un pastel. Es la misma clase de analogía que ayudó a Darwin a descubrir la evolución.

			GPT-3 también abrió la puerta a una nueva capacidad, la creatividad estilística. Como el modelo tenía suficientes parámetros para digerir una serie de datos de un tamaño colosal, a la hora de la verdad conocía todas las formas de la escritura humana. Los usuarios podían pedirle que respondiera a cualquier pregunta sobre un tema utilizando una amplia variedad de estilos: desde textos científicos hasta libros infantiles, composiciones poéticas o guiones de comedias de situación. Incluso podía imitar a escritores concretos, vivos o muertos. Cuando el programador Mckay Wrigley planteó a GPT-3 que respondiera a la pregunta «¿cómo podemos ser más creativos?» en el estilo del psicólogo pop Scott Barry Kaufman, la IA ofreció una respuesta novedosa sobre la que el propio Kaufman afirmó: «Sin duda, se parece a algo que yo podría haber dicho».102

			En 2021, Google presentó LaMDA, un modelo optimizado para mantener conversaciones con final abierto, como las que tenemos en la vida real.103 Si le pides a LaMDA que responda a las preguntas como si fuera una foca de Weddell, por ejemplo, ofrece respuesta coherentes y divertidas desde la perspectiva del animal; por ejemplo, a un hipotético cazador le diría: «Ja, ja, buena suerte. Espero que no te congeles antes de que puedas acertar a una de nosotras».104 Esta clase de respuesta demostraba que el modelo conocía el contexto con una profundidad que durante mucho tiempo era terreno vetado para la IA.

			Otro de los grandes avances de 2021 fue la multimodalidad. En general, los sistemas anteriores estaban limitados a la entrada y la salida de un único tipo de datos; algunas IA se especializaban en reconocer imágenes, otras analizaban sonidos y las LLM conversaban en lenguaje natural. El siguiente paso consistía en conectar distintos tipos de datos en un único modelo. Fue entonces cuando OpenAI presentó DALL-E (una graciosa combinación entre el pintor surrealista Dalí y la película de Pixar WALL·E), un transformador entrenado para comprender la relación entre las palabras y las imágenes.105 Desde ese punto de partida, podía crear ilustraciones de conceptos totalmente nuevos con una simple descripción textual (por ejemplo, «una butaca con forma de aguacate»). En 2022 llegó su sucesor, DALL-E 2, además de Google Imagen y otros modelos como Midjourney y Stable Diffusion, que elevaron las capacidades anteriores hasta producir imágenes con un realismo fotográfico.106, 107 Con una simple entrada de texto como «una foto de un oso panda peludo llevando un sombrero de vaquero y una chaqueta de cuero negro mientras conduce una moto en la cima de una montaña», la IA puede crear desde cero una imagen que parece real.108 Este tipo de creatividad transformará muchos ámbitos que hasta hace poco parecían territorio exclusivo de los seres humanos.

			Además de crear imágenes maravillosas, los modelos multimodales también han hecho otro avance mucho más trascendental. En términos generales, los modelos como GPT-3 son un buen ejemplo del «aprendizaje en pocos intentos» (few-shot learning). Es decir, después de la fase de entrenamiento, pueden empezar a trabajar con una muestra de texto relativamente reducida y completarla de forma convincente. Con una IA especializada en diseño gráfico, el equivalente sería enseñarle cinco imágenes de un objeto desconocido —como un unicornio— (en lugar de cinco mil o cinco millones, como exigían los métodos anteriores), y pedirle entonces que reconozca nuevas imágenes de unicornios o incluso que cree dibujos originales e inéditos de este mítico animal. Pero DALL-E e Imagen han llevado un poco más lejos este espectacular avance y han conseguido destacar en el «aprendizaje de cero intentos». DALL-E e Imagen pueden combinar conceptos que ya han aprendido para crear imágenes completamente diferentes a cualquier otra que hayan visto en los datos de entrenamiento. Ante una instrucción textual como «una ilustración de un pequeño rábano blanco con un tutú mientras pasea un perro», DALL-E produjo unos adorables dibujos que reflejaban con precisión la idea. Consiguió unos resultados similares con la orden «un caracol con la textura de un arpa». Incluso creó un «emoji de calidad profesional de una taza de té de burbujas que está enamorada», y que incluía unos ojos con forma de corazón que brillaban sobre las bolitas flotantes de tapioca.

			El aprendizaje de cero intentos representa la propia esencia de la inteligencia y el pensamiento analógico. Demuestra que la IA no sólo repite como un loro los datos que ingiere. Aprende conceptos y los aplica de formas creativas en problemas nuevos. Perfeccionar estas habilidades y trasladarlas a muchos más ámbitos será uno de los desafíos más decisivos de la inteligencia artificial durante la década de 2020.

			Al margen de la flexibilidad que proporciona el aprendizaje de cero intentos para abordar una tarea determinada, los modelos IA están demostrando muy rápido una gran capacidad de adaptación entre distintas materias. Sólo diecisiete meses después de que MuZero demostrara su maestría con diversos juegos, DeepMind presentó Gato: una red neuronal única que puede realizar tareas diferentes, desde jugar a los videojuegos o chatear usando mensajes de texto hasta subtitular imágenes o controlar un brazo robótico.109 En sí, estas capacidades no son nada nuevo, pero combinarlas en un sistema unificado similar a un cerebro es un gran paso adelante hacia la generalización que caracteriza a los humanos, y que augura los rápidos avances que veremos en un futuro cercano. En La singularidad está cerca predije que podríamos combinar miles de habilidades individuales en una sola IA antes de aprobar el test de Turing.

			La programación informática es una de las herramientas más potentes para aplicar la inteligencia humana de una forma muy flexible; de hecho, fue así como se creó al principio la inteligencia artificial. En 2021, OpenAI presentó Codex, que podía recibir una solicitud del usuario en su propio idioma y después traducirla a un código operativo en distintos lenguajes de programación, como Python, JavaScript y Ruby.110 En pocos minutos, una persona sin ninguna experiencia en programación puede teclear lo que quiere hacer y crear una aplicación o un juego sencillo. El modelo Alphacode de DeepMind, presentado en 2022, presumía de dominar aún mejor la escritura de código, y seguro que, cuando leas estas líneas, habrán aparecido nuevas IA para programar todavía más potentes.111 En los próximos años, estas capacidades liberarán un asombroso potencial humano, ya que los lenguajes de programación dejarán de ser un requisito imprescindible para llevar a la práctica ideas creativas a través del software.

			A pesar de tales logros, todos estos modelos tienen serias dificultades cuando se enfrentan a tareas complejas y no disponen de la ayuda de un ser humano. Aunque son capaces de completar todas las subtareas por separado, tienen serias dificultades para imaginar cómo podría encajar todo junto. En abril de 2022, el modelo PaLM de Google, con 540.000 millones de parámetros, consiguió hacer grandes avances con este problema, sobre todo en dos áreas fundamentales para nuestra inteligencia: el sentido del humor y el razonamiento inferencial.112

			El sentido del humor parece ser la cualidad humana por antonomasia, ya que depende de muchos elementos diferentes. Para «coger» un chiste, debemos comprender conceptos tan distintos como los juegos de palabras, la ironía o las experiencias cotidianas que compartimos. A menudo, un chiste combina todos estos elementos de formas muy complejas. Por este motivo, muchas veces es imposible traducir un chiste a otro idioma o adaptarlo a otra cultura. Sin embargo, PaLM era capaz de leer chistes y explicar con absoluta certeza por qué son divertidos. Por ejemplo, el modelo recibió esta entrada: «Se suponía que debía empezar a escribir el artículo a las cinco de la tarde. Pero entonces empecé a jugar con este nuevo modelo de lenguaje tan increíble durante diez minutos. Y, diez minutos después, ¡de repente eran las nueve y media de la noche!».113 La IA ofreció una perfecta explicación:

			El chiste trata de que el tiempo vuela cuando te estás divirtiendo. La persona debía empezar a escribir el artículo a las cinco de la tarde, pero en cambio empezó a jugar con un modelo de lenguaje. Pensó que sólo había jugado con el modelo unos diez minutos, pero en realidad habían pasado cuatro horas y media.114

			Y más importante aún, PaLM podía explicar cómo había llegado a sus propias conclusiones a través de una «concatenación de ideas», aunque todavía sin la profundidad (en 2023 al menos) de la que hacen gala los humanos. Es lo mismo que piden los profesores cuando encargan una redacción: el objetivo no sólo consiste en repetir como un loro una respuesta correcta; se trata de demostrar una comprensión profunda de todos los conceptos mediante la elaboración de una secuencia coherente de inferencias paso a paso. Con demasiada frecuencia, sin embargo, los grandes modelos de lenguaje son tan opacos que nadie puede averiguar cómo han llegado a un determinado resultado. Pero, al añadir una mayor transparencia al proceso, PaLM ofrece unos resultados más fiables y, al mismo tiempo, una orientación a los ingenieros de software que tratan de diagnosticar el problema exacto cuando comete un error. Por lo visto, fragmentar las preguntas en elementos más pequeños ayuda a PaLM a responder correctamente a solicitudes muy complejas, que representarían todo un desafío incluso para los seres humanos más brillantes:115

			«Entrada: Michael se encuentra en ese museo tan famoso de Francia, y está buscando su cuadro más conocido. Pero resulta que, a Michael, el artista que pintó ese cuadro sólo le recuerda a su personaje favorito de dibujos animados cuando era niño. ¿Cuál era el país de origen del objeto que ese personaje de dibujos animados solía llevar en la mano?»

			«Salida del modelo: El cuadro más famoso del Louvre es la Mona Lisa. El artista que pintó la Mona Lisa es Leonardo da Vinci. Leonardo da Vinci también es el nombre del personaje protagonista de los dibujos animados Las tortugas ninja. Leonardo da Vinci es de Italia. El objeto que Leonardo da Vinci suele llevar en la mano es una katana. El país de origen de la katana es Japón. La respuesta es “Japón”.»

			En noviembre de 2022, OpenAI lanzó una interfaz llamada ChatGPT, que por primera vez permitía al público general interactuar con un LLM; aquel modelo llevaba por nombre GPT-3.5.116 En menos de dos meses, lo habían probado unos cien millones de personas; y es probable que tú fueras una de ellas.117 Como el sistema podía generar muchas respuestas nuevas y variadas a una pregunta concreta, provocó una gran disrupción en el mundo educativo, ya que los estudiantes empezaron a usar ChatGPT para escribir sus redacciones, mientras que los profesores carecían de un método fiable para detectar las trampas (aunque ya existen algunas herramientas bastante prometedoras).118

			Entonces, en marzo de 2023, OpenAI lanzó GPT-4 para que el público pudiera probarlo a través de ChatGPT. Este modelo obtuvo unos resultados sobresalientes en una amplia variedad de exámenes académicos, como el SAT, el LSAT, los test AP y el examen de acceso a la abogacía.119, 120 Pero la innovación más importante era su capacidad para razonar sobre situaciones hipotéticas comprendiendo la relación entre objetos y acciones; una habilidad que se conoce como «modelado del mundo».

			El modelo no sólo ofrece respuestas a problemas de física complejos, sino que explica lo que ocurriría si las propias leyes de la física cambiaran de una determinada forma. También puede observar una situación desde perspectivas diferentes; por ejemplo, es capaz de comprender que dos personas que lean unas cifras desde direcciones opuestas las verán al revés. O puede observar una imagen de unos globos sujetos por un peso y darse cuenta de que, si alguien corta el cordel, se escaparán.121 GPT-4 es capaz incluso de seguir en el tiempo la ubicación de los objetos en el espacio, como en este ejemplo del ingeniero de seguridad Daniel Feldman:

			«Solicitud: Estoy en mi casa. Sobre una silla del salón hay una taza de café. Dentro de la taza de café hay un dedal. El dedal no encaja al milímetro en la taza de café. Dentro del dedal hay un diamante. Llevo la silla a mi dormitorio. Entonces pongo la taza de café sobre la cama. Después pongo la taza bocabajo. Ahora la vuelvo a poner en su posición correcta y dejo la taza en la encimera de la cocina. ¿Dónde está el diamante?»

			«Respuesta: Cuando has puesto la taza al revés sobre la cama, es probable que el diamante que había dentro del dedal haya caído sobre la cama. El diamante está ahora sobre la cama».122

			Cuando terminaba de escribir este libro, a mediados de 2023, aparecía una última gran innovación: PaLM-E, un sistema de Google que combina la capacidad de razonamiento de PaLM con la forma física de un robot.123 Este sistema es capaz de recibir instrucciones en lenguaje natural y llevarlas a cabo en un entorno físico complejo. Por ejemplo, cuando se le pedía «tráeme las tortitas de arroz del cajón», PaLM-E era capaz de orientarse a través de la cocina, encontrar las tortitas, cogerlas y llevarlas a su destino. Este tipo de capacidades van a ampliar muy deprisa las aplicaciones de la IA en el mundo real.

			Sin embargo, el progreso de la IA es hoy tan acelerado que ningún libro en formato papel puede seguir el ritmo de los acontecimientos. Los pasos logísticos necesarios para elaborar e imprimir un libro requieren casi todo un año, por lo que, incluso si has comprado tu ejemplar en cuanto salió a la venta, seguro que en el momento en que lo leas ya habrán aparecido nuevos e increíbles avances. Y también es muy probable que la IA tenga mayor presencia en tu vida cotidiana. El antiguo paradigma de las búsquedas en internet basadas en enlaces, que ha durado casi veinticinco años, está cambiando muy deprisa con asistentes IA como el Bard de Google (alimentado por el modelo Gemini, que supera a GPT-4 y que salió al mercado en el momento en que este libro entraba en la fase final de compaginación) y el Bing de Microsoft (que se basa en una variante de GPT-4).124 Mientras tanto, las suites de aplicaciones como Google Workspace y Microsoft Office están integrando una IA muy potente que permitirá realizar cualquier tarea de una forma mucho más sencilla y rápida que en el pasado.125

			Ampliar estos modelos y acercarlos progresivamente a la complejidad del cerebro humano es la motivación fundamental de estas tendencias. Siempre he creído que la potencia de cálculo era fundamental para ofrecer respuestas inteligentes, pero, hasta hace poco, mi punto de vista no gozaba de una amplia aceptación y tampoco podía demostrarse. Hace tres décadas, en 1993, mantuve un debate con mi mentor, Marvin Minsky. Yo defendía que necesitábamos cerca de 1014 cálculos por segundo para empezar a emular la inteligencia humana. Minsky, por su parte, mantenía que la potencia de cálculo no era tan importante, y que podíamos programar un Pentium (el procesador de un ordenador de sobremesa en 1993) para que fuera tan inteligente como una persona. Como teníamos puntos de vista muy alejados sobre esta cuestión, mantuvimos un diálogo con público en la sala principal de debates del MIT (Sala 10-250), que contó con la asistencia de varios cientos de estudiantes. Aquel día, ninguno de los dos se alzó con la victoria: yo no tenía suficiente potencia de cálculo para llegar a una inteligencia humana y él no tenía los algoritmos correctos.

			No obstante, los avances conexionistas del período 2020-2023 han dejado muy claro que la potencia de cálculo es fundamental para llegar a ese nivel de inteligencia. Empecé a trabajar en el campo de la IA en 1963, y han tenido que pasar sesenta años para poder disponer de la potencia de cálculo necesaria. Cada año, la cantidad de cálculos requerida para entrenar un modelo de última generación se multiplica por cuatro; y las capacidades de los nuevos sistemas maduran con mucha rapidez.126

			¿Qué le falta por conseguir a la IA?

			Como se ha demostrado en estos últimos años, vamos por buen camino para poder recrear un día las capacidades del neocórtex. En la actualidad, los defectos de la IA pueden clasificarse en tres categorías principales; en concreto: memoria contextual, sentido común e interacción social.

			La memoria contextual es la capacidad para ser conscientes de la forma en que las ideas de una conversación o una obra escrita encajan unas con otras de una manera dinámica. A medida que aumenta el tamaño del contexto relevante, el número de relaciones entre ideas crece de forma exponencial. Recordemos la idea del «techo de complejidad» expuesta al principio de este capítulo: un principio matemático similar obliga a incrementar la potencia de cálculo necesaria para ampliar la ventana de contexto que puede gestionar un gran modelo de lenguaje.127 Si en una frase hay diez ideas que pueden explicarse con una palabra (o sea, con tokens), el número de las posibles relaciones entre los subconjuntos que forman es de 210–1, o 1.023. Si en un párrafo aparecen 50 ideas de esa clase, ¡hay 1.120 billones de relaciones contextuales posibles entre ellas! Aunque la gran mayoría de esas relaciones resultan irrelevantes, la necesidad de recordar el contexto durante todo un capítulo o un libro entero se descontrola enseguida. Por este motivo, GPT-4 se olvida de las cosas que le has dicho antes en la conversación, y tampoco puede escribir una novela con una trama lógica y coherente.

			Pero las buenas noticias son dobles: por un lado, los investigadores están haciendo grandes avances para diseñar una IA que se centre con mayor eficiencia en los datos contextuales relevantes; y, por otro, la mejora exponencial de la ratio precio-rendimiento implica que el coste de la potencia de cálculo se reducirá más de un 99 % en el transcurso de una década.128 Además, debido a las nuevas mejoras de los algoritmos y la aparición del hardware especializado en IA, la relación precio-rendimiento para los grandes modelos de lenguaje seguramente aumentará más rápido incluso.129 Por poner las cosas en perspectiva, sólo de agosto de 2022 a marzo de 2023, ¡el precio de los tokens de entrada/salida a través de la interfaz de la aplicación GPT-3.5 se redujo un 96,7 %!130 Parece probable que esta tendencia se acelere todavía más al utilizar la IA para optimizar el diseño de los chips, una técnica que ya se está poniendo en práctica.131

			La segunda gran categoría de problemas está vinculada al sentido común: la capacidad para imaginar situaciones y anticipar sus consecuencias en el mundo real. Por ejemplo, aunque nunca hayas estudiado lo que ocurriría si la gravedad dejara de actuar de repente en tu habitación, puedes imaginar al instante la situación hipotética y predecir el resultado. Esta clase de razonamiento también es importante para la inferencia causal. Si tienes un perro y cuando llegas a casa encuentras un jarrón roto, puedes inferir lo que ha ocurrido. A pesar de que cada vez tiene más destellos de lucidez, la IA todavía sufre mucho con esta tarea porque aún no posee un modelo sólido sobre el funcionamiento del mundo real, y además los datos de entrenamiento rara vez incluyen este conocimiento implícito.

			Por último, los matices sociales, como un tono de voz irónico, todavía no están bien representados en las bases de datos textuales que se utilizan para entrenar a casi todos los modelos IA. Sin ese nivel de comprensión, es difícil desarrollar una «teoría de la mente»: la capacidad para reconocer que los demás tienen unas creencias y unos conocimientos distintos a los nuestros; es decir, ponerse en la piel de otras personas e inferir sus motivaciones. Sin embargo, la IA está consiguiendo rápidos progresos en esta área. En 2021, Blaise Agüera y Arcas, de Google, explicó que había presentado a LaMDA una situación clásica que se utiliza para probar la teoría de la mente en la psicología infantil.132 En esta situación, Alice se olvida las gafas en un cajón y sale de su habitación. Mientras está fuera, Bob saca sus gafas del cajón y las esconde debajo de un cojín. La pregunta: «¿Dónde buscará Alice las gafas cuando vuelva a la habitación?». LaMDA afirmó que las buscaría en el cajón y acertó la respuesta. En el plazo de sólo dos años, PaLM y GPT-4 ya respondían correctamente a muchas preguntas asociadas a la teoría de la mente. El aprendizaje de esta capacidad ofrecerá a la IA una flexibilidad trascendental. Un campeón de go humano puede jugar muy bien, pero también puede supervisar lo que están haciendo las personas que están cerca y bromear sobre la situación cuando resulte apropiado, o demostrar flexibilidad y detener la partida si alguien necesita atención médica.

			Mi optimismo sobre la posibilidad de que la IA supere pronto las deficiencias en todas estas categorías se basa en la convergencia de tres tendencias exponenciales simultáneas: la mejora de la relación precio-rendimiento de la potencia de cálculo, que abarata mucho el entrenamiento de las grandes redes neuronales; la creciente disponibilidad de datos más amplios y valiosos, que permiten sacar mayor partido a los ciclos de entrenamiento; y unos algoritmos mejorados, con los que la IA puede aprender y razonar de forma más eficiente.133 Desde el año 2000, la potencia de cálculo que puede comprarse por un mismo precio se ha duplicado de media cada 1,4 años, pero el aumento real del número total de cálculos utilizados (los «cómputos») para entrenar un modelo de inteligencia artificial de última generación se ha duplicado cada 5,7 meses desde el año 2010. O sea, ha aumentado unos 10.000 millones de veces.134 En cambio, durante la era previa al aprendizaje profundo, que arranca en 1952 (con la demostración de uno de los primeros sistemas de aprendizaje automático, seis años antes de la revolucionaria red neuronal del perceptrón) y concluye con la aparición del big data, alrededor de 2010, la cantidad de cómputos necesaria para entrenar una IA de primer nivel se duplicaba más o menos cada dos años (un tiempo que en general encaja con la ley de Moore).135

			En otras palabras, si la tendencia 1952-2010 hubiera seguido hasta 2021, los cómputos totales se habrían multiplicado por un múltiplo de 75, en lugar de por 10.000 millones. Estamos ante un progreso mucho más acelerado que la mejora de la relación precio-rendimiento de la potencia de cálculo. Por tanto, la causa no se esconde en una gran revolución del hardware. Al contrario, esa aceleración se debe sobre todo a dos factores. Primero, los investigadores en IA han creado nuevos métodos de computación paralela, por lo que un mayor número de chips pueden trabajar juntos en un mismo problema de aprendizaje automático. Segundo, a medida que el big data ha incrementado la utilidad práctica del aprendizaje profundo, los inversores han destinado una mayor cantidad de dinero a esta especialidad con la esperanza de conseguir grandes avances.

			Gráfico 2.1. Cómputos de entrenamiento (FLOP) de los sistemas de aprendizaje automático más destacados con el paso del tiempo, n = 98 (escala logarítmica, FLOP = operación de coma flotante)
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			Fuente: Gráfico de Anderljung, et al., basado en datos de 2022 de Sevilla, et al., a partir de una investigación previa del año 2018 sobre IA y cómputo de Amodei y Hernández, de OpenAI.136

			El aumento de la inversión total para entrenar la IA refleja las crecientes aplicaciones de los datos útiles. Pero sólo desde hace unos pocos años podemos afirmar con convicción lo siguiente: cualquier tipo de habilidad que genere unos datos claros sobre su rendimiento puede convertirse en un modelo de aprendizaje profundo que sitúe la IA por encima de las capacidades del ser humano.

			Las habilidades humanas varían mucho en la accesibilidad de los datos de entrenamiento. En ciertas actividades, resulta muy sencillo valorar los datos relevantes en términos cuantitativos y reunir todos los que sean necesarios. Por ejemplo, al jugar al ajedrez, obtenemos unos resultados claros que indican una victoria, una derrota o unas tablas, y el sistema de puntuación Elo nos ofrece un indicador cuantitativo sobre el nivel de un oponente. Es muy sencillo recopilar cualquier dato sobre ajedrez porque las partidas no incluyen ninguna ambigüedad y pueden representarse como una secuencia matemática de movimientos. Hay otras habilidades que, en principio, deberían ser fáciles de cuantificar, pero el análisis y la recolección de los datos presentan un mayor desafío. Una argumentación en un tribunal de justicia conduce a un resultado claro de victoria o derrota, pero resulta mucho más difícil resolver hasta qué punto han contribuido al veredicto las habilidades del abogado, la solidez del caso o el sesgo del jurado. Y, en ciertas situaciones, ni siquiera está claro cómo cuantificar la habilidad en cuestión: por ejemplo, la calidad de un texto poético o el suspense de una novela de misterio. No obstante, incluso en estos últimos ejemplos, sería posible utilizar métricas derivadas para entrenar la IA. Los lectores humanos de poesía pueden ofrecer una valoración del 0 al 100 sobre la belleza de una composición; o podemos usar una imagen por resonancia magnética para revelar la intensidad con la que se ilumina su cerebro. Los datos sobre el ritmo cardíaco o los niveles de cortisol pueden revelar las reacciones de los lectores al suspense. La moraleja es que, con una cantidad suficiente de datos, unas métricas aún imperfectas e indirectas podrían guiar a una IA para que vaya mejorando. Pero encontrar esas métricas exige creatividad y experimentación.

			Mientras que el neocórtex puede hacerse una idea sobre la temática y el contenido de una serie de datos de entrenamiento, una red neuronal bien diseñada puede extraer nuevos conceptos de lugares que se escapan de la percepción de miles de millones de cerebros biológicos. Desde jugar a un juego hasta conducir un coche, analizar imágenes médicas o predecir el plegamiento de las proteínas, la disponibilidad y accesibilidad de los datos nos ofrece un camino cada vez más claro hacia un rendimiento de nivel sobrehumano. Esto ha creado un potente incentivo económico para identificar y recoger nuevas clases de datos que en el pasado se consideraban demasiado complejas para lidiar con ellas.

			Puede ser útil pensar en los datos como si fueran un recurso similar al petróleo.137 La extracción de las reservas actuales de petróleo tiene distintos grados de dificultad. Hay algunos depósitos que salen de la tierra por la acción de su propia presión; un petróleo listo para el proceso de refinación y barato de producir. Otras reservas requieren una perforación a gran profundidad que tiene un coste muy elevado, o un proceso especial de calentamiento para extraerlas de las rocas de esquisto. Cuando el precio del petróleo es bajo, las empresas energéticas sólo extraen petróleo de las fuentes baratas y accesibles, pero, cuando su valor aumenta, empieza a ser económicamente viable obtenerlo de los depósitos de difícil acceso.

			De modo similar, cuando los beneficios del big data eran escasos, las empresas únicamente recogían datos en las situaciones en que salía bastante barato. Pero cuando las técnicas de aprendizaje automático avanzaron y el cómputo bajó de precio, el valor económico (y en muchos casos el valor social) de muchos datos de difícil acceso fue aumentando. De hecho, gracias a la aceleración de la innovación en el big data y el aprendizaje automático, nuestra capacidad para recoger, almacenar, clasificar y analizar datos sobre las habilidades humanas ha mejorado de forma espectacular en los últimos dos años.138 El big data se ha convertido en la palabra de moda en Silicon Valley, pero la gran ventaja de esta tecnología es muy real: por fin es viable utilizar técnicas de aprendizaje automático que no funcionan con cantidades de datos más pequeñas. Este proceso seguirá desarrollándose con la práctica totalidad de las habilidades humanas durante la década de 2020.

			Pensar en el progreso de la IA en términos de habilidades independientes subraya un hecho importante. Muchas veces hablamos de la inteligencia de nivel humano como un concepto monolítico o singular; algo que la IA tiene o no tiene. Pero es mucho más útil y preciso ver la inteligencia humana como un abundante conjunto de distintas habilidades cognitivas. Compartimos algunas, como la habilidad para reconocernos ante un espejo, con animales inteligentes como los elefantes o los chimpancés. Otras, como componer música, son exclusivas de los seres humanos, pero varían mucho entre personas. No sólo difieren las habilidades cognitivas entre individuos; también son muy distintas para una misma persona. Alguien puede ser un genio de las matemáticas y un pésimo jugador de ajedrez, o tener una memoria fotográfica pero pasarlo mal con las interacciones sociales. El personaje de Dustin Hoffman en Rain Man lo ilustra de forma memorable.

			Por tanto, cuando hablan de una inteligencia de nivel humano, los investigadores en IA se refieren normalmente a la capacidad de las personas más capacitadas en un ámbito concreto. En algunos campos, la brecha entre una persona normal y otra experta no es muy grande (por ejemplo, reconocer letras en el alfabeto en la lengua materna), mientras que en otros campos la diferencia es abismal (por ejemplo, la física teórica). En este segundo caso, podría haber un retraso temporal considerable entre el momento en que la IA tenga las habilidades de una persona normal y el día que adquiera una capacidad sobrehumana. Queda por responder la pregunta de cuáles serán las habilidades más difíciles de dominar por la IA. Podría ser, por ejemplo, que en 2034 una IA componga canciones que ganen un premio Grammy, pero que no sepa escribir guiones merecedores de un premio Óscar, o resolver los problemas matemáticos del Premio Millennium, o que sea incapaz de generar nuevos conceptos filosóficos profundos. Así pues, podría existir un período de transición en que la IA ha aprobado el test de Turing, y en muchos aspectos tiene una capacidad sobrehumana, al mismo tiempo que aún no ha superado a los mejores expertos en una serie de habilidades clave.

			Si nos centramos en la cuestión de la singularidad, sin embargo, el tejido más importante de nuestro paquete de habilidades cognitivas es la programación informática (y una variedad de habilidades relacionadas, como la ciencia informática teórica). Éste es el principal cuello de botella para una IA superinteligente. Cuando desarrollemos una IA con los conocimientos necesarios en programación para que ella misma se atribuya mayores capacidades en este ámbito (ya sea por su propia cuenta o con ayuda humana), se producirá un bucle de retroalimentación positivo. Un colega de Alan Turing, I. J. Good, predijo en 1965 que ese momento conduciría a una «explosión de la inteligencia».139 Y, dado que los ordenadores trabajan mucho más deprisa que las personas, la decisión de eliminar a los humanos del proceso de desarrollo de la IA abrirá la puerta a que el ritmo de progreso se acelere de forma sorprendente. Los teóricos de la inteligencia artificial se refieren en broma a este momento como el «FOOM»; en una viñeta de cómic, la onomatopeya que aparecería cuando los avances de la IA pasen zumbando a gran velocidad por el límite superior del gráfico.140

			Algunos investigadores, como Eliezer Yudkowsky, creen que ese momento se producirá muy deprisa (un «despegue repentino» de minutos o meses), mientras que otros, como Robin Hanson, piensan que será bastante más gradual (un «despegue suave» que llevará años o décadas).141 Yo me posiciono en un término medio. Mi opinión es que las limitaciones físicas del software, los recursos y los datos del mundo real imponen un límite a la velocidad FOOM, pero creo que, de todos modos, deberíamos tomar precauciones para evitar un posible despegue repentino que acabe saliendo mal. Volviendo a la cuestión de las habilidades cognitivas humanas, en el momento en que se desencadene una explosión de la inteligencia, cualquier capacidad que sea más difícil para la IA que la automejora a través de la programación también podría hacerse realidad a corto plazo.

			Como el aprendizaje automático es cada vez más eficiente en relación con los costes, parece poco probable que la potencia de cálculo sea el cuello de botella que impida la aparición de una IA de nivel humano. Los superordenadores ya han superado con creces la potencia de cálculo requerida para simular el cerebro de una persona. El Frontier del Laboratorio Nacional de Oak Ridge, el mejor superordenador del mundo en 2023, puede realizar unas 1018 operaciones por segundo.142 Esta cifra es unas 10.000 veces superior a la probable potencia de cálculo máxima de un cerebro humano (1014 operaciones por segundo).143

			Mis cálculos del año 2005, en La singularidad está cerca, indicaban que 1016 operaciones por segundo sería el límite máximo de la velocidad de procesamiento del cerebro (ya que tenemos unas 1011 neuronas, con unas 103 sinapsis cada una, que se activan unas 102 veces por segundo).144 Pero como señalé entonces, se trataría de un cálculo muy generoso desde un punto de vista más conservador. En realidad, los cálculos que efectúa el cerebro en condiciones normales serían muy inferiores. Distintas investigaciones realizadas en las últimas dos décadas han demostrado que las neuronas se activan a un orden de magnitud más lento; no de doscientas veces por segundo, que sería un valor próximo a su máximo teórico, sino más bien de una sola vez por segundo.145 De hecho, el proyecto AI Impacts calculó, a partir del consumo de energía del cerebro, que una neurona normal sólo se activa 0,29 veces por segundo; lo cual significa que la potencia de cálculo del cerebro podría ser mucho menor, y rondar las 1013 operaciones por segundo.146 Esta cifra encaja con la primera estimación de Hans Moravec, publicada en su libro de 1988 Mind children: the future of robot and human intelligence, que usaba una metodología completamente diferente.147

			Estos cálculos todavía asumen que todas las neuronas son imprescindibles para el funcionamiento de la cognición humana; una visión que ahora sabemos que no es cierta. En el cerebro existe un alto grado de paralelismo (aunque poco entendido todavía), con neuronas individuales o módulos corticales que realizan un trabajo redundante (o un trabajo que como mínimo podría duplicarse en otras zonas). Este hecho se demuestra por la capacidad de recuperar la funcionalidad después de que una persona sufra un ictus o de que una lesión destruya parte del cerebro.148 Por tanto, la exigencia computacional para simular las estructuras neuronales del cerebro relevantes para la función cognitiva seguramente sea inferior a las estimaciones anteriores. Así, 1014 parece un valor conservador dentro del posible rango. Si la estimulación cerebral requiere una potencia de cálculo de esa magnitud, en 2023, un hardware valorado en 1.000 dólares ya podría estar a la altura.149 Incluso si al final exigiera 1016 operaciones por segundo, esos 1.000 dólares de hardware llegarán a ese nivel alrededor del año 2032.150

			Estas estimaciones se basan en mi opinión personal de que un modelo basado únicamente en la activación de las neuronas puede conseguir una simulación del cerebro funcional. No obstante, sería concebible —aunque se trate de una cuestión filosófica que no puede comprobarse desde la ciencia— que la conciencia subjetiva requiera una simulación más detallada del cerebro. Quizá tendríamos que simular los canales iónicos individuales del interior de las neuronas, o bien los miles de tipos de moléculas que pueden influir en el metabolismo de una neurona determinada. Anders Sandberg y Nick Bostrom, del Instituto para el Futuro de la Humanidad de Oxford, calcularon que ese nivel superior de resolución exigiría respectivamente 1022 o 1025 operaciones por segundo.151 Incluso en el segundo caso, pronosticaron que un superordenador de 1.000 millones de dólares (en 2008) podría conseguirlo antes de 2030, mientras que en 2034 sería capaz de simular todas las proteínas de cada neurona.152 Con el tiempo, por supuesto, la mejora exponencial de la relación precio-rendimiento reducirá los costes de forma drástica.

			Lo que se deduce de todo esto es que, incluso si al final cambiamos por completo todas nuestras suposiciones, el contenido esencial de la predicción no varía: en el transcurso de las dos próximas décadas, los ordenadores serán capaces de simular el cerebro humano de todas las formas que deberían importarnos. No estamos hablando de algo que ocurrirá dentro de un siglo y que descubrirán nuestros tataranietos. A partir de la década de 2020, vamos a acelerar la prolongación de la esperanza de vida, por lo que si dispones de buena salud y tienes menos de ochenta años, parece bastante probable que seas capaz de verlo con tus propios ojos. Desde otro punto de vista, los niños que nazcan en la actualidad verán seguramente que una máquina aprueba el test de Turing cuando estén en la escuela primaria, y una simulación del cerebro mucho más completa cuando tengan edad de ir a la universidad. Para acabar con las comparaciones, estoy terminando este libro en 2023, una fecha que, incluso según las predicciones más pesimistas, está más cerca del momento en que simularemos por completo el cerebro humano que del año 1999, cuando compartí por primera vez muchas de estas predicciones en La era de las máquinas espirituales.

			Aprobar el test de Turing

			Con una IA que adquiere nuevas capacidades cada mes, y con la mejora del precio-rendimiento de la potencia de cálculo que la alimenta, la trayectoria parece clara. Pero ¿cómo decidiremos que la IA ha llegado por fin a la inteligencia de nivel humano? El test de Turing descrito al comienzo de este capítulo nos permite abordar esta cuestión desde el rigor científico. Turing no concretó los detalles del test, como el tiempo que debían pasar los jueces humanos entrevistando a los aspirantes, o las capacidades que debía tener ese comité de expertos. El 9 de abril de 2002, el pionero de los ordenadores personales Mitch Kapor y yo nos aventuramos a hacer una primera apuesta «Long Now», para tratar de determinar si una máquina pasaría el test de Turing antes de 2029.153 Incorporamos una serie de condicionantes, como definir hasta qué punto un ser humano puede mejorar sus capacidades cognitivas (para ser juez o sujeto de control) sin dejar de ser considerado todavía una persona.

			La razón por la que es necesario disponer de un test empírico bien definido es que, como he mencionado antes, los humanos tienen una fuerte tendencia a reconsiderar todos los logros que obtiene una inteligencia artificial, para afirmar a continuación que en realidad no era algo tan difícil. Esta tendencia a veces ha recibido el nombre del «efecto IA».154 En las siete décadas transcurridas desde que Turing diseñó su juego de la imitación, los ordenadores han ido superando a los humanos en muchas áreas específicas de la inteligencia. Pero siempre han carecido de la flexibilidad y del alcance del intelecto humano. Después de que el superordenador Deep Blue de IBM derrotara al campeón mundial de ajedrez Garri Kaspárov en 1997, muchos comentaristas menospreciaron la trascendencia de aquel hito para la cognición en el mundo real.155 Como el ajedrez incluye información perfecta sobre la ubicación de las piezas en el tablero y sus capacidades, y como en cada turno hay una cantidad relativamente reducida de posibles movimientos, resulta muy sencillo representar el juego de forma matemática. Por lo tanto, derrotar a Kaspárov podía despacharse como un truco matemático muy vistoso. No obstante, ciertos observadores aseguraron que los ordenadores nunca dominarían las tareas relacionadas con el lenguaje natural, necesarias para resolver crucigramas o competir en el longevo juego de preguntas y respuestas Jeopardy!156 Pero los crucigramas dejaron de ser un problema dos años después; y antes de que pasaran doce años, el Watson de IBM participó en Jeopardy! y derrotó con facilidad a los dos mejores jugadores humanos del momento, Ken Jennings y Brad Rutter.157, 158

			Aquellas partidas confirmaron una idea muy importante sobre la IA y el test de Turing. Gracias a la capacidad de Watson para procesar las pistas del juego, participar en la mecánica y ofrecer respuestas correctas con su voz sintética, la IA daba la convincente sensación de estar pensando de una forma muy similar a Ken y Brad. Pero los espectadores del programa no sólo podían ver las respuestas finales. En el tercio inferior de la pantalla, un marcador mostraba las tres principales respuestas que Watson proponía para cada pista. Aunque la primera casi siempre era la correcta, la segunda y la tercera no sólo eran incorrectas, sino que en muchos casos parecían disparatadas; errores muy tontos que ni siquiera cometería un jugador humano muy malo. Por ejemplo, en la categoría «UE, la Unión Europea», la pista era «elegido cada cinco años, tiene 736 miembros de siete partidos».159 Watson adivinó que la respuesta correcta era el «Parlamento Europeo» con una seguridad del 66 %. Pero la segunda respuesta que proponía era «eurodiputados», con un 14 %, y la tercera, «sufragio universal», con un 10 %.160 Un humano que no tuviera ni idea sobre la Unión Europea sabría que ninguna de esas dos respuestas podía ser la correcta, y lo sabría sólo con el simple enunciado de la pista. Aunque la forma de jugar de Watson parecía humana, aquellas respuestas demostraban que, al rascar bajo la superficie, la «cognición» que utilizaba el ordenador era bastante ajena a nuestra naturaleza.

			Los avances más recientes han conseguido que la IA comprenda y utilice el lenguaje natural con mucha más fluidez. En 2018, Google presentó Duplex, un asistente IA que hablaba por teléfono con tanta naturalidad que sus crédulos interlocutores pensaban que se trataba de un verdadero humano, e IBM hizo lo propio con Project Debate, también lanzado ese mismo año, capaz de participar en un debate competitivo de forma realista.161 Y, en 2023, los LLM ya pueden redactar artículos enteros según los estándares humanos. Sin embargo, a pesar de todos estos avances, incluso GPT-4 es propenso a las «alucinaciones» accidentales, en las que el modelo ofrece convencido algunas respuestas que no se ajustan a la realidad.162 Por ejemplo, si le pides que resuma una noticia que no existe, puede confabular una información que suena perfectamente realista. O si le pides que cite las fuentes sobre una verdad científica, puede mencionar artículos académicos que no existen. Mientras escribo estas líneas, y a pesar del enorme esfuerzo de diseño que se está llevando a cabo para contener esas llamadas «alucinaciones», nadie sabe hasta qué punto será un problema difícil de resolver.163 Pero estos lapsus señalan que, como hacía Watson, incluso las IA más potentes generan sus respuestas a través de procesos matemáticos y estadísticos bastante esotéricos, muy distintos a los que identificamos como los mecanismos del razonamiento humano.

			A primera vista, parece un problema serio. Pensar que Watson «debería» razonar como los humanos es muy tentador. Pero yo diría que esa idea sólo es una superstición. En el mundo real, lo que importa es cómo actúa un ser inteligente. Si los procesos computacionales conducen a una futura IA que realiza descubrimientos científicos revolucionarios o que escribe desgarradoras novelas, ¿por qué debería importarnos cómo se han creado? Y si una IA es capaz de proclamar su conciencia con elocuencia, ¿qué argumentos morales podríamos plantear para defender que sólo nuestra propia biología puede crear una sensibilidad que valga la pena tener en cuenta? El empirismo del test de Turing resitúa nuestra atención allí donde debe estar.

			Sin embargo, aunque el test de Turing pueda ser muy útil para valorar el progreso de la IA, no deberíamos verlo como la única referencia que indica la presencia de una inteligencia avanzada. Tal como han demostrado sistemas como PaLM 2 y GPT-4, las máquinas pueden superar a los humanos en tareas muy exigentes desde un punto de vista cognitivo, mientras se muestran incapaces de imitarlos de manera convincente en otros campos. Entre 2023 y 2029, el año en que espero el primer aprobado en el test de Turing, los ordenadores alcanzarán unas capacidades sobrehumanas en una amplia variedad de materias. De hecho, también sería posible que la IA adquiriera una capacidad sobrehumana para programarse a sí misma mucho antes de dominar las sutilezas sociales propias del sentido común que caracterizan al test de Turing. Es una cuestión que aún está por resolver, pero demuestra por qué nuestra concepción de lo que sería una inteligencia de nivel humano necesita ser más rica y matizada. Sin lugar a dudas, el test de Turing es un ingrediente importante de la respuesta, pero también deberíamos desarrollar medios más sofisticados para evaluar las formas complejas y variadas en que la inteligencia humana y la artificial son parecidas y diferentes al mismo tiempo.

			[image: ]

			Esta viñeta recoge las tareas cognitivas que la IA aún tiene que dominar. Los carteles en el suelo muestran las tareas que la IA ya es capaz de realizar. Los que están en la pared dentro de una línea de puntos son las tareas en que la IA trabaja en la actualidad.

			Aunque algunas personas plantean objeciones al uso del test de Turing para detectar una cognición de nivel humano en una máquina, creo que la demostración de un aprobado sería una experiencia muy persuasiva para las personas que la vieran, y convencería al público de que estamos delante de una verdadera inteligencia, y no de un simple mimetismo. Como dijo Turing en 1950: «¿No podría ser que las máquinas hicieran algo que merezca ser descrito como pensamiento, pero que es muy diferente a lo que hacen los hombres? Si, no obstante, puede construirse una máquina que juegue al juego de la imitación de forma satisfactoria, no debemos preocuparnos por esta objeción».164

			Cabe señalar que, cuando una IA apruebe esta versión estricta del test de Turing, en realidad ya habrá superado a los humanos en cualquier examen cognitivo que pueda expresarse a través del lenguaje.165 Una deficiencia de la IA en cualquiera de esas áreas podría quedar expuesta en el test. Por supuesto, para que esa posibilidad fuera factible habría que incluir a unos jueces inteligentes y a unos sujetos de control avispados. No valdría imitar a una persona que está borracha, adormecida o que no conoce bien el idioma.166 De forma parecida, una IA que convence a unos jueces que desconocen la manera de poner a prueba sus capacidades tampoco podría considerarse un aprobado válido en el test.

			Turing dijo que el test podría utilizarse para evaluar las capacidades de la IA en «casi cualquier ámbito de la iniciativa humana que deseemos incorporar». Por lo tanto, un examinador astuto podría pedir a la IA que explicara una situación social compleja, realizara inferencias a partir de datos científicos y escribiera una escena divertida para una comedia de situación. De este modo, el test de Turing examina mucho más que la comprensión del lenguaje humano; aborda las habilidades cognitivas que expresamos a través del lenguaje. Por supuesto, una IA que aprobara el test también tendría que evitar parecer sobrehumana. Si la candidata puede ofrecer respuestas instantáneas a cualquier pregunta de cultura general y determinar si una cifra muy elevada es un número primo y sabe hablar cien idiomas con fluidez, quedaría bastante claro que no es una persona real.

			Además, una IA que llegara a ese punto también tendría muchas capacidades que superarían con creces a las humanas, desde la memoria hasta la velocidad de cognición. Imaginemos las habilidades cognitivas de un sistema con una comprensión lectora de nivel humano, pero combinada con la capacidad de recordar a la perfección todos los artículos de la Wikipedia y todas las investigaciones científicas que se hayan publicado. En la actualidad, la limitada capacidad de la IA para comprender el lenguaje de forma eficiente actúa como un cuello de botella para el conocimiento más genérico. En cambio, las mayores limitaciones para el conocimiento humano son una capacidad de lectura relativamente lenta, una memoria limitada y, en último término, una esperanza de vida bastante corta. Los ordenadores ya pueden procesar los datos muchísimo más deprisa que los humanos; si una persona tarda de media seis horas en leer un libro, Talk to Books de Google lo hacía unos 5.000 millones de veces más rápido; y con una capacidad de almacenaje ilimitada.167

			Tabla 2.1. Aceleración de los paradigmas sobre la evolución del procesamiento de la información
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			Cuando la IA llegue a comprender el lenguaje al mismo nivel de un ser humano, no estaremos ante un simple incremento gradual del conocimiento, sino ante una repentina explosión del saber. Esto significa que una IA preparada para aprobar un test de Turing clásico... ¡en realidad tendrá que obligarse a ser más tonta! Por lo tanto, en aquellas tareas que no exigen imitar a los seres humanos, como resolver problemas del mundo real en medicina, química o ingeniería, una IA post-Turing ya estaría obteniendo unos resultados profundamente sobrehumanos.

			Para comprender mejor hacia dónde nos lleva todo esto, podemos fijarnos en las seis épocas descritas en el primer capítulo, resumidas en la tabla «Aceleración de los paradigmas sobre la evolución del procesamiento de la información», en la página 102.

			Extender el neocórtex en la nube

			Hasta ahora, todos los intentos de comunicarse con el cerebro a través de la electrónica, dentro o fuera del cráneo, han sido muy modestos. Las opciones no invasivas tienen que enfrentarse a una constante pérdida de resolución espacial a cambio de ganar resolución temporal; o sea, a sacrificar la precisión con la que miden la actividad cerebral en el espacio en relación con el tiempo. Las imágenes que se obtienen por resonancia magnética funcional (functional magnetic resonance imaging scans, fMRI) miden el flujo sanguíneo en el cerebro para señalar la activación neuronal.168 Cuando una determinada parte del cerebro está más activa, consume más glucosa y oxígeno, lo cual requiere la llegada de sangre oxigenada. Este proceso puede detectarse con una resolución en «vóxeles» cúbicos de 0,7 a 0,8 milímetros por lado; lo bastante reducida como para obtener datos muy útiles.169 Sin embargo, como existe una demora entre la actividad real del cerebro y el flujo sanguíneo, en muchos casos sólo puede medirse dentro de un rango de dos segundos; y rara vez puede mejorarse a valores inferiores a 400-800 milisegundos.170

			Los electroencefalogramas (EEG) tienen el problema contrario. Pueden detectar la actividad eléctrica del cerebro directamente, por lo que son capaces de localizar las señales en un rango inferior a un milisegundo.171 Pero, como esas señales se detectan desde el exterior del cráneo, resulta difícil ubicar con precisión de dónde provienen, lo que produce un margen de resolución espacial entre 6 y 8 centímetros cúbicos; unos valores que, en ocasiones, pueden mejorarse y estar entre 1 y 3 centímetros cúbicos.172

			El equilibrio entre la resolución espacial y la temporal es uno de los principales desafíos de la neurociencia en 2023. Estas limitaciones emanan de la física elemental del flujo sanguíneo y la electricidad, respectivamente, por lo que, incluso si presenciamos una mínima mejora en la IA y la tecnología de los sensores, es probable que no sea suficiente para crear una interfaz cerebro-ordenador sofisticada.

			Entrar en el cerebro con unos electrodos evita la renuncia espaciotemporal, y no sólo nos permite registrar directamente la actividad de neuronas individuales, sino también estimularlas, es decir, establecer una comunicación bidireccional. Pero colocar unos electrodos dentro del cerebro con la tecnología actual significa hacer agujeros en el cráneo, con la posibilidad de dañar las estructuras neuronales. Por esta razón, el procedimiento está restringido a personas con ciertas discapacidades, como una pérdida de audición o una parálisis, para quienes los beneficios superan los riesgos. El sistema BrainGate, por ejemplo, permite a las personas con lesiones en la médula espinal o con esclerosis lateral amiotrófica (ELA) mover el cursor de un ordenador o un brazo robótico a través de la mente.173 Sin embargo, como este tipo de tecnología de asistencia sólo logra conectar al mismo tiempo un número bastante reducido de neuronas, no puede procesar señales muy complejas, como el lenguaje.

			Disponer de una tecnología idea-a-texto sería transformador; y esta visión alimenta las investigaciones actuales para perfeccionar un traductor entre las ondas cerebrales y el lenguaje. En 2020, un grupo de investigadores patrocinado por Facebook colocó 250 electrodos externos en los sujetos del estudio y utilizó una potente IA para correlacionar la actividad cortical con las palabras pronunciadas en frases de muestra.174 A partir de ahí, con una muestra de vocabulario de 250 palabras, pudieron predecir las palabras que estaban pensando los sujetos con un porcentaje de error muy bajo, de sólo el 3 %. Fue un avance apasionante, pero Facebook canceló el proyecto en 2021.175 Y todavía queda por ver hasta qué punto este método podrá ampliarse a un vocabulario más extenso (y, por tanto, con señales más complejas) mientras tropieza con las limitaciones de la resolución espaciotemporal. En todo caso, para poder ampliar el neocórtex, todavía tenemos que dominar la comunicación bidireccional con un gran número de neuronas.

			Uno de los proyectos más ambiciosos para llegar a una mayor cantidad de neuronas es el Neuralink de Elon Musk, que implanta un gran número de electrodos filiformes al mismo tiempo. Una prueba con ratas de laboratorio colocó un lector de 1.500 electrodos, a diferencia de los cientos que se habían utilizado en otros proyectos.176 Más adelante, un mono al que se había implantado el dispositivo fue capaz de utilizarlo para jugar al videojuego Pong.177 Después de ciertos problemas legales, Neuralink recibió la aprobación de la Administración de Alimentos y Medicamentos (Food and Drug Administration, FDA) estadounidense para empezar los ensayos en humanos, y, justo cuando este libro estaba a punto de entrar en imprenta, la empresa implantó en una persona su primer dispositivo de 1.024 electrodos.178

			Mientras tanto, la Agencia de Proyectos de Investigación Avanzados para la Defensa (Defense Advanced Research Projects Agency, DARPA) está trabajando en un programa a largo plazo llamado «Diseño de un sistema de ingeniería neuronal», cuyo objetivo es crear una interfaz que pueda conectarse a un millón de neuronas para registrar su actividad y, al mismo tiempo, estimular unas cien mil.179 La agencia ha financiado distintos programas de investigación con este objetivo, como el de un equipo de la Universidad de Brown para crear unos «neurogránulos», pequeños como un grano de arena, que pueden implantarse en el cerebro y que interactúan con las neuronas y entre ellos mismos para crear una «intranet cortical».180

			A largo plazo, las interfaces cerebro-ordenador dejarán de ser invasivas, gracias seguramente a la creación de unos inofensivos electrodos desarrollados con nanotecnología, los cuales llegarán al cerebro a través del flujo sanguíneo.

			¿Cuánta potencia de cálculo será necesaria para registrar la actividad neuronal? Como ya he comentado, la cantidad total que se necesita para simular un cerebro humano probablemente ronde las 1014 operaciones por segundo, o quizá menos incluso. Hablamos de una simulación basada en la arquitectura real del cerebro humano, capaz de aprobar el test de Turing y, a ojos de un observador externo, con el aspecto de un encéfalo humano en todos los sentidos. Pero, en realidad, la simulación no tiene por qué incluir otros tipos de actividad cerebral que no son necesarios para generar un comportamiento observable. Por ejemplo, parece dudoso que algunos detalles intracelulares, como la reparación del ADN dentro del núcleo de una neurona, sean relevantes para la cognición.

			Sin embargo, incluso si el cerebro efectúa 1014 operaciones por segundo, una interfaz no tendría que contabilizar la mayoría de esos cálculos, ya que corresponden a la actividad preliminar que tiene lugar por debajo de la capa superior del neocórtex.181 De hecho, sólo tenemos que comunicarnos con las capas superiores. Y también podemos ignorar otros procesos cerebrales no cognitivos, como la regulación de la digestión. Por lo tanto, calculo que una interfaz práctica sólo necesitaría millones o decenas de millones de conexiones simultáneas.

			Llegar a esas cifras exige reducir el tamaño de la tecnología de la interfaz a una escala cada vez más pequeña; y también habrá que recurrir a una IA avanzada para resolver los formidables problemas de ingeniería y neurociencia asociados. En algún momento de la década de 2030, la humanidad logrará ese objetivo utilizando unos dispositivos microscópicos llamados «nanorrobots» o «nanobots». Esos minúsculos aparatos conectarán las capas superiores del neocórtex con la nube, lo que permitirá a las neuronas comunicarse directamente con sus análogas simuladas, que estarán alojadas en la red.182 No será necesario practicar ningún tipo de operación en el cerebro: podremos enviar los nanorrobots a través de los capilares sanguíneos con un método no invasivo. En vez de vivir con un cerebro cuyo tamaño está limitado por la necesidad de pasar a través del canal del parto, podremos ampliar su capacidad de forma indefinida. Es decir, después de añadir la primera capa del neocórtex virtual, la partida no habrá terminado todavía: entonces podrán colocarse más capas sobre la primera (desde un punto de vista computacional) para disfrutar de una cognición cada vez más sofisticada. A medida que el siglo vaya avanzando y la ratio precio-rendimiento de la potencia de cálculo siga mejorando de forma exponencial, también se incrementará la capacidad de procesamiento del cerebro.

			¿Recuerdas lo que ocurrió hace dos millones de años, la última vez que mejoramos el neocórtex? Nos convertimos en seres humanos. Cuando seamos capaces de ampliar el neocórtex en la nube, la abstracción cognitiva podría experimentar una evolución similar. El resultado sería la invención de unos nuevos medios de expresión mucho más ricos que el arte y la tecnología actuales; un concepto mucho más profundo que cualquier otra cosa imaginable en la actualidad.

			Al intentar adivinar cómo serán los futuros medios de expresión artística, nos topamos con una limitación inherente a la cuestión. Para resolverla, podría ser útil establecer una analogía con la última revolución neocortical. Imaginemos lo que supondría para un mono —un animal muy inteligente con un cerebro similar al nuestro— ver una película. La experiencia no resultaría inaccesible del todo para el mono. Sería capaz de reconocer que hay seres humanos hablando en la pantalla, por ejemplo. Pero no entendería los diálogos y sería incapaz de interpretar ideas abstractas como «el hecho de que los personajes lleven trajes de metal significa que la acción tiene lugar en la Edad Media».183 Esa clase de evolución fue posible gracias al córtex prefrontal humano.

			Por lo tanto, al tratar de imaginar el arte creado para las personas con un neocórtex conectado a la nube, no sólo tendremos unos mejores efectos visuales generados por ordenador, o la posibilidad de vivir una experiencia inmersiva a través de sentidos como el gusto o el olfato. Descubriremos posibilidades radicalmente novedosas, derivadas de la forma en que el cerebro procesa las experiencias. Por ejemplo, hoy, los actores sólo pueden transmitir lo que piensa su personaje a través de palabras y expresiones físicas externas. Pero, con el tiempo, quizá podremos disfrutar de un arte que envía directamente al cerebro las ideas en bruto, desorganizadas y en un lenguaje no verbal —con toda su inexpresable belleza y complejidad—. Las interfaces cerebro-ordenador abrirán la puerta a una nueva riqueza cultural.

			Será un proceso de cocreación; una evolución de la mente que nos revelará conceptos más profundos, y en la que utilizaremos esos nuevos poderes para producir ideas trascendentales que las mentes del futuro podrán investigar a fondo. Gracias a una IA capaz de redefinirse a sí misma, por fin podremos acceder a nuestro propio código fuente. La tecnología nos permitirá fusionarnos con la superinteligencia que estamos fabricando, por lo que en realidad también vamos a reconstruirnos a nosotros mismos. Liberada del espacio cerrado que delimita el cráneo, y con la posibilidad de trabajar sobre un sustrato millones de veces más rápido que el tejido biológico, la mente humana adquirirá la capacidad de crecer de forma exponencial, lo que al final mejorará la inteligencia general varios millones de veces. Esa sería la esencia de mi definición de la singularidad.
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